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Aprovada por:
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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários

para a obtenção do grau de Doutor em Ciências (D.Sc.)

CLASSIFICAÇÃO NEURAL DE SINAIS DE SONAR PASSIVO

João Baptista de Oliveira e Souza Filho

Julho/ 2007

Orientador: José Manoel de Seixas

Programa: Engenharia Elétrica

Um sistema para a classificação do rúıdo irradiado por navios é uma fer-

ramenta útil para os operadores de sonar e reduz a complexidade da tarefa de

decisão. Este trabalho dedica-se à classificação neural de sinais de sonar passivo

pré-processados, utilizando dados experimentais constitúıdos pelo rúıdo irradiado

por 28 navios de 8 classes distintas. A análise de componentes principais (PCA) é

utilizada para a extração de caracteŕısticas do sinal e novos algoritmos de extração

PCA, com operação em tempo real, eficazes e acurados são propostos. O estudo das

restrições estat́ısticas no conjunto de dados é também desenvolvido. Para a tarefa de

classificação, uma arquitetura baseada em sistemas especialistas é proposta, a qual

utiliza uma rede neural feedfoward associada à identificação de cada classe. Esta

arquitetura escalável mostra-se capaz de permitir a inclusão de novas classes, o que

é tipicamente requerido em situações práticas. Uma eficiência média para a detecção

das classes superior a 88,7% é obtida.
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the requirements

for the degree of Doctor of Science (D.Sc.)

NEURAL CLASSIFICATION OF PASSIVE SONAR SIGNALS

João Baptista de Oliveira e Souza Filho

July/ 2007

Advisor: José Manoel de Seixas

Department: Electrical Engineering

A system for automatic classification of the noise radiated by ships is an

useful tool for sonar operators and reduces the complexity of the decision task. This

work covers the neural classification of pre-processed passive sonar signals using

experimental data from noise radiated by 28 ships belonging to 8 different classes.

Principal component analysis (PCA) is used for signal feature extraction and new

on-line, cost-effective and accurate algorithms for PCA extraction are proposed.

A study of the observed statistical restrictions in dataset is also developed. For

classification task, an expert network approach is proposed using a feedforward

neural network assigned to each signal class. This scalable architecture is shown to

allow the inclusion of new classes which is tipically required in pratical situations.

An average efficiency for class detection better than 88.7% was obtained.
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gência por faixa de componentes para as diferentes modalidades de

deflação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

4.1 Eficiências de generalização (SP) do classificador estimadas por sub-
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sionais arbitrários: (a) dados e (b) curva do número de grupos criados
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por ı́ndices (Veja o texto). . . . . . . . . . . . . . . . . . . . . . . . . 176

5.19 Eficiências dos classificadores de melhor desempenho para as com-

pactações em componentes de representação e discriminação, com a

seleção dos valores de raio de vigilância das classes realizada por ı́n-
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considerando a seleção dos raios através do critério de arbitrário de
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segundo um mesmo ńıvel de granularidade (Veja o texto). . . . . . . . 198

5.33 Eficiências de generalização por classe e ńıvel de granularidade, para
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Caṕıtulo 1

Contexto

O significativo progresso técnico-cient́ıfico nas últimas décadas, em especial

nos campos da f́ısica atômica, qúımica, microeletrônica, telecomunicações e com-

putação, viabilizou o desenvolvimento de sistemas complexos em várias áreas, tais

como a Medicina e a Engenharia. Neste avanço tecnológico, número crescente de

processos e sistemas tem sido instrumentados, notadamente após o advento da tec-

nologia digital, a qual viabilizou aplicações consideradas como de ficção cient́ıfica

apenas alguns anos atrás.

Os sistemas atuais, na sua maior parte baseados no processamento digital

de informações, exploram técnicas sofisticadas para o tratamento dos sinais, em es-

pecial visando a compactação dos dados e/ou a extração de informação relevante,

atuando na solução de problemas complexos, sujeitos a extenso número de variáveis.

Número crescente de aplicações utilizam sistemas de inspiração biológica, sendo ba-

seado em redes neurais artificiais, notadamente, quando envolvem o reconhecimento

de padrões. Para aplicações complexas, é ainda freqüente a utilização de múlti-

plos agentes, numa estratégia de dividir-e-conquistar, onde múltiplos subsistemas

especializados são dedicados à solução de uma mesma tarefa.

Os problemas envolvidos no ambiente de sonar são sabidamente complexos, e

sua solução demanda, usualmente, o processamento digital em tempo-real de volume

expressivo de informações, considerando técnicas complexas, de custo computacional

elevado. Neste contexto, é de especial interesse a aplicação de técnicas de compac-

tação e de sistemas neurais especializados. Cabe observar que graças ao progresso

tecnológico, importantes ferramentas para a orientação e a defesa de embarcações
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baseadas em sistemas de sonar puderam ser desenvolvidas.

1.1 Motivação

No meio aquático, os submarinos possuem um papel tático bastante impor-

tante na vigilância, a qual pode buscar a detecção de ameaças ou a identificação de

objetos de interesse. Como o som, em meios submersos, é a única forma de energia

que se propaga, de forma eficiente, a grandes distâncias, o sistema de sonar é o

principal instrumento utilizado nos submarinos para esta vigilância.

Sistemas de sonar podem ser ativos ou passivos. Nos sonares ativos, há a

emissão de ondas acústicas e a análise do seu retorno. Para os passivos, realiza

apenas a captação e análise do rúıdo aquático. Como a emissão de ondas acústicas

poderia denunciar sua presença e localização, os submarinos, em situação de vigi-

lância, utilizam sonares passivos, mantendo-se ocultos, a fim de não comprometer

este processo ou tornar-se demasiado vulneráveis.

Embarcações no entorno de um submarino são referidas como contatos. A

detecção e classificação dos contatos é de especial importância para a operação e

defesa dos submarinos. Cada contato produz um conjunto de rúıdos caracteŕısticos,

referidos como assinatura acústica, relacionados a caracteŕısticas f́ısicas e de ma-

quinário em operação no seu interior. A classificação dos contatos é normalmente

realizada por operadores especialmente treinados para esta tarefa, sendo baseada

na sonoridade dos sinais capturados e por informações adicionais, tais como seu

conteúdo de freqüência. Trata-se de uma tarefa especialmente dif́ıcil e estressante,

tendo em vista a complexidade dos sinais envolvidos, o número expressivo de classes

existentes e as múltiplas condições operativas e de cenário aquático posśıveis.

Prover um sistema de apoio ao operador de sonar que identifique, de forma

automática, a qual classe o contato pertence, assim como forneça eventuais análises

e informações complementares, é de extrema relevância. Adoção deste sistema em

cenários de operação militar pode resultar na redução da carga de trabalho e do

estresse emocional e f́ısico, assim como numa maior rapidez e confiabilidade na

tomada de decisões.
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1.2 Classificação automática de contatos

Em razão da complexidade do problema e de requisitos quanto ao desempenho

e à confiabilidade, a constituição de um sistema de classificação automática para o

ambiente de sonar não é uma tarefa trivial. Um requisito fundamental é dispor

de uma base de dados que caracterize, apropriadamente, o problema, o que exige,

normalmente, diferentes aquisições do rúıdo irradiado para várias classes e navios,

segundo diferentes situações operativas e ambientais, em condições similares àquelas

a serem defrontadas pelo sistema em cenários reais de operação.

Tendo em vista a multiplicidade dos cenários operativos posśıveis e restrições

quanto ao custo, tempo de aquisição e o número de navios envolvidos, é provável

a existência de restrições quanto à caracterização das classes. Caracteŕıstica funda-

mental ao sistema classificador é, ainda que desenvolvido sobre dados que possuam

estas restrições, em especial com respeito a cenários operativos reais, apresente uma

capacidade de generalização adequada à sua aplicação como sistema de apoio, visto

que é provável deparar-se com sinais de caracteŕısticas estat́ısticas distintas àquelas

consideradas no seu desenvolvimento.

Deste modo, o sistema de classificação automática deve considerar, em ra-

zão da complexidade do problema e da alta-dimensionalidade dos dados envolvidos,

sistemas h́ıbridos de classificação, onde técnicas de compactação, constitúıdas por

cadeias de pré-processamento baseadas em conhecimento especialista, e sistemas de

extração adaptativa de caracteŕısticas lineares e não-lineares são combinadas com

classificadores neurais, hábeis no reconhecimento de padrões em espaços de dados

de dimensão elevada, mesmo em problemas com severas restrições quanto sua carac-

terização estat́ıstica. A adoção de classificadores neurais modulares na constituição

destes sistemas h́ıbridos é atrativa à operação em tempo real do sistema, permitindo,

também, uma identificação e incorporação facilitada de novos cenários, em especial

novas classes.

1.3 Objetivos da tese

Um dos objetivos deste trabalho é contemplar alguns dos estágios necessários

à produção de um sistema de classificação automática de contatos, na qualidade de
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um equipamento para operação embarcada, desenvolvido com tecnologia própria, a

ser incorporado ao sistema de sonar de submarinos da Marinha Brasileira. Este tra-

balho é decorrente de uma colaboração estabelecida entre o Instituto de Pesquisas da

Marinha (IPqM) e a Universidade Federal do Rio de Janeiro (UFRJ), e representa

uma continuidade de trabalhos anteriores, em especial, a referência [2], que também

utilizou dados de raia acústica, para um conjunto mais restrito de classes e contatos,

enfocando, no entanto, a constituição do pré-processamento e a extração de carac-

teŕısticas, através de técnicas lineares e não-lineares, adequados a uma apropriada

classificação destes sinais.

Os esforços deste trabalho se concentraram em duas áreas principais: a ex-

tração de caracteŕısticas e o projeto e avaliação de classificadores neurais, ambos

realizados com sinais de raia acústica, pré-processados por uma cadeia similar à

proposta em [2]. Segundo este pré-processamento, uma classificação deve ser produ-

zida a cada 0, 2 s, tempo que é compat́ıvel, para as técnicas utilizadas neste trabalho,

com a implementação do sistema classificador para a operação em tempo real [3],

em especial quando realizada através de processadores digitais de sinais modernos.

Quanto à extração de caracteŕısticas, ênfase especial é dedicada à proposição

de um sistema extrator adaptável, útil à incorporação, em operação, de novos cená-

rios ao sistema classificador. Para este sistema, é proposta a utilização das direções

fornecidas pela análise de componentes principais (PCA) [4], sendo realizada uma

extensa discussão sobre algoritmos adaptativos para a extração das componentes,

a qual contempla uma detalhada revisão da literatura, assim como a proposição de

algoritmos rápidos, acurados e capazes do operar em tempo-real, ambos avaliados

quanto à acuidade e o custo computacional na extração de componentes do conjunto

do sonar.

Quanto à classificação, é abordado o projeto de classificadores neurais em

cenários com requisitos severos quanto à confiabilidade e à capacidade de generali-

zação, assim como sujeitos a prováveis restrições quanto à caracterização estat́ıstica

das classes utilizadas para o seu treinamento. Detalhada discussão de ı́ndices e téc-

nicas estat́ısticas para a avaliação da capacidade de generalização de classificadores

neurais é desenvolvida. Realiza-se uma caracterização do banco de dados utilizado

nesta tese, através de classificadores MLP totalmente conectados [4], sendo identi-
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ficadas as classes de classificação mais cŕıtica. Através desta caracterização, foram

identificadas restrições quanto à caracterização das condições operativas para a base

de dados em estudo.

Uma vez que pelas restrições identificadas quanto à caracterização das classes,

o desempenho quanto à generalização mostrou-se senśıvel à escolha dos conjuntos

utilizados no projeto e avaliação do classificador, é proposta que esta escolha seja

baseada em grupos identificados por análise de agrupamentos. Para sua produção

são apresentadas técnicas aplicáveis ao problema de sonar, sendo discutida a escolha

dos parâmetros utilizados pelos algoritmos, assim como analisado o impacto desta

escolha no desempenho do classificador. Como resultado são produzidos conjuntos

representativos do problema segundo dois enfoques: um primeiro, em que o sistema

é avaliado segundo as mesmas condições operativas utilizadas no seu treinamento

(projeto e avaliação baseados em espectros); e uma segunda, onde o projeto e a avali-

ação podem considerar diferentes condições operativas (projeto e avaliação baseados

em corridas).

É proposto um sistema de classificação baseado em classificadores classe-

especialistas, isto é, classificadores formados por diferentes módulos, cada qual es-

pecializado no reconhecimento de uma classe. Entre as técnicas discutidas para a

constituição deste sistema, tem-se: os filtros casados, as curvas principais e as redes

modulares classe-especialistas, a última discutida extensivamente. Entre atrativos,

as redes modulares são aplicáveis à construção de classificadores para número expres-

sivo de classes e ambientes de alta-dimensionalidade e complexidade, e permitem a

detecção, a inclusão de novas classes e a atualização parcial do sistema, caracteŕısti-

cas nitidamente desejáveis no ambiente de sonar. Para esta proposta, são discutidos

o treinamento e o dimensionamento dos especialistas, assim como critérios para a

detecção e a inclusão de novas classes.

Por basear-se em aquisições realizadas em raia acústica, a qual possui baixa

profundidade, e representa um ambiente de medição controlado, onde o sinal ad-

quirido pertence a um único contato e não há contaminação do rúıdo produzido

pelo próprio submarino (rúıdo próprio), cabe aos futuros trabalhos explorar dados

adquiridos em águas profundas através de operações militares envolvendo o subma-

rino e os diferentes contatos. Neste caso, entre aspectos relevantes à pesquisa a ser
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desenvolvida, tem-se a separação de contatos simultâneos e a eliminação do rúıdo

próprio.

1.4 Contribuções da tese

As principais contribuições deste trabalho residem no desenvolvimento de um

sistema de apoio à classificação de contatos utilizando uma base de dados disponibi-

lizada pelo IPqM, e na proposição de ferramentas úteis ao projeto de classificadores

neste ambiente complexo, sujeito a eventos de elevada dimensionalidade e a pro-

váveis restrições quanto à caracterização estat́ıstica das classes, sendo resumidas a

seguir:

• Quanto à extração de caracteŕısticas:

– Discussão de técnicas adaptativas aplicáveis à extração PCA, a qual con-

templa uma revisão da literatura e a proposição de novos algoritmos.

Nesta revisão, os diferentes algoritmos são apresentados segundo uma

notação unificada, e são discutidas semelhanças quanto às funções obje-

tivo e às arquiteturas utilizadas para a extração, informações relevantes

à seleção de um algoritmo que vise uma aplicação particular. Trabalhos

anteriores identificaram a PCA como uma metodologia de compactação

útil à classificação dos sinais de sonar [2, 5], porém não discutem técnicas

para sua obtenção. É proposta uma nova arquitetura neural de extração,

para a qual são derivados algoritmos acurados e de custo computacional

reduzido, atrativos ao problema de sonar.

• Quanto à classificação:

– Diferentes técnicas são apresentadas para a construção de classificadores

classe-escaláveis. Ênfase é dedicada às redes modulares classe-especialistas,

para a qual o impacto do treinamento e do dimensionamento dos classifi-

cadores na eficiência de generalização é discutido, aspecto não verificado

na literatura. Critérios de integração dos especialistas altenativos ao má-

ximo, comumente explorado, são analisados. É ainda discutida a detecção
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e inclusão de novas classes ao sistema, visto que são raros os trabalhos

que abordam este tópico, em especial em aplicações de sonar passivo.

• Com respeito a ferramentas de projeto:

– São propostos mecanismos para a caracterização estat́ıstica dos dados

e realizada uma identificação das classes de classificação mais cŕıtica,

que visa orientar novas aquisições de dados e a tomada de decisão pelo

operador.

– É discutida a seleção de conjuntos estatisticamente representativos da

base dispońıvel para o projeto e avaliação do classificador, realizados

através de agrupamentos de espectros e corridas. São também propostas

técnicas de seleção dos parâmetros envolvidos na produção destes agru-

pamentos que utilizam o próprio classificador como figura de mérito.

1.5 Estrutura do documento

O documento foi dividido em três partes, visando uma melhor organização e

clareza.

Na parte I, é realizada uma introdução ao problema, sendo constitúıda pelo

presente caṕıtulo, e pelo Caṕıtulo 2, onde é realizada uma breve introdução ao

problema e aos sistemas de sonar passivo, sendo discutidas algumas caracteŕısticas

dos sinais envolvidos e a complexidade da classificação dos contatos. Em seguida,

é realizada uma revisão bibliográfica de trabalhos publicados sobre a classificação

de contatos, em especial, utilizando redes neurais. Por fim, são discutidas carac-

teŕısticas do banco de dados utilizado no desenvolvimento desta tese e realizadas

considerações sobre o sistema de classificação discutido neste trabalho.

A parte II é constitúıda pelo Caṕıtulo 3, abordando o pré-processamento e

a compactação dos sinais, em especial a extração adaptativa de componentes prin-

cipais, para qual é realizada uma extensa revisão da literatura, onde os diferentes

algoritmos são agrupados, didaticamente, por semelhança estrutural ou do processo

de derivação. É proposta uma arquitetura neural para a extração das componentes,

a qual é explorada para a produção de algoritmos de operação on-line e off-line.
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Realiza-se, também, uma comparação deste algoritmos com técnicas consagradas da

literatura na extração de componentes para o conjunto de dados de sonar.

A parte III discute a produção de sistemas de classificação neural para o

ambiente de sonar passivo, sendo constitúıda pelos Caṕıtulos 4, 5 e 6.

No Caṕıtulo 4 são discutidos aspectos que influenciam na capacidade de gene-

ralização de classificadores neurais, assim como ı́ndices e técnicas para sua avaliação.

Em seguida, é realizada uma caracterização dos dados considerando o projeto e ava-

liação por espectros e corridas, e identificadas as classes sujeitas a restrições quanto

à caracterização das condições operativas mais cŕıticas.

O Caṕıtulo 5 é dividido em duas partes principais: a seleção baseada em

espectros e em corridas. Na primeira, é realizada uma introdução sobre a análise

de agrupamentos, em especial através das técnicas de agrupamento seqüencial e

hierárquico, assim como a seleção dos parâmetros envolvidos, a qual é realizada

através da proposição de alguns critérios e pela avaliação de ı́ndices estat́ısticos da

literatura. Na segunda, é discutido um critério que identifica similaridades entre as

corridas, realizada através da definição de um vetor representativo associado a cada

uma, e posterior produção e análise de um agrupamento baseado nestes vetores.

No Caṕıtulo 6 é discutida a constituição do sistema de classificação de con-

tatos através de múltiplos classificadores, com ênfase à técnica de classificadores

modulares classe-especialistas. Para esta técnica, são apresentados critérios para o

treinamento, definição da topologia e integração dos classificadores. O caṕıtulo é

encerrado abordando a detecção e inclusão de novas classes a este sistema.

Por fim, finalizando este trabalho, o Caṕıtulo 7 apresenta as conclusões e

descreve posśıveis trabalhos futuros.
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Caṕıtulo 2

Sonar Passivo

Os dois principais sentidos utilizados pelos seres humanos na captação de

informações do meio que os rodeiam são a visão e a audição. Para ambos sentidos, o

tipo de energia radiante envolvida, ou seja, a luz e o som, propaga-se facilmente pelo

ar. Em ambientes aquáticos, no entanto, o som é a única forma de energia que se

propaga de forma eficiente por longas distâncias. Assim, o conhecimento e a explo-

ração do meio aquático, realizado tanto pelos animais quanto pelos seres humanos,

é obtido pela captação e processamento de energia acústica. O conhecimento da uti-

lidade dos sons aquáticos é antigo, remontando, pelo menos, ao século 15, quando

Leonardo D’Vinci fez a afirmação de que a escuta de um tubo introduzido na água

permite a audição de navios situados a uma grande distância, idéia que é a base dos

sistemas de sonar atuais [6].

Uma das mais importantes tarefas realizadas pelas forças armadas é a vi-

gilância, a qual pode visar a detecção de ameaças ou de objetos de interesse. A

rapidez e a confiabilidade desta identificação são requisitos importantes, a fim de

que medidas apropriadas sejam tomadas em tempo hábil. Para realizar esta tarefa,

variados equipamentos são utilizados, e no meio aquático, os submarinos possuem

um papel tático bastante importante, explorando, para o desempenho desta função,

os sistemas de sonar.

Existem dois tipos básicos de sistema de sonar: o ativo e o passivo. No sonar

ativo, o sistema transmite uma energia acústica através da água, analisando seu

retorno (eco), de forma análoga ao sistema de radar [7]. No sonar passivo, não há o

envio de energia acústica, existe apenas a captação e análise do rúıdo aquático, o que
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permite ao observador se manter silencioso (oculto), na escuta dos demais [8]. Para a

operação e defesa de submarinos, dada sua função estratégica, é utilizado o sistema

de sonar passivo, visto que a emissão de ondas acústicas necessária aos sonares

ativos poderia denunciar sua presença, tornando-os vuneráveis e comprometendo o

processo de vigilância.

A classificação de contatos, ou seja, a identificação de posśıveis ameaças no

entorno de um submarino é realizada, normalmente, pelo operador de sonar. Cada

contato produz um rúıdo caracteŕıstico, referido como assinatura acústica, o qual

está relacionado às suas caracteŕısticas f́ısicas, tais como o número de pás e hélices, o

tipo de propulsão (diesel ou elétrica), assim como o tipo e a configuração das máqui-

nas em operação no seu interior. As máquinas do contato, em especial as rotativas,

tais como motores e geradores, produzem fundamentais e harmônicos caracteŕıs-

ticos. Historicamente, os operadores de sonar realizavam esta operação através da

audição do sinal captado pelo sistema [9]. Com o desenvolvimento da eletrônica, dos

algoritmos de processamento de sinais [6] e dos computadores digitais, informações

adicionais, tais como o conteúdo espectral do sinal, entre outras análises de apoio,

são disponibilizadas ao operador, o que permitiu uma redução do tempo de reação

e uma maior confiabilidade nas interpretações e na tomada de decisão [10].

A identificação dos contatos pelo rúıdo captado pelo sistema de sonar não

é uma tarefa trivial. Embora haja bastante conhecimento na literatura sobre a

natureza e a geração de sinais aquáticos, as caracteŕısticas do rúıdo captado variam

de acordo com o peŕıodo do ano, localização, condições de propagação (a propagação

em águas rasas difere daquela em águas profundas) e condições ambientais. Em

geral, os rúıdos de interesse (produzidos pelo contato) estão ainda imersos num rúıdo

de fundo, o qual inclui os rúıdos do próprio submarino, naturais (ondas, ventos na

superf́ıcie, raios, turbulência, entre outros) e biológicos (baleias, golfinhos, etc.). Este

rico conjunto ainda sofre múltiplas reflexões na superf́ıcie e no assoalho submarino,

problema que é agravado em águas rasas [6]. Tratam-se, pois, de sinais altamente

não-estacionários e impulsivos, que apresentam variações rápidas nas caracteŕısticas

espectrais, em termos de freqüência e tempo, e nas suas relações sinal-rúıdo, em

virtude da multiplicidade de fontes e de caminhos percorridos até o observador [11].

Atualmente, a classificação de contatos é baseada na análise de sonoridade do
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sinal e na realização da análise LOFAR (LOw Frequency Analysis and Recording).

Nesta análise, é visualizado um gráfico (espectrograma), onde cada ponto corres-

ponde ao valor da densidade espectral de potência [12] para uma dada freqüência

(definida pelo eixo horizonal) e janela de tempo (correspondente ao eixo vertical)

[13]. Navios, submarinos e torpedos constituem excelentes fontes de rúıdo no mar,

uma vez que possuem máquinas rotacionais e alternativas para a propulsão, o con-

trole e a habitabilidade [2]. Em [2], tem-se um descrição resumida das principais

caracteŕısticas de um sistema de sonar passivo e do rúıdo irradiado por embarca-

ções. Na Figura 2.1, com fins ilustrativos, apresentamos um espectrograma de uma

corrida t́ıpica para um dado navio.
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Figura 2.1: Espectrograma de uma corrida arbitrária.

2.1 Classificação automática de contatos

Tendo em vista a complexidade envolvida na classificação de um contato,

prover um sistema automático para sua classificação é uma ferramenta bastante

útil ao trabalho do operador de sonar, constituindo um importante equipamento

de apoio à decisão. A adoção de sistemas de apoio à decisão normalmente reduz

a carga de trabalho do operador, o qual pode se concentrar em contatos de maior

relevância. De posse de um maior volume de informações sobre o contato, a rapidez

e a confiabilidade do processo de tomada de decisões é elevada, o que é vital em
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cenários de conflito. Sistemas automáticos podem ainda compensar deficiências do

operador, em especial a fadiga, a qual gera um estado conhecido como decremento

de vigilância [9].

O desenvolvimento de um sistema de classificação eficiente exige uma base

de dados rica, que contemple o maior número de cenários posśıvel, ou seja, dife-

rentes aquisições do rúıdo irradiado para várias classes e navios, segundo diferentes

condições operativas e ambientais, em condições o mais próximas do real posśıvel.

Entretanto, há uma série de restrições práticas relacionadas à produção deste con-

junto. O número de classes e navios existentes é expressivo, e cada classe, freqüen-

temente, subdividide-se em várias subclasses, que podem possuir caracteŕısticas de

rúıdo irradiado distintas.

A aquisição do rúıdo irradiado por contatos é um processo caro e longo, de-

vendo ser realizada, preferencialmente, em cenários controlados, o que exige, freqüen-

temente, o deslocamento da embarcação para uma localidade espećıfica. É neces-

sário ainda submeter as embarcações envolvidas a diferentes condições operativas,

cuja gama de possibilidade pode ser bastante ampla. O número de classes e navios à

disposição da marinha para estes ensaios é outra restrição importante. Significativo

é o número de embarcações existentes e nem todos navios de interesse podem estar

dispońıveis, sendo posśıvel que estejam alocados para outras missões em curso, ou

mesmo, pertencer a outras marinhas. No último caso, a aquisição do rúıdo pode ter

sido realizada em exerćıcios conjuntos com marinhas amigas, de forma oculta, o que

restringe a quantidade de condições operativas dispońıveis. É provável, portanto,

a existência de restrições estat́ısticas na caracterização das diferentes classes, assim

como é esperado que o sistema desenvolvido, quando em operação, se depare com

novas condições operativas, navios ou mesmo classes de navios.

Em razão das caracteŕısticas do problema, uma série de exigências são im-

postas ao sistema de classificação. A capacidade de generalização, isto é, do sistema

operar corretamente em condições operativas distintas àquelas consideradas no seu

projeto é fundamental. O sistema deve, portanto, mostrar-se insenśıvel a suposições

de projeto e a ambientes espećıficos de operação [14]. Como o sistema de classifica-

ção automática operará em tempo real, o custo computacional envolvido deverá ser

considerado na escolha do conjunto de técnicas utilizadas, o que conduz, em razão
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da alta-dimensionalidade dos dados, à utilização de técnicas de extração de caracte-

ŕısticas e de compactação dos dados. Eventualmente, implementações em hardware,

através de processadores digitais de sinais ou mesmo lógica programável, podem

ser necessárias [15]. Outros fatores relevantes nesta escolha são o grande número

de classes existentes, assim como a necessária identificação e incorporação de novos

cenários, em especial novas classes.

Classificadores automáticos exigem, normalmente, técnicas que identifiquem

caracteŕısticas dos dados que são relevantes à sua discriminação nas diferentes clas-

ses. Para o reconhecimento de assinaturas fixas em meio a ambientes estacionários,

variadas técnicas eficientes foram desenvolvidas. Quando, no entanto, as assina-

turas e o meio são variáveis, de forma conhecida ou não, as técnicas tradicionais

tendem a não apresentar bons resultados. Uma alternativa interessante tanto ao

pré-processamento quanto à classificação dos sinais de sonar passivo são as redes

neurais artificiais [4], dada sua eficiência na extração de caracteŕısticas relevantes,

mesmo em ambientes de alta-dimensionalidade e complexidade. Tratam-se de siste-

mas adaptativos que aprendem através de exemplos [16], os quais não exigem uma

modelagem prévia das caracteŕısticas estat́ısticas dos sinais envolvidos e apresentam

um bom compromisso em termos do tempo de treinamento, requisição de memória

e complexidade de código [17], o que viabiliza sua implementação em tempo real.

As redes neurais são ainda estruturas modulares, capazes de extrair ou modelar,

adaptativamente, informações estat́ısticas de alta-ordem dos sinais, o que facilita a

classificação de sinais não-gaussianos [18].

A classificação de sinais de sonar passivo em diferentes trabalhos da litera-

tura usualmente explora a combinação de uma cadeia de pré-processamento com

classificadores neurais [11, 19, 20, 21, 22]. Em linhas gerais, nas cadeias de pré-

processamento é realizada uma estimação do conteúdo espectral do sinal na faixa de

interesse, em geral inferior a 5 kHz, através de transformadas, tais como: a trans-

formada rápida de Fourier (FFT) [23], a transformada de Fourier de tempo curto

(STFT) [23], ou ainda, através dos coeficientes da expansão do sinal em wavelets

[24]. Em alguns trabalhos [2, 9, 25, 26], após o pré-processamento, são utilizados

extratores de caracteŕısticas que visam reduzir a dimensão dos dados e enfatizar as

caracteŕısticas relevantes à classificação.
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Este trabalho se concentrará em discutir aspectos relevantes à constituição de

um sistema de classificação automática de contatos, a ser incorportado, como equi-

pamento, aos sistemas de sonar de submarinos da Marinha brasileira. Em razão do

número expressivo de classes envolvidas e da complexidade do rúıdo irradiado, este

sistema é estruturado em três módulos, a saber: um sistema de pré-processamento,

um extrator de caracteŕısticas e um módulo classificador neural. Pelo primeiro,

estima-se o conteúdo espectral na faixa de interesse (0 ≈ 3kHz), eliminando o rúıdo

de fundo do ambiente de medição e enfatizando os tons espectrais, que são relavantes

à caracterização das classes. Quanto ao extrator de caracteŕısticas, seu objetivo é

prover uma estat́ıstica suficiente [27] ao classificador, e apresentar, juntamente com

o classificador, a capacidade de adaptação, visando viabilizar a identificação e in-

corporação de novos cenários, em especial classes. Para o classificador é esperado

um bom desempenho na identificação das classes, em especial, em cenários reais

de operação, ainda que sua produção tenha utilizado um conjunto de dados com

restrições quanto ao número de classes e as condições operativas dispońıveis. Outra

exigência, comum aos três módulos, é possuir um custo computacional compat́ıvel

com a operação on-line do sistema.

A seguir será apresentada uma revisão da literatura sobre a classificação de

sinais de sonar passivo, com ênfase às propostas baseadas em redes neurais. Em

seguida, será apresentado o banco de dados utilizado para o desenvolvimento deste

trabalho. Por fim, serão realizadas considerações sobre a avaliação do sistema de

classificação analisado nesta tese.

2.1.1 Revisão da literatura

Grande parte dos trabalhos referentes à classificação de sinais de sonar são de

divulgação restrita, em especial durante o peŕıodo de guerra-fria [2]. Para as publi-

cações irrestritas, a técnica de redes neurais artificiais é freqüentemente explorada,

apresentando resultados significativos. Para boa parte dos trabalhos, tem-se siste-

mas h́ıbridos de classificação, onde um sistema de pré-processamento ou extração

de caracteŕısticas é responsável pela extração de informação inteligente dos dados,

fornecendo uma estat́ıstica suficiente para a operação do classificador neural.

Gorman e Sejnowski (1988) [19] avaliaram a aplicação de redes neurais para
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a classificação de ecos de sonar ativo, buscando distinguir entre rochas e minas. Os

sinais utilizados foram reais, sendo submetidos, a fim de alimentar as entradas de

uma rede neural tipo MLP [28], à seguinte seqüência de pré-processamento : cálculo

da Short-Time Fourier Transform (STFT) [23], extração da envoltória espectral e

normalização na faixa de 0 a 1. Os autores analisaram ainda o impacto da seleção dos

conjuntos de treinamento e teste, do dimensionamento da rede (número de camadas

e de neurônios na camada escondida) e da inicialização dos pesos na eficiência de

classificação e generalização da rede. Foi verificado que a seleção mais criteriosa

dos conjuntos de treino e teste produziu impacto na capacidade de generalização

do classificador, aumentando sua eficiência média e reduzindo a dispersão obtida

nos vários ensaios realizados. Constatou-se também que o impacto da inicialização

dos pesos não foi significativo, reduzindo-se conforme o aumento do número de

neurônios da camada escondida, o qual também produziu um aumento da eficiência

de classificação e generalização médias, acompanhadas de uma redução da dispersão

de ambas, até um limite de 12 neurônios. Para esta configuração, as eficiências

obtidas foram de 99,8% e 90,4% para os conjuntos de treino e teste, respectivamente.

Khotanzad et al. (1989) [29] propuseram um sistema para a classificação de

sinais de sonar passivo utilizando tanto o pré-processamento quanto a classificação

baseados em técnicas neurais. O pré-processamento utilizado visou eliminar o rúıdo

de fundo, reconstruindo o sinal recebido. Para esta tarefa, foi utilizada uma memória

auto-associativa baseada na topologia de Hopfield [30] submetida, no entanto, a

um algoritmo distinto de aprendizado e operação. A classificação é baseada em

redes MLP, utilizando imagens simuladas de espectrograma de 2 classes de interesse

(alvo e não-alvo). Foram reportadas eficiências de 97% para a classe alvo e de

100% para a classe não-alvo. Van-Houtte et al. (1991) [31], baseando-se no trabalho

anterior, propuseram uma estrutura semelhante de classificação, substituindo, no

entanto, o classificador MLP por uma memória associativa bidirecional [32]. O

artigo reportou que esta técnica produziu classificadores melhores que os baseados

em redes MLP, especialmente para relações sinal-rúıdo mais cŕıticas, embora uma

comparação qualitativa das técnicas não seja realizada.

Moore et at. (1991) [33] analisaram uma nova arquitetura neural conhecida

como Integrator Gateway Network para a classificação de múltiplos ecos produzidos
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na atuação do sistema de sonar biológico dos golfinhos. Como entradas da rede foram

utilizados vetores espectrais dos ecos e o ińıcio de cada varredura. Foi mostrado

que a combinação da informação dos múltiplos ecos pelo método produz resultados

melhores de classificação, tendo sida atinginda uma faixa de eficiência de 90 a 93%,

do que uma rede MLP de topologia similar, a qual atingiu apenas 63 % de eficiência.

Russo (1991) [25] estudou a classificação de sete tipos diferentes de sinais de

sonar passivo através de sua forma caracteŕıstica, visualizada pelo espectrograma.

Foi utilizado um sistema de pré-processamento baseado em técnicas morfológicas

para a extração do contorno das raias espectrais, de forma a produzir um código

chave [34], que define a entrada do classificador. O classificador foi formado por

um conjunto de três redes neurais, todas elas treinadas separadamente, utilizando,

no entanto, o mesmo conjunto de treinamento. Cada classificador possúıa 7 sáıdas,

que foram treinadas de forma que um único neurônio estivesse ativo por classe. Os

eventos foram atribúıdos às classes somente quando a sáıda correspondente apresen-

tou valor superior a um limiar espećıfico; caso contrário, o evento foi identificado

como de classe desconhecida. Para a classificação final foi estabelecido um critério

de votação, pelo qual o evento era identificado como pertencente a uma dada classe

se, e somente se, pelo menos 2 classificadores apresentassem sáıdas concordantes.

Utilizando um conjunto de dados predominantemente constitúıdo por eventos reais,

foi obtida uma eficiência de 93% de deteção, 5% de erros de classificação, sendo 2%

dos eventos classificados como desconhecidos. Mostrou-se ainda que a combinação

dos classificadores permitiu um aumento de eficiência de detecção em, pelo menos,

2 pontos percentuais.

Calsselman et al. (1991) [20] avaliaram a detecção e a classificação de si-

nais de sonar passivo utilizando o banco de dados DARPA Standart Set I [35],

o qual é formado por quatro classes que contêm transientes de curta duração, e

duas classes que contêm tons. O sistema proposto possúıa uma dupla cadeia de

pré-processamento e classificação, uma voltada ao tratamento de transientes, e a

outra responsável pelos tons. Basicamente, ambas cadeias realizam uma estimação

da densidade espectral de potência do sinal. A classificação dos transientes utilizou

uma rede neural MLP, enquanto a de tons, um algoritmo baseado na comparação da

energia de janelas espectrais com limiares. Para o conjunto de teste, uma eficiência
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mı́nima de 79%, e máxima de 100%, foi obtida para cada classe, o que resulta numa

eficiência de classificação média de 95,4%. Utilizando o mesmo banco de dados,

Ghost et al. (1992) [11] discutiram a classificação neural de transientes de sonar

passivo utilizando um pré-processamento baseado na transformada wavelet [24]. Fo-

ram apresentados classificadores baseados em núcleo (Kernel) [36], sob a alegação

de possúırem maior robustez ao rúıdo e à dimensionalidade dos dados. Afirmou-se

ainda que a redução da dimensionalidade dos dados, realizada através da extração

de componentes principais [37], segundo o método de Sanger [38], assim como a

utilização de mapas auto-organizáveis de Kohonen (SOM - Self-organazing maps)

[39], não apresentaram bons resultados. Foram propostos três algoritmos para o

treinamento do classificador: o AKC - Adaptive Kernel Classifier, cujo ajuste do

centro dos núcleos utiliza a regra delta [4]; o RKC (Rapid Kernel Classifier), com

ajuste dos centros pela técnica de LVQ [39]; e, por fim, o método RKCEB, o qual é

similar à técnica RKC, utilizando, no entanto, núcleos eĺıpticos. Foi realizada uma

análise comparativa dos métodos propostos com outras metodologias consagradas,

tais como: o método dos vizinhos mais próximos (KNN) [39], as redes de base radial

[40], o método LVQ-2 [39] e as redes PI-SIGMA [41]. Os melhores resultados foram

obtidos para o método AKC, atingindo uma eficiência de 100% para os sinais de

teste. O desempenho destas técnicas foi ainda reavaliado para um conjunto de teste

mais cŕıtico, que busca simular condições de oceano mais reaĺısticas. Para este con-

junto, a eficiência se situou na faixa de 21, 1% a 31, 6%, mostrando uma demasiada

especialização dos classificadores no conjunto de treinamento. Por fim, foi proposta

a combinação dos classificadores treinados segundo dois métodos: o integrador ba-

seado em entropia e a combinação heuŕıstica de fatores de confidência. O segundo

método apresentou melhores resultados, sendo atingida uma eficiência de 47 % para

o conjunto mais reaĺıstico.

Weber e Krüger (1993) [21] propuseram a detecção e a classificação de tons de

espectrograma utilizando uma rede neural de realce de contono (contour enhancing

neural network) [42] e redes MLP. Para o conjunto de sinais simulado, uma eficiência

de classificação de 95 % foi atingida, considerando sinais com relação sinal-rúıdo de

-17dB.

Hemminger e Pao (1994) [9] utilizaram o conjunto DARPA para a detec-
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ção e a classificação de transientes. O sistema proposto foi constitúıdo por um

sistema de pré-processamento, uma rede auto-organizável [4] e um conjunto de re-

des classificatórias baseadas na arquitetura Functional-Link Net (FLN) [43]. O

pré-processamento consistiu no janelamento do sinal em seqüências de, aproximada-

mente, 10 ms (256 amostras), com superposição (overlap [44]) de 75%. Cada janela

foi submetida a uma STFT e o espectro resultante foi dividido em sete segmentos,

produzindo trechos de 64 amostras (50 % de superposição). Cada trecho sofreu

ainda um janelamento de Hamming [44] e o cálculo da transformada de Fourier,

visando a estimação da densidade espectral de potência, método que é conhecido

como periodograma de Welch [45]. As redes auto-organizáveis utilizadas possuiam

um raio de vigilância fixo e utilizaram a distância de Hausdorf [46] como métrica,

sendo treinadas com dados provenientes de todas as classes. Para a classificação fo-

ram identificados, classe-a-classe, os protótipos mais representativos do mapa SOM,

isto é, os neurônios mais freqüentemente excitados para cada um dos trechos de uma

dada janela (7 no total). Uma rede FLN foi treinada para cada classe, utilizando

as distâncias normalizadas do espectro de entrada aos protótipos caracteŕısticos de

cada classe. Para a combinação dos resultados dos classificadores foi utilizado o cri-

tério de máximo, isto é, o classificador vencedor (aquele que apresentou maior valor

de sáıda) definiu a classe à qual o evento pertence. Como resultados, a eficiência

por classe obtida para o conjunto de teste foi de, no mı́nimo, 88% e, no máximo,

100%, totalizando uma eficiência média de 96,8%.

Ward e Stevenson (2000) [22] avaliaram o uso da rede de resposta finita ao

impulso (FIRNN - Finite Impulse Response Neural Network) [47] para a detecção

cont́ınua e a classificação de transientes de sonar passivo. O banco de dados uti-

lizado consistiu em 15 classes de sinais distintas, adquiridas pelo orgão Defense

Research Establishment Atlantic (DREA) [48], na bacia de Bedford, Canadá. O

sistema proposto foi formado por uma cadeia de pré-processamento e por uma rede

classificatória. O pré-processamento realizou a re-amostragem [44] do sinal para 12,5

kHz (amostragem original: 25 kHz), dado que a informação relevante à classificação

se encontrava na faixa de 0 a 5 kHz. Em seguida, o sinal foi submetido a uma STFT

com janela de Hamming de 256 pontos, resultando numa resolução em freqüência de,

aproximadamente, 50 Hz. Os conjuntos de treino e teste da rede foram separados
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através de inspeção visual. Duas modalidades de classificação foram consideradas:

as 15 classes originais e outra, com apenas 4 classes, na qual os sinais foram identifi-

cados como pertencentes aos seguintes grupos: sintetizados, máquinas, biológicos e

rúıdos do oceano. O desempenho da rede FIRNN foi comparado com classificadores

MLP e o discriminante generalizado de Fisher [49]. Para ambas modalidades, a rede

FIRNN apresentou melhores resultados que os demais métodos, tendo se situado em

98,7% e 97,0% de generalização para os conjuntos de 4 e 15 classes, respectivamente.

Azimi-Sadjadi et al. (2000) [26] propuseram a classificação de ecos de sonar

ativos através de um sistema extrator de caracteŕısticas e de uma rede neural MLP,

considerando duas classes distintas: minas e rochas. A extração de caracteŕısticas

foi baseada na combinação das técnicas de transformada wavelet [24] com a codifi-

cação preditiva linear (LPC - Linear Predictive Coding) [50]. O conjunto de dados

foi coletado na Coastal System Station, na Flórida, EUA, num ambiente controlado

(tanque de água), consistindo em 6 tipos diferentes de objetos, dos quais dois per-

tencem à classe mina e quatro, à classe rocha. A transformada wavelet foi utilizada

para a decomposição do sinal em várias subbandas, das quais seis foram seleciona-

das. Para estas subbandas, um modelo de quarta ordem foi ajustado pelo método

LPC, e parte dos coeficientes, selecionados pela função discriminante de Fisher [49],

foram utilizados como caracteŕısticas. A topologia ótima do classificador, a análise

de robustez e a estimação do erro de classificação foram realizadas através de várias

redes MLP, treinadas utilizando momento e taxa de aprendizado adaptativa [4]. A

eficiência de generalização atingiu 92,7%. Foi constatado ainda que a combinação

de múltiplos resultados de classificação produziu um ganho de eficiência, elevando-a

para o valor de 97,7%, quando os resultados foram combinados linearmente, e para

99,0%, quando a combinação foi realizada por uma rede neural.

C. R Wan et al. (2000) [51] analisaram as propriedades do espectro de potên-

cia de sinais de sonar passivo, propondo um detetor ótimo pelo método clássico da

máxima verossimilhança e por teste de hipóteses [52]. Foi suposto que o rúıdo aquá-

tico possúıa uma distribuição gaussiana, uma vez que é normalmente constitúıdo

por sinais provenientes de múltiplas fontes, com fases e amplitudes aleatórias [53], o

que resulta num espectro de potência com distribuição chi-quadrado [12]. O detetor

foi avaliado com base em dados simulados (tons com adição de rúıdos gaussianos)
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e reais, o último obtido através de um ensaio de águas rasas, onde a fonte acústica

produziu tons de freqüência constante.

Soares Filho (2001) [2], utilizando um banco de dados formado pela aquisi-

ção do rúıdo irradiado por quatro classes de navios distintas, na raia acústica da

Marinha do Brasil, em Arraial do Cabo, desenvolveu um estudo detalhado sobre o

pré-processamento necessário à classificação destes sinais. Esta análise foi baseada

no conhecimento a priori das caracteŕısticas deste rúıdo, sendo avaliado o impacto

da resolução, da faixa de freqüência, da técnica de remoção de rúıdo de fundo e da

normalização e média dos espectros na eficiência de classificação. Sistemas de classi-

ficação neurais foram propostos, sendo avaliado, inclusive, o impacto da redução de

dimensionalidade dos sinais na capacidade de generalização do classificador. Para

a classificação baseada em apenas uma janela espectral, uma eficiência de 92,2%

de generalização foi obtida, valor que atingiu 99% quando a média de 30 espectros

consecutivos foi aplicada à entrada do sistema. A classificação de espectros compac-

tados explorou 3 técnicas de compactação: PCA, PCA não linear (NLPCA) [54] e

componentes principais de discriminação (PCD) [55]. Para um total de 20 compo-

nentes, a análise PCA atingiu 87,0% de eficiência de generalização; enquanto que,

para 9 componentes fornecidas pela NLPCA e 4 pela PCD, a eficiência obtida foi

de 94%. Por fim, a inclusão de novas classes foi analisada, para a qual foi utilizada

uma técnica de aprendizado não-supervisionada inspirada nas redes ART-2 [56].

Fernandez (2005) [57], utilizando um conjunto de dados formado por 8 classes

de navios, de caracteŕısticas similares ao utilizado por Soares Filho [2], propôs a clas-

sificação de espectros do sinal irradiado com base na técnica de curvas principais [58].

Foi proposta uma técnica de classificação baseada na distância de cada evento à curva

representativa de sua classe, cuja extração era realizada pela técnica descrita em [59].

O critério de classificação adotado é o da mı́nima distância, ou seja, é atribúıda ao

evento a classe correspondente à curva mais próxima. Resultados expressivos fo-

ram obtidos, a despeito da simplicidade do critério de classificação, totalizando uma

eficiência mı́nima e média de generalização de 93,5 % e 96,7 %, respectivamente.
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2.1.2 Base de dados e pré-processamento

Uma opção interessante à constituição de uma base de dados que caracterize

as diferentes classes é considerar um ambiente de medição controlado, onde um nú-

mero finito de variáveis é monitorado. Procedimento comum consiste em realizar,

com base nos navios dispońıveis, medições em raia acústica. Neste procedimento,

cada navio é submetido a um conjunto de condições de maquinário e operação co-

nhecidas, e realiza um corrida, isto é, percorre a raia acústica, mantendo uma mesma

configuração de operação, sendo seu rúıdo adquirido através de um hidrofone posi-

cionado ao fundo da raia. Estas aquisições são portanto dependentes das condições

f́ısicas e oceanográficas da raia. A Figura 2.2 ilustra o processo descrito.

Figura 2.2: Ilustração do processo de aquisição de uma corrida numa raia.

A Marinha do Brasil, através de seu instituto de pesquisas (IPqM), disponi-

bilizou um banco de dados para o desenvolvimento de trabalhos cient́ıficos, o qual

foi utilizado neste trabalho. Este banco totaliza 263 corridas de 8 classes de navios

distintas, adquiridas na sua raia acústica, situada em Arraial do Cabo. Cada corrida

foi digitalizada utilizando uma freqüência de amostragem de 22,05 kHz e utilizou 16

bits para a quantização das amplitudes. Para cada classe, tem-se, ainda, um total

de 2 a 5 navios, com, no mı́nimo, 4 corridas por navio.

Estudo detalhado sobre a estruturação do pré-processamento e uma análise

do seu impacto na classificação de sinais de sonar passivo, para um conjunto de dados

análogo ao considerado neste trabalho, foi realizado em [2]. Este estudo orientou
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a escolha da cadeia de pré-processamento utilizada para o tratamento dos sinais

envolvidos neste trabalho, a qual é apresentada na Figura 2.3.

Janela de
Hanning

FFT
4096 pontos TPSW Módulo NormalizaçãoSinal

Adquirido
Sinal
Pré-processado

Figura 2.3: Diagrama em blocos do sistema de pré-processamento.

Através desta cadeia, o sinal adquirido é dividido em janelas de 4096 amos-

tras, sem superposição, o que corresponde a uma janela de duração de, aproxi-

madamente, 186 ms. Cada janela espectral foi submetida a um janelamento de

Hanning [44], que visa minimizar os efeitos espectrais do recorte do sinal, e o mó-

dulo de sua transformada de Fourier foi determinado. Dos 4096 valores dispońıveis,

os 557 primeiros valores são considerados, os quais cobrem a faixa de 0 a ≈ 3 kHz,

a uma resolução de ≈ 5,4 Hz por ponto espectral. Esta faixa de freqüência foi se-

lecionada por concentrar as informações relevantes sobre as máquinas em operação

no interior dos contatos [2]. Em seguida, os pontos espectrais são submetidos ao

algoritmo TPSW (Two-Pass Slit Window) [60], o qual estima o rúıdo de fundo do

ambiente de medição, já que este não contribui, de forma significativa, para a classi-

ficação dos contatos. Para esta estimativa, o algoritmo TPSW utiliza um janela de

largura 2n + p pontos, possuindo uma fenda central de p pontos, conforme Figura

2.4 1, a qual é utilizada para estimar o valor médio dos pontos comprendidos pela

janela.

A operação do algoritmo TPSW sobre o espectro se processa em duas etapas:

numa primeira, é realizada a convolução da janela com cada ponto do espectro,

provendo uma média local inicial. Esta média é multiplicada por um fator α, e

comparada com um limiar. Caso o limiar seja excedido, os pontos correspondentes

são substitúıdos por esta média local. De posse deste espectro modificado, uma

segunda convolução é realizada, resultando na estimativa final da média local, a

qual é utilizada para a divisão, ponto-a-ponto, dos pontos espectrais provenientes

do bloco módulo. Os parâmetros utilizados foram n = 50, p = 4 e α = 2.0, e

1Nesta figura: p=5 e n=6.
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Figura 2.4: Janela utilizada pelo algoritmo TPSW para a estimativa do rúıdo de

fundo do ambiente de medição.

sua escolha foi baseada em resultados apresentados em [2]. Por fim, é realizada um

normalização do espectro resultante para que apresente energia unitária.

Na Tabela 2.1 é apresentada a composição de cada classe em termos de navios

e corridas. Para cada classe, são apresentados os navios constituintes, juntamente

com o ano de aquisição, o total de corridas dispońıveis (N.C.) e o número de janelas

espectrais produzidas pela cadeia de pré-processamento (N.E.). Dispõe-se, portanto,

de, no mı́nimo 19 (classe G), e no máximo 66 (classe E) corridas para a caracterização

de cada classe. Em termos de janelas espectrais, tem-se, no mı́nimo 2143, e no

máximo, 7075 janelas, totalizando, para todas as classes, 29277 janelas. Pode-

se verificar que o conjunto utilizado possui um número significativo de eventos de

dimensão elevada, o que restringe as técnicas aplicáveis à solução do problema e

dificulta o projeto do classificador.

2.1.3 Considerações sobre o sistema de classificação

Para a produção e a avaliação do sistema de classificação discutido neste tra-

balho, dois enfoques foram considerados: um primeiro, onde o sistema é avaliado

considerando o mesmo conjunto de condições operativas utilizado em seu desenvol-
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Tabela 2.1: Distribuição das corridas por classes e navios (Veja o texto).

Classe A Classe B

Navio Ano N.C. N.E. Navio Ano N.C. N.E.

A1 97 11 1191 B1 90 8 914

A2 95 4 504 B2 88 4 700

A4 97 7 737 B3 92 9 1224

B5 89 5 594

Total corridas: 22 Total espectros: 2432 Total corridas: 26 Total espectros: 3432

Classe C Classe D

Navio Ano N.C. N.E. Navio Ano N.C. N.E.

C1 90 5 512 D1 95 13 1401

C2 96 10 1081 D3 98 4 406

C3 91 6 799 D4 90 12 1265

C4 89 6 705

C5 97 16 1700

Total corridas: 43 Total espectros: 4797 Total corridas: 29 Total espectros: 3072

Classe E Classe F

Navio Ano N.C. N.E. Navio Ano N.C. N.E.

E1 92 19 2202 F1 97 6 636

E1 97 2 260 F2 97 8 857

E2 95 7 717 F3 97 6 628

E3 91 6 671 F4 97 7 813

E3 93 25 2834

E4 97 7 391

Total corridas: 66 Total espectros: 7075 Total corridas: 27 Total espectros: 2934

Classe G Classe H

Navio Ano N.C. N.E. Navio Ano N.C. N.E.

G1 90 8 867 H1 89 16 1680

G2 90 11 1276 H2 88 9 975

H5 85 6 737

Total corridas: 19 Total espectros: 2143 Total corridas: 31 Total espectros: 3392
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vimento; e um segundo, onde a avaliação pode considerar condições operativas não

contempladas no projeto do classificador. Para o primeiro caso, como cada corrida

responde por uma condição operativa espećıfica, as etapas de projeto e avaliação con-

sideram todas as corridas dispońıveis, utilizando, no entanto, diferentes conjuntos

de janelas espectrais. Para o segundo, cada etapa considera um conjunto diferente

de corridas. Estas duas modalidades serão aqui referidas como projeto e avaliação

baseados em espectros e corridas, respectivamente.

Para cada modalidade, um diferente teste da capacidade de generalização e

robustez do classificador é realizado. Na modalidade por corridas, tem-se um teste

mais severo da capacidade de generalização do classificador, visto que um contato

de classe conhecida, porém com condições operativas possivemente não exploradas

no processo de treinamento, é submetido ao classificador. A avaliação baseada em

corridas é, portanto, mais reaĺıstica com respeito à operação real do sistema, tendo

em vista a multiplicidade de cenários posśıveis no contexto do sonar. Por outro

lado, para as classes mais cŕıticas, a exclusão de condições operativas no projeto

do classificador pode comprometer, em demasia, a caracterização estat́ıstica das

classes. Assim, uma melhor caracterização estat́ıstica do que é conhecido é obtida

pela modalidade por espectros.

Dado que os sinais foram obtidos no interior de uma raia acústica, com o navio

razoavelmente próximo do sensor, eles não correspondem exatamente aos que seriam

encontrados numa operação real, possuindo relação sinal-rúıdo superior ao esperado.

Num cenário real de operação, os sinais captados pelo sistema contariam, ainda, com

flutuações estat́ısticas relacionadas ao efeito de diferentes condições oceanográficas,

do rúıdo produzido pelo próprio submarino, e com a possibilidade de mais de um

contato simultâneo. O estudo realizado neste trabalho pode, no entanto, orientar

novos desenvolvimentos, onde medições controladas, realizadas como o submarino

em operação, estejam dispońıveis.
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Parte II

Pré-processamento e compactação
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Caṕıtulo 3

Métodos adaptativos para a

extração de componentes

principais

Conforme seção 2.1, para o sistema de classificação automática de contatos,

um módulo bastante relevante ao desempenho do sistema é o extrator de carac-

teŕısticas. Em geral, sistemas extratores de caracteŕısticas realizam uma redução

da dimensão dos vetores de dados, retendo ou enfatizando as variáveis que estão

correlacionadas à solução do problema. De posse de um menor número de variá-

veis, reduz-se a complexidade do espaço de dados, o que resulta em classificadores

de maior eficiência. Outra conquista é a simplificação do processo de aprendizado,

dado que o número de parâmetros a serem estimados no treinamento é reduzido, o

que é de extrema valia quando os dados possuem restrições quanto sua caracteriza-

ção estat́ıstica. A redução da complexidade do classificador resulta, também, num

menor custo computacional, o que é relevante, ou mesmo fundamental, para sua

implementação em tempo real.

Um sistema de classificação que incorpore novos cenários exige uma capaci-

dade de adaptação do extrator, o que restringe as técnicas aplicáveis. Uma técnica

de extração que conjuga capacidade de adaptação, eficácia e simplicidade é a aná-

lise de componentes principais (PCA), descrita em maiores detalhes no Apêndice

B. As componentes principais fornecem direções privilegiadas para a representação

dos dados, provendo uma eficiente redução da dimensão dos dados, e realizam uma
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compactação baseada em energia [4].

Há um número expressivo de algoritmos na literatura para a extração de

componentes principais. Em linhas gerais, tem-se as técnicas clássicas, propostas

pela comunidade da álgebra linear; e as adaptativas, derivadas pelas comunidades

de redes neurais e de processamento de sinais. As técnicas clássicas, a despeito

de acuradas, são, em geral, contra-indicadas, ou mesmo inviáveis, em aplicações de

alta-dimensionalidade e ambientes não-estacionários, dada as exigências de armaze-

namento e processamento impostas pelo cálculo da matriz de correlação dos dados.

Os algoritmos adaptativos, por outro lado, permitem a extração de um número ar-

bitrário de componentes, segundo um ńıvel de acuidade definido para a aplicação,

não exigindo, para a maior parte dos algoritmos, o cálculo da matriz de correlação

dos dados.

Na literatura verifica-se um número significativo de propostas de algoritmos

adaptativos para PCA, em especial utilizando redes neurais artificiais lineares. Para

um problema particular, surgem várias perguntas, entre elas: quais métodos estão

dispońıveis? qual deles utilizar numa aplicação espećıfica? quais são as diferenças

entre dois dados algoritmos da literatura?

Pequeno é o número de trabalhos onde uma revisão bibliográfica sobre mé-

todos adaptativos para a análise PCA é realizada. Em [4], apenas três métodos são

citados: Oja (1982) [61], Sanger (1989) [38] e APEX (1994) [62]. Uma revisão ex-

pressiva de técnicas clássicas para a extração de um pequeno número de componentes

é Comon e Golub (1990) [63]. Em Kung e Diamantaras (1996) [64], tem-se uma re-

visão abrangente, que carece, no entanto, dos algoritmos mais recentes, de maior

velocidade de convergência. Outra revisão é encontrada em Baldi e Hornik(1995)

[65], bastante detalhada, que enfoca algoritmos on-line baseados em prinćıpios hebi-

anos. Em Hyvärinen et al.(2001) [66] são destacadas técnicas baseadas no prinćıpio

hebbiano. Um enfoque unificado para a extração de componentes minoritárias e

majoritárias, de processos aleatórios reais e complexos, é apresentada em [67].

Ainda que as referências [64, 65, 67] possam ser utilizadas para uma primeira

seleção de algoritmos, as referências [64, 65] carecem de técnicas mais recentes e de

algoritmos de extração off-line, e a referência [67] não discute as especificidades e

relações existentes entre os diferentes algoritmos apresentados. Desta forma, uma
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escolha mais criteriosa de um algoritmo, para uma aplicação em particular, exige

uma pesquisa entre os vários periódicos dispońıveis, cada qual com uma notação

algébrica e forma de apresentação próprias. Também são raros os trabalhos onde o

desempenho de um grupo de algoritmos é avaliado, em especial, com base em dados

reais. Mesmo nos artigos onde uma análise comparativa é realizada [68], não é

comum verificar uma análise mais detalhada das topologias utilizadas que justifique

as diferenças de desempenho encontradas nos testes realizados.

Grande parte das técnicas apresentadas na literatura é baseada em gradiente

estocástico, técnica de otimização simples, freqüentemente utilizada para a produção

de algoritmos on-line [65], porém de baixa velocidade de convergência [4]. Há uma

carência de trabalhos que proponham métodos eficientes para a extração off-line de

um número arbitrário de componentes, em especial quando são consideradas aplica-

ções de alta-dimensionalidade e grande número de eventos. Ainda que a referência

[63] reúna técnicas para a extração de um número pequeno de componentes, os al-

goritimos apresentados exigem o cálculo da matriz de correlação dos dados, o que é

contra-indicado, ou mesmo inviável, para um número significativo de aplicações de

alta-dimensionalidade.

A pesquisa de algoritmos adaptativos de extração PCA aplicáveis ao pro-

blema de sonar passivo motivou a elaboração do presente caṕıtulo, que possui duas

contribuições principais: a primeira é prover uma revisão dos principais algoritmos

dispońıveis na literatura. Esta revisão buscou apresentar uma visão intuitiva dos

algoritmos, agrupado-os em famı́lias, de acordo com as estratégias exploradas por

cada método. Buscou-se, portanto, fornecer uma orientação com respeito a escolha

de uma técnica mais adequada à aplicação em um problema particular, em detri-

mento de uma análise teórica mais detalhada sobre as propriedades de convergência

de cada algoritmo. A segunda contribuição é propor um conjunto de métodos de

extração de componentes principais, cada qual mais adequado a um domı́nio de apli-

cação (on-line x off-line), baseados no treinamento de uma arquitetura neural aqui

proposta, batizada como hierarquia de células auto-associativas. Relações entre os

métodos propostos e algoritmos da literatura são também derivadas.

A revisão da bibliográfica dos algoritmos buscou contemplar trabalhos recen-

tes, em especial, técnicas de baixo custo computacional por iteração. A apresentação
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é baseada numa divisão didática do assunto em dois tópicos: funções objetivo e to-

pologias neurais de extração. Através desta divisão, é posśıvel prover uma melhor

compreensão sobre o desempenho e os domı́nios de aplicação de cada técnica. São

destacados os algoritmos de maior velocidade de convergência, visando atender as

exigências de aplicações de alta-dimensionalidade e grande número de eventos, tais

como o caso do sonar passivo. Outra contribuição é que os diferentes algoritmos são

apresentados segundo uma notação unificada, o que facilita a compreensão, imple-

mentação e comparação das diferentes técnicas.

Com respeito aos algoritmos propostos, inicialmente é apresentada a hierar-

quia de células auto-associativas, que é seguida pela apresentação dos métodos de

treinamento desta estrutura. Após, é discutida a extração de componentes princi-

pais do conjunto de dados de sonar passivo, sendo realizada uma comparação de

acuidade e custo computacional entre os métodos propostos e métodos consagrados

da literatura, tais como o GHA [38] e o PAST [69].

3.1 Algoritmos adaptativos para extração de com-

ponentes

Uma das principais caracteŕısticas de um algoritmo adaptativo é basear-se

na seguinte equação recursiva:

w(k + 1) = F (w(k),xs), (3.1)

onde o valor do parâmetro em adaptação é representado por w, a iteração corrente

corresponde à k e o valor futuro do parâmetro (iteração k + 1) é determinado por

uma função arbitrária do parâmetro atual w(k) e de um subconjunto dos dados xs,

de tamanho arbitrário. Para sistemas neurais, a função F é conhecida como equação

de treinamento, w representa os pesos e limiares e xs é o subconjunto dos dados

considerados na k-ésima iteração de treinamento da rede.

Os algoritmos adaptativos podem ainda ser classificados em on-line e off-line.

Para os algoritmos on-line, a cada evento dispońıvel, é produzida uma modificação

nos parâmetros [65]. Por outro lado, os algoritmos off-line exigem o armazenamento

de vários eventos, tipicamente todo conjunto de dados, cuja composição define a
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atualização. Quanto a cardinalidade de xs, em geral ela é 1 e n para os algoritmos

on-line e off-line, respectivamente.

Sistemas para os quais os dados não estão dispońıveis a priori exigem algorit-

mos on-line. Para aplicações onde os dados foram previamente coletados utilizam-se,

comumente, algoritmos off-line. Para algumas aplicações é posśıvel adaptar técnicas

off-line de forma a operarem numa forma ”on-line aproximada”, a qual é referida

como real-time (tempo real).

Algoritmos adaptativos para a extração de componentes principais são, nor-

malmente, derivados pela otimização de funções objetivo, cujos extremos estão re-

lacionados às componentes. Como conseqüência, podem ser produzidos algoritmos

que extraem as componentes propriamente ditas ou um subespaço [70], dentre os

vários posśıveis, por elas determinado. No primeiro caso, tem-se uma extração das

componentes principais, o que é conhecido como PCA (Principal Component Analy-

sis); no segundo, uma extração das componentes do subespaço, referida como PSA

(Principal Subspace Analysis).

A otimização de funções objetivo para a extração de componentes principais

é realizada, freqüentemente, por técnicas baseadas em gradiente descendente ou

ascendente [71]. Grande é o número de trabalhos que utiliza o gradiente estocástico

[4], originando algoritmos on-line. A utilização de técnicas mais sofisticadas de

otimização é mais freqüente em algoritmos off-line. Cabe observar que o binômio

função objetivo e algoritmo de otimização possui forte relação com a velocidade de

convergência do algoritmo. Quanto ”menos plana”for a superf́ıcie associada à função

objetivo e mais sofisticado for o algoritmo de otimização, menor será o número de

iterações até a convergência. Para sistemas on-line, um dos principais impactos da

velocidade de convergência é a capacidade do sistema em se ajustar a mudanças do

ambiente de operação. Para sistemas off-line, o principal efeito a ser considerado é

o custo computacional, que normalmente se traduz em tempo de extração.

Número expressivo de trabalhos constatou que a extração de componentes

principais pode ser realizada pelo treinamento de redes neurais quando utilizadas

funções objetivo apropriadas. Os algoritmos neurais de extração PCA podem ser

agrupados em duas famı́lias, de acordo com a estratégia utilizada: as técnicas base-

adas em redes auto-associativas e na maximização da variância, ambas detalhadas
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posteriormente.

3.2 Funções de custo para a extração de compo-

nentes

Conforme discussão inicial, dadas as caracteŕısticas da função objetivo e da

técnica de otimização utilizada para sua obtenção, os algoritmos apresentam di-

ferentes velocidades de convergência, ńıveis de complexidade de implementação e

exigências quanto a capacidade de armazenamento.

Na seção 3.1 é mostrado que a expansão de um vetor aleatório x em p com-

ponentes principais pode ser escrita como:

x̃p = QpQ
T
p x, (3.2)

onde Qp é uma matriz com colunas correspondentes às p componentes principais do

vetor x. O erro médio cometido nesta expansão é mı́nimo, sendo dado por:

EMQ = E[(x − x̃p)2] = E[(x − QpQ
T
p x)2] (3.3)

Deste modo, uma posśıvel função objetivo, freqüentemente utilizada, é o erro

médio de reconstrução, o qual é dado por:

EQ = E[(x −WpW
T
p x)2], (3.4)

onde Wp é uma matriz n x p correspondente aos parâmetros a serem obtidos pela

otimização da função EQ.

O valor ótimo de W∗
p na Equação 3.4 é dado por:

W∗
p = QpT, (3.5)

onde T é uma matriz ortonormal (TTT = I). Vale observar que a Equação 3.4

for minimizada sem a utilização de qualquer estratégia complementar, não é garan-

tido que T = I, sendo produzido um algoritmo de extração das componentes do

subespaço principal.

Outra função comum na literatura é:

F = tr[WT
p RxWp], (3.6)
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onde Rx = E[xxT ]. Esta equação pode ainda ser escrita como:

F = tr[WT
p RxWp] = E[tr{ccT}] =

p
∑

i=1

E[c2i ], (3.7)

para c = [c1 . . . cp] dado por: ci = wT
i x, e wi correspondente à i-ésima coluna de

Wp, ou seja, realiza-se a otimização da energia das projeções, o que equivale, para

processos de média nula, a otimização da variância.

Retomando a Equação 3.4, tem-se 1:

E = E[(x − WpW
T
p x)2] = tr{E[(x − WpW

T
p x)(x − WpW

T
p x)T ]}

E = tr{E[xxT + 2WpW
T
p xxT (WpW

T
p − I) − WpW

T
p xxTWpW

T
p ]}

E = tr{E[xxT ]} − tr{WT
pE[xxT ]Wp}

E = tr{Rx} − tr{WT
p RxWp},

(3.8)

ou seja, caso as colunas de Wp sejam ortonormais, as Equações 3.4 e 3.6 possuem

pontos ótimos idênticos. Deste modo, tanto a minimização da Equação 3.4 quanto

a maximização da Equação 3.6 produzem as componentes do subespaço. Cabe

destacar que na maximização da Equação 3.6, para evitar um crescimento indefinido

das colunas de Wp, é necessário impor restrições quanto a norma das estimativas

das componentes [72].

3.3 Funções de custo alternativas para a extração

de componentes principais

Visando otimizar o processo de extração (convergência mais rápida) ou reali-

zar uma extração das componentes principais, algumas funções objetivo alternativas

foram propostas, entre elas:

3.3.1 Brockett

Brockett (1989/1991) [73, 74] propôs a função:

J = tr[WpRxW
T
p Ap], (3.9)

1tr{A} designa o operador traço da matriz A [70]. Nesta dedução foi explorada a propriedade:

tr{AB} = tr{BA} e o fato das colunas de W serem supostamente ortogonais.
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onde Wp é a matriz de parâmetros, de dimensões p x n, onde p indica o número de

componentes a extrair. Esta equação é análoga à Equação 3.6, exceto pela matriz

diagonal Ap, de dimensões p x p, cujos valores devem ser constantes decrescentes.

O autor mostra que a otimização desta função com respeito à matriz Wp permite a

obtenção das componentes principais nas suas linhas. Cabe observar que a conver-

gência não se faz de forma ordenada, logo duas otimizações que partam de valores

de pesos iniciais distintos podem produzir diferentes distribuições das componentes

nas linhas da matriz Wp.

De forma análoga à Equação 3.6, a Equação 3.9 pode ser escrita na forma:

J =

p
∑

i=1

θiE[c2i ], (3.10)

onde θi é um conjunto de constantes decrescentes correspondente aos elementos

das diagonal da matriz Ap e ci = wT
i x. Tem-se, pois, uma otimização ponderada

da variância das projeções, onde cada componente contribui de forma diferenciada,

determinada pelo valor de θi.

3.3.2 Lei Xu

Lei Xu (1993) [75] propôs para o treinamento de uma arquitetura neural

própria, a ser descrita posteriormente (vide seção 3.4.1), a função:

J =
1

2
.E[||x − WpApW

T
p x||2], (3.11)

para Wp com dimensão (n x p), onde p é o número de componentes a extrair, e a

matriz Ap é idêntica àquela considerada pela Equação 3.9. Outra contribuição do

trabalho é mostrar que as Equações 3.11 e 3.9 possuem os mesmos mı́nimos globais,

de forma similar à relação estabelecida entre as Equações 3.4 e 3.6, e correspondem

a superf́ıcies sem mı́nimos locais, apenas pontos de sela.

3.3.3 Coeficiente de Rayleigh

Número razoável de técnicas é baseada na otimização do coeficiente de Ray-

leigh, que é dado por [76]:

R =
w(k)TAw(k)

w(k)Tw(k)
, (3.12)
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onde A é uma matriz arbitrária. O valor máximo de R ocorre quando w = ±αe1,

onde α é uma constante arbitrária, e e1 corresponde ao autovetor dominante de A.

Assim, a maximização de R considerando A = Rx pode ser utilizada para a extração

de componentes principais. Caso seja imposto que |w = 1|, através da normalização

do vetor w a cada iteração ou por uma restrição de otimização, a Equação 3.12 pode

ser escrita como:

Ra = w(k)TAw(k), (3.13)

a qual é similar à Equação 3.6 quando p = 1.

Para a extração de p componentes, uma estratégia é realizar a minimização

de p funções objetivo que contenham a Equação 3.13. Nesta minimização, faz-se

necessário impor duas restrições: quanto à norma e quanto à ortogonalidade dos

pesos. Através da primeira, evita-se um crescimento indefinido da norma de w.

Pela segunda, evita-se que todas as minimizações obtenham a mesma componente

principal (a primeira).

Utilizando a técnica de multiplicadores de Lagrange [77], a função objetivo

cuja minimização realiza a extração da j-ésima componente prinicipal pode ser es-

crita como [78]:

Jj = −wT
j (k)Rxwj(k) + αj(k)[1 − wT

j (k)wj(k)]

+ k

t
∑

i=1

βji(k)w
T
j (k)wi(k), 1 ≤ j ≤ p,

(3.14)

onde αj(k) e βji(k) são multiplicadores de Lagrange a serem determinados, t é um

inteiro, e wj corresponde à componente a ser extráıda. Nesta equação, três termos

compõem a função a ser minimizada: o primeiro, relacionado à Equação 3.13; o

segundo, que será nulo quando a norma de wj for unitária; e o último, nulo, se o

peso wj for ortogonal aos pesos de ı́ndices de 1 a t.

Calculando o gradiente de Jj em relação a wj(k), tem-se:

∇wj(k)Jj = −2Rxwj(k) − 2αj(k)wj(k) + k

t
∑

i=1

βji(k)wi(k) (3.15)

Se multiplicarmos o gradiente de Jj à esquerda por wj(k)
T e igualarmos

o resultado a zero, considerando as restrições wj(k)
Twi(k) = 0, para i 6= j, e
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|wj(k)| = 1, resulta que o multiplicador αj(k) é dado por:

αj(k) = wT
j (k)Rxwj(k) (3.16)

Similarmente, multiplicando o gradiente de Jj à esquerda por wi(k)
T e igua-

lando o resultado a zero, para as mesmas restrições, resulta:

βji(k) =
2

k
wi(k)

TRxwj(k), i = 1, . . . , t (3.17)

Substituindo as Equações 3.16 e 3.17 na Equação 3.14, resulta:

Jj = −wT
j (k)Rxwj(k)w

T
j (k)wj(k)

+ 2

t
∑

i=1

wT
i (k)Rxwj(k)w

T
j (k)wi(k), 1 ≤ j ≤ p

(3.18)

Esta estratégia foi explorada pelos trabalhos de Karhunen e Joutsensalo

(1995) [79] e Chatterjee, Kang e Roychowdhury (2000) [78]. É mostrado em [79]

que, caso t seja escolhido como t = j − 1, a minimização da Equação 3.18 rea-

liza a extração das componentes principais; caso t = n, é realizada a extração das

componentes do subespaço.

3.3.4 NIC - Novel Information Criteria

O algoritmo NIC, proposto por Mao e Hua (1998) [80], utiliza a seguinte

função objetivo:

JNIC(W) =
1

2
tr[log(WTRxW) − tr(WTW)], (3.19)

a qual é constitúıda por dois termos: o primeiro, análogo a Equação 3.6; e o se-

gundo, responsável pela ortonormalização dos pesos da rede. Segundo os autores,

o diferencial da técnica é o logaritmo, o qual resulta numa mudança da conforma-

ção da superf́ıcie que está sendo otimizada, resultando num significativo aumento

da velocidade de convergência do algoritmo. A otimização da função objetivo NIC

produz uma extração das componentes do subespaço.

3.3.5 WNIC - Weighted Novel Information Criteria

De autoria de Outang e Bao (2002) [81], consiste numa extensão do algoritmo

NIC para a extração das componentes principais. A função objetivo proposta é dada
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por:

JWNIC(W) =
1

2
{tr[log(WTRxWA) − tr(WTW)]}, (3.20)

a qual é análoga à utilizada pelo método NIC, exceto pela assimetria inserida pela

matriz diagonal A, cujos valores devem ser constantes decrescentes. É fácil per-

ceber que a função proposta explora estratégia similar a utilizada no trabalho de

Brockett [73] (vide seção 3.3.1).

3.3.6 Funções RLS

Esta linha de trabalhos é baseada em funções objetivo recursivas, análogas à

função Recursive Least Square (RLS) utilizada na área de filtragem adaptativa [76].

No algoritmo de Bannour e Azimi-Sadjadi (1995) [82], para a extração de p

componentes principais, é realizada a otimização de p funções objetivo dadas por:

Jj(n) =

n
∑

k=1

||dj(k) − hj(k)wj(k − 1)||2, j = 1 . . . p, (3.21)

para:

hj(k) = wT
j (k − 1)x(k), (3.22)

e dj(k) dado por:

dj(k) = x(k) − ∑j−1
i=1 hi(k)wi(k − 1) (3.23)

Pode-se notar que como dj é dependente de wi, é imposta um relação entre as p

funções objetivo a serem otimizadas.

Desenvolvendo-se a Equação 3.21, obtém-se uma equação de 4o grau em wj,

para a qual não é posśıvel a determinação anaĺıtica do valor de wj(k) que produz

seu mı́nimo. Se, no entanto, esta equação for aproximada para:

Jj(n) ≈
n

∑

k=1

||dj(k) − hj(k)wj(n− 1)||2, j = 1 . . . p, (3.24)

resulta numa equação de 2o grau em wj(n− 1), cujo mı́nimo pode ser determinado

analiticamente. Como o valor ótimo dos pesos pode ser determinado a cada iteração,

produz-se um algoritmo de velocidade de convergência significativamente maior que
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o obtido pela minização da Equação 3.21 por outra técnica de otimização (gradiente

descendente, por exemplo), o que justifica a aproximação realizada.

Outra proposta deve-se a Yang (1995) [69], que propõe o algoritmo PAST

(Projection Approximation Subspace Tracking), o qual realiza a extração de compo-

nentes do subespaço. O algoritmo parte da minimização da seguinte função objetivo:

JW(t) =

t
∑

i=1

βt−i||x(i) − W(t)WT (t)x(i)||2, (3.25)

onde β é uma constante arbitrária, que deve estar compreendida na faixa de 0 a 1, e

W é uma matriz n x p, onde n é a dimensão dos dados de entrada e p corresponde

ao número de componentes que se deseja extrair. Como a Equação 3.25 considera

os dados da primeira até a iteração atual (t), o papel da constante β é introduzir

um ”esquecimento”, isto é, a medida que cresce o número de iterações, reduz-se a

contribuição das amostras mais antigas na composição de JW(t).

De forma análoga ao algoritmo de Bannour [82], para permitir a determinação

do valor ótimo de W a cada passo, é proposta a aproximação:

WT (t)x(i) ≈ WT (i− 1)x(i), 1 ≤ i ≤ t, (3.26)

ou seja, considera-se que a variação da projeção dos dados no intervalo de iterações

de 1 < i < t não seja significativa, o que resulta:

JW(t) ≈
t

∑

i=1

βt−i||x(i) − W(t)y(i)||2, (3.27)

onde:

y(i) = W(i− 1)Tx(i) (3.28)

Em razão da aproximação de projeção realizada, verifica-se que as colu-

nas de W(t) não são ortogonais após a convergência. Abed-Meraim, Chkeif e

Hua (2000) [83] propuseram um método, de baixo custo computacional, para re-

alizar, a cada passo de treinamento, a ortonormalização de W.

Na tabela a seguir, resumimos as funções objetivo discutidas, apresentando

o tipo de otimização (Otim.) envolvido (Mı́n - minimização e Máx - maximização),

as principais referências onde a função foi proposta ou explorada e a modalidade de

extração (Mod.) que é realizada (PSA ou PCA).
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Tabela 3.1: Principais funções objetivo para extração PCA/PSA (Veja o texto).

Função objetivo Otim. Referências Mod.

J = tr[WpRxW
T
p Ap] Máx. Brockett (1989/1991) [73, 74] PCA

J = 1
2E[||x − WpApW

T
p x||2] Mı́n. Lei Xu (1993) [75] PCA

Jj(n) =
∑n

k=1 ||dj(k) − hj(k)wj(n − 1)||2 Mı́n. Bannour (1995) [82] PCA

JW(t) =
∑t

i=1 βt−i||x(i) − W(t)y(i)||2 Mı́n. Yang (1995) [69] PSA

Equação 3.18 Máx. Karhunen (1995) [79] PSA /

Chatterjee (2000) [78] PCA

J(W) = 1
2 tr[log(WTRxW) − tr(WT W)] Máx. Mao e Hua (1998) [80] PSA

J(W) = 1
2{tr[log(WTRxWA) − tr(WT W)]} Máx. Outang e Bao (2002) [81] PCA

3.4 Arquiteturas neurais para a extração de com-

ponentes

Número significativo de algoritmos de extração de componentes é baseado no

treinamento de redes neurais com arquiteturas e funções objetivo espećıficas. Em

linhas gerais, os algoritmos podem ser agrupados nas seguintes linhas de racioćınio:

3.4.1 Redes auto-associativas

Esta famı́lia compreende redes de duas camadas de neurônios lineares, trei-

nadas para realizar um mapeamento identidade [64], ou seja, reproduzir na sáıda o

vetor de entrada. Para este fim, uma arquitetura comumente utilizada é a MLP [4].

Neste caso, para dados de dimensão n, utiliza-se uma rede de dimensões n x p x n,

onde p ≤ n, ou seja, impõe-se um gargalo na camada intermediária [64]. Quanto ao

treinamento, os vetores-alvo são considerados idênticos aos dados de entrada, o que

é conhecido como treinamento não-supervisionado auto-associativo [65]. Na Figura

3.1 é ilustrada esta topologia.

O erro médio quadrático cometido pela rede auto-associativa n x p x n pode

ser escrito como:

EQ = E[(x − WWTx)2], (3.29)

onde W e W são matrizes com a mesma dimensão (n x p), correspondentes aos pesos
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Figura 3.1: Arquitetura neural n x p x n para a extração das componentes

da primeira e segunda camadas da rede, respectivamente. Comparando a Equação

3.29 com a Equação 3.4, pode-se perceber que o treinamento desta rede pode ser

explorado para a extração de componentes.

Um dos primeiros trabalhos utilizando a arquitetura auto-associativa para a

extração de componentes deve-se a Boulard e Kamp (1989) [84], o qual mostra que,

caso a matriz de correlação dos dados seja full-rank [70], os valores ótimos dos pesos

desta topologia são dados por:

W
∗

= QM (3.30)

W∗ = M−1Q, (3.31)

onde Q está relacionado a decomposição SVD da matriz Rx, isto é: Rx = QTΛQ

e M é uma matriz inverśıvel, qualquer, de dimensões p x p. Em outras palavras, a

arquitetura proposta não extrai as componentes principais propriamente ditas, mas

sim o subespaço a elas associado, uma vez que, experimentalmente, verifica-se que

não há convergência para a solução onde M = I [65].

Uma interpretação sobre a convergência dos pesos para o subespaço das com-

ponentes é a seguinte: ela é devida à simetria da estrutura da rede. Em virtude desta

simetria, o treinamento resulta num conjunto de parâmetros tal que a contribuição
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de cada neurônio da camada intermediária na formação do vetor de sáıda seja si-

milar. Caso os pesos convergissem para as componentes propriamente ditas, esta

contribuição deveria ser distinta.

Para o treinamento desta rede, o artigo propõe, em contraposição ao uso

do algoritmo de backpropagation, a utilização de ferramentas numéricas de álgebra

linear. Em continuidade a este trabalho, Baldi e Hornik (1989) [85] mostram que

a superf́ıcie de erro associada a esta arquitetura não possui mı́nimos locais, apenas

pontos de sela.

Um método que possui forte relação com as redes auto-associativas, fato que

não é descrito pela literatura, é o de Lei Xu (1993) [75]. Este trabalho propõe

uma arquitetura de rede auto-organizável [4] com uma ou múltiplas camadas. É

demostrado que, caso esta arquitetura possua uma única camada, com função de

ativação linear, é posśıvel realizar a extração das componentes do subespaço. A

topologia desta rede, com uma única camada, para a extração de p componentes, é

apresentada na Figura 3.2.

Figura 3.2: Arquitetura da rede auto-organizável proposta por Lei-Xu (uma ca-

mada).

Nesta figura é posśıvel identificar: as entradas (x1, . . . , xn), com dimensão n,

e a camada neural, que possui p unidades. A dinâmica da rede é a seguinte: o sinal

de entrada xj (1 ≤ j ≤ n) é propagado das entradas para a camada neural de acordo

com a projeção:

y = WTx, (3.32)
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onde x é um vetor correspondente às entradas, formado por x1 . . . xn, e y reúne os

sinais produzidos pelas p-unidades, dados por y1 . . . yp. A matriz W é a matriz de

pesos, de dimensão n x p, que conecta as entradas à camada neural. Em seguida,

é aplicada uma função de ativação ao vetor de sinais y que produz o vetor z dado

por:

z = S(y), (3.33)

onde S é uma função de ativação qualquer. Por fim, o vetor z é propagado para a

camada de entrada pela equação:

u = Wz, (3.34)

onde a matriz W é a mesma utilizada pela Equação 3.32, ou seja, a arquitetura

utiliza pesos simétricos e bidirecionais.

O treinamento da rede é realizado pela minimização da função objetivo:

J = E(|x − u|2), (3.35)

que, caso S(x) = x, assume a forma:

J = E(|x − WWTx|2), (3.36)

ou seja, busca-se realizar a reconstrução do vetor de entrada com erro mı́nimo, o que

originou o nome do método: LMSER (Least Mean Square Error Reconstruction).

Conforme resultados do artigo, a superf́ıcie associada a função J não possui mı́nimos

locais, apenas pontos de sela, ou seja, o algoritmo converge globalmente.

Comparando a Equação 3.36 com a Equação 3.29, pode-se perceber que uma

rede auto-associativa com pesos idênticos na camada intermediária e de sáıda possui

uma função objetivo àquela da rede LMSER. Desta forma, ambas arquiteturas são

equivalentes.

Para produção das equações de treinamento, o artigo realiza a minimização

da Equação 3.36 pela técnica de gradiente estocástico, resultando em [75]:

W(k + 1) = W(k) + η(k)[e(k)yT (k) + x(k)e(k)TW(k)], (3.37)

para:

e(k) = x(k) − W(k)y(k) (3.38)

y(k) = WT (k)x(k), (3.39)
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onde W possui dimensão n x p, ou seja, as componentes do subespaço são extráıdas

nas colunas de W, e η(k) é o fator de aprendizado da rede [4]. Esta arquitetura será

aqui referida como LMSER simétrica.

Fato relevante é que as Equações 3.37-3.39 são idênticas às utilizadas no trei-

namento da topologia MLP auto-associativa, de pesos idênticos, quando é realizada

a otimização por gradiente estocástico, o que é conseqüência da similaridade das

funções objetivos de ambos métodos, conforme resultados de [86].

Para realizar a extração PCA, o artigo propõe a modificação da função de

ativação S de forma que:

z = S(y) = Apy, (3.40)

onde Ap é uma matriz diagonal com valores positivos e decrescentes, ou seja, foi

inserida uma assimetria na estrutura da rede, de forma que a contribuição de cada

unidade no erro de reconstrução fosse distinta. Esta arquitetura será aqui referida

como LMSER asimétrica.

Para o treinamento, o artigo propõe a minimização da função objetivo dada

pela Equação 3.11, derivando, por gradiente estocástico, as seguintes equações de

treinamento [75]:

W(k + 1) = W(k) + η(k)[e(k)yT (k)Ap + x(k)e(k)TW(k)Ap], (3.41)

onde:

e(k) = x(k) − W(k)Apy(k) (3.42)

y(k) = WT (k)x(k), (3.43)

para o fator de aprendizado η(k). Pode-se observar, conforme esperado, que caso

Am = I, as Equações 3.41-3.43 assumem a forma das Equações 3.37-3.39.

De forma similar, considerando a analogia verificada entre a rede LMSER

simétrica e a rede MLP auto-associativa, é posśıvel propor uma arquitetura MLP

auto-associativa equivalente à rede LMSER asimétrica. Esta rede deve possuir as

seguintes equações de propagação:

y = WTx (3.44)

z = WApy, (3.45)
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e corresponde a topologia representada na Figura 3.3. Sua principal diferença com

respeito à arquitetura MLP usual é a existência de fatores multiplicativos (a1, . . . , ap)

nas sáıdas da camada intermediária, que correspondem aos valores da diagonal da

matriz Ap. Esta topologia será aqui referida como rede auto-associativa assimética

de pesos idênticos, tendo sido explorada pelo algoritmo WNIC [81].

Figura 3.3: Arquitetura neural n x p x n, assimétrica, de pesos idênticos, para a

extração de componentes principais

No artigo [87], Diamantaras e Kung (1994) dedicam-se ao estudo de redes

lineares MLP auto-associativas, cuja dimensão dos alvos e das entradas é distinta,

o que é referido como auto-associador genérico. Esta rede é conhecida como rede

hetero-supervisionada [64], sendo uma extensão natural da proposta por Bourlard e

Kamp (1989) [84].

Suponha uma rede MLP de dimensões: n x p x m, onde p ≤ min{n,m}.
Sejam X e Y matrizes cujas colunas são formadas por N eventos de entrada e alvos

da rede, respectivamente. As dimensões de X e Y são, portanto, n x N e m x

N . O trabalho de Diamantaras e Kung mostra que o treinamento desta rede produz

pesos relacionados à decomposição por valor singular generalizada (GSVD) do par de

matrizes YXT e X. A matriz YXT é conhecida como matriz de correlação cruzada
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entre as entradas e os alvos.

Por definição, a decomposição por valor singular generalizada (GSVD) do

par de matrizes YXT e X é caracterizada pelas matrizes U ∈ RNxN , Q ∈ Rnxn e

V ∈ Rmxm, as quais devem satisfazer [88]:

UTXTQ = D1 = diag{α1, . . . , αn} ∈ RNxn (3.46)

VTYXTQ = D2 = diag{β1, . . . , βn} ∈ Rmxn, (3.47)

onde α1 > . . . > αr > 0 e αr+1, . . . , αn = 0, para algum r, tal que 1 ≤ r ≤ n; e

β1 > . . . > βs > 0 e βs+1, . . . , βq ≥ 0, para algum s, tal que 1 ≤ s ≤ q. Em outras

palavras, as matrizes U e Q realizam a diagonalização da matriz de entrada; e as

matrizes V e Q, da matriz de correlação cruzada entre as entradas e os alvos.

A relação entre a rede MLP n x p x m e a GSVD do par (YXT ,X) pode ser

estabelecida pelos pesos ótimos desta arquitetura de rede, que são dados por [87]:

W = VpM (3.48)

W = (QpD
−1
1p + Q1Φ)ΛpM

−T , (3.49)

onde Φ é uma matriz qualquer (n−r) x p, Qp e Vp correspondem a matrizes formadas

pela p primeiras colunas de Q e V, respectivamente; Q1 é formada pelas (n − r)

últimas colunas de Q, M é uma matriz p x p arbitrária, D1p é uma matriz diagonal

p x p, formada pelos p primeiros elementos de D1, e Λp é também diagonal, de

dimensões p x p, com elementos dados por βi

αi
(veja as Equações 3.46-3.47). Conclui-

se que o peso W converge para um subespaço associado a Vp, enquanto W converge

para o subespaço associado a Q. Um caso particular relevante é Y = X (auto-

associativo), com X full-rank, para o qual os pesos ótimos assumem uma forma

idêntica a derivada por Boulard e Kamp [84].

Para o treinamento da estrutura, é proposto o algoritmo de backpropagation

com gradiente descendente estocástico. Para extender a arquitetura à extração das

componentes principais, duas alternativas foram propostas: uma envolvendo múlti-

plas redes com vetores-alvo submetidos à deflação; e uma outra, explorando conexões

laterais entre os neurônios. Para maiores detalhes, consultar a referência [87].

Na Tabela 3.2, apresentamos as principais caracteŕısticas dos metodos auto-

associativos discutidos. Cabe observar que, para todas as propostas, exceto a de

Boulard e Kamp [84], são obtidos algoritmos capazes de operação on-line.
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Tabela 3.2: Principais caracteŕısticas dos algoritmos auto-supervisionados discutidos

Método Equação Otimização Referências Extração

Auto-associativo - - Boulard (1989)[84] PSA

LMSER Simétrico (3.37) Gradiente Estocástico Lei Xu (1993) [75] PSA

LMSER Assimétrico (3.41) Gradiente Estocástico Lei Xu (1993) [75] PCA

Hetero-supervisionado - Gradiente Estocástico Diamantaras (1994) [87] PSA/PCA

3.4.2 Redes por maximização de variância

Um dos trabalhos pioneiros que relacionam o treinamento de um neurônio

linear com a extração de componentes principais deve-se a Amari (1978) [89]. Trata-

se de um trabalho pouco conhecido, citado recentemente em [67]. Neste trabalho é

mostrado que caso um neurônio seja treinado visando maximizar a variância de sua

sáıda, seus pesos convergem para a direção da componente principal. As equações

de treinamento do método de Amari são as seguintes:

w̃1(k + 1) = w1(k) + η(k)y1(k)x(k) (3.50)

w1(k + 1) =
w̃1(k + 1)

||w̃1(k + 1)|| , (3.51)

para:

y1(k) = wT
1 (k)x(k), (3.52)

e η(k) corresponde ao fator de aprendizado da rede [4].

A interpretação destas equações de treinamento é a seguinte: a Equação 3.50

resulta da maximização, sem restrições, da variância da saida do neurônio y(k), a

qual segue o prinćıpio hebbiano [4]. Como a otimização é realizada sem restrições,

para evitar o crescimento indiscriminado de w̃1, a Equação 3.51 normaliza o vetor

de pesos por seu módulo a cada iteração.

No trabalho de Oja (1982) [61], extensivamente citado na literatura, a nor-

malização é incorporada à própria equação de treinamento, resultando na seguinte

equação:

w1(k + 1) = w1(k) + η(k)y1(k)[x(k) − y1(k)w1(k)], (3.53)
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para:

y1(k) = wT
1 (k)x(k) (3.54)

Vários trabalhos se dedicaram a generalizar o trabalho de Oja para a extração

de múltiplas componentes. Um destes trabalhos deve-se a Oja e Karhunen (1985) [90],

que propuseram o Stochastic Gradient Ascent (SGA), o qual utiliza, para a extração

de p componentes, uma rede de p neurônios lineares, conforme a Figura 3.4.����
��
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Figura 3.4: Arquitetura para a extração PCA por otimização de variância

No método SGA, para a extração de p componentes, é proposto um aprendi-

zado segundo a regra:

W̃(k) = W̃(k − 1) + γ(k)x(k)y(k)T (3.55)

W(k) = W̃(k)S(k)−1 (3.56)

para:

y(k) = W(k − 1)Tx(k), (3.57)

onde as dimensões de x, y e W(k) são n x 1, p x 1 e n x p, respectivamente,

onde n corresponde a dimensão dos dados de entrada. A lógica do algoritmo é a

seguinte: na Equação 3.55 tem-se uma maximização de variância, de forma similar à

Equação 3.50, enquanto na Equação 3.56 é realizada uma ortonomalização dos pesos

da rede, ou seja, o papel da matriz S(k) é forçar que os pesos de cada neurônio sejam
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ortogonais entre si e possuam peso unitário. É posśıvel perceber uma clara relação

desta proposta com a estratégia utilizada para o coeficiente de Rayleigh (vide seção

3.3.3). A diferença principal reside na forma como é imposta a normalização: para

a derivação por coeficiente de Rayleigh, utilizam-se os multiplicadores de Lagrange;

aqui na proposta SGA, utiliza-se a transformação linear S(k).

O trabalho de Oja e Karhunen [90] mostra que, se S(k) realizar a ortogona-

lização de Gram-Schmidt dos pesos da rede a cada iteração, as Equações 3.55-3.57

podem ser reescritas na forma:

wj(k + 1) = wj(k) + η(k)yj(k)

[

xj(k) − yj(k)wj(k) + pj(k)

]

(3.58)

yj(k) = wT
j (k)x(k) (3.59)

xj(k) = x(k) −
j−1
∑

i=1

yi(k)wi(k) (3.60)

pj(k) = −
j−1
∑

i=1

yi(k)wi(k), (3.61)

produzindo um algoritmo de extração PCA. Vale observar que no SGA há uma

convergência ordenada para as componentes, ou seja, w1 converge para a primeira

componente, w2 para a segunda, e assim suscessivamente.

Seguindo esta linha de racioćınio, tem-se o Subspace Network Learning Algo-

rithm (SNLA) de Oja (1989) [37]), freqüentemente citado na literatura. No SNLA,

o aprendizado também é realizado segundo às Equações 3.55-3.57, e a matriz S(k)

é escolhida visando promover uma ortogonalização simétrica de W [37], resultando

nas seguintes equações de treinamento:

wj(k + 1) = wj(k) + η(k)yj(k)xj(k) (3.62)

yj(k) = wT
j (k)x(k) (3.63)

xj(k) = x(k) −
p

∑

i=1

yi(k)wi(k), (3.64)

que convergem para o subespaço das componentes. Caso as Equações 3.62-3.64

sejam reescritas em forma matricial, resulta:

W(k + 1) = W(k) + η(k)e(k)yT (k) (3.65)
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para:

e(k) = x(k) − W(k)y(k) (3.66)

y(k) = WT (k)x(k), (3.67)

forma a qual é similar àquela derivada no método LMSER simétrico (Equações

3.37-3.39), exceto pelo termo x(k)e(k)TW(k). Esta conexão foi estabelecida, pri-

meiramente, por Lei Xu (1993) [75], o qual afirmou que o algoritmo SNLA consiste

numa aproximação da técnica LMSER simétrica.

Outro trabalho, freqüentemente citado na literatura, deve-se a Sanger (1989) [38],

que propõe o Generalized Hebbian Algorithm (GHA). As equações de treinamento

do método são:

wj(k + 1) = wj(k) + η(k)yj(k)[xj(k) − yj(k)wj(k)] (3.68)

yj(k) = wT
j (k)x(k) (3.69)

xj(k) = x(k) −
j−1
∑

i=1

yi(k)wj(k), (3.70)

e o método converge, ordenadamente, para as componentes. Comparando as Equa-

ções 3.68-3.70 com as Equações 3.58-3.61, percebe-se que os métodos são quase

idênticos, exceto pelo termo pj(k) na Equação 3.58, fato que não é evidenciado pela

literatura.

Um outro método é o Weighted Subspace Algorithm, que foi proposto por

Oja, Ogawa e Wangviwattana (1992) [91, 92], e possui uma relação interessante com

o SNLA, também não evidenciada pela literatura. As equações de treinamento do

método WSA podem ser escritas na forma:

wj(k + 1) = wj(k) + η(k)yj(k)xj(k) (3.71)

yj(k) = wT
j (k)x(k) (3.72)

xj(k) = x(k) − θj

p
∑

i=1

yi(k)wi(k), (3.73)

onde θj são constantes positivas decrescentes, escolhidas arbitrariamente. O método

WSA realiza a extração das componentes principais. Pode-se perceber que, a menos

das constantes, as equações de treinamento dos métodos SNLA e WSA são idênticas.

Conclui-se que, no método WSA, é realizada a maximização da variância das sáı-

das dos neurônios, cada um deles contribuindo de forma diferenciada, determinada
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pelas constantes θi. Vale observar que esta estratégia é similiar àquela adotada por

Brockett (vide seção 3.3.1).

Uma outra relação pode ser estabelecida entre o método WSA e o LMSER

assimétrico. Reescrevendo as Equações 3.71-3.73 na forma matricial, resulta:

W(k + 1) = W(k) + η(k)e(k)yT (k)Ap (3.74)

para:

e(k) = x(k) − W(k)Apy(k) (3.75)

y(k) = WT (k)x(k), (3.76)

onde Ap é uma matriz p x p, cuja diagonal é formada pelos valores de θj . Pode-ser ob-

servar que a Equação 3.74 é similar a Equação 3.41, exceto pelo termo x(k)e(k)TW(k)Am.

De forma similar à relação estabelecida, anteriormente, entre os métodos SNLA e

LMSER-simétrico, conclui-se que o algoritmo WSA consiste numa aproximação do

algoritmo LMSER-assimétrico, o que não é mencionado pela literatura.

3.4.2.1 Métodos de inibição lateral

Uma outra estratégia, na linha de maximização de variância, consiste em ex-

plorar as inibições laterais. Esta arquitetura foi proposta originalmente por Rubner

e Tavan (1989) [93], sendo apresentada na Figura 3.5.

Da figura é posśıvel perceber que, adicionalmente aos pesos convencionais

(wj), no qual as componentes são extráıdas, são estabelecidas, de forma hierárquica,

conexões laterais entre os neurônios (cj), cujo papel é realizar a ortogonalização dos

pesos da rede.

Um método de destaque na literatura que explora as conexões laterais é o

Adaptive Principal Component Extraction (APEX), proposto por Kung, Diamanta-

ras e Taur (1994) [62], cujas equações de treinamento são dadas por:

wj(k + 1) = wj(k) + η(k)yj(k)[x(k) − yj(k)wj(k)] (3.77)

cj(k + 1) = cj(k) + η(k)yj(k)[dj(k) − yj(k)cj(k)] (3.78)

para:

dj(k) = [w1(k) . . . wj−1(k)]
T x(k) (3.79)

yj(k) = wj(k)
Tx(k) − cT

j (k)dj(k), (3.80)
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Figura 3.5: Arquitetura de Rubner e Tavan para a extração de componentes princi-

pais

onde wj(k) responde pelos pesos associados às conexões diretas e cj(k) pelas inibi-

ções laterais.

Uma das principais vantagens do método APEX é o fato que uma relação

com filtros adaptativos pode ser estabelecida, a qual permite que o valor de η(k)

seja determinado, de forma ótima, a cada iteração. Este cálculo produz um im-

pacto significativo na convergência do algoritmo [62]. A equação iterativa para a

determinação de η(k) é dada por [62]:

η(k) =
η(k − 1)

β + η(k − 1)y2
j (k)

, (3.81)

onde β é o fator de esquecimento, que deve assumir um valor menor ou igual a um,

de forma similar à função objetivo PAST (vide seção 3.3.6).

Algumas extensões foram desenvolvidas sobre o método APEX, entre elas

uma devida a Fiori e Piazza (2000) [94] que, aplicando critérios alternativos de

otimização, propõem variantes do método APEX original, referidas com ψ-APEX,

as quais apresentaram uma melhor convergência nas simulações apresentadas.

Na Tabela 3.3 resumimos os diferentes algoritmos de extração das componen-

tes baseados em maximização de variância. Todos algoritmos discutidos realizam
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extração on-line.

Tabela 3.3: Principais caracteŕısticas dos algoritmos baseados em variância

Nome Equações Otimização Trabalhos Mod.

Regra de Amari (3.50-3.52) Gradiente Estocástico Amari (1978) [89] 1a. PCA

Regra de Oja (3.53-3.54) Gradiente Estocástico Oja (1982) [61] 1a. PCA

SGA (3.58-3.61) Gradiente Estocástico Oja (1985) [90] PCA

SNLA (3.62-3.64) Gradiente Estocástico Oja (1989) [37] PSA

GHA (3.68-3.70) Gradiente Estocástico Sanger (1989) [38] PCA

WSA (3.71-3.73) Gradiente Estocástico Oja (1992) [91, 92] PCA

APEX (3.77-3.80) Gradiente Estocástico/RLS Kung (1994) [62] PCA

3.5 Algoritmos de convergência otimizada

Grande parte dos algoritmos discutidos anteriormente, por basear-se na téc-

nica de gradiente descendente, apresenta uma velocidade de convergência relacionada

à escolha da constante de aprendizado. Dada a simplicidade desta técnica, a con-

vergência é normalmente lenta, em especial para aplicações com dimensão elevada

e grande número de eventos. Este fato motivou a pesquisa na literatura por algo-

ritmos mais eficientes para a extração PCA. Este algoritmos serão apresentados a

seguir.

3.5.1 NIC e WNIC

Os algoritmos NIC e WNIC, cujas funções objetivo foram anteriormente ci-

tadas, baseiam-se numa arquitetura neural de duas camadas, idêntica a rede auto-

associativa simétrica (NIC) e assimétrica (WNIC) de pesos idênticos (vide seção

3.4.1). Conforme já discutido, o algoritmo NIC [80] realiza a extração das com-

ponentes do subespaço, e o WNIC [81] extrai as componentes principais. Duas

versões destas técnicas foram propostas: uma por batelada, baseada em gradiente

descendente; e outra, que utiliza uma função recursiva (RLS). A primeira versão é

dependende da estimação da matriz de correlação dos dados e destina-se a operação

off-line, enquanto a segunda opera on-line e não exige esta estimação. Vale destacar
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que para o algoritmo WNIC, a acuidade das componentes extráıdas é depende da

escolha de um conjunto de constantes decrescentes arbitrárias [81].

3.5.2 Chatterjee, Kang e Roychowdhury

Estes autores propõem em [78] uma série de algoritmos rápidos baseados

na otimização da função objetivo determinada pela Equação 3.18, realizada atra-

vés das técnicas de gradiente descendente, steepest descent, gradiente conjugado e

Newton-Rapson. Um dos principais inconvenientes das técnicas propostas é exigir

a estimação da matriz de correlação dos dados e o alto-custo computacional das

equações de extração propostas. Tratam-se de algoritmos off-line.

3.5.3 Redes RLS

O algortimo de Bannour e Azimi-Sadjadi (1995) [82], aqui referido como BS-

RLS, utiliza p-redes MLP auto-associativas, de dimensões n x 1 x n, com pesos da

primeira e segunda camadas iguais. A atualização dos pesos de cada rede é realizada

pela otimização da função objetivo apresentada na Equação 3.24, resultando nas

seguintes equações de treinamento [82]:

hj(n) = wT
j (n− 1)x(n) (3.82)

Kj(n) =
Pj(n− 1)hj(n)

[1 + hj(n)2Pj(n− 1)]
(3.83)

wj(n) = wj(n− 1) +Kj(n)[dj(n) − hj(n)wj(n− 1)] (3.84)

Pj(n) = [1 −Kj(n)hj(n)]Pj(n− 1), (3.85)

para dj(n) dado pela Equação 3.23.

Outro algoritmo nesta linha, que não assume explicitamente nenhuma arqui-

tetura neural, é o PAST, proposto por Yang (1995) [69]. Neste trabalho é apre-

sentada, sem nenhuma derivação, uma versão para a extração das componentes

principais, referida como PASTd. As equações de treinamento do método PASTd
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são dadas por:

Repetir t = 1, 2, . . .

x1(t) = x(t) (3.86)

Repetir i = 1, 2, . . . , p

yi(t) = wT
i (t− 1)xi(t) (3.87)

di(t) = βdi(t− 1) + |yi(t)|2 (3.88)

ei(t) = xi(t) −wi(t− 1)yi(t) (3.89)

wi(t) = wi(t− 1) +
1

di(t)
yi(t)ei(t) (3.90)

xi+1(t) = xi(t) − wi(t)yi(t), (3.91)

onde x(t) corresponde ao dado de entrada da t-ésima iteração, β é o fator de esque-

cimento (vide seção 3.3.6) e p é o número de componentes a extrair.

Um método que possui uma forte relação com o algoritmo PASTd, o que não

é evidenciado pela literatura, deve-se a Cichocki, Kasprzak e Skarbek (1996) [95].

Neste método, para a extração de p componentes, são utilizadas p redes neurais, as

quais são dispostas em cascata. Esta arquitetura possui equações de treinamento

idênticas a do método PASTd, podendo ser considerada uma implementação neural

desta técnica.

3.5.4 Método das potências

Um metodo interessante, derivado no ambiente de álgebra linear, é o método

das potências [88]. Este método é baseado na seguinte equação recursiva:

w1(k + 1) = Aw1(k), (3.92)

onde A é uma matriz arbitrária. Para a extração das componentes principais,

considera-se A = Rx, onde Rx é a matriz de correlação dos dados.

Sejam e1, . . . , en os autovetores associados aos autovalores λ1 . . . λn da matriz

A, tal que λ1 > λ2 > . . . > λn. Se considerarmos um vetor inicial dado por:

w(0) = a1e1 + . . .+ anen, (3.93)

a Equação 3.92 pode ser reescrita como [88]:

w1(k + 1) = a1λ
k
1

(

e1 +

n
∑

i=2

ai

a1

(

λi

λ1

)k

ei

)

, (3.94)
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ou seja, o método converge para uma versão escalada do autovetor dominante de A

(componente principal de x), a uma taxa determinada pela razão (λ2

λ1
), a qual está

associada à exponencial de decaimento mais lento.

Para extender o método à extração da j-ésima componente, vamos considerar

a seguinte equação recursiva:

wj(k + 1) = Rxj
wj(k), (3.95)

onde a matriz Rxj
é dada por:

Rxj
= TjRx (3.96)

e

Tj =

(

I −
j−1
∑

i=1

eie
T
i

)

(3.97)

A matriz Tj é uma transformação linear conhecida como transformação de deflação,

cujo efeito sobre Rx é zerar seus (j−1) autovalores dominantes [64]. Em outras pa-

lavras, a transformação de deflação torna, principal, o j-ésimo autovetor dominante

de Rx.

Para analisar a convergência da Equação 3.95, basta notar que a Equação

3.94 pode ser reescrita na forma:

wj(k + 1) =
∑j−1

i=1 aiλ
k
i ei + ajλ

k
j

(

ej +
∑n

i=j+1
ai

aj

(

λi

λj

)k

ei

)

(3.98)

Como os autovetores λ1 . . . λj−1 de Rxj são nulos por efeito da transformação

Tj, a Equação 3.98 assume a forma:

wj(k + 1) = ajλ
k
j

(

ej +
n

∑

i=j+1

ai

aj

(

λi

λj

)k

ei

)

, (3.99)

a qual converge para uma versão escalada de ej, a uma taxa ditada pela razão (
λj

λj+1
).

Em virtude do termo a1λ
k
1 na Equação 3.94, e ajλ

k
j na Equação 3.99, para

evitar o crescimento infinito do módulo de wj(k), deve-se realizar uma normalização.

Um critério comumente utilizado consiste em, a cada iteração, normalizar o valor de

wj(k + 1) por seu próprio módulo, produzindo as seguintes equações iterativas:

w̃j(k + 1) = Rxj
wj(k) (3.100)

wj(k + 1) =
w̃j(k + 1)

||w̃j(k + 1)||2
, j = 1 . . . p, (3.101)
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para:

Rxj
= Rx, j = 1, (3.102)

Rxj
=

(

I −
j−1
∑

i=1

eie
T
i

)

Rx, j ≥ 2. (3.103)

O método das potências trata-se, portando, de um processo de extração

seqüencial, ou seja, a primeira componente é extráıda; logo após, calcula-se Rx2
,

considerando e1 ≈ w1, e assim, suscessivamente, até a p-ésima componente.

Um inconveniente da forma apresentada pelas Equações 3.100-3.103 é a de-

pendência da matriz de correlação dos dados. É posśıvel, no entanto, estimar Rxj

por [49]:

Rxj
= k

M
∑

i=1

xj(i)xj(i)
T , (3.104)

onde:

xj(i) = x(i) −
j−1
∑

t=1

ete
T
t x(i), (3.105)

e k = 1
M

, onde M é o número de eventos envolvidos. Outra aproximação útil é

considerar válida a aproximação: wi(k) ≈ ei, ou seja, que na extração da j-ésima

componente, os vetores das (j − 1) componentes anteriores convergiram acurada-

mente. Neste caso, a equação de treinamento da técnica resume-se a [67]:

wj(k + 1) =

∑M
i=1 yj(k, i)xj(i)

||
∑M

i=1 yj(k, i)xj(i)||
(3.106)

para:

yj(k, i) = wj(k)
Txj(i) (3.107)

xj(i) = x(i), j = 1, (3.108)

xj(i) = x(i) −
j−1
∑

i=1

yi(k, i)wj(k), j ≥ 2, (3.109)

cuja vantagem é não exigir o cálculo da matriz de correlação dos dados e de suas

versões defletidas, o que provoca senśıvel redução do custo computacional e das

exigências quanto a capacidade de armazenamento. Isto é de extrema valia para

conjuntos de dados extensos e com grande número de variáveis. Outra vantagem da

forma proposta pelas Equações 3.106-3.109 é permitir que o processo de extração

seja realizado de forma paralela, ainda que a convergência seja seqüêncial, dada a

natureza do algoritmo. O método das potências é um algoritmo off-line.
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3.6 Seleção do método

De posse dos vários métodos de extração de componentes principais apresen-

tados, fica a pergunta: qual escolher ? Serão realizadas, a seguir, algumas conside-

rações para orientar esta seleção.

Para os métodos que dependem da escolha de constantes arbitrárias, como

por exemplo: LMSER-assimétrico, WNIC e WSA, a literatura reporta que a acui-

dade das componentes extráıdas é dependente do valor das constantes escolhidas.

Simulações desenvolvidas pelo autor em conjuntos sintéticos e reais confirmaram esta

afirmativa. Em relação ao método hetero-supervisionado, descrito na seção 3.4.1,

simulações com dados de sonar [86, 96, 97] mostram que este método fornece duas

estimativas para as componentes, cada uma associada a uma camada da rede, de

diferentes acuidades, e sua convergência é lenta.

Entre os métodos baseados em maximização de variância, o APEX apresenta,

conforme simulações realizadas em [97], uma menor acurácia e velocidade de conver-

gência que o GHA. Quanto aos métodos GHA e SGA, dada a similaridade entre suas

equações de treinamento, o comportamento dos dois métodos é similar. Dos métodos

considerados nesta discussão inicial, pelo compromisso entre acuidade, simplicidade

e velocidade de extração, recomenda-se, portanto, o GHA, que é um método on-line.

Em relação aos algoritmos de convergência otimizada com aplicação on-line,

destacam-se o PASTd e o BS-RLS. A literatura reporta que para processos não-

estacionários, a constante Kj(n) (Equação 3.83) deve ser reinicializada periodica-

mente [82], logo a escolha recai sobre o método PASTd. Quando comparados os

métodos PASTd e GHA, a literatura [66] reporta que a velocidade de convergência

do primeiro é significativamente maior que do segundo, ainda que, em termos de

acuidade, o desempenho de ambos seja equivalente, desde que o fator de esqueci-

mento (constante β) seja escolhido de forma apropriada.

Ainda que métodos on-line possam ser utilizados em aplicações off-line, a

aplicação de algoritmos off-line para estas aplicações resulta, normalmente, numa

maior velocidade de convergência [65]. Dentre os algoritmos apresentados para apli-

cações off-line, destaca-se o método das potências, que conjuga simplicidade e ve-

locidade de convergência. Em [97], o método das potências apresentou uma maior

acurácia e velocidade de convergência em relação ao método PASTd na extração de
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componentes de dados de sonar. Recomenda-se, portanto, o método das potências

para aplicações que exijam uma extração off-line de componentes, em especial, para

aquelas com alta dimensionalidade e grande número de eventos.

3.7 Extração de componentes principais por hie-

rarquia de células auto-associativas

Na análise dos métodos anteriores, verificou-se que o problema de extração da

componentes principais através de redes neurais compreende 3 estágios: a definição

de uma arquitetura de extração, a escolha de uma função objetivo e, por fim, a

seleção de um algoritmo de otimização.

Número significativo dos métodos discutidos anteriormente se baseia na otimi-

zação por gradiente descendente estocástico, possuindo uma convergência bastante

lenta, em especial, para aplicações com grande volume de dados e alta-dimensionalidade.

Em [97], utilizando um conjunto de dados de sonar passivo, com um número mais

restrito de classes para os contatos (um total de 4 classes e 33 navios), verificou-se que

a escolha do fator de aprendizado possui impacto significativo, tanto na velocidade

de convergência, quanto na acuidade das componentes extráıdas. Foi constatado

ainda que técnicas onde o ajuste do fator de aprendizado é realizado de forma auto-

mática (PASTd [69], por exemplo) possuiam uma maior velocidade de convergência

e melhor acuidade, mostrando-se capaz de extrair, inclusive, um maior número de

componentes com a acuidade desejada.

Tais fatores motivaram o desenvolvimento de uma nova sistemática de extra-

ção, a qual é baseada numa arquitetura neural espećıfica que é submetida a diferentes

algoritmos de otimização. Como a arquitetura é definida de forma independente do

algoritmo de otimização, é posśıvel derivar uma famı́lia de algoritmos, cada qual

mais adequado a uma aplicação particular. Através do modelo proposto é posśıvel,

também, obter e generalizar alguns métodos da literatura, o que é atraente, inclusive

para a comparação, escolha e implementação das diferentes técnicas em situações

práticas, nas quais a dimensionalidade e as restrições de armazenamento impõem

sanções em muitos dos algoritmos presentes na literatura.

Em [86] foi mostrado que é posśıvel realizar a extração PCA através de redes
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auto-associativas lineares de duas camadas submetidas a um processo de treina-

mento incremental e construtivo. Segundo este processo, o treinamento da rede é

inicializado com apenas um neurônio. Após a convergência, mais um neurônio é

inserido e os pesos associados aos demais neurônios são mantidos ”congelados”pelo

resto de todo o treinamento. O processo é repetido até a convergência do p-ésimo

neurônio, onde p corresponde ao número de componentes que se deseja extrair.

Duas topologias foram consideradas: a primeira, que considera o treinamento inde-

pendente dos pesos da primeira e segunda camadas; e a segunda, na qual os pesos

de ambas camadas, considerados idênticos, são atualizados simultâneamente. Para

o enfoque que utiliza pesos distintos, foi verificada uma diferença significativa de

acuidade entre as componentes extráıdas pela primeira e segunda camadas, o que

prejudica a convergência do algoritmo. Pela maior acurácia de extração e menor

número de iterações para convergência, a arquitetura com pesos idênticos mostrou-

se, portanto, mais adequada para a extração das componentes. Ambas sistemáticas

possuem forte conexão com as propostas de Boulard e Kamp [98] (pesos distintos)

e LMSER simétrico [75] (pesos iguais), realizando, no entanto, a extração de com-

ponentes principais. Em [96] é proposta uma forma automática para o ajuste do

fator de aprendizado desta topologia construtiva, que mostrou produzir significativo

ganho na velocidade de convergência.

A nova proposta consiste numa evolução dos trabalhos [86, 96] e utiliza uma

rede MLP auto-associativa linear de 2 camadas, com dimensões n x 1 x n, e pesos

idênticos, conforme a Figura 3.6. Esta rede será aqui referida como célula auto-

associativa. Pela relação direta com o método LMSER-simético [75] (vide seção

3.4.1), conclúımos que a célula auto-associativa extrai a componente principal dos

dados.

Para generalizar a aplicação da célula auto-associativa permitindo a extração

de uma componente principal qualquer, uma estratégia posśıvel é reduzir o pro-

blema da extração de p componentes a p problemas independentes mais simples,

onde há sempre a extração da primeira componente principal. Uma opção é apli-

car uma transformação linear sobre os dados que altere sua componente principal.

Em outras palavras, para a extração da segunda componente, a célula opera sobre

dados transformados, sendo esta transformação escolhida de forma a eliminar dos
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Figura 3.6: Célula auto-associativa

dados todas suas projeções na direção da primeira componente, o que torna a se-

gunda componente a componente principal2. Para a terceira, utiliza-se procedimento

idêntico, e a transformação elimina a primeira e a segunda componentes; e assim,

suscessivamente. A transformação que elimina uma ou mais componentes principais

é a transformação de deflação [64]. Assim, para a extração da j-ésima componente

principal, aplica-se a transformação de deflação sobre os dados, que resulta em:

xj = x −
j−1
∑

i=1

eie
T
i x, (3.110)

onde xj representa o vetor de dados modificado, cuja componente principal corres-

ponde a j-ésima componente do vetor original x.

De forma similar ao método das potências, uma forma mais conveniente para

a transformação de deflação é:

xj = x −
j−1
∑

i=1

wiw
T
i x, (3.111)

onde wj corresponde aos pesos da j-ésima célula. A Equação 3.111 é uma aproxima-

ção da Equação 3.110, considerando wi ≈ ei, para 1 ≤ i < j, ou seja, é suposto que

na extração da j-ésima componente, os pesos das células associadas às componentes

anteriores fornecem uma estimativa acurada dos autovetores a elas associados. A

estrutura correspondente a Equação 3.111 é apresentada na Figura 3.7.

Um dos atrativos da modalidade proposta é que uma mesma arquitetura é

utilizada para extração de qualquer componente. O que determina qual componente

será extráıda é a definição sobre qual vetor de dados modificado a arquitetura opera.

2A estratégia aqui adotada é análoga a explorada na dedução do método das potências (seção

3.5.4)
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Figura 3.7: Estrutura para a produção de dados defletidos

A estrutura proposta é ainda bastante flex́ıvel, permitindo a extração de componen-

tes de forma incremental/seqüencial, onde uma única componente é obtida de cada

vez, ou mesmo de forma paralela, onde várias componentes são extráıdas ”simulta-

neamente”3.

Assim, pela sistemática proposta, para a extração de p componentes, utiliza-

se uma hierarquia de p células auto-associativas, cada uma submetida às entradas

defletidas de modo apropriado. O mesmo resultado pode ainda ser obtido se a

hierarquia for submetida a vetores-alvo defletidos. Por fim, é posśıvel ainda aplicar

a deflação às entradas e aos alvos, simultaneamente.

Em resumo, considerando ij e tj as entradas e os vetores-alvo da j-ésima

célula auto-associativa, e xj dado pela Equação 3.111, há três modalidades de trei-

namento para a hierarquia de extração proposta:

• Deflação aplicada às entradas:

ij = xj (3.112)

tj = x (3.113)

• Deflação aplicada aos vetores-alvo:

ij = x (3.114)

tj = xj (3.115)

3Vale observar que, a despeito do treinamento dos neurônios ser realizado em paralelo, a con-

vergência das componentes ocorre de forma seqüêncial, em virtude da Equação 3.111
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• Deflação aplicada às entradas e aos vetores-alvo:

ij = xj (3.116)

tj = xj, (3.117)

para 1 ≤ j ≤ p, onde p corresponde ao número de componentes que se deseja extrair.

Estas três modalidades são ilustadas na Figura 3.8.

Cabe mostrar que os pesos ótimos de cada célula auto-associativa simétrica

correspondem às componentes principais do processo x. Vale observar que o erro

médio quadrático cometido pela j-ésima célula é dado por:

K(wj(k)) = E{||tj −wjw
T
j ij ||2} (3.118)

Utilizando ||a||2 = tr{aaT} e explorando o fato de que tr{AB} = tr{BA} e

tr{AT} = tr{A}, é posśıvel reescrever a Equação 3.118 na forma:

K(wj(k)) = tr{E[tjt
T
j ]} − 2wT

j E[ijt
T
j ]wj + |wj|2wT

j E[iji
T
j ]wj (3.119)

Se considerarmos que as entradas aplicadas à rede foram defletidas para a ex-

tração da r-ésima componente (ij = xr), e os vetores-alvo, para a s-ésima (tj = xs),

onde 1 ≤ (r, s) ≤ j, tem-se que:

tr{E[tjt
T
j ]} = tr{Rxs

} (3.120)

E[ijt
T
j ] = E[xrx

T
s ] =

(

Inn −Q(r−1)Q
T
(r−1)

)

Rx

(

Inn −Q(s−1)Q
T
(s−1)

)T

E[ijt
T
j ] =

(

Inn −Q(r−1)Q
T
(r−1)

)

QΛQT

(

Inn − Q(s−1).Q
T
(s−1)

)T

E[ijt
T
j ] =

(

Q − Q(r−1)

[

In(r−1) 0n(n−r)

]

)

Λ

(

Q − Q(s−1)

[

In(s−1) 0n(n−s)

]

)T

E[ijt
T
j ] = Q

[

0n(r−1) In(n−r)

]

Λ
[

0n(s−1) In(n−s)

]T

QT

E[ijt
T
j ] = Qdiag{0, . . . , 0, λk, . . . , λn}QT

E[ijt
T
j ] = Rxk

,

(3.121)

onde k = max(r, s), diag representa uma matriz diagonal, de dimensões n x n, Qj

é uma matriz cujas colunas são formadas pelos j-autovetores dominantes ordenados

63



Figura 3.8: Modalidades de extração PCA para a arquitetura proposta: (a) deflação

às entradas, (b) deflação aos alvos e (c) deflação às entradas e alvos.
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de Q, Ijk é uma matriz retangular, de dimensões j x k , com diagonal unitária e

demais elementos nulos, e 0jk é uma matriz de zeros, de dimensões j x k. Conclui-se

que a matriz de correlação cruzada entre as entradas e os vetores alvos E[ijt
T
j ] possui

o autovalor(autovetor) dominante determinado pela deflação de ordem mais alta.

Para as três modalidades de deflação consideradas, o par (r, s) vale (j, 1)

(entradas), (1, j) (alvos) e (j, j) (alvos e entradas). Conclui-se pela Equação 3.121

que nos três casos: k = j, logo a Equação 3.119 assume a forma:

K(wj(k)) = tr{Rxs
} − 2wT

j Rxj
wj + |wj|2wT

j Rxr
wj (3.122)

Derivando K(wj(k)) em relação a wj resulta:

∂K(wj(k))

∂wj
= −4Rxj

wj + 4(wT
j Rxr

wj)wj (3.123)

Igualando a Equação 3.123 a zero, o mı́nimo de K(wj(k)) é dado por:

Rxj
wj = λwj, (3.124)

para:

λ = wT
j Rxr

wj (3.125)

Se considerarmos wj = αej, ou seja, wj igual ao j-ésimo autovalor normali-

zado de Rx, escalado pela constante arbitrária α, resulta para λ:

λ = α(eT
j Rxr

eT
j )α = α2λj , (3.126)

e para a Equação 3.124:

αRxj
ej = α2λjej (3.127)

Rxj
ej = αλjej , (3.128)

de onde se conclui que α = 1, ou seja, os pesos ótimos de K(wj(k)) correspondem

aos autovetores dominantes normalizados de xj. Dentre os (N − j + 1) autovetores

dominantes de Rxj
, o que minimiza a Equação 3.122 corresponde a:

wj = ej , (3.129)

para o qual a Equação 3.122 resulta em:

K(wj(k)) = tr{xsx
T
s } − λj, (3.130)

ou seja, em relação aos pesos ótimos, é indiferente a escolha da modalidade de

deflação .
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3.7.1 Arquitetura de células auto-associativas com inibições

laterais

Caso sejam estabelecidas, de forma apropriada, conexões laterais entre os

neurônios da camada intermediária da hierarquia de células auto-associativas, é pos-

śıvel eliminar a estrutura de deflação apresentada na Figura 3.7.

Considere que a deflação é aplicada apenas às entradas. A sáıda do neurônio

da j-ésima célula auto-associativa corresponde a:

y
,
j = wT

j

(

I −
j−1
∑

i=1

wiw
T
i

)

x (3.131)

Desenvolvendo a equação anterior tem-se:

y
,
j = wT

j x −wT
j

j−1
∑

i=1

wiyi

y
,
j = yj −

j−1
∑

i=1

cjiyi,

(3.132)

para:

cji = wT
j wi (3.133)

yj = wT
j x (3.134)

Deste modo, uma forma computacionalmente econômica para a produção da

deflação na entrada se resume nos seguintes passos:

1. Considerar o próprio vetor de dados como entrada de todas as células da hie-

rarquia. Propagar este vetor por todas as células (Equação 3.134).

2. Produzir os valores de cji de cada célula (Equação 3.133).

3. Calcular o valor de y,
j por célula (Equação 3.132).

4. Utilizar na técnica de treinamento escolhida o valor de y,
j, ao invês de yj.
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Esta forma é extremamente interessante quando o treinamento é por batelada, uma

vez os valores de cij são calculados uma única vez a cada atualização de pesos, o

que produz uma economia significativa de processamento na fase de treinamento.

Na realidade, pela sistemática anterior, o que as constantes cji estão realizando é

uma conexão entre as células auto-associativas, definindo uma nova estrutura que

é ilustrada na Figura 3.9. É fácil verificar que a arquitetura proposta possui forte

similaridade com a arquitetura de Rubner e Tavan [93] (vide seção 3.4.2.1).

Figura 3.9: Hierarquia de células auto-associativas para a extração de componentes

principais explorando a conexão lateral entre os neurônios
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3.8 Modalidades de treinamento da hierarquia de

células auto-associativas

Uma vez definida a arquitetura (conforme seção anterior), cabe a seleção de

uma função objetivo e a aplicação de uma técnica de otimização para a extração das

componentes principais. Com base em diferentes escolhas deste binômio, 6 novos

algoritmos (3 de extração on-line e 3 de extração off-line) são propostos, os quais

são apresentadas a seguir.

3.8.1 Métodos on-line

Dois são os representantes desta categoria: o método gradiente descendente

estocástico e o método RLS.

3.8.1.1 Método gradiente descendente estocástico

Pela técnica de gradiente descendente [71], a atualização dos pesos da j-ésima

célula auto-associativa deve ser realizada segundo a equação:

wj(k + 1) = wj(k) − η(k)∇wj(k)K(wj(k)), (3.135)

onde η(k) é uma constante arbitrária, referida como fator de aprendizado, que pode

ser mantida fixa ou variar ao longo do treinamento, eK(wj(k)) corresponde a função

objetivo dada pela Equação 3.118.

Pela Equação 3.118, K(wj(k)) consiste no valor esperado do erro quadrático.

Para a produção de um algoritmo on-line, uma possibilidade é considerar, ao invés do

valor esperado, o valor instantâneo do erro. Esta aproximação produz um algoritmo

cuja atualização dos parâmetros é apenas dependente do último vetor de entrada,

de forma similar aos filtros adaptativos LMS (Least Mean Square) [99]. Nesta apro-

ximação, o gradiente utilizado para o treinamento é referido como estocástico [76].

Em resumo, para o cálculo do gradiente estocástico, aplica-se o gradiente sobre a

função objetivo K(wj(k)) estimada segundo a forma:

K(wj(k)) ≈ ||tj(k) − wj(k − 1)wT
j (k − 1)ij(k)||2 (3.136)
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Neste caso, as equações de treinamento podem ser escritas como [86, 96]:

wj(k + 1) = wj(k) + η(k)[yj(k)ej(k) + iTj (k)ej(k)wj(k)], (3.137)

para:

ej(k) = tj(k) − yj(k)wj(k) (3.138)

yj(k) = wT
j (k)ij(k), (3.139)

onde ij(k) e tj(k) são produzidos, de acordo com as Equações 3.112-3.117, utili-

zando xj determinado pela Equação 3.111, de acordo com a modalidade de deflação

selecionada.

Caso seja considerado que, na composição da Equação 3.137, o termo iTj (k)ej(k)wj(k)

é pouco significativo em relação ao termo yj(k)ej(k), uma equação de treinamento

alternativa é:

wj(k + 1) = wj(k) + η(k)yj(k)ej(k), (3.140)

a qual aproxima a Equação 3.137. Esta aproximação é motivada pela verificação

experimental, através de extensivas simulações, que o termo desprezado não inte-

fere, significativamente, na acuidade e nem na velocidade de convergência, para as

diferentes modalidades de deflação.

Há uma outra forma de derivar a Equação 3.140. Se a Equação 3.136 for

reescrita na forma:

K(wj(k)) ≈ ||tj(k) − yj(k)wj(k)||2, (3.141)

onde:

yj(k) = wT
j (k − 1)ij(k), (3.142)

está sendo considerado que o efeito sobre o valor de yj(k) da variação do peso entre

as iterações (k − 1) e k não é significativo. Neste caso, o gradiente estocástico de

K(wj(k)) assume a forma:

∇wj(k)K(wj(k)) = −yj(k)ej(k), (3.143)

onde:

ej(k) = tj(k) − yj(k)wj(k), (3.144)
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para o qual resultam as equações de treinamento na forma proposta pela Equação 3.140.

Conclui-se que desprezar o termo wT
j (k)ej(k)ij(k) na Equação 3.137 é equivalente

a desprezar a variação das projeções entre iterações consecutivas.

Uma das vantagens desta modalidade de treinamento é permitir que a ex-

tração das componentes seja realizada de forma on-line. Em contrapartida, por

ser uma técnica baseada em gradiente descendente estocástico, sua convergência é

normalmente lenta e dependente da escolha de η(k) [86], de forma similar a outros

algoritmos da literatura baseados nesta técnica, conforme citado em [65]. A escolha

de η(k) influencia, também, na acuidade da extração. Em problemas práticos, para

algoritmos da literatura baseados em gradiente estocástico, a escolha de η(k) é rea-

lizada por tentativa e erro [100], fato cŕıtico em aplicações de alta-dimensionalidade

e grande número de eventos.

3.8.1.2 Método RLS

O objetivo da modalidade agora proposta é prover um algoritmo on-line

que contorne os inconvenientes da modalidade baseada em gradiente estocástico,

em especial, a velocidade de convergência e a necessidade da escolha do fator de

aprendizado η(k). Este método será baseado na otimização da seguinte função

objetivo:

L(wj(k)) =

k
∑

i=1

βk−i|tj(i) − wj(k)yj(k, i)|2, (3.145)

para:

yj(k, i) = wT
j (k)ij(i), (3.146)

onde β é uma constante, referida como fator de esquecimento, a ser escolhida no in-

tervalo 0 < β ≤ 1. Neste caso, supõe-se que L(wj(k)) aproxima K(wj(k)) (Equação

3.118). Pode-se observar que esta equação é bastante similar à equação utilizada

pelo método PAST (Equação 3.25), em especial, quando a última é considerada para

a extração de uma única componente.

De forma análoga ao trabalho de Yang (1995) [69], para que seja posśıvel

determinar o valor ótimo de wj(k) a cada passo de treinamento, será considerada a

seguinte aproximação:

yj(k, i) ≈ yj(i− 1, i), 1 ≤ i ≤ k, (3.147)
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ou seja, que a variação das projeções dos dados no intervalo de iterações de 1 a k

não foi significativa, resultando na seguinte função objetivo aproximada:

M(wj(k)) =

k
∑

i=1

βk−i|tj(i) − wj(k)yj(i− 1, i)|2 (3.148)

Expandindo a Equação 3.148, tem-se:

M(wj(k)) =
k

∑

i=1

βk−itT
j (i)tj(i) − 2

k
∑

i=1

βk−iyj(i− 1, i)tT
j (i)wj(k)

+
k

∑

i=1

βk−iy2
j (i− 1, i)wT

j (k)wj(k)

(3.149)

O gradiente de M(wj(k)) com relação a wj(k) pode ser escrito como:

∇wj(k)M(wj(k)) = −2

k
∑

i=1

βk−i

(

tj(i)yj(i− 1, i) + y2
j (i− 1, i)wj(k)

)

(3.150)

Igualando a Equação 3.150 a zero, resulta na seguinte equação de treina-

mento:

wj(k) =

∑k
i=1 β

k−itj(i)yj(i− 1, i)
∑k

i=1 β
k−iy2

j (i− 1, i)
(3.151)

A forma apresentada pela Equação 3.151 não é conveniente para a implemen-

tação on-line, uma vez que o cálculo de wj(k) envolve valores de yj e tj das iterações

anteriores. Note porém que é posśıvel reescrevê-la na forma:

wj(k) =
β

Dj(k)

k−1
∑

i=1

β(k−1)−iyj(i− 1, i)tj(i) +
1

Dj(k)
yj(k − 1, i)tj(k) (3.152)

para:

Dj(k) =

k
∑

i=1

βk−iy2
j (i− 1, i) (3.153)

Pela Equação 3.151, a seguinte relação, derivada para a iteração (k − 1), é

válida:

k−1
∑

i=1

β(k−1)−iyj(i− 1, i)tj(i) = wj(k − 1)

k−1
∑

i=1

β(k−1)−iy2
j (i− 1, i) (3.154)
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Substituindo a Equação 3.154 no primeiro termo da Equação 3.152, resulta:

wj(k) =
β

Dj(k)
wj(k − 1)

k−1
∑

i=1

β(k−1)−iy2
j (i− 1, i) +

1

Dj(k)
yj(k − 1, k)tj(k)

wj(k) =
wj(k − 1)

Dj(k)

( k
∑

i=1

βk−iy2
j (i− 1, i) − y2

j (k − 1, k)

)

+

1

Dj(k)
yj(k − 1, k)tj(k)

wj(k) =
wj(k − 1)

Dj(k)
[Dj(k) − y2

j (k − 1, k)] +
1

Dj(k)
yj(k − 1, k)tj(k)

wj(k) = wj(k − 1) + ηj(k)yj(k − 1, k)

[

tj(k) − yj(k − 1, k)wj(k − 1)

]

,

(3.155)

onde ηj(k) = 1
Dj(k)

4. Outra forma de escrever ηj(k) é dada por:

1

ηj(k)
= β

k−1
∑

i=1

β(k−1)−iy2
j (i− 1, i) + y2

j (k − 1, k)

1

ηj(k)
= β

1

ηj(k − 1)
+ y2

j (k − 1, k)

ηj(k) =
ηj(k − 1)

β + ηj(k − 1)y2
j (k − 1, k)

,

(3.156)

para a qual o valor de ηj(k) pode ser determinado de forma recursiva, segundo uma

fórmula de baixo custo computacional.

O interessante desta proposta é que a equação de treinamento obtida é idên-

tica a proposta pela Equação 3.140, sendo o fator de aprendizado determinado de

forma ótima a cada iteração. Em razão da determinação adaptativa de ηj(k), o

algoritmo apresenta uma convergência significativamente mais rápida e acurada que

o baseado em gradiente descendente estocástico. Faz-se necessário, no entanto, de-

terminar um valor apropriado de β, o qual é dependente da aplicação.

Outro resultado interessante é que, como o valor ηj(k) é dependente da ite-

ração e da componente em extração, confirma-se, teoricamente, que uma escolha

apropriada de ηj(k) para a modalidade de gradiente descendente estocástico é tam-

bém dependente destes fatores, conforme reportado pela literatura.

4Como é pressuposto que a matriz de correlação dos dados possui todos os autovalores distintos

e não-nulos, Dj(k) 6= 0, visto que Dj(k) ≈ E[y2
j ] e E[y2

j ] = λj (conforme Apêndice B), onde λj é o

autovalor associado à j-ésima componente.
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3.8.2 Métodos off-line

Para a derivação dos métodos desta categoria, o treinamento da j-ésima célula

partirá da seguinte função objetivo:

L(wj(k)) =
1

N

N
∑

i=1

||tj(i) − wj(k)w
T
j (k)ij(i)||2

L(wj(k)) =
1

N

N
∑

i=1

||tj(i) − yj(k, i)wj(k)||2,
(3.157)

onde N é o número de eventos dispońıveis e yj(k, i) é dado pela Equação 3.146.

Trata-se, portanto, de uma aproximação da Equação 3.118, na qual o valor esperado

do erro quadrático é estimado pelo seu valor médio para N eventos.

Uma aproximação conveniente 5 é considerar que a variação das projeções

dos dados entre as iterações (k − 1) e k é despreźıvel, o que resulta:

M(wj(k)) =
1

N

N
∑

i=1

||tj(i) − yj(k − 1, i)wj(k)||2 (3.158)

Desenvolvendo a equação anterior, tem-se:

M(wj(k)) =
1

N

N
∑

i=1

(

tT
j (i)tj(i) − 2

N
∑

i=1

yj(k − 1, i)tT
j (i)wj(k)

+
N

∑

i=1

y2
j (k − 1, i)wT

j (k)wj(k)

)

,

(3.159)

que pode ser reescrita na forma:

M(wj(k)) = c(k) − 2bT (k)w(k) + wT (k)Aw(k) (3.160)

onde:

A(k) =
1

N

N
∑

i=1

y2
j (k − 1, i)I (3.161)

b(k) =
1

N

N
∑

i=1

yj(k − 1, i)tj(k) (3.162)

c(k) =
1

N

N
∑

i=1

tT
j (i)tj(i), (3.163)

5Cabe observar que esta aproximação foi discutida na derivação dos algoritmos on-line baseados

em gradiente estocástico.
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onde I é a matriz identidade. Note ainda que minimizar a Equação 3.160 é equiva-

lente a minimizar a seguinte equação:

M(wj(k)) = 1
2
wT (k)Aw(k) − bT (k)w(k), (3.164)

que difere da primeira forma por uma normalização e constante arbitrária. O gra-

diente - ∇wj(k)M(wj(k)) - e a hessiana - HM(wj(k)) - da Equação 3.164 são dados

por:

∇wj(k)M(wj(k)) = Aw − b = − 1

N

N
∑

i=1

yj(k − 1, i)[tj(k) − wj(k)yj(k − 1, i)]

(3.165)

HM(wj(k)) = A =
1

N

N
∑

i=1

y2
j (k − 1, i)I (3.166)

Aspecto interessante é que a matriz Hessiana é diagonal, determinada pelo

valor médio do quadrado das projeções. Assim, utilizando a função objetivo da

Equação 3.164 e os valores do seu gradiente e hessiana, serão derivados os métodos

a seguir.

3.8.2.1 Método gradiente descendente com passo ótimo

Segundo a técnica de gradiente descendente [71], a atualização dos pesos da

j-ésima célula auto-associativa pode ser descrita pela equação iterativa:

wj(k + 1) = wj(k) + αj(k)dj(k), (3.167)

onde dj(k) constitui a direção de procura do algoritmo, a qual é escolhida como:

dj(k) = −∇wj(k)M(wj(k)), (3.168)

ou seja, dj é escolhido como a direção de maior decréscimo de M(wj(k)).

Uma escolha interessante para αj(k) é aquela que minimiza o valor deM(wj(k + 1)).

Para esta escolha de αj(k), o algoritmo realiza um passo ótimo, devendo a seguinte

equação ser satisfeita:

∇α(k)M(wj(k + 1)) = 0 (3.169)
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Segundo a Equação 3.164, o valor de M(wj(k + 1)) pode ser expresso na

forma 6:

M(wj(k + 1)) =
1

2
[wj + αjdj ]

TA[wj + αjdj ] − bT [wj + αjdj ]

M(wj(k + 1)) =
1

2
wT

j Awj − bT wj +
1

2
α2

jd
T
j Adj + αjd

T
j Awj − αjb

Tdj

(3.170)

Substituindo a Equação 3.170 na 3.169, resulta:

dT
j Awj + αjd

T
j Adj − bT dj = 0

αj =
dT

j (b− Awj)

dT
j Adj

= −
dT

j dj

dT
j Adj

(3.171)

Substituindo a Equação 3.165 e 3.166 na 3.171, resulta que o valor ótimo de

αj(k) é dado por:

αj(k) = − 1
1
N

∑N
i=1 y

2
j (k − 1, i)

, (3.172)

e a equação de treinamento assume a forma:

wj(k) = wj(k − 1)

− α(k)
1

N

N
∑

i=1

yj(k − 1, i)[tj(k) − wj(k − 1)yj(k − 1, i)]
(3.173)

Um outro caminho para a derivação deste algoritmo consiste em calcular,

analiticamente, o valor de wj(k) para o qual M(wj(k + 1)) é mı́nimo, ou seja, que

satisfaz: ∇wj(k)M(wj(k + 1)) = 0. Pela Equação 3.165, o valor ótimo de wj(k) é

dado por: wj(k) = A−1(k)b(k), o que resulta na seguinte equação de treinamento:

wj(k) =

∑N
i=1 yj(k − 1, i)tj(i)
∑N

i=1 y
2
j (k − 1, i)

(3.174)

Note que é posśıvel reescrever a Equação 3.174 na forma:

wj(k) =
1

Dj(k)

(

Dj(k)wj(k − 1) +
1

N

N
∑

i=1

yj(k − 1, i)tj(i) −Dj(k)wj(k − 1)

)

wj(k) = wj(k − 1) +
1

Dj(k)

1

N

N
∑

i=1

yj(k − 1, i)[tj(k) − wj(k − 1)yj(k − 1, i)],

(3.175)

para

Dj(k) =
1

N

N
∑

i=1

y2
j (k − 1, i), (3.176)

donde conclúımos que ambas derivações produzem as mesmas equações de treina-

mento. Um dos principais atrativos do algoritmo proposto é que nenhum parâmetro

ou fator de aprendizado é necessário para a extração.

6Para facilitar a leitura foram omitidos de wj , αj e dj a iteração (k) correspondente.
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3.8.2.2 Gradiente conjugado

A técnica de gradiente conjugado é tida, normalmente, como um método

intermediário entre a técnica de gradiente descendente com passo ótimo e o método

de Newton, em termos de complexidade e velocidade de convergência [101]. Sua

principal vantagem é que a matriz hessiana não precisa ser avaliada, armazenada e

invertida como no método de Newton. Trata-se de uma classe de algoritmos hábeis

em lidar com problemas de larga escala de forma eficiente [102].

Desenvolvido originalmento por Hestenes e Stiefel (1952) [103], para a solu-

ção de um conjunto de equações com uma matriz de coeficientes positiva e definida,

sua caracteŕıstica fundamental é o fato que as direções percorridas pelo algoritmo ao

longo do processo de otimização são ortogonais entre si com respeito a uma matriz

arbitrária. Este fato resulta que a otimização realizada numa dada iteração não ”es-

traga”as otimizações das iterações anteriores, de forma diferente à técnica de Steepest

descent. Pode-se mostrar ainda que para problemas quadráticos, a técnica converge

em N passos, onde N corresponde ao número de parâmetros envolvidos [104].

A aplicação da técnica de gradiente conjugado à extração de autovetores já

é conhecida da comunidade de processamento de sinais. Entre trabalhos relevan-

tes, tem-se Yang, Sakar e Arvas (1989) [105] e Fu e Dowling (1995) [106], entre

outros. Ambos trabalhos exploram a minimização do coeficiente de Rayleigh, o úl-

timo aplicando a deflação para extração de múltiplas componentes. Nossa proposta

se diferencia das anteriores por realizar a extração através da hierarquia de células

auto-associativas, considerando a otimização da função objetivo da Equação 3.164.

Considere uma função objetivo arbitrária: Jj(wj(k)). A técnica de gradiente

conjugado, quando aplicada a sua otimização, resulta nas seguintes equações [107]:

dj(0) = rj(0) = −∇wj(k)Jj(wj(0)) (3.177)

αj(k) =
−rT

j (k − 1)dj(k − 1)

dT
j (k − 1)HJj(wj(k))dj(k − 1)

(3.178)

wj(k) = wj(k − 1) + αj(k)dj(k − 1) (3.179)

rj(k) = −∇wj(k)Jj(wj(k + 1)) (3.180)

βj(k) =
rT

j (k)rj(k)

rT
j (k − 1)rj(k − 1)

(3.181)

dj(k) = rj(k) + βj(k)dj(k − 1), (3.182)
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onde ∇wj(k)Jj(wj(k)) e HJj(wj(k)) são, respectivamente, o gradiente e a hessiana da

função Jj(wj(k)).

A Equação 3.181 foi proposta por Fletcher e Reeves (1964) [107]. Outra

possibilidade deve-se a Polak e Ribière (1971) [108], sendo dada por:

βj(k) =
rT

j (k)(rj(k) − rj(k − 1))

rT
j (k − 1)rj(k − 1)

, (3.183)

que apresenta uma maior velocidade de convergência [104].

Para a função objetivo da Equação 3.164, substituindo os valores de gradiente

e hessiana dados pelas Equações 3.165 e 3.166 no conjunto das Equações 3.177-3.182,

resulta que as equações de treinamento do método proposto são dadas por:

dj(0) = rj(0) =
1

N

N
∑

i=1

yj(0, i)[tj(i) − yj(0, i)wj(0)] (3.184)

αj(k) =
−rT

j (k − 1)dj(k − 1)

|dj(k − 1)|2
∑N

i=1 y
2
j (k − 1, i)

(3.185)

wj(k) = wj(k − 1) + αj(k)dj(k − 1) (3.186)

rj(k) =
1

N

N
∑

i=1

yj(k, i)[tj(k) − yj(k, i)wj(k)] (3.187)

dj(k) = rj(k) + βj(k)dj(k − 1), (3.188)

para βj(k) dado pela Equação 3.181 ou 3.183, e yj(k, i) dado pela Equação 3.146.

Um procedimento recomendável para o método de gradiente conjugado é rei-

nicializar sua direção de procura periodicamente, uma vez que por erros numéricos

há uma degradação de ortogonalidade entre as direções de procura. Um procedi-

mento interessante deve-se a Powell (1977) [109], que reinicializa esta direção para o

negativo do gradiente quando o valor de βj(k) (Equação 3.181 ou 3.183) é negativo.

3.8.2.3 Método baseado no treinamento iRPROP

Uma técnica interessante para o treinamento da hierarquia de células auto-

associativas é o backpropagation resiliente, proposto por Riedmiler em duas versões,

uma delas em 1993 [110]; e outra, em 1994 [111]. Nesta técnica, evitam-se eventuais

paralisias do treinamento em regiões acentuadamente planas da função objetivo, uma

vez que o processo de treinamento é apenas dependente do sinal de sua derivada.

Este método é comumente referido como o melhor método de primeira ordem para
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o treinamento de redes neurais. Trata-se de uma técnica que conjuga simplicidade,

baixo custo computacional por iteração e eficácia, e seu desempenho é comparável a

algoritmos mais complexos e de custo computacional significativamente maior, tais

como o BFGS [112]. Várias variantes da técnica foram ainda propostas, destacando-

se o iRPROP, de autoria de Igel e Husken (2000) [113].

De forma análoga a derivação por gradiente conjugado, nossa proposta será

aplicar o algoritmo iRPROP para o treinamento da hierarquia de células auto-

associativas [114], utilizando a função objetivo da Equação 3.158, cujo gradiente,

conforme discussão anterior, é dado pela Equação 3.165.

O algoritmo iRPROP realiza a minimização de cada parâmetro da função

objetivo de forma independente. Sejam ∆ij(k) e ∆wj(k)i o valor do passo e o in-

cremento, respectivamente, da i-ésima componente do j-ésimo vetor de pesos da

hierarquia. A atualização dos parâmetros é realizada de acordo com a evolução das

derivadas entre duas iterações consecutivas. Três são as situações posśıveis: deri-

vadas com sinais iguais, derivadas com sinais opostos, e pelo menos uma derivada

nula. Quando os sinais são iguais, há um indicativo que o algoritmo caminha em

direção ao mı́nimo, logo a componente do peso wj(k)i é atualizada, e o valor do

passo corrente a ela associado (∆ij(k)) é aumentando. Quando os sinais são dife-

rentes, tem-se um indicativo que o valor do último passo foi excessivo, e o algoritmo

distanciou-se de seu mı́nimo local. Neste caso, reduz-se o valor do passo e o deslo-

camento pode ou não ser desfeito, de acordo com a evolução do erro entre as duas

últimas iterações. Havendo um crescimento do erro, o deslocamento é desfeito, em

caso contrário, mantido. Por fim, quando pelo menos uma das derivadas é nula,

mantém-se o valor do passo da iteração anterior. Este algoritmo pode ser resumido

nos seguintes passos:
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Para cada

(

∂M(wj(k))

∂wj(k)

)

i

:

se:

(

∂M(wj(k − 1))

∂wj(k − 1)

)

i

(

∂M(wj(k))

∂wj(k)

)

i

> 0 faça:

∆ij(k) = mı́n(∆ij(k − 1)η+,∆máx)

∆wj(k)i = −sign

(

∂M(wj(k))

∂wj(k)i

)

∆ij(k)

wj(k + 1)i = wj(k)i + ∆wj(k)i

caso contrário, se:

(

∂M(wj(k − 1))

∂wj(k − 1)

)

i

(

∂M(wj(k))

∂wj(k)

)

i

< 0 faça:

∆ij(k) = máx(∆ij(k − 1)η−,∆mı́n)

se M(wj(k)) > M(wj(k − 1)) faça wj(k + 1)i = wj(k)i − ∆wj(k − 1)i
(

∂M(wj(k))

∂wj(k)

)

i

= 0

caso contrário, se:

(

∂M(wj(k − 1))

∂wj(k − 1)

)

i

(

∂M(wj(k))

∂wj(k)

)

i

= 0 faça:

∆wj(k)i = −sign

(

∂M(wj(k))

∂wj(k)

)

i

∆ij(k)

wj(k + 1)i = wj(k)i + ∆wj(k)i

final do se,

(3.189)

onde M(wj(k)) é a função objetivo associada ao treinamento da j-ésima célula

auto-associativa, sign(x) é a função sinal 7 e η+, η−, ∆mı́n e ∆máx são constantes

do algoritmo. Em [110], os seguintes valores são sugeridos: η+ = 1, 2 , η− = 0, 5 ,

∆mı́n = 10−6 e ∆máx = 50. Como valor inicial dos incrementos, costuma-se utilizar

∆0 = 0.05. Para grande parte das aplicações, a técnica mostra-se ainda pouco

senśıvel a escolha destes parâmetros [110, 111].

3.8.2.4 Método baseado na otimização por Newton-Rapson

O método de Newton-Rapson, aplicado a otimização de uma função objetivo

arbitrária J(wj(k)), é baseado na seguinte equação iterativa:

wj(k) = wj(k − 1) − (HJ(wj(k)))
−1∇wj(k)J(wj(k)), (3.190)

7A função sinal é definida como: se x > 0, sign(x) = 1; se x < 0, sign(x) = −1.
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onde ∇wj(k)J(wj(k)) e HJ(wj(k)) são, respectivamente, o gradiente e a hessiana de

J(wj(k)).

Considerando a função objetivo, o gradiente e a hessiana dados pelas Equa-

ções 3.158, 3.165 e 3.166, respectivamente, as equações de treinamento para a hie-

raquia de células auto-associativas para o método de Newton resultam em:

wj(k) = wj(k − 1)+

1

Dj(k)

1

N

N
∑

i=1

yj(k − 1, i)[tj(i) − wj(k)yj(k − 1, i)]
(3.191)

para

Dj(k) =

N
∑

i=1

yj(k − 1, i)2 (3.192)

Comparando as Equações 3.191 e 3.173, verifica-se que são idênticas, logo as

derivações por gradiente descendente com passo ótimo e Newton-Rapson são equi-

valentes, o que é uma conseqüência da superf́ıcie de erro aproximada ser quadrática.

Na Tabela 3.4 resumimos os métodos propostos, apresentando seu domı́nio

de aplicação (on-line x off-line), a função objetivo considerada em sua derivação e

as equações de treinamento produzidas.

Tabela 3.4: Algoritmos propostos para a extração de componentes principais. Veja

o texto.

Nome Aplicação Função Equações

Objetivo

Gradiente descendente estocástico on-line 3.136 3.137-3.139

Gradiente descendente estocástico aproximado on-line 3.141 3.140

Gradiente descendente passo ótimo off-line 3.158 3.173

Gradiente conjugado off-line 3.158 3.184-3.188

RPROP off-line 3.158 3.189

Newton-Rapson off-line 3.158 3.191- 3.192
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3.9 Similaridades com métodos da literatura

Conforme mencionado anteriormente, algumas das modalidades propostas

apresentam equações de treinamento similares a métodos relevantes da literatura.

Estas relações serão exploradas a seguir.

3.9.1 Generalized Hebbian Algorithm

Se considerarmos a modalidade gradiente estocástico, na forma da Equação 3.140,

caso a deflação seja aplicada apenas aos vetores-alvo, ou seja: ij(k) = x(k) e

tj(k) = xj(k), resulta:

wj(k + 1) = wj(k) + η(k)yj(k)[xj(k) − yj(k)wj(k)] (3.193)

yj(k) = wT
j (k)x(k) (3.194)

xj(k) = x(k) −
j−1
∑

i=1

yi(k)wj(k) (3.195)

Comparando as Equações 3.193-3.195 com as Equações 3.68-3.70, verificamos

que elas são idênticas. Desta forma, o algoritmo GHA [38] pode ser derivado através

do treinamento da hierarquia de células auto-associativas por gradiente descendente

estocástico, considerando a aproximação discutida na seção 3.8.1.1.

3.9.2 Redes RLS

Se tomarmos a Equação 3.155 e considerarmos a deflação aplicada apenas

aos vetores-alvo, ou seja, ij(k) = x(k) e tj(k) = xj(k), assim como o valor de β = 1,

resulta:

wj(k) = wj(k − 1) + η(k)yj(k − 1, k)

[

xj(k) − yj(k − 1, k)wj(k − 1)

]

(3.196)

yj(k − 1, k) = wT
j (k − 1)x(k) (3.197)

xj(k) = x(k) −
j−1
∑

i=1

yi(k − 1, k)wj(k − 1) (3.198)

ηj(k) =
ηj(k − 1)

1 + ηj(k − 1)y2
j (k − 1, k)

(3.199)
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Inicialmente vamos considerar o método de Bannour e Azimi-Sadjadi (1995) [82].

Retomando a Equação 3.85, com base na Equação 3.83, tem-se:

Pj(n) =

[

1 −
Pj(n− 1)h2

j(n)

1 + Pj(n− 1)h2
j(n)

]

Pj(n− 1)

Pj(n) =
Pj(n− 1)

1 + h2
j(n)Pj(n− 1)

(3.200)

Note ainda que a Equação 3.83, com base na Equação 3.200, pode ser escrita

na forma:

Kj(n) = Pj(n)hj(n) (3.201)

Assim, o método de Bannour [82] pode ser reescrito como:

hj(n) = wT
j (n− 1)x(n) (3.202)

Pj(n) =
Pj(n− 1)

[1 + h2
j (n)Pj(n− 1)]

(3.203)

wj(n) = wj(n− 1) + Pj(n)hj(n)[dj(n) − hj(n)wj(n− 1)], (3.204)

para dj(n) dado pela Equação 3.23.

Comparando as Equações 3.202-3.204 com as Equações 3.196-3.199, verifica-

se que são idênticas, donde se conclui que a técnica de Bannour [82] também pode

ser derivada considerando o treinamento da hierarquia de células auto-associativas,

segundo a modalidade RLS, quando a deflação é aplicada apenas aos vetores-alvo

e valor de β vale um. Relação similar pode ser estabelecida com a técnica PASTd,

considerando a deflação aplicada, simultaneamente, aos vetores-alvo e às entradas.

3.9.3 Método das potências

Se considerarmos o treinamento das células auto-associativas pelo gradiente

descendente com passo ótimo, para uma deflação aplicada, simultaneamente, às

entradas e aos vetores alvos, resulta numa equação de treinamento dada por:

wj(k) =

∑N
i=1 yj(k − 1, i)xj(i)
∑N

i=1 y
2
j (k − 1, i)

(3.205)

Comparando a Equação 3.205 com a 3.106, verificamos que são bastante

similares, exceto pela normalização, que é realizada a cada passo. Vale observar que

a normalização imposta ao método das potências foi arbitrária, o que aproxima os
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dois algoritmos. A vantagem da Equação 3.174 é um custo computacional inferior,

em especial por não exigir o cálculo da raiz quadrada envolvida no módulo, fato

atraente para implementações em microcontroladores ou processadores digitais de

sinais.

3.10 Resultados comparativos de acuidade e custo

computacional entre os algoritmos propostos

e técnicas da literatura

Nesta análise buscou-se avaliar a aplicação dos métodos propostos à extração

de caracteŕısticas a serem utilizadas pelo sistema de classificação automática dos

contatos. Estas caracteŕısticas podem ser empregadas tanto na fase de operação do

sistema, através de componentes extráıdas de forma off-line, quanto no processo de

adaptação/inclusão de novas classes, onde uma extração on-line das componentes

pode ser necessária. A análise dos algoritmos com base em dados reais, que apresen-

tam alta-dimensionalidade, larga flutuação estat́ıstica e grande número de eventos

é também um interessante teste de robustez, que pode orientar a seleção de uma

técnica espećıfica para outros problemas e conjuntos de dados.

Os métodos propostos foram avaliados, comparativamente, com métodos da

literatura em dois aspectos: a acuidade de extração e a velocidade de convergência,

o último estimado pelo número de iterações necessárias à extração, utilizando uma

partição dos dados do sonar representativa ao problema, composta por 7597 eventos

de 557 componentes 8. Para a análise de acuidade dos métodos foi realzada uma

extração de referência, com a qual a direção das componentes fornecidas por cada

método foi comparada. Esta extração de referência foi baseada numa implementação

do pacote eispack [115], amplamente utilizado pela comunidade cient́ıfica 9, em

8Esta partição foi produzida por sorteio, conforme processo descrito na seção 4.3, e considerou

uma seleção por espectros (vide seção 2.1.3).

9O pacote eispack destina-se a uma extração off-line de todas as componentes do processo alea-

tório de interesse, explorando técnicas da álgebra linear numérica, entre elas: rotações e fatorações

que operam sobre a matriz de correlação do processo visando diagonalizá-la. Para maiores detalhes,

consultar [97]
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razão de sua precisão e acuidade. Os autovalores de referência e a curva de energia

associada são apresentadas na Figura 3.10 e na Tabela 3.5. Através da curva de

energia, é posśıvel identificar o percentual de energia do processo original que é retido

em dados compactados segundo dado número de componentes. Por esta curva, são

necessárias em torno de 300 componentes para reter um valor superior a 90% da

energia do processo. A razão entre o maior e menor autovalor (condicionamento da

matriz de correlação) é de 2372,5 , enquanto o menor autovalor vale: ≈ 1, 7E − 5.

Com relação à análise de acuidade, são comuns na literatura medidas basea-

das no erro de reconstrução dos dados com base nas componentes extráıdas, aferido

através do erro médio quadrático ou da relação sinal-rúıdo, e na comparação das

componentes extráıdas com as de referência, através da diferença quadrática, ângulo

ou valor do autovalores estimados. A análise realizada com os métodos propostos

enfocou três aspectos:
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Figura 3.10: Autovalores e curva de energia da extração de referência.

• Acuidade das direções das componentes extráıdas: foi avaliado o ân-

gulo (em graus) entre cada componente extráıda e a componente de referência

correspondente.
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Tabela 3.5: Alguns autovalores e valores de energia para a extração de referência.

Componente Autovalor Energia Componente Autovalor Energia

acumulada (%) acumulada (%)

1 4,0E-2 9,6 300 2,6E-4 92,4

50 1,3E-3 59,0 400 1,4E-4 97,0

100 7,6E-4 70,7 500 6,4E-5 99,3

200 4,3E-4 84,3 557 1,7E-5 100,0

• Ortogonalidade de cada componente em relação às demais: para a

estimativa da j-ésima componente foi considerada a seguinte medida:

φj = 90 − arccos

(

√

√

√

√

1

556

556
∑

i6=j,j=1

θ2
ij

)

(3.206)

para

θij =
wT

i wj

|wi||wj|
, (3.207)

onde arccos é a função arco-cosseno. A medida φj corresponde a um desvio

médio absoluto de ortogonalidade entre a j-ésima componente e as demais

componentes extráıdas. Para a j-ésima componente, este valor é calculado

com base na raiz do valor médio do quadrado dos desvios verificados entre os

556 pares de componentes (j, i) dispońıveis. Conclui-se que quanto pior for a

ortogonalidade das componentes extráıdas, maior será o valor de φj. Caso as

componentes sejam perfeitamente ortogonais, φj = 0.

• Acuidade da estimação dos autovalores com base nas componentes:

para cada componente extráıda (wi), o autovalor associado foi estimado pela

fórmula:

λ̃i =
1

N

N
∑

i=1

(

wT
i

|wi|
xi

)2

, (3.208)

onde N é o número de eventos (xi) dispońıvel (vide Apêndice B). Esta análise

considerou o erro relativo entre os autovalores estimados e os de referência.

Com relação à implementação, cada método foi codificado em linguagem C

ANSI. A extração realizada foi seqüêncial, isto é, o método só inicia a extração da
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segunda componente após a conclusão da extração da primeira, e assim, suscessi-

vamente. Uma componente é considerada extráıda quando a rede satisfaz um dos

dois critérios de parada utilizados: a estabilização do autovalor da componente em

extração e o número máximo de passos. Pelo primeiro, a cada iteração, determina-

se a variação do autovalor estimado com respeito ao autovalor estimado na iteração

anterior. Caso esta variação seja inferior a um limite especificado, incrementa-se um

contador. Completado um número arbitrado de falhas consecutivas, a componente

é considerada extráıda. A utilização do contador de falhas consecutivas evita que

o processo de extração seja interrompido de forma prematura em momentos cŕıti-

cos do processo de otimização, como, por exemplo, em regiões demasiado planas da

função objetivo. Através de um pequeno número de simulações foi verificado que

um valor apropriado para o limite de variação dos autovalores é de 10−14, que está

relacionado à acuidade máxima do ambiente de implementação. Para o limite de

falhas, o valor escolhido foi de 10, enquanto para o número máximo de passos foi

arbitrado o valor de 10000. Um dos atrativos do critério de convergência baseado na

variação de autovalor é sua simplicidade e baixo custo computacional, em especial

quando comparado com outros critérios como, por exemplo, a variação dos pesos

entre iterações consecutivas.

Conforme a discussão da seção 3.6, para a análise de desempenho foram

selecionados os seguintes métodos da literatura: GHA, PASTd e das potências.

Em relação aos algoritmos propostos, a análise considerou os métodos gradiente

conjugado, RPROP e Newton 10.

As análises foram divididas em três etapas: uma primeira envolvendo apenas

métodos off-line, realizada entre os métodos gradiente conjugado, RPROP, Newton

e o método das potências; uma segunda, onde o método de melhor desempenho da

primeira análise é comparado com os métodos GHA e PASTd; e, por fim, a terceira,

onde o método proposto de melhor desempenho é avaliado com respeito a diferentes

10Cabe observar, conforme a seção 3.8.2.4, que a derivação das equações de treinamento da

hierarquia de células auto-associativas por gradiente descendente com passo-ótimo produz equações

idênticas a derivação pelo método de Newton-Rapson, o que justifica a não existência de simulações

contemplando o primeiro caso. De forma similar, não foram inclúıdas simulações com os métodos

propostos gradiente descendente estocástico e RLS, pela sua similaridade com os métodos GHA e

PASTd, respectivamente (vide seção 3.9)
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modalidades de deflação. Para permitir uma justa comparação entre a velocidade de

convergência dos diferentes algoritmos, todos os métodos consideraram os mesmos

valores para os vetores iniciais das componentes.

3.10.1 Comparação entre os métodos gradiente conjugado,

RPROP e Newton com o método das potências

Nesta comparação, os métodos propostos utilizaram uma deflação aplicada,

simultaneamente, aos vetores de entrada e aos alvos. Uma primeira avaliação consi-

derou os desvios angulares medidos, em graus, entre as componentes extráıdas e as

de referência. Em razão do elevado número de componentes, para facilitar a visuali-

zação, esta análise considerou faixas de 50 componentes, sendo avaliados os valores

médios e o maior desvio por faixa. As faixas foram organizadas na seguinte forma:

a abscissa 1 responde pela faixa de 1 a 50 componentes; a abscissa 51, pela faixa

de 51 a 100, e assim, suscessivamente. Este procedimento foi utilizado para a maior

parte das análises deste caṕıtulo. Como os valores de ângulo podem ser positivos

e negativos, o valor médio foi calculado como a raiz do valor médio do quadrado

dos valores de cada faixa. Na Figura 3.11(a) são exibidos os valores médios por

faixa de componentes; enquanto na Figura 3.11(b), o maior valor verificado em cada

faixa (em módulo). Os métodos estão indicados na seguinte forma: POT (potên-

cias), RPROP e CG (gradiente conjugado). Os valores médio e máximo dos desvios

angulares para algumas faixas de componentes são apresentados na Tabela 3.6.

Tabela 3.6: Valores médios e máximos dos desvios angulares para os diferentes

métodos de extração

Valor médio Valor máximo

Faixa NEW POT RPROP CG NEW POT RPROP CG

1− 50 0, 019 0, 019 0, 028 0, 022 0, 09 0, 089 0, 13 0, 09

100− 150 0, 33 0, 32 0, 19 0, 33 1, 6 1, 6 0, 43 1, 6

200− 250 0, 11 0, 11 0, 12 12 0, 13 0, 13 0, 19 59, 6

300− 350 0, 34 0, 34 0, 79 0, 35 1, 4 1, 4 3, 5 1, 4

400− 450 0, 12 0, 12 0, 14 1, 9 0, 24 0, 24 0, 27 9, 3

É posśıvel perceber que a faixa de 151 a 200 é a mais cŕıtica para quase
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Figura 3.11: Valores médios (a) e máximos (b) dos desvios ângulares por faixa de

componente para os diferentes métodos de extração.
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todos métodos. O pior desempenho desta faixa é obtido para a componente 191

nos métodos NEWTON, POT e RPROP; e 198, para o método CG. Os valores dos

desvios angulares, nos piores casos, são de 23, 7o (NEWTON,POT), 29, 9o (RPROP)

e 69, 1o (CG). Os métodos de melhor desempenho foram o NEWTON e POT, com

um comportamento bastante similar. Em segundo lugar, tem-se o RPROP e, por

último, o CG. Excetuando-se o CG, os algoritmos apresentaram uma boa acurácia

para a maior parte das direções extráıdas, apresentando, exceto para a faixa mais

cŕıtica, desvios angulares inferiores a 2o, no pior caso.

O segundo parâmetro avaliado foi a ortogonalidade entre as componentes

extráıdas. Como a ortogonalidade está diretamente relacionada à acurácia na esti-

mação das direções, é esperado um comportamento análogo à análise anterior. Os

resultados desta análise são apresentados na Figura 3.12. De forma coerente, tem-

se um resultado similar entre as técnicas NEWTON e POT, as melhores, que são

seguidas pelo algoritmo RPROP e, por último, pelo CG.

A terceira análise contemplou a acuidade dos autovalores, que também está

relacionada à acuidade das componentes estimadas. Na Figura 3.13 são apresentados

os resultados desta análise. Interessante observar que as técnicas NEWTON, POT

e RPROP possuem, no pior caso, um erro relativo de 10−4, obtido para a faixa de

151 a 200. Para a técnica CG, o erro é significativamente maior, inferior, para o

pior caso, ao valor de 10−2. Em termos dos valores médios, para o pior caso, o erro

é, aproximadamente, uma ordem de grandeza menor que os valores máximos, da

ordem de 10−5 para as técnicas NEWTON, POT e RPROP, e de 10−3, para a CG.

Por fim, foi realizada uma comparação quanto ao número de passos requeri-

dos para que o algoritmo atinja a convergência. Na Figura 3.14 e na Tabela 3.7 são

apresentados os valores médios (arredondados para um valor inteiro) e máximos do

número de passos até a convergência para algumas faixas de componentes. Pode-se

perceber que todos os métodos apresentam uma mesma ordem de grandeza quanto

ao número de passos. Os métodos NEWTON, POT e CG apresentam valores mé-

dios bastante similares, enquanto que, para o RPROP, os valores médios são pouco

superiores aos primeiros, para a maior parte das faixas contempladas no gráfico.

Considerando ainda os valores médios por faixa, tem-se, em média, de 1000 a 3000

passos até a convergência.
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Figura 3.12: Valores médios (a) e máximos (b) dos desvios de ortogonalidade para

as componentes extráıdas pelos diferentes métodos de extração

90



0 100 200 300 400 500 600
10

−10

10
−9

10
−8

10
−7

10
−6

10
−5

10
−4

10
−3

10
−2

Faixas de componentes

V
al

or
 m

éd
io

 d
o 

er
ro

 re
la

tiv
o 

(a
ut

ov
al

or
es

)

 

 NEWTON
POT
RPROP
CG

(a)

0 100 200 300 400 500 600
10

−9

10
−8

10
−7

10
−6

10
−5

10
−4

10
−3

10
−2

Faixas de componentes

V
al

or
 m

áx
im

o 
do

 e
rr

o 
re

la
tiv

o 
(a

ut
ov

al
or

es
)

 

 
NEWTON
POT
RPROP
CG

(b)

Figura 3.13: Acuidade na estimação dos autovalores (valor médio (a) e máximo (b))

por faixa de componente para os diferentes métodos de extração
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Figura 3.14: Valores médios (a) e máximos (b) do número de passos para os dife-

rentes métodos de extração
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Conclui-se que dos métodos considerados nesta análise, os que conjugam um

melhor compromisso entre a acuidade e o custo computacional são o POT e NEW-

TON, o último com custo computacional menor por iteração. Por seu turno, o

RPROP tem um desempenho próximo a estes.

Tabela 3.7: Valores médios e máximos do número de passos até convergência para

os diferentes métodos

Valor médio Valor máximo

Faixa NEW POT RPROP CG NEW POT RPROP CG

1− 50 1035 1035 1061 1059 6857 6858 7049 6861

100− 150 2317 2317 2157 2322 10000 10000 6339 10000

200− 250 2409 2409 2667 2378 6961 6961 7949 6966

300− 350 2593 2593 2903 2606 10000 10000 10000 10000

400− 450 1576 1576 1556 1583 5544 5544 3894 5622

3.10.2 Comparação entre o método de Newton e os métodos

GHA e PASTd

Nesta análise foram comparados o desempenho do método de NEWTON

com os algoritmos GHA e PASTd, amplamente referidos na literatura. Conforme

discussão anterior, para o método GHA deve-se definir o valor da constante η, e

para o PASTd, o valor β. Vários ensaios foram realizados, para diferentes valores

de η e β. Para η, mantido fixo por todo treinamento, foi verificado que sua redução

produzia uma extração de maior acuidade, apresentando, porém, um número maior

de passos até a convergência. Tendência similar foi verificada para o parâmetro β no

algoritmo PASTd, quando seu valor se aproximava de um. Destes ensaios, os valores

que apresentaram um melhor compromisso entre a acuidade e o número de passos

até a convergência foram: η = 1, 5E − 4 e β = 0, 999995, os quais foram adotados

nas simulações consideradas a seguir. Em geral, na literatura, estas constantes, que

são dependentes do problema, são arbitradas ou escolhidas por tentativa e erro.

Na Figura 3.15 são apresentados os desvios angulares e de ortogonalidade

da 1a. a 100a. componentes. Alguns valores para os desvios angulares são apresen-

tados na Tabela 3.8. É posśıvel perceber que desvios angulares elevados começam
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a ocorrer a partir da 17a. componente (67, 8o), para o algoritmo GHA; e, para a

42a. (63, 6o), considerando o método PASTd. Pode-se perceber que o método de

NEWTON é, no mı́nimo, uma ordem de grandeza mais acurado que o PASTd. O

desempenho do PASTd é significativamente melhor que o GHA, neste aspecto, na

faixa em consideração. Caso fosse arbitrado um limite de desvio angular de 45o para

as componentes extráıdas, os métodos GHA e PAST teriam sido capazes de extrair

apenas 16 e 41 componentes, respectivamente. Quanto a ortogonalidade, fato se re-

pete, sendo o método de NEWTON de uma a duas ordens de grandeza mais acurado

que os demais.

Tabela 3.8: Desvios angulares por componente extráıda para os diferentes métodos

Componente GHA PAST NEW

1 0, 26 0, 27 3, 4E − 6

15 4, 7 0, 28 1, 0E − 3

16 6, 0 0, 36 1, 7E − 3

17 67, 8 0, 45 3, 2E − 3

30 73, 4 0, 46 5, 3E − 3

42 89, 4 63, 6 0, 13

43 75, 5 63, 6 0, 13

A acuidade dos autovalores e o número de passos necessários para atingir a

convergência são apresentados nas Figuras 3.16(a) e 3.16(b), respectivamente. Na

Tabela 3.9 são apresentados, para algumas componentes, o número de passos para

a convergência. Foi considerado que um passo para os algoritmos GHA e PASTd

corresponde a uma passagem de todo conjunto de dados, ou seja, a N atualizações

de pesos, onde N é o número de eventos dispońıveis. Assim, para os três métodos

em análise, é posśıvel realizar uma comparação do seu custo computacional para a

extração através da avaliação do número de passos até a convergência, uma vez que,

segundo esta contagem, os métodos passam a apresentar um custo computacional

por passo equivalente. Verifica-se que o método de NEWTON é quase 4 ordens de

grandeza mais acurado na estimação dos autovalores que os demais na faixa conside-

rada. Com respeito ao número de passos, os algoritmos GHA e PAST apresentaram

valores, em média, de 20 a 40 vezes maiores que o do método de NEWTON. Pode-se
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Figura 3.15: Valores dos desvios angulares (a) e dos desvios de ortogonalidade por

componente extráıda (b) para os diferentes métodos.
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verificar ainda que para grande número de componentes, os algoritmos GHA e PAST

atingiram o valor limite de 10000 passos, valor para o qual a extração é interrom-

pida. Dos resultados, o método de melhor desempenho é o NEWTON, seguido pelo

PASTd e, por último, pelo GHA.
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Figura 3.16: Acuidade na estimação dos autovalores (a) e número de passos (b) por

componente extráıda para os diferentes métodos
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Tabela 3.9: Passos por componente extráıda para os diferentes métodos de extração

Número de passos

Componente GHA PASTd NEWTON

1 1223 1599 47

15 10000 3221 129

16 10000 8314 211

17 10000 4871 339

30 10000 10000 478

42 10000 10000 1119

43 10000 10000 430

3.10.3 Comparação entre as diferentes modalidades de de-

flação

A última análise visou comparar o desempenho das diferentes modalidade

de deflação, considerando o método de NEWTON, para a extração das componen-

tes. Os valores dos desvios angulares médios e máximos para posicionamento tabela

cada faixa de componentes são exibidos nas Figuras 3.17(a) e 3.17(b), respectiva-

mente. Alguns destes valores são apresentados na Tabela 3.10. Pode-se perceber

que as modalidades DA (deflação aos alvos) e DE (deflação às entradas) possuem

desempenho praticamente equivalente em relação à acuidade das componentes ex-

tráıdas, enquanto o desempenho da modalidade DAE (deflação às entradas e alvos)

é ligeiramente inferior ao apresentado pelas duas primeiras modalidades.

Quanto à ortogonalidade, conforme as Figuras 3.18(a) e 3.18(b), e a acui-

dade dos autovalores estimados com base nas componentes extráıdas, conforme as

Figuras 3.19(a) e 3.19(b), verifica-se um desempenho equivalente das três modalida-

des de deflação, que é um reflexo do comportamento verificado para a direção das

componentes extráıdas.

Com relação ao número de passos, conforme as Figuras 3.20(a) e 3.20(b) e a

Tabela 3.11, as modalidades DA e DE apresentam comportamento similar, enquanto

a DAE, em média, apresenta valores iguais ou superiores às demais modalidades.

Conclui-se que, com respeito à deflação, as modalidades DA e DE possuem de-

sempenho similar. Um desempenho ligeiramente inferior é obtido pela DAE, ainda
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Figura 3.17: Valores médios (a) e máximos (b) dos desvios angulares por faixa de

componentes para os diferentes métodos de extração
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Figura 3.18: Valores médios (a) e máximos (b) dos desvios de ortogonalidade por

faixa de componente para as diferentes modalidades de deflação
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Figura 3.19: Acuidade na estimação dos autovalores (valor médio (a) e máximo (b))

por faixa de componente para as diferentes modalidades de deflação
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Tabela 3.10: Valores médios e máximos para os desvios angulares por faixa de

componentes para as diferentes modalidades de deflação

Valor médio Valor máximo

Faixa DA DE DAE DA DE DAE

1− 50 0, 019 0, 019 0, 028 0, 089 0, 089 0, 13

100− 150 0, 32 0, 32 0, 19 1, 6 1, 6 0, 43

200− 250 0, 11 0, 11 0, 12 0, 13 0, 14 0, 20

300− 350 0, 34 0, 34 0, 79 1, 4 1, 4 3, 5

400− 450 0, 13 0, 13 0, 14 0, 24 0, 25 0, 28

que a diferença não seja muito significativa. Esta diferença se deve ao rúıdo in-

troduzido no sistema de extração pela transformação de deflação, que é maior na

modalidade DAE, já que afeta tanto os alvos quanto as entradas.

Tabela 3.11: Valores médios e máximos do número de passos para as diferentes

modalidades de deflação

Número médio Número máximo

Faixa DA DE DAE DA DE DAE

1 − 50 1035 1035 1061 6858 6858 7049

100− 150 2317 2317 2157 10000 10000 6339

200− 250 2409 2409 2667 6961 6961 7949

300− 350 2593 2593 2903 10000 10000 10000

400− 450 1576 1576 1556 5545 5544 3894
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Figura 3.20: Valores médios (a) e máximos (b) dos número de passos até a conver-

gência por faixa de componentes para as diferentes modalidades de deflação
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Caṕıtulo 4

Projeto do classificador neural

Num sistema de classificação automática de contatos, há requisitos severos

quanto à eficácia e à confiabilidade. Conforme discutido no caṕıtulo 2, em razão da

complexidade do problema e da pluraridade de cenários posśıveis, a capacidade de

generalização é um parâmetro cŕıtico, e restrições estat́ısticas quanto à caracterização

das classes são esperadas.

Neste contexto, o desenvolvimento de classificadores eficientes demanda cui-

dados especiais quanto ao projeto do classificador, o que se traduz numa escolha

apropriada da topologia, do algoritmo de treinamento e dos dados utilizados para

seu desenvolvimento e avaliação. Numa aplicação cŕıtica como o sonar, uma pre-

visão apropriada do desempenho do classificador em cenários de operação faz-se

necessária, a qual exige a definição de ı́ndices e técnicas para a estimação do seu

desempenho. É também útil que uma caracterização estat́ıstica dos dados dispo-

ńıveis seja realizada, identificando-se quais classes possuem uma classificação mais

cŕıtica e/ou maiores restrições quanto à caracterização estat́ıstica. Para as classes

identificadas como “problemáticas”, um maior cuidado pode ser dedicado pelo ope-

rador na tomada de decisões, e a necessidade de aquisições complementares pode ser

sinalizada.

Neste caṕıtulo, são discutidos os principais parâmetros envolvidos no projeto

de classificadores neurais, em especial aqueles que possuem impacto na sua capacia-

dade de generalização. Para viabilizar sua avaliação, são discutidos também ı́ndices

e técnicas para a estimação de seu desempenho. Através de classificadores neu-

rais MLP [4] totalmente conectados, é realizada uma caracterização estat́ıstica do
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conjunto de dados em estudo e previsto seu desempenho em diferentes cenários de

operação.

4.1 Classificadores neurais para sonar passivo

Caracteŕıstica relevante a qualquer sistema de classificação é a capacidade

de generalização, isto é, de classificar corretamente eventos pertencentes a classes

conhecidas que não tenham sido utilizados no seu treinamento. O desempenho de

um sistema de classificação quanto à generalização está diretamente relacionado à

qualidade de seu aprendizado, que é dependente de diferentes fatores, entre eles:

o conteúdo estat́ıstico dos dados, a forma como as informações relevantes são dis-

ponibilizadas nos eventos, a técnica de classificação e o algoritmo de treinamento

selecionado, assim como o processo de controle do aprendizado.

Com respeito aos dados, como a extração das caracteŕısticas relevantes à clas-

sificação, assim como as regras de decisão, serão neles baseadas, é desejável que o

conjunto possua uma estat́ıstica suficiente ao problema, isto é, que contemple o maior

número posśıvel de cenários relevantes, em especial para as classes de classificação

mais dif́ıcil. É ainda esperado, quantitativa e qualitativamente, que as especificida-

des das classes sejam apropriadamente representadas, evitando-se a especialização

em casos particulares.

Aspecto importante no desempenho de um classificador neural é como a in-

formação relevante à classificação está codificada nos dados, ou seja, quais variá-

veis estão diretamente relacionadas com a caracterização do problema de interesse.

Freqüentemente, em diferentes aplicações, os dados são provenientes de espaços de

dimensão elevada e, eventualmente, a maior parte das componentes é irrelavante à

solução do problema. Reduzir o número de variáveis à entrada de um classificador,

eliminando as variáveis descorrelacionadas ao problema, é um procedimento útil,

pois simplifica o processo de aprendizado, e conduz, freqüentemente, a uma redução

do custo computacional envolvido, o que é atraente para classificadores que operam

em tempo real, tais como o de sonar passivo. A redução do número de variáveis

permite ainda ao classificador melhor discernir sobre os dados, o que resulta em

melhor desempenho. Assim, de forma usual, sistemas de classificação exploram o
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pré-processamento dos dados para enfatizar e/ou selecionar as informações relevan-

tes ao problema.

A escolha da técnica de classificação está relacionada às potencialidades do

classificador, as quais, para a produção de um classificador eficiente, devem ser

apropriadamente exploradas pelo algoritmo de aprendizado. Adicionalmente, cabe

ao controle de aprendizado regular o treinamento, evitando uma demasiada especi-

alização nos dados, a qual pode comprometer sua capacidade de generalização.

Produzir um classificador com base num dado conjunto de dados exige, usu-

almente, sua partição em duas amostras, referidas como conjuntos de projeto e de

avaliação (teste): o primeiro é utilizado para o treinamento do classsificador; e o se-

gundo, para inferir sua capacidade de generalização. Produzir e avaliar corretamente

um classificador presume que ambas amostras possuam um conteúdo estat́ıstico re-

presentativo do problema, sob o prejúızo de comprometer o aprendizado ou prover

uma estimativa não-reaĺıstica do seu desempenho. Assim, em condições de restrição

quanto à caracterização estat́ıstica da base de dados, a escolha destes conjuntos deve

ser criteriosa, sendo estabelecido um compromisso entre as qualidades de aprendi-

zado e de avaliação.

Um parâmetro importante no projeto de um classicador neural MLP total-

mente conectado é o número de camadas e a quantidade de neurônios por camada.

Estes parâmetros estão diretamente relacionados à capacidade da rede em absorver

as regras de classificação necessárias à solução do problema, refletindo-se no erro

de aproximação do classificador [116]. Em geral, tanto mais complexo o problema,

mais complexa é a topologia adequada para sua solução. Usualmente, classificadores

MLP consideram topologias com 2 camadas [4], onde o número de nós de entrada

é definido pela dimensão do espaço dos dados; e o número de neurônios de sáıda,

pelo número de classes existentes, já que as classes são codificadas de forma ma-

ximamente esparsa [4]. Cabe ao projetista, portanto, uma seleção apropriada do

número de neurônios da camada intermediária, a qual, normalmente, é dependente

do problema em questão.

Aumentar a complexidade da rede acarreta, em geral, numa redução do erro

de aproximação da rede, porém pode comprometer o processo de aprendizado, o qual

passa a envolver a estimação de um maior número de parâmetros com base nas ca-

105



racteŕısticas existentes nos dados, afetando a capacidade de generalização. Modelos

mais complexos requerem um maior número de graus de liberdadade, o que torna

o processo de ajuste dos parâmetros necessários mais complexo e demanda, nor-

malmente, um maior conteúdo estat́ıstico dos dados. A quantidade de parâmetros

existentes impacta no erro de estimação do classificador [116], o qual reflete a capa-

cidade do algoritmo de aprendizado em extrair as regras necessárias à classificação.

Assim, a escolha da topologia deve ser parcimoniosa [117], ou seja, o classificador

não deve crescer além do necessário, sobre o risco de haver um overfitting [49] dos

parâmetros, o que compromete a capacidade de generalização do modelo.

Outra fonte de overfitting é o número de épocas [4] do treinamento. Caso

nenhuma restrição seja imposta ao longo do treinamento da rede, há uma tendência

do classificador em ”memorizar”os dados de treinamento, perdendo sua capacidade

de generalização [4, 49, 118]. Assim, para problemas com restrições estat́ısticas, tais

como o sonar passivo, o problema do overfitting é mais cŕıtico, exigindo maiores

cuidados no projeto do classificador. Na literatura são propostas várias alternativas

para lidar com o problema do overfitting. Didaticamente, estas técnicas podem ser

agrupadas em duas linhas: uma primeira, que utiliza todo conjunto de dados para a

seleção da topologia, aprendizado e avaliação do classificador; e uma segunda, onde

o conjunto de dados é particionado em subconjuntos, conforme detalhado a seguir.

Segundo a primeira linha, o controle do número de parâmetros envolvidos

pode ser realizado através de técnicas de poda [119, 120, 121] ou regularização [122],

ou seja, parte-se de um modelo maior, cuja complexidade é reduzida pela respectiva

técnica. Em caminho inverso, algumas técnicas propõem a construção e a avaliação

de modelos de complexidade crescente, sendo um dos modelos escolhido através de

critérios heuŕısticos [123] ou através de testes de hipóteses [124, 125]. Para outros

trabalhos, a escolha da topologia baseia-se em ı́ndices estat́ısticos [126, 127, 128]. Em

todos os casos, não há um controle expĺıcito do número de épocas do treinamento,

o qual é realizado implicitamente, de acordo com a estratégia adotada por cada

técnica.

A segunda linha contempla as técnicas baseadas em validação cruzada [129],

que propõem a divisão dos dados em dois conjuntos: o de projeto e o de avaliação;

o primeiro utilizado para a obtenção do modelo, e o segundo para estimar a sua
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capacidade de generalização. A validação cruzada pode ser utilizada tanto para

a escolha da complexidade do modelo quanto para a determinação da parada do

treinamento. Para a definição do modelo, classificadores de diferentes topologias

são constrúıdos e avaliados, sendo escolhida a topologia de maior capacidade de

generalização. Em relação à parada do treinamento, este é interrompido quando é

sinalizada uma perda na capacidade de generalização, o que é referido pela literatura

como parada antecipada [4].

No projeto de classificadores neurais baseados na técnica de validação cru-

zada, os dados são comumente partilhados em três conjuntos disjuntos: treino, va-

lidação e teste [49]. O conjunto de treino corresponde ao conjunto de projeto. Os

conjuntos de validação e teste realizam o papel do conjunto de avaliação em duas

etapas distintas: na parada antecipada (validação) e na avaliação final do classifica-

dor (teste). A validação cruzada não pressupõe nenhuma suposição estat́ıstica sobre

os dados ou classificador [124], possui fácil implementação [130] e costuma apresen-

tar desempenho superior que a regularização [131], o que motivou sua adoção no

problema do sonar.

Na formação dos conjuntos de treino, teste e validação é relevante definir

quantos eventos irão constituir cada conjunto. Tendo em vista a complexidade do

problema e as prováveis restrições quanto à caracterização estat́ıstica das classes,

ao considerar a partição dos dados dispońıveis entre os três conjuntos, é atraente

disponibilizar o maior número posśıvel de eventos para os conjuntos de treino e teste,

que estão diretamente relacionados com a qualidade do aprendizado e da avaliação.

Aumentar o número de eventos utilizado nestes conjuntos resulta numa redução

do número de eventos dispońıvel ao conjunto de validação, o que pode prejudicar a

parada do treinamento. Estabelecer um compromisso entre estes diferentes requisitos

é uma tarefa dependente do problema, que não é simples. Na literatura não foram

encontradas referências sobre este tema. Freqüentemente, trabalhos que exploram a

técnica da validação cruzada utilizam conjuntos de tamanho arbitrário, sem prover

uma discussão ou justificativa para as escolhas realizadas. Deste modo, optou-se por

dividir o conjunto de dados em duas partições: a primeira, utilizada apenas para a

obtenção do classificador; e a segunda, explorada tanto para a parada quanto para a

avaliação do classificador, resultando em 2 conjuntos, aqui referidos como de projeto
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e avaliação.

Outro aspecto relevante é a escolha do algoritmo de treinamento. A classifi-

cação de sinais de sonar passivo é um problema sabidamente complexo, o que exige

do algoritmo de treinamento a habilidade de extrair a informação necessária a este

fim, mesmo na existência de prováveis restrições quanto à caracterização estat́ıstica

das classes. Outro agravante é o número e a dimensionalidade elevada dos sinais a

serem analisados. Estes aspectos orientaram a escolha da técnica RPROP [110] para

o treinamento de todos classificadores utilizados nesta tese, visto que esta técnica

conjuga eficácia e baixo custo computacional por iteração, conforme discutido na se-

ção 3.8.2.3. Os valores dos parâmetros utilizados para a técnica foram os sugeridos

pela referência [110], considerando como função objetivo o erro quadrático médio

para a derivação dos gradientes necessários.

4.2 Avaliação de classificadores neurais

Prover mecanismos de avaliação de desempenho para o sistema de classifi-

cação automática de contatos é de especial importância. Esta avaliação pode ser

utilizada tanto para a seleção dos parâmetros envolvidos no seu projeto (conjunto

de dados, topologia, parada, entre outros), quanto para caracterizar a base de dados

dispońıvel. No último caso, é posśıvel identificar se o conteúdo estat́ıstico dispo-

ńıvel nos dados atende às exigências do problema, se há restrições estat́ısticas na

caracterização das classes, quais delas são de classificação mais dif́ıcil e as incertezas

de classificação envolvidas. Este conjunto de informações pode ser considerado pelo

operador na tomada de decisão, assim como pode orientar novas aquisições de dados.

Para avaliar um classificador, faz-se necessário definir ı́ndices e técnicas de

estimação de seu desempenho, as quais serão discutidas a seguir.

4.2.1 Índices de desempenho

Classificadores neurais usualmente utilizam uma codificação maximamente

esparsa das classes [4], onde cada neurônio da sáıda da rede é atribúıdo a uma classe

e treinado para apresentar sáıda +1, em caso de eventos pertencentes a sua classe;

e -1, para os eventos pertencentes as demais classes. Decidir, no entanto, em favor
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de uma classe exige um critério, referido como de decisão, que defina com base nas

sáıdas da rede o contato mais provável.

Em problemas binários de classificação, a decisão é baseada na comparação

da sáıda da rede com um limiar que pode ser definido através de diferentes critérios

[27, 52]. Para classificadores de M classes, o problema é mais complexo e demanda

a definição de um conjunto de regras de decisão [27]. Em ambos os casos, o limiar

ou as regras necessárias à classificação podem ser obtidos pela otimização de uma

função de custo [27] ou perda [1]. Seja P (Ci|Cj) a probabilidade de um evento da

classe Cj ser classificado como pertencente à classe Ci. O custo médio associado às

decisões tomadas por um classificador arbitrário pode ser expresso como [27]:

c =
M

∑

i=1

λiiP (Ci)P (Ci|Ci) +
M

∑

i=1

M
∑

j 6=i,i=1

λijP (Ci)P (Cj|Ci), (4.1)

onde λij responde pelo custo da identificação de eventos da classe i como pertencentes

à classe j. No primeiro termo, contabilizam-se os acertos na classificação das M

classes; no segundo, os diferentes erros de classificação posśıveis.

Definir através da Equação 4.1 um conjunto ótimo de regras de decisão exige

um conhecimento a priori da probabilidade de ocorrência de cada classe, assim como

dos riscos relacionados a cada uma das M2 decisões posśıveis. Por restrições opera-

cionais e questões de segurança nacional, o IPqM não disponibilizou nenhum destes

parâmetros para o conjunto de dados utilizado neste trabalho. Na inexistência destes

parâmetros, suposição comum é considerar as classes equiprováveis e os custos das

decisões corretas e incorretas como 0 e 1, respectivamente, ainda que, num cenário

real, a importância e a probabilidade de ocorrência das diferentes classes de navios

seja distinta. Através desta suposições, a decisão reduz-se ao simples critério de má-

xima probabilidade a posteriori (MAP) [27], que, aplicado a classificadores neurais,

atribui ao evento a classe correspondente ao neurônio de maior valor de sáıda [4].

Definido o critério de decisão, a qualidade de um classificador pode ser avali-

ada através da estimação de sua eficiência de classificação, obtida através da análise

de sua resposta para um conjunto de N vetores de teste independentes. Sejam ei

e Ni a probabilidade de acerto e o número de eventos da i-ésima classe. A pro-

babilidade de ki vetores serem corretamente classificados é dada pela distribuição
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binomial [1]:

p = (Ni

ki
)eki

i (1 − ei)
Ni−ki, (4.2)

onde ei é desconhecido.

Derivando a Equação 4.2 e igualando a zero, resulta que um estimador de

máxima verossimilhança [132] para ei é dado por:

êi =
ki

Ni
, (4.3)

logo pode ser determinado pela razão entre o número de eventos corretamente iden-

tificados pelo número total de eventos dispońıveis para a classe. Cabe notar que

êi é um estimador não-tendencioso [52] da probabilidade real (ei) de acerto ou da

eficiência de detecção do classificador, pois 1:

E[êi] =
E[ki]

Ni
= ei (4.4)

O estimador êi provê uma medida da eficiência real (ei) do classificador,

possuindo uma incerteza estat́ıstica associada. Uma forma posśıvel de quantificar

esta incerteza é através de sua variância, comumente indicada através do valor RMS

(Root Mean Square) da medida, que pode ser determinado através de:

RMS2
êi

=
σ2

ki

N2
i

=
ei(1 − ei)

Ni

≈ êi(1 − êi)

Ni

, (4.5)

que utilizou a estimativa provida por êi como o valor da eficiência real de detecção

(ei).

Desconhecida a importância relativa de cada classe, uma medida intuitiva da

qualidade do classificador é a eficiência média, que pode ser determinada por:

êM =
1

M

M
∑

i=1

êi, (4.6)

e cuja variância vale:

σ2
êM

=
1

(M − 1)2

M
∑

i=1

σ2
êi
, (4.7)

onde M corresponde ao número de classes.

1Nas deduções a seguir, duas propriedades da distribuição binomial serão utilizadas:

E[ki] = Niei e σ2
ki

= Niei(1 − ei) [12].
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A seleção por eficiência média é simples, porém possui alguns inconvenientes.

Um deles é que o desempenho ruim em uma classe pode ser mascarado por um bom

desempenho nas demais. Numa aplicação de sonar, ainda que uma eficiência média

elevada seja desejável, é relevante que todas as classes possuam valores de eficiência

superiores a um dado patamar. Adicionalmente, como não há conhecimento sobre

a importância relativa de cada classe, é desejável que o classificador possua valores

de eficiência equilibrados para as classes. É interessante, portanto, considerar um

ı́ndice que leve em consideração as similaridades entre as eficiências de detecção das

diferentes classes.

Um critério que atende estes objetivos é o soma-produto (SP) [133]. Este

critério se baseia na composição da média aritmética (eM) com a média geométrica

(eG) das eficiências de cada classe segundo a relação:

eSP =
√
eMeG, (4.8)

e pode ser estimado utilizando:

êM =
1

M

M
∑

i=1

êi (4.9)

e:

êG =

( M
∏

i=1

êi

)
1

M

(4.10)

A variância do estimador de eficiência soma-produto pode ser deduzido con-

siderando que as eficiências de cada classe são variáveis aleatórias independentes, o

que torna válida a seguinte relação [134]:

σ2
êSP

=
M

∑

i=1

(

∂eSP

∂ei

)2

σ2
êi

(4.11)

É fácil mostrar que o valor de ∂eSP

∂ei
é dado por:

∂eSP

∂ei

=
1

2MêM êG

(

1

êi

+
1

êM

)

, (4.12)

onde M é o número de classes.

A eficiência média e SP são indicadores de desempenho de fácil interpretação

e produção, porém possuem alguns inconvenientes. Um deles é a dependência do

conjunto de regras de decisão que é aplicada à sáıda do classificador para a definição
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de a qual classe o evento pertence, cuja escolha inapropriada pode comprometer o

processo de avaliação. Dois classificadores de mesma eficiência podem ainda realizar

uma classificação com ńıveis distintos de qualidade e confiabilidade. Exemplificando:

suponha um problema de 2 classes, onde dois classificadores MLP são treinados para

apresentar o valor +1, 0 para os eventos da classe; e −1, 0, para os eventos da não-

classe. Considere ainda que o limiar de decisão é zero. Na sáıda de cada classificador

são verificadas duas distribuições estat́ısticas, uma relacionada à classe, a qual se

espera concentrar em torno de +1, e outra relacionada a não-classe, tipicamente,

concentrada em −1. Ainda que ambos classificadores possam apresentar eficiências

idênticas para a identificação de eventos da classe e não-classe, o formato das distri-

buições das sáıdas correspondentes pode ser completamente distinto. Quanto mais

separadas estas distribuições, melhor será a distinção entre classe e não-classe, assim

como a qualidade da classificação.

Outra forma de avaliar a qualidade de classificadores binários é através da

curva de operação do receptor (Receiver operating characteristic - ROC) [27, 52].

A curva ROC esboça a probabilidade de detecção, isto é, de que eventos da classe

sejam corretamente identificados, como função da probabilidade de falso-alarme,

ou seja, de que os eventos da não-classe sejam considerados como pertencentes à

classe. Para esboçar esta curva, varia-se o limiar de decisão dentro de uma faixa,

identificando-se, para cada limiar, o valor de ambas probabilidades. A curva ROC

reflete a separação das distribuições das sáıdas de um classificador para eventos da

classe e não-classe, ou seja, classificadores cujas distribuições das sáıdas sejam mais

separadas para classe e não-classe tendem a possuir curvas de crescimento mais

rápido e acentuado. Quanto mais acentuado for o crescimento da curva, maior é

o valor de detecção associado a um mesmo valor de falso-alarme, logo melhor é o

classificador. Um ı́ndice comumente utilizado para qualificar uma curva ROC é a

sua área, tanto maior quanto mais acentuado for seu crescimento [135], provendo

uma medida que é independente da escolha do limiar de decisão.

A obtenção de um ı́ndice aplicável a classificadores de múltiplas classes que

possua propriedades similares a área ROC é um tópico ainda em pesquisa. As pro-

priedades geométricas da ROC de M-classes podem ser encontradas em [136]. Em

[137] é mostrado que o cálculo do volume sobre a hipersuperf́ıcie associada a ROC

112



de M-classes não é um ı́ndice útil, a despeito de ser uma extensão intuitiva do con-

ceito de área utilizado para 2 classes. Há indicativos ainda que a construção desta

hipersuperficie para a determinação do valor ótimo da função de custo é computaci-

onalmente inviável, tendo sido propostos critérios alternativos baseados em soluções

sub-ótimas, tais como em [138].

Uma extensão simples da área da ROC para múltiplas classes consiste em

reduzir o problema da detecção de M classes à detecção de duas classes. Nesta

redução, dois enfoques são posśıveis para a constituição dos conjuntos de classe

e não-classe: uma classe contra todas [139] ou uma contra a outra [140]. Pelo

primeiro critério, são constrúıdas M ROCs, uma por classe, que consideram os

eventos de todas as demais classes na formação do conjunto relativo à não-classe.

No segundo são realizadas M(M−1) ROCs que compreendem todas as comparações

2 a 2 posśıveis entre classe e não-classe. Em ambos casos, para cada comparação, é

calculada a área da ROC correspondente, e o ı́ndice final é calculado com base na

média das áreas obtidas.

A avaliação de classificadores pela área da curva ROC esbarra no problema

prático da estimação da curva e do valor de sua área. Freqüentemente, a área da

ROC é estimada pela integração numérica da curva experimental, procedimento que

pode não ser acurado o suficiente para dadas aplicações. Em aplicações mais cŕıticas,

pode ser necessário [135] propor e ajustar um modelo matemático à curva ROC, o

que pode não ser trivial, ou mesmo, posśıvel.

4.2.2 Estimação de desempenho

O projeto de um classificador demanda a existência ou obtenção de um con-

junto de dados representativo do problema. Como, do ponto de vista prático, é

imposśıvel dispor de toda população dos dados, a qual teria um número infinito

de exemplares, qualquer conjunto de dados é uma amostra, ou seja, representa um

subconjunto finito desta população. O desempenho do classificador está, portanto,

sujeito ao processo de amostragem realizado, sendo esperadas flutuações estat́ısticas

relacionadas às diferentes amostras posśıveis com as quais o classificador pode ter

sido produzido e avaliado.

Definido um ı́ndice de desempenho, é desejável estimar com base na amostra
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qual seria seu valor na população, a qual é desconhecida. Em outras palavras,

produzido um classificador com base num conjunto de projeto particular (amostra),

qual seria seu desempenho num cenário real (população). Sejam y e ŷ os vetores real e

estimado do ı́ndice, o primeiro obtido sobre a população, e o último estimado através

da amostra dispońıvel. Dois parâmetros utilizados para qualificar uma estimativa

são a tendência e o seu erro quadrátivo médio (MSE - mean square error). Define-se

a tendência de um estimador (b[ŷ]) como:

b[ŷ] = E[ŷ] − y, (4.13)

ou seja, pela diferença entre o valor esperado do estimador, o qual é derivado com

base em amostras da população, e o seu valor real (y). Para estimadores não-

tendenciosos, E[ŷ] = y, logo o valor real do estimador pode ser inferido através

das amostras. Em caso contrário, o estimador é considerado otimista ou pessimista

[132], caso b[ŷ] > 0 ou b[ŷ] < 0, respectivamente.

O valor MSE de um estimador é definido como [52]:

MSE = E[(ŷ − y)2], (4.14)

ou seja, o MSE quantifica a flutuação do estimador com relação ao valor real, estando

relacionado às diferentes amostras posśıveis de uma mesma população com as quais

ŷ pode ser produzido. Note que a Equação 4.14 pode ser escrita na forma [141]:

MSE = E[(ŷ − y)2] = (E[ŷ − y])2 + E[(ŷ −E[ŷ])2] = v[ŷ]2 + σ2
ŷ , (4.15)

a qual foi decomposta em duas parcelas: uma relacionada à tendência (v[ŷ]); e outra

à variância do estimador (σ2
ŷ). Novamente, caso o estimador seja não-tendencioso,

MSE = σ2
ŷ , e o valor MSE pode ser estimado através das amostras. Em caso

contrário, a variância (σ2
ŷ) fornece um limite inferior para o erro quadrático médio

(MSE) do estimador.

Outra forma de qualificar um estimador é através do intervalo de confiança [141].

Cada intervalo de confiança possui dois extremos, referidos como limites de confi-

ança, e possui uma probabilidade associada, que é referida como ńıvel de confiança

(α), onde 0 < α < 1. Definidos um valor arbitrário para α e um critério para o

cálculo dos limites de confiança, e supondo o estimador não-tendencioso, é posśıvel

garantir que 100(1 − α)% das amostras da população resultam em estimativas que
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definem um intervalo de confiança que contém o valor real do parâmetro. Assim,

dada uma amostra e calculado um intervalo de confiança, é provável, porém não

garantido, que o valor real esteja no interior deste intervalo para 100(1 − α)% das

amostras posśıveis. Caso o ı́ndice de desempenho possa ser associado à distribuição

normal, é posśıvel calcular os limites de confiança através de [141]:

ŷ ± tα
2
[L]σŷ, (4.16)

onde t é o valor cŕıtico da distribuição t-Student’s com L graus de liberdade.

A tendência observada na avaliação de desempenho de um classificador neural

por um estimador arbitrário está fortemente relacionada ao seu aprendizado. Um

pior aprendizado costuma resultar em maiores valores para a tendência. Conforme

seção 4.1, para classificadores neurais, alguns fatores que impactam o aprendizado

são: o tamanho e o conteúdo estat́ıstico da amostra utilizada para o treinamento,

a complexidade do classificador, o algoritmo de treinamento, e o critério de parada,

quando aplicável [142].

A variância observada na avaliação de desempenho possui duas causas prin-

cipais: a escolha da amostra (conjunto de treinamento) e os valores iniciais dos

parâmetros considerados no treinamento do classificador [142]. Diferentes amostras

de treinamento e valores de inicialização resultam, usualmente, em classificadores

de desempenho distinto, em especial, na existência de restrições estat́ısticas. Caso o

desempenho seja avaliado por validação cruzada somam-se a estas flutuações varia-

ções relacionadas à escolha da amostra de avaliação. Neste caso, uma forma posśıvel

de reduzir a tendência é aumentar o número de eventos do conjunto de projeto, o

que resulta numa melhora do aprendizado, porém reduz o número de eventos dis-

pońıvel para o conjunto de avaliação, e ocasiona um aumento da variância [116].

Este problema é referido como dilema viés-variância, sendo necessário estabelecer

um compromisso entre estes interesses conflitantes [118].

Uma primeira forma de avaliar um classificador segundo a validação cruzada

é dispor de um conjunto de projeto e avaliação representativos do problema. Se for

suposto que não há tendência, o que é razoável em classificadores baseados num con-

junto de projeto que possua uma caraterização estat́ıstica apropriada do problema

e tenham sido devidamente dimensionados e treinados, tem-se E[ŷi] = yi. Como o

conjunto de avaliação é também suposto representativo, uma aproximação razoável
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é E[ŷi] ≈ ŷi = yi, ou seja, o desempenho real pode ser estimado com base numa

única amostra de avaliação. Neste caso, para a estimativa do valor MSE, utiliza-se

um modelo estat́ıstico apropriado para as sáıdas da rede, como por exemplo, o mé-

todo delta [141] ou o estimador sandwich [143], quando o ı́ndice de desempenho é o

erro numérico da sáıda da rede, ou modelos baseados em distribuição binomial [1],

confome discutido na Seção 4.2.1, quando o desempenho é aferido através de erros

de classificação.

Outra forma de estimar o desempenho de um classificador é através das téc-

nicas de reamostragem. Através destas técnicas, o desempenho do modelo é previsto

através da produção e avaliação de vários classificadores. Cada classificador possui

um conjunto de projeto e avaliação particular, os quais são formados através de

uma divisão arbitrária dos dados dispońıveis. Neste caso, a estimação do desempe-

nho para um total de L partições considera:

E[ŷ] ≈ ȳ =
1

L

L
∑

i=1

ŷi, (4.17)

ou seja, que o valor esperado do estimador pode ser aproximado por uma média

dos valores obtidos para cada partição (ŷi). Outro parâmetro a ser considerado é a

variância dos valores estimados, determinada através de:

σ2
ŷ ≈ σ̂2

ŷ =
1

L− 1

L
∑

i=1

(ŷi − ȳ)2 (4.18)

Caso o estimador ŷ seja não-tendencioso, y = E[ŷ] ≈ ȳ e MSE = σ2
ŷ ≈ σ̂2

ŷ , que

podem ser determinadas pela avaliação do classificador nas diferentes partições. As

técnicas de reamostragem são atrativas para a avaliação de desempenho pois não

presumem nenhum modelo estat́ıstico para o classificador [124], não exigem o co-

nhecimento a priori de conjuntos de projeto e avaliação que sejam representativos

do problema e levam em consideração as flutuações inerentes ao conjunto de dados

[118] e devido à inicialização do classificador neural [142].

Entre as técnicas de reamostragem, a diferença principal reside na forma de

produção dos conjuntos de projeto e avaliação. Duas linhas principais podem ser

identificadas: uma baseada em amostragem sem reposição; e outra, em amostragem

com reposição. Entre representantes da primeira linha, tem-se a subamostragem

aleatória [144], a técnica k-fold [145] e o método deixe-um-de-fora (Leave-one-out -

LOO) [129, 146]. Para a última linha, tem-se a técnica Bootstrap [147].
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Pela técnica de subamostragem aleatória, para n eventos, em cada uma das

L partições, formam-se conjuntos de projeto e teste com p e (n− p) eventos, respec-

tivamente. Em geral, utiliza-se p = 2
3
n ou p = 1

2
n. Como metade (ou um terço) dos

eventos não é utilizada no projeto dos classificadores, o estimador holdout é pessi-

mista [144]. Pela técnica k-fold, dos n-eventos, formam-se k grupos com n
k

eventos.

Cada partição é constitúıda considerando (k − 1) grupos formando o conjunto de

projeto; e o grupo restante, o conjunto de avaliação. Testes experimentais em [144]

mostram que a tendência de estimadores derivados através desta técnica se reduzem

com o aumento de k, afirmando que para k em torno de 10 a 20, tem-se estimadores

com tendência desconsiderável para boa parte dos problemas práticos. Quanto à

técnica do deixe-um-fora (LOO) [129, 146], para n dados, são formadas n partições,

onde cada partição utiliza, dos n eventos dispońıveis, (n − 1) eventos no conjunto

de projeto e apenas 1 evento no conjunto de avaliação. A técnica LOO produz

estimadores com baixa-tendência, porém de alta-variância, e possui custo compu-

tacional elevado, por envolver a obtenção de n modelos. Por fim, pela técnica de

Bootstrap, diferentemente das propostas anteriores, os conjuntos de projeto e avali-

ação podem possuir eventos em comum, uma vez que a amostragem é realizada com

reposição. Esta técnica é freqüentemente recomendada para problemas com peque-

nos número de eventos [148]. Para a derivação do valor do estimador pela técnica

de Bootstrap, algumas propostas são: o Bootstrap 0.632, por Efron (1983) [149], e o

Bootstrap 0.632+, por Efron e Tibshirani (1997) [150], que combinam otimismo com

pessimismo, dado que o valor do estimador é obtido por uma composição dos valores

obtidos para as partições de projeto e avaliação. Em problemas práticos, recomenda-

se em torno de 50 a 1000 partições [151, 152], o que é cŕıtico para aplicações com

grande número de eventos, tais como o problema do sonar passivo.

Na prática, a qualificação de desempenho é realizada através dos valores de

ȳ e σ̂ŷ. Assim, supondo válidas as aproximações propostas pelas Equações 4.17 e

4.18, o efeito duma estimação tendenciosa é derivar valores inferiores ao real, caso o

estimador seja pessimista; ou superiores, caso otimista. Para ambos os casos, pela

Equação 4.18, a variância observada será sempre inferior a do estimador, o que re-

sulta em intervalos de confiança subdimensionados [153]. Ainda que a tendência não

seja desejável, todas as técnicas de amostragem anteriormente descritas produzem
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estimadores tendenciosos. Trabalhos recentes discutem a inexistência de estimado-

res não-tendenciosos para a técnica de subamostragem aleatória [153] e por k-fold

[154]. Estimadores alternativos, com menor tendência e estimativas mais acuradas

para o valor do MSE, são propostos em [153, 155], porém não serão considerados

neste trabalho, em razão de possuirem um custo computacional proibitivo para o

problema de sonar.

4.3 Caracterização estat́ıstica do conjunto de da-

dos

Realizar a caracterização estat́ıstica de um conjunto de dados visa, em geral,

atender aos resquisitos de um problema particular, o qual orienta o processo de

busca e análise da informação existente nos dados.

No problema da classificação de contatos, é desejável identificar, classe-a-

classe, a existência de informação discriminante dos dados em diferentes classes.

Como cada classificador explora na sua tomada de decisão um conjunto particular

destas caracteŕısticas, em geral, esta caracterização é baseada na análise de desem-

penho do próprio classificador a ser produzido com base nos dados.

Na caracterização do volume de informação discriminante será utilizado o

próprio classificador como figura de mérito. Para esta análise buscar-se-á prever

qual é o desempenho esperado de um classificador produzido com base nos dados

dispońıveis, assim como prover as incertezas de classificação a ele associadas. A

determinação destas incertezas permite qualificar a classificação provida pelo clas-

sificador, inferindo quais flutuações de desempenho são esperadas para os diferentes

cenários posśıveis de operação. Caracteŕıstica desejável é que esta flutuação seja a

menor posśıvel, traduzindo uma caracteŕıstica de robustez do classificador, ou seja,

que seu desempenho não se degrade, substancialmente, de acordo com o cenário de

operação considerado.

Para indicar o conteúdo estat́ıstico das classes será utilizada a eficiência de

generalização, visto que um desempenho inferior quanto à generalização é esperado

para as classes que apresentarem as maiores restrições estat́ısticas. Através das

confusões cometidas pelo classificador, isto é, pela quantidade de eventos erronea-
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mente classificados para cada classe, serão identificadas quais classes possuem uma

classificação mais dif́ıcil. A identificação das restrições quanto à caracterização es-

tat́ıstica das classes pode orientar novas aquisições, ou mesmo na estruturação do

sistema de classificação, contribuindo para a escolha de parâmetros relativos ao pré-

processamento, à rede neural classificadora e ao treinamento, tais como o número

de neurônios, critério de parada, tipo de gradiente, entre outros.

A formação dos conjuntos de projeto e avaliação, neste trabalho, conforme

descrito na seção 4.1, explora a técnica de validação cruzada. A produção destes

conjuntos pode, no entanto, seguir diferentes critérios, o que resulta, para o conjunto

de sonar, na produção e avaliação do classificador considerando diferentes enfoques,

conforme discutido na Seção 2.1.3.

Para ambas modalidades, conforme Seção 4.2.2, inferir o desempenho do clas-

sificador exige partições dos dados com conteúdo estat́ıstico expressivo, as quais não

estão tipicamente dispońıveis. Assim, para a estimação do desempenho, foi consi-

derada a utilização de técnicas de reamostragem. Dentre as opções discutidas na

seção 4.2.2, a técnica de subamostragem aleatória é aquela que produz conjuntos de

avaliação com maior número de eventos, o que resulta numa ênfase à avaliação da ge-

neralização e menor variância ou flutuação estat́ıstica do estimador de desempenho,

fatores que motivaram sua adoção para o problema do sonar.

Esta técnica é ainda pessimista, ou seja, as estimativas produzidas tendem a

ser inferiores ao valor real, o que é atrativo numa aplicação militar por questões de

segurança. Com respeito ao quantitativo de eventos por conjunto, os dados foram

particionados, meio-a-meio, entre os conjuntos de projeto e avaliação.

Na estimação por subamostragem aletória, diferentes conjuntos são produ-

zidos e, para cada um, um classificador é produzido e avaliado. Dentre os vários

conjuntos disponibilizados, um deles está associado ao classificador de melhor desem-

penho, logo representa o melhor equiĺıbrio entre aprendizado e avaliação, provendo

o par que, dentre os pares considerados, melhor representa o conjunto de dados. As-

sim, a subamostragem aletória pode ser utilizada para a identificação de conjuntos

representativos dos dados, a despeito da eficácia deste procedimento ser dependente,

fortemente, do número de ensaios realizados.

Conforme discutido na Seção 4.1, usualmente, o desempenho de classifica-
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dores neurais é senśıvel aos valores iniciais dos parâmetros. Assim, na flutuação

estat́ıstica avaliada por critérios de reamostragem, há uma contribuição das iniciali-

zações. Para a avaliação estat́ıstica é desejado, no entanto, quantificar as variações

de desempenho com respeito ao conteúdo dos dados e não aquelas devidas ao treina-

mento. Assim, visando reduzir a contribuição da inicialização nesta avaliação, para

cada arquitetura de rede estudada foram treinados 5 classificadores, cada qual com

uma inicialização distinta. Deste conjunto foi selecionado, através de ı́ndice espećı-

fico, o classificador de melhor desempenho, o qual foi considerado na estimação de

desempenho por reamostragem.

Por este critério, para a identificação da melhor inicialização, é necessário

definir um ı́ndice de desempenho. A seleção deste ı́ndice deve considerar, para o

conjunto de sonar, a inexistência de maiores informações sobre os dados, tais como

a probabilidade de ocorrência e a importância relativa de cada classe. É interessante

utilizar um ı́ndice que possua baixo custo computacional e reflita um equiĺıbrio entre

o desempenho das diferentes classes. Dentre os ı́ndices discutidos na seção 4.2.1, a

eficiência SP foi selecionada por melhor refletir este conjunto de caracteŕısticas.

4.4 Resultados de classificação

Para a análise estat́ıstica dos dados foram considerados classificadores de 10 a

40 neurônios na camada intermediária utilizando os dados pré-processados segundo

cadeia descrita na seção 2.1.2. Esta faixa mostrou, de acordo com alguns ensaios

realizados e trabalhos anteriores [5], um compromisso atrativo entre a estat́ıstica

dispońıvel nos dados, a complexidade e a eficiência de classificação das redes.

A avaliação dos classificadores, conforme discussão anterior, considerou a téc-

nica de subamostragem aleatória. Na literatura não foram encontradas referências

que discutissem critérios para a definição do número de partições. Usualmente,

trabalhos que utilizam esta técnica consideram um número arbitrário de partições,

não realizando uma discussão mais aprofundada das razões desta escolha. Para o

problema do sonar, foram utilizadas 10 partições, número o qual acredita-se per-

mitir uma avaliação satisfatória das eficiências de classificação, possuindo um custo

computacional fact́ıvel ao problema.
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Na Figura 4.1 são apresentadas as eficiências e as incertezas, estimadas pelo

valor médio e pelo valor RMS das eficiências SP obtidas para os 10 ensaios conside-

rados pela técnica de subamostragem aleatória, respectivamente, para redes de 10 a

40 neurônios na camada intermediária. É posśıvel perceber diferenças relevantes nas

eficiências e incertezas dos classificadores baseados na seleção por espectros e corri-

das. Para a seleção por espectros, as eficiências SP situam-se entre (92, 1± 0, 5)% e

(95, 6±0, 2)%; enquando na seleção por corridas, entre (80, 6±1, 6)% e (83, 1±0, 9)%,

para 10 e 40 neurônios, respectivamente. Quanto às incertezas das eficiências SP,

os valores associados à seleção por corridas são de 3 a 5 vezes superiores que os

verificados para a seleção baseada em espectros. O crescimento da curva associada

à seleção por espectros é maior que da curva associada à seleção por corridas: a

primeira, de 3, 5 e 1, 0; enquanto a segunda, de 2, 1 e 0, 4 pontos percentuais, consi-

derando as redes de 10 e 25, e de 25 e 40 neurônios, respectivamente. Para ambas as

curvas, há uma tendência na estabilização dos valores das eficiências, mais marcante

para a seleção baseada em corridas, à medida que redes com um maior número de

neurônios são consideradas, o que é coerente com resultados da literatura [19].

Para avaliar o desempenho classe-a-classe dos classificadores foram considera-

das redes com 10, 25 e 40 neurônios, que correspondem aos extremos e meio da faixa

considerada na análise anterior. Para uma seleção baseada em espectros, a Figura

4.2(a) exibe as eficiências e incertezas de classificação de cada classe. Na Figura

4.2(b) são destacadas as incertezas de classificação, enquanto a Tabela 4.1 resume

os valores utilizados na elaboração destes gráficos. Para as redes com 10 e 25 neurô-

nios, o pior desempenho é obtido pela classe C, com eficiências de (85, 2 ± 1, 6)% e

(91, 8±1, 1)%, respectivamente, enquanto que, para a rede de 40 neurônios, tem-se a

classe A (92, 6±1, 0)% com pior desempenho. A classe de melhor desempenho é a E,

com eficiências entre 96, 6 e 98, 3, e uma incerteza de ≈ 0, 5 pontos percentuais para

as três topologias. Para todas as topologias, as classes de identificação mais cŕıticas

foram a A, B, C e H, que estão associadas às menores eficiências. As incertezas

de classificação se situaram entre ≈ 0, 4 (classe E para a rede com 40 neurônios) e

≈ 1, 6 (classe C para a rede com 10 neurônios).

As eficiências e incertezas obtidas para a seleção baseada em corridas são

apresentadas na Figura 4.3 e na Tabela 4.1. De forma similar à seleção baseada em
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Figura 4.1: Eficiências de generalização (SP) do classificador estimadas por sub-

amostragem aleatória, considerando a seleção por espectros e arquiteturas de rede

com 10 a 40 neurônios na (única) camada intermediária.
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Figura 4.2: Eficiências (a) e incertezas de classificação (b), classe-a-classe, para a

seleção baseada em espectros, considerando redes com 10, 25 e 40 neurônios na única

camada intermediária.
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espectros, o pior desempenho é obtido para a classe C, nas três topologias conside-

radas, com eficiências de (63, 1 ± 6, 8)% e (66, 3 ± 6, 9)% para 10 e 40 neurônios,

respectivamente. O melhor desempenho é obtido para a classe E, entre 88, 7% e

91, 8% pontos percentuais, enquanto as classes A, B, C e H apresentaram os meno-

res valores de eficiência para todas topologias. Em relação às incertezas, os valores

se situaram entre 2,1%, para a classe F e uma rede com 25 neurônios na camada

escondida; e 9,1% para a classe B quando uma rede com 10 neurônios nesta mesma

camada é utilizada.

Na comparação entre a seleção por espectros e corridas, para as três topologias

consideradas, as maiores diferenças de desempenho foram verificadas para as classes

B e C. Para a classe B, a seleção por espectros resulta em classficadores de 23 a 24

pontos percentuais mais eficientes que a seleção baseada em corridas. Em relação à

classe C, estas diferenças situam-se entre 22,1 e 27,5. Diferenças menores são obtidas

para as classes A e H: entre 9, 8 e 11, 3 para a classe A; e na faixa de 10, 3 a 13 para

a H. Para a classe E, de melhor desempenho, as diferenças foram de 5, 3 a 7, 9.

Tabela 4.1: Eficiências de classificação (%), classe-a-classe, para a seleção baseada

em espectros e em corridas para redes com 10, 25 e 40 neurônios na única camada

intermediária

Seleção baseada em espectros

n A B C D E F G H

10 n 89, 8 ± 1, 3 91, 6 ± 0, 9 85, 2 ± 1, 6 93, 7 ± 1, 2 96, 6 ± 0, 5 94, 5 ± 0, 9 94, 2 ± 0, 9 91, 3 ± 1, 7

25 n 91, 9 ± 0, 8 94, 1 ± 0, 6 91, 8 ± 1, 1 95, 2 ± 1, 0 97, 7 ± 0, 4 95, 6 ± 0, 5 95, 6 ± 0, 9 95, 2 ± 1, 0

40 n 92, 6 ± 1, 0 95, 8 ± 0, 6 93, 8 ± 0, 6 96, 1 ± 0, 7 98, 3 ± 0, 4 96, 4 ± 0, 7 95, 6 ± 0, 7 95, 9 ± 0, 5

Seleção baseada em corridas

n A B C D E F G H

10 n 81, 3 ± 5, 7 68, 0 ± 9, 1 63, 1 ± 6, 8 88, 3 ± 7, 4 88, 7 ± 4, 7 88, 5 ± 3, 3 88, 9 ± 2, 5 81, 0 ± 4, 4

25 n 84, 0 ± 5, 2 70, 1 ± 8, 8 65, 3 ± 8, 3 89, 5 ± 5, 2 92, 4 ± 3, 3 89, 9 ± 2, 1 91, 3 ± 2, 6 82, 9 ± 3, 6

40 n 81, 3 ± 6, 5 72, 8 ± 8, 5 66, 3 ± 6, 9 90, 2 ± 5, 8 91, 8 ± 3, 6 88, 5 ± 4, 7 91, 3 ± 2, 5 82, 9 ± 3, 2

A identificação das confusões cometidas pelo classificador pode ser um ins-

trumento útil na identificação de quais classes possuem uma maior demanda quanto

a novas aquisições, e fornecer, a priori, ao operador de sonar, uma informação a

ser explorada, em cenários mais cŕıticos, na tomada de decisão, em especial quando

através de instrumentos adicionais o operador considerar que a classe identificada
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Figura 4.3: Eficiências (a) e incertezas de classificação (b), classe-a-classe, para a

seleção baseada em corridas considerando redes com 10, 25 e 40 neurônios na camada

intermediária.
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pelo sistema para o contato for duvidosa.

Num sistema de 8 classes, há 7 confusões posśıveis por classe, porém, para

maior simplicidade, os resultados apresentados contemplarão, apenas, a maior das

confusões observadas para cada classe. Para quantificar estas confusões, foram con-

siderados classificadores com 15, 25 e 40 neurônios na camada intermediária, pro-

duzidos pela partição que melhor representa os dados, identificada pelo processo

descrito na seção 4.3.

Na Tabela 4.2, para uma classe arbitrária X, definida pela coluna, é indicado

a qual classe são mais freqüentemente atribúıdos (erroneamente) os eventos dela

provenientes, juntamente com uma faixa de valores, que indica, em termos percen-

tuais, a quantidade de eventos associados a estas confusões para as três topologias

analisadas.

Tabela 4.2: Maiores confusões por classe de contato (em taxa de confusão percentual)

para a seleção baseada em espectros e em corridas (Veja o texto).

Seleção baseada em espectros

A B C D E F G H

C(5,0 - 7,1) G(1,2 - 2,7) A(2,8 - 5,5) C(1,6 - 2,5) C(0,5 - 0,8) C(0,8 - 2,6) B(1,4 - 3,0) C(1,3 - 1,9)

Seleção baseada em corridas

A B C D E F G H

C(22,2 - 35,4) C(7,4 - 16) H(6,3 - 8,2) G(0,1 - 3,6) C(2,8 - 13,7) C(6,2 - 9,7) B(3,8 - 6,9) C(3,9 - 5,3)

É posśıvel perceber que, para ambas seleções, as maiores confusões são veri-

ficadas para os eventos da classe A, que são classificados como oriundos da classe C.

Fato similar ocorre para as classes E, F e H. Para a seleção por espectros, os eventos

da classe B tendem a ser classificados como da classe G, e vice-versa. O mesmo

ocorre na seleção por corridas com respeito às classes C e H. Novamente, as taxas

de confusão associadas à seleção baseada em corridas mostraram-se maiores que a

baseada em espectros.

Dos resultados anteriores, verifica-se que a seleção por corridas, na qual,

os conjuntos de projeto e avaliação possuem diferentes condições operativas, provê

um teste mais severo quanto à generalização, onde menores eficiências, maiores flu-

tuações e uma maior dependência quanto à composição de ambos conjuntos são

observadas. Através das diferenças de desempenho verificadas para as seleções por
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espectros e corridas, tanto em termos dos valores médios quanto pelas incertezas,

é posśıvel identificar restrições estat́ısticas cŕıticas com relação à caracterização das

diferentes condições operativas das classes. Desta forma, no projeto de um sistema

de classificação que utilize a base de dados em análise, os conjuntos de projeto e

avaliação devem ser criteriosamente selecionados.

Para ambas modalidades de seleção, foram identificadas as mesmas classes

como cŕıticas, e as confusões cometidas mostraram-se bastante similares. Através

da seleção por corridas, verifica-se que a classe mais cŕıtica é a C 2, a qual é seguida

pela B, A e H. Significativa confusão é verificada entre as classes A e C, enquanto

os pares de classes {C,H} e {B,G} apresentaram confusões consideráveis. Estes

resultados sinalizam que novas aquisições devam considerar um maior número de

condições operativas para cada navio, em especial para as classes mais cŕıticas tais

como a A e a C.

2Dado que nenhuma informação sobre as caracteŕısticas das classes foram disponibilizadas pelo

IPqM, supõe-se que o pior desempenho da classe C possa estar associado uma maior heterogenei-

dade dos navios nela envolvidos. Cabe ainda observar que a classe C possui o maior número de

navios entre as demais (cinco, no total).
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Caṕıtulo 5

Seleção dos conjuntos de projeto e

avaliação

Conforme discutido anteriormente, para a produção do sistema de classifi-

cação é necessária a partição dos dados em conjuntos de projeto e avaliação, cujo

conteúdo está relacionado diretamente com o aprendizado e a avaliação do sistema.

No problema do sonar, através dos resultados de classificação obtidos no Caṕıtulo 4,

restrições estat́ısticas quanto à caracterização das classes foram identificadas, em es-

pecial para a seleção por corridas, exigindo uma criteriosa seleção destes conjuntos,

sob o prejúızo de comprometer o aprendizado ou prover uma estimativa não-reaĺıstica

do seu desempenho. Nesta escolha, um compromisso apropriado entre as qualidades

de aprendizado e de avaliação mostrou-se necessário.

Um critério intuitivo para a seleção dos conjuntos é por sorteio, conforme

apresentado na seção 4.3. Trata-se, no entanto, de um processo fortemente baseado

em tentativa e erro, cujo desempenho é dependente do número de ensaios realizados,

e o custo computacional é proibitivo, visto que cada sorteio demanda o treinamento

de um classificador.

Uma das propostas deste trabalho é realizar a seleção por espectros e por

corridas através de agrupamentos (clustering). As técnicas de agrupamento partici-

onam os dados em grupos de caracteŕısticas similares, aferidas por funções matemá-

ticas espećıficas [156]. Assim, de posse dos grupos identificados pelo agrupamento,

a partição dos dados pode resultar em conjuntos de projeto e avaliação que melhor

retêm a estat́ıstica existente nos dados sob análise [1, 156].
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Para a produção de agrupamentos, há um número significativo de algoritmos

na literatura, cada qual explorando uma estratégia particular. De acordo com a

estratégia adotada e os parâmetros envolvidos, diferentes caracteŕısticas e grupos

podem ser identificados, o que impacta na seleção dos conjuntos. Para o problema

de sonar, que é cŕıtico, a escolha do algoritmo e a seleção de seus parâmetros deve,

portanto, ser cuidadosa.

Na seleção por espectros (vide seção 2.1.3), a formação dos conjuntos pode

ser derivada, diretamente, com base na pertinência dos eventos aos grupos definidos

pelo agrupamento. Para a seleção por corridas, no entanto, é necessário formar

agrupamentos de corridas, que representam subconjuntos dos dados. Neste caso,

é necessário dispor de critérios para a geração destes agrupamentos, assim como

ı́ndices que identifiquem corridas similares. Como não foram encontradas referências

tratando este problema, foi desenvolvido um critério que, com base no agrupamento

produzido para a seleção por espectros, produz um segundo agrupamento, onde as

corridas, através de vetores representativos, são agrupadas por similaridade.

Este caṕıtulo é iniciado com uma discussão da aplicação de técnicas de agru-

pamento à seleção por espectros. Nesta abordagem, caracteŕısticas gerais dos agru-

pamentos são discutidas, em especial com respeito às técnicas seqüencial e hierár-

quica, sendo propostos e avaliados critérios para a seleção dos parâmetros envolvidos.

Em seguida são discutidos e avaliados os critérios propostos para a seleção por cor-

ridas.

5.1 Análise de agrupamentos para a seleção por

espectros

Para o problema de sonar, como o número de eventos dispońıvel é signi-

ficativo, optou-se por algoritmos de produção de agrupamentos simples e efica-

zes, com custo computacional compat́ıvel com a aplicação, preferencialmente não-

paramétricos, em virtude das restrições estat́ısticas que se anunciam. Foram selecio-

nadas as técnicas de agrupamento seqüencial [1] e hierárquico [1] que, por possuirem

estratégias significativamente diferentes, podem evidenciar caracteŕısticas distintas

dos dados.
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Usualmente, em espaços de dados de dimensão reduzida, as técnicas de agru-

pamento realizam uma melhor identificação de grupos de caracteŕısticas estat́ısticas

similares existentes nos dados. No problema do sonar, uma primeira extração de

informação relevante ao problema é realizada pelo sistema de pré-processamento,

descrito na seção 2.1.2, que resulta em janelas espectrais com 557 componentes.

Como a dimensão destas janelas é ainda elevada para a produção dos agrupamentos,

foi necessário realizar sua compactação, o que pressupõe a escolha de uma técnica

e da quantidade de informação que será preservada nos dados compactados. Uma

técnica de compactação consagrada é a análise das componentes principais [157],

que enfatiza a representação dos dados. Uma das propostas deste trabalho é avaliar

a compactação baseada em componentes discriminação [158], a qual privilegia infor-

mação discriminante entre as classes, e tende a produzir ńıveis de compactação mais

elevados [5]. Para ambas análises, faz-se necessária a definição do número de com-

ponentes utilizadas na compactação, parâmetro que está relacionado à quantidade

de informação retida nos dados compactados.

Os parâmetros utilizados nos algoritmos de produção de agrupamentos pos-

suem relação direta com o formato dos agrupamentos produzidos, logo sua escolha

é bastante relevante ao processo de seleção dos conjuntos. No agrupamento seqüen-

cial, a escolha do raio de cada grupo influencia no número de grupos criados. Tanto

menor o valor do raio, maior é o número de grupos, visto que um maior ńıvel de

detalhe, logo uma granularidade mais fina é considerada para a formação dos grupos.

Usualmente, a escolha do raio é realizada de forma heuŕıstica, com base em alguns

ensaios, de acordo com as especificidades do problema. Para o agrupamento hierár-

quico, tem-se uma estrutura em ńıveis, referida como dendrograma [1], onde cada

ńıvel define um agrupamento de dada granularidade. Neste caso, cabe ao especialista

identificar qual granularidade melhor retrata a estrutura existente nos dados.

Em ambos os casos, uma granularidade grosseira ou demasiado fina resulta

em agrupamentos deficientes e não reaĺısticos. Dois casos extremos desta categoria

são: todos os dados num mesmo grupo ou um grupo para cada dado. Em conjuntos

com restrições quanto à sua caracterização estat́ıstica, o impacto de um agrupamento

deficiente no processo de seleção é maior, dado que a existência de cenários raros ou

cŕıticos é mais provável e tais cenários podem não ser evidenciados pelo agrupamento
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produzido.

A seleção da granularidade dos agrupamentos não é um problema trivial, com

solução fechada na literatura. Freqüentemente, esta seleção é realizada pela inspeção

do especialista aos grupos formados, a qual é baseada num conhecimento a priori

dos dados. Para conjuntos de dados com um número expressivo de eventos e pouca

informação sobre suas caracteŕısticas, tais como o conjunto em estudo, esta seleção

pode ser cŕıtica, ou mesmo, inviável.

Na literatura, a seleção da granularidade é, normalmente, baseada na iden-

tificação do número de grupos existentes nos dados. Freqüentemente, utilizam-se

critérios relativos [1], ou seja, são produzidos vários agrupamentos e identificado,

através de heuŕısticas e da comparação de valores de ı́ndices espećıficos produzidos

sobre os agrupamentos, qual deles melhor reflete a estrutura existente nos dados.

Na literatura, há diferentes propostas de ı́ndices [159, 160, 161, 162], o que torna a

seleção do agrupamento por ı́ndices dependente das caracteŕısticas do ı́ndice esco-

lhido.

Na seleção dos conjuntos de projeto e avaliação baseada em agrupamento,

não há garantia de que o agrupamento identificado por um dado ı́ndice seja o que

resulta num melhor desempenho do classificador, em especial para conjuntos de

dados complexos, tal qual o de sonar. Perguntas posśıveis seriam: qual ı́ndice é o

mais adequado a esta seleção? Qual critério utilizar para a produção dos diferentes

agrupamentos necessários?

Estes fatores motivaram a elaboração de dois critérios: um aplicável ao agru-

pamento seqüencial e outro ao hierárquico. Em ambos critérios, o desempenho do

classificador é a figura de mérito que orienta a escolha dos parâmetros. Aspecto in-

teressante é que esta proposta já inclui o efeito de como os grupos do agrupamento

são utilizados para a formação dos conjuntos, assim como provê qual é o desempe-

nho do classificador para o conjunto selecionado pelo critério. Estes critérios serão

discutidos nas seções referentes à descrição das técnicas seqüencial e hierárquica.

5.1.1 Considerações gerais sobre agrupamentos

A idéia básica envolvida nas técnicas de agrupamento é revelar a organização

intŕınseca existente nos dados, o que permite estabelecer relações de semelhança
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e diferença entre os padrões, assim como a derivação de conclusões úteis sobre os

dados.

O agrupamento consiste numa das mais primitivas atividades humanas, ne-

cessária em razão da enorme quantidade de informação recebida diariamente, cujo

processamento individual seria imposśıvel. Assim, a mente humana caracteriza en-

tidades em agrupamentos, onde cada agrupamento é caracterizado pelos atributos

comuns partilhados pelas diferentes entidades [1].

Um primeiro passo para a produção de um agrupamento consiste em realizar

uma correta representação dos padrões, isto é, das diferentes informações trazidas

pelos dados [156]. Passo posterior é a seleção de caracteŕısticas ou variáveis a serem

consideradas na formação dos agrupamentos. Nesta etapa, realiza-se a redução do

número de variáveis envolvidas, que pode se basear na seleção das variáveis mais

relevantes à caracterização do problema ou na extração de caracteŕısticas, a última

realizada pela aplicação de transformações de compactação dos dados. Em ambos

os casos, busca-se eliminar a informação redundante ou descorrelacionada com a

solução do problema de interesse, dado que as técnicas de agrupamento costumam

apresentar melhor desempenho para espaços de dados de dimensão reduzida [156].

Na formação dos agrupamentos, faz-se necessário aferir relações de similari-

dade entre dados e grupos. Freqüentemente, para variáveis reais, esta similaridade é

medida com base em distância geométrica. Há, portanto, a crença de que as similari-

dades existentes entre as caracteŕısticas dos dados sejam apropriadamente refletidas

no espaço dos vetores de caracteŕısticas. Em outras palavras, tanto mais similares

dois eventos, mais próximos geometricamente seriam seus vetores de caracteŕısticas.

A avaliação de similaridade exige, portanto, medir a distância entre dois vetores.

Um critério de distância bastante geral deve-se a Minkowski [1], o qual, para dois

vetores x e y de dimensão l, é definido como:

dp(x,y) =

( l
∑

i=1

|xi − yi|p
)

1

p

, (5.1)

onde xi e yi são componentes dos vetores x e y, respectivamente, e p é um número

inteiro qualquer, igual ou maior que 1. Um caso particular, usualmente utilizado, é

a distância euclidiana, que é obtida para p = 2. Há ainda critérios que consideram

pesos diferentes para cada par de componentes, entre eles: a distância euclidiana

ponderada [163] e a distância de Mahalanobis [49, 156].
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Definida uma medida de similaridade, cabe a seleção de um algoritmo para

a produção do agrupamento. Diferentes algoritmos estão dispońıveis na literatura,

cada qual explorando uma estratégia particular. Adicionalmente, número significa-

tivo de algoritmos exigem a definição de parâmetros que possuem uma relação direta

com a forma dos agrupamentos produzidos. Cabe proceder uma seleção cuidadosa

destes parâmetros, a fim de que o agrupamento produzido reflita a real estrutura

dos dados.

Por fim, dado que as técnicas de agrupamento propõem a existência de re-

lações entre os dados, as quais podem ou não existir, cabe sua verificação, procedi-

mento que é conhecido como validação. Após a validação, o especialista deriva, com

base no agrupamento final, suas conclusões sobre os dados.

5.1.1.1 Extração de caracteŕısticas

Para um grande número de aplicações em variadas áreas, faz-se necessário

lidar com conjuntos de dados de dimensão elevada. Dimensão elevada não é, nor-

malmente, sinônimo de quantidade ou qualidade de informação. Muitas aplicações

apresentam um grande número de variáveis redundantes, isto é, que tendem a car-

regar informações semelhantes. Freqüentemente, apenas um pequeno subconjunto

de informações ou variáveis é relevante à aplicação. A extração de caracteŕısticas

visa selecionar esta informação, eliminando informações complementares que não

contribuem ou mesmo podem atrapalhar a solução do problema.

No apêndice B, discute-se a extração linear de cararacteŕısticas, que pode ser

representada por:

f = TTx, (5.2)

onde T é uma matriz de dimensões k x n, referida como matriz de extração de

caracteŕısticas ou de compactação dos dados, pois tipicamente reduz a dimensão

dos eventos de n para k, onde k corresponde ao número (reduzido) de caracteŕısticas

selecionadas.

Para a escolha das direções associadas às colunas de T, usualmente, utiliza-

se a análise de componentes principais (PCA) [157]. Segundo esta análise, direções

privilegiadas com respeito à representação dos dados são extráıdas com base na
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matriz de correlação dos dados. Estas direções serão aqui referidas como direções de

representação. A análise PCA é uma técnica extensivamente aplicada em variadas

áreas, entre elas: detecção, estimação, reconhecimento de padrões, processamento

de aúdio e v́ıdeo, assim como na compactação de espaços de alta-dimensionalidade

[63].

Dado que a produção dos agrupamentos tem como objetivo a classificação,

as componentes principais podem não ser as mais apropriadas para a representa-

ção das diferenças existentes entre as classes, que são as caracteŕısticas de interesse

ao problema. Direções privilegiadas com respeito à classificação podem ser obtidas

através da análise de componentes principais de discriminação (PCD), cuja extração

pode ser realizada pelo treinamento de um classificador MLP segundo um processo

diferenciado. As análises PCA e PCD são discutidas em maiores detalhes no Apên-

dice B. Uma das propostas deste trabalho é avaliar a produção de agrupamentos

com base em dados compactados por componentes de discriminação, uma vez que

a análise PCD tende a produzir ńıveis de compactação mais elevados, o que pode

resultar numa seleção dos conjuntos melhor sucedida.

5.1.2 Agrupamento seqüencial

A técnica seqüencial aqui considerada [1, 164] utiliza a distância euclidiana

como medida de similaridade entre os padrões, produzindo agrupamentos forma-

dos por um conjuntos de hiperesferas, cujo raio, referido como raio de vigilância,

é definido pelo usuário. Cada hiperesfera define um grupo, sendo caracterizada,

individualmente, pelas coordenadas do seu centro e pelo valor do seu raio. Diferen-

tes grupos são criados, de forma que todos os dados fiquem contidos no interior de

um dado número de hiperesferas. Por este algoritmo, cada evento pertence a uma

única hiperesfera, sendo o número de hiperesferas ou grupos necessários determinado

automaticamente.

Na Figura 5.1, é ilustrado o formato final de um agrupamento seqüencial para

um conjunto de dados arbitrário. É posśıvel perceber que o formato do agrupamento

é dependente da escolha dos raios de vigilância. Ainda que cada grupo possa possuir

um valor de raio particular, por maior simplicidade e em virtude do desconhecimento

das distribuições estat́ısticas dos dados, será considerado um mesmo valor de raio

134



de vigilância para todos os grupos a serem formados.
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Figura 5.1: Agrupamento seqüencial sobre dados arbitrários

Para a produção do agrupamento seqüencial, os eventos são apresentados

segundo uma seqüência aleatória, realizando-se uma forma de aprendizado compe-

titivo, já que as hiperesferas ou grupos existentes disputam os dados. Para cada

evento (espectro) apresentado, há duas alternativas: a criação de um novo grupo ou

a incorporação do evento a um grupo existente. A alternativa a ser escolhida é de-

finida pela avaliação da similaridade do evento aos grupos existentes. Para medida

desta similaridade, adotou-se a função:

si = r2
i − ||x− ci||2, (5.3)

onde ri e ci correspondem ao raio e ao centro do i-ésimo grupo existente. Se si < 0,

o evento está no exterior da hiperesfera do i-ésimo grupo. Caso contrário, quanto

mais próximo for o evento do centro da hiperesfera, maior será o valor de si. Caso o

valor de si seja negativo para todos os grupos, o evento não se encontra no interior

de nenhum grupo, criando-se um novo grupo, cujo centro é o próprio evento, com

o raio de vigilância idêntico aos demais grupos. Havendo mais de um grupo com si

positivo, o evento é incorporado ao grupo de maior valor de si, o qual é referido como

vencedor. Nesta incorporação, o valor do centro do grupo vencedor é atualizado pela

fórmula:

ci = ci + η||x− ci||, (5.4)
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onde η é uma constante, referida como fator de aprendizado, escolhida de forma

que: 0 < η < 1. Através desta fórmula, o centro do grupo vencedor se aproxima

do evento, de forma que, ao final do treinamento, as coordenadas do centro de cada

grupo correspondam ao baricentro dos eventos a ele pertencentes.

Pelo algoritmo assim descrito, uma vez criado um grupo, ele será mantido no

agrupamento, ainda que, em razão da evolução do aprendizado, parte ou todos seus

eventos possam ter sido absorvidos por outros grupos. Este problema é facilmente

observado em simulações com dados bidimensionais. Para ilustrar este problema,

na Figura 5.2 apresenta-se um agrupamento seqüencial, onde são destacados dois

grupos, cujos eventos também se encontram no interior de outros grupos do agrupa-

mento final. Tratam-se, portanto, de grupos artificiais, cuja retirada do agrupamento

não produziria nenhum prejúızo, uma vez que seus eventos seriam absorvidos pelos

demais grupos restantes.

X

Y

Figura 5.2: Identificação de grupos redundantes no agrupamento seqüencial de dados

arbitrários

Faz-se necessário, portanto, um processo de identificação dos grupos redun-

dantes, aqui referido como cŕıtica, o qual pode ser realizado durante o processo de

aprendizado ou após sua conclusão. Uma cŕıtica simples é proposta em [2], a qual

sugere que grupos com pequeno número de eventos sejam eliminados ao longo do

processo de treinamento. Fica a pergunta: como determinar um valor apropriado
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de eventos para esta eliminação? Ainda que este valor seja definido, como discer-

nir entre grupos redundantes e aqueles que represententam caracteŕısticas raras dos

dados?

A criação de grupos redundantes pelo agrupamento seqüencial é um problema

que não costuma ser abordado na literatura, motivando, assim, a proposição de uma

cŕıtica. Por esta cŕıtica, através de um processo iterativo, é identificado o número

mı́nimo de grupos necessário para encapsular todos os dados. Para esta identificação,

são atribúıdos ńıveis de relevância aos grupos, definidos pelo número de eventos que

cada um possui. Inicialmente, é formado um conjunto de referência que contém

todos os dados. Com base neste conjunto, o grupo mais relevante, isto é, aquele

com maior número de eventos, é identificado. Em seguida, os eventos pertencentes

a este grupo são eliminados do conjunto de referência, repetindo-se este processo,

até que o conjunto esteja vazio. Os grupos não identificados por este processo são

considerados redundantes e eliminados do agrupamento.

Caso um conjunto de grupos seja eliminado, provavelmente os centros dos

grupos não correspondem mais ao baricentro dos eventos a ele pertencentes. Assim,

faz-se necessário um ajuste dos seus centros, exceto quando a cŕıtica é realizada

durante o processo de obtenção do agrupamento 1. Para a cŕıtica pós-treinamento,

o ajuste dos centros pode produzir modificações na estrutura do agrupamento, o que

exige uma nova aplicação da cŕıtica. Uma forma de identificar estas modificações

é avaliar o número de grupos existentes, cuja alteração sinaliza que esta seqüência

(cŕıtica e ajuste) deve ser repetida. Como o ajuste dos centros pode produzir eventos

sem grupos associados, limitar o número de eventos sem grupo é outro critério útil

de parada.

5.1.2.1 Escolha do raio de vigilância

No agrupamento seqüencial, um parâmetro que impacta diretamente na for-

mação dos grupos é o raio de vigilância. Geometricamente, tanto menor o valor do

raio, maior é o número de grupos produzidos, já que mais hiperesferas são necessárias

para encapsular os dados. Outra interpretação diz respeito ao ńıvel de similaridade

existente entre os dados que compartilham um mesmo grupo. Para grupos com raios

1Neste caso, o ajuste dos centros é realizado pelo próprio algoritmo de produção do agrupamento.
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menores, há uma maior similaridade entre os eventos a eles pertencentes do que no

caso de grupos obtidos a partir de raios de vigilância maiores. Assim, a escolha do

raio de vigilância impacta na granularidade ou no ńıvel de detalhe considerado para

a construção do agrupamento. Para raios maiores, o algoritmo é menos detalhista,

produzindo um menor número de grupos. Para raios menores, ocorre o contrário.

Como o agrupamento considerado destina-se à seleção dos conjuntos de pro-

jeto e avaliação, o valor do raio de vigilância deve ser cuidadosamente escolhido. A

escolha de um valor de raio elevado pode originar grupos onde corridas ou navios no-

tadamente distintos sejam tido como similares. Neste caso, é provável que cenários

raros ou espećıficos não sejam evidenciados pelo agrupamento. Para valores de raios

demasiado reduzidos, grupos irreais podem ser formados, não sendo identificadas,

dada a cŕıtica excessiva, similaridades relevantes entre os dados.

Definir um valor de raio ideal é uma tarefa complexa, já que pressupõe um

conhecimento sobre os dados que, normalmente, não está dispońıvel a priori. Em

[1] é proposto um critério onde o valor do raio de vigilância é escolhido com base

no número de grupos existentes no agrupamento. Para tal tarefa, define-se uma

faixa de valores de raio, cujos extremos correspondem à distância mı́nima e máxima

dos dados. Considerando valores nesta faixa, é elaborado um gráfico do número de

grupos do agrupamento versus valor do raio de vigilância. O valor do raio a ser

escolhido corresponde ao menor valor de raio pertencente a uma região plana do

gráfico, o qual fornece uma estimativa do número de grupos existentes nos dados.

Para fins de ilustração, na Figura 5.3 é exibida uma distribuição de dados arbitrária,

assim com a curva do número de grupos criados versus valores de raio. Segundo o

critério, o valor de raio a ser escolhido é 0,5, o qual produz um agrupamento com 2

grupos.

Ainda que atrativa por sua simplicidade, para um bom desempenho desta

heuŕıstica é necessário que os diferentes grupos sejam compactos, bem separados e

possuam dispersões de mesma ordem, o que é bastante improvável, em especial para

dados provenientes de distribuições estat́ısticas complexas, como se apresentam os

dados de sonar passivo. A identificação de uma região plana no gráfico, a qual pode

não ser evidente, ou mesmo, não existir, é também um processo bastante subjetivo.

Por fim, a escolha dos extremos da faixa de valores de raios baseada em valores
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Figura 5.3: Ilustração do critério heuŕıstico proposto em [1] para dados bidimensio-

nais arbitrários: (a) dados e (b) curva do número de grupos criados versus raio de

vigilância escolhido.
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mı́nimos e/ou máximos de distâncias dos dados também não é indicada. Neste caso,

a contra-indicação deve-se à susceptibilidade destas medidas extremas a eventos

espúrios, comuns neste ambiente pelo alto-ńıvel de rúıdo existente.

Uma estratégia alternativa é escolher os raios de vigilância com base na iden-

tificação do número de grupos existentes nos dados, cuja determinação é também

um problema complexo. Na literatura, há diferentes estratégias e propostas para

esta estimação [165]. Em linhas gerais, as diferentes propostas contemplam ı́ndices,

descritos em maiores detalhes na seção 5.1.4, critérios baseados em comparações

entre agrupamentos produzidos com base em diferentes partições dos dados, assim

como algoritmos paramétricos, onde distribuições estat́ısticas, em geral, modelos

gaussianos de mistura, são ajustadas sobre os dados.

Tibshirani (2000) [166] propõe a identificação do número de grupos existentes

nos dados pela estat́ıstica GAP. Em linhas gerais, a estat́ıstica GAP realiza vários

ensaios. Para cada ensaio, é suposto que o agrupamento possui um dado número

de grupos, produzindo-se uma estat́ıstica baseada na comparação de vários agrupa-

mentos de dados aleatórios e um agrupamento baseado nos dados originais. Através

de uma análise subjetiva dos valores produzidos por esta estat́ıstica, define-se o nú-

mero de grupos existentes. Na linha de algoritmos baseados em reamostragem, a

estratégia consiste em comparar agrupamentos produzidos com base em diferentes

partições dos dados, as quais são geradas por uma técnica de reamostragem arbitrá-

ria. Nesta comparação, através de diferentes propostas de estat́ıstica, o número de

grupos existentes é identificado. Alguns algoritmos que exploram esta estratégia são

o agrupamento consensual, de Monti et al.(2003) [167], e o prediction strength, de

Tibshirani (2005) [168]. Seguindo a linha de modelagem estat́ıstica dos dados, Zhang

(1990) [169] propõe a utilização de modelos gaussianos de mistura, para os quais a

identificação do número de grupos existentes corresponde ao número de gaussianas

utilizadas, definido através de ı́ndice espećıfico.

Para problemas com grande número de eventos, uma primeira cŕıtica às técni-

cas anteriores é o custo computacional, o qual está associado à produção de múltiplas

partições, agrupamentos e modelos estat́ısticos sobre os dados. Para o último caso,

freqüentemente, a estimação dos modelos não é um processo simples, em especial,

quando há restrições estat́ısticas nos dados. Adicionalmente, a definição do raio de
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vigilância através do número de grupos existentes, ainda que corretamente identi-

ficado, não implica que o agrupamento correspondente resulte numa seleção ótima

dos conjuntos de projeto e avaliação do classificador. A escolha de um valor de raio

adequado está muito mais relacionada à granularidade própria para o tratamento

dos dados do que ao número de grupos existentes, em especial quando os dados

possuem distribuições estat́ısticas complexas.

Estes fatores motivaram a proposição de um critério de seleção que utiliza o

próprio classificador como figura de mérito. A idéia básica desta proposta é produzir

diferentes agrupamentos, cada um baseado num valor de raio particular. Para cada

agrupamento, é produzido um par de conjuntos de projeto e avaliação, e um clas-

sificador é treinado e avaliado. O classificador de maior eficiência de generalização

identifica o melhor par de conjuntos, logo o agrupamento e raio mais adequados.

Por este critério, a seleção do raio já considera como o agrupamento é explorado

na formação dos conjuntos, e a granularidade mais apropriada para o tratamento

dos dados, de forma independente ao número de grupos existentes ou da técnica

utilizada para sua identificação.

Para definir quais valores de raio serão avaliados, explora-se a idéia de granu-

laridade, a qual está relacionada, conforme discussão anterior, ao número de grupos

existentes. A escolha dos raios pode ser realizada através da produção e avaliação

de uma curva do número de grupos criados em função de diferentes valores do raio

de vigilância. Assim, dentre os vários valores de raio cobertos por esta curva, é pos-

śıvel selecionar quais resultam em agrupamentos com granularidades distintas. Para

o exemplo discutido na Figura 5.3, valores de raio na faixa de 0,5 a 2,0 resultam

num agrupamento de mesma granularidade, já que estão associados a agrupamentos

com 2 grupos. Para valores de raio de 0,2 e 0,5, os agrupamentos possuem uma

granularidade similar, visto que possuem 5 e 4 grupos, respectivamente. Variações

expressivas ocorrem para valores de raio inferiores a 0,2, como, por exemplo, para

0,15 e 0,05, que apresentam 9 e 19 grupos. Assim, a curva do número de grupos

por valor de raio de vigilância possui informação útil à seleção dos raios candidatos,

indicando qual faixa, quantos e quais valores devem ser analisados.

Para a produção desta curva, uma possibilidade é, de forma similar ao critério

proposto em [1], definir os extremos da faixa de valores de raio pelos valores mı́nimos
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e máximos da distância dos eventos. Uma forma mais apropriada, no entanto, para

esta definição é basear-se na distância mais freqüente (moda) dos eventos [164],

ı́ndice que é menos suscept́ıvel à eventos espúrios, comuns no ambiente de sonar, e

melhor retrata a estrutura existente nos dados. Esta definição pode ser realizada

através de frações da moda, que podem estar associadas a diferentes granularidades.

O critério proposto é resumido na Figura 5.4. É posśıvel observar que, ini-

cialmente, realiza-se uma seleção das frações da moda a serem consideradas, com

as quais são calculados os valores de raio correspondentes. Para cada valor de raio,

é produzido um agrupamento. Com base nos agrupamentos produzidos, realiza-se

uma curva do número de grupos por valor de raio. Através desta curva, cabe definir

quais granularidades serão avaliadas, processo realizado através de heuŕısticas, as

quais podem considerar, se dispońıvel, informação a priori sobre o problema, ou, na

sua ausência, basear-se numa relação arbitrária entre o número de grupos criados e

a quantidade de eventos dispońıveis. Para o conjunto de sonar, um agrupamento foi

produzido por classe (vide seção 5.1.5), e a definição das frações foi realizada pela

inspeção desta curva, considerando a última estratégia, para a qual a menor fração

da moda considerada buscou produzir um número de grupos de 1
10

a 1
15

do número

de eventos de cada classe, resultando numa faixa de valores de raio corresponde à 0,5

a 5,0 vezes o valor da moda para as diferentes classes e modalidades de compactação

avaliadas. Caso a curva produzida indique que a faixa não é apropriada aos objetivos

do problema, ou seja, que as granularidades de interesse não foram contempladas,

retorna-se ao estágio inicial; em caso contrário, realiza-se a seleção dos agrupamen-

tos candidatos à análise. Para cada agrupamento expressivo, produz-se um par de

conjuntos de projeto e avaliação e realiza-se o treinamento e avaliação de um classi-

ficador. Por fim, identifica-se o classificador de maior eficiência de generalização, o

qual define o raio de vigilância mais adequado.

5.1.3 Agrupamento hierárquico

O agrupamento hierárquico adota uma filosofia operacional significativamente

diferente do agrupamento seqüencial [1], produzindo uma famı́lia de agrupamentos

ao invés de um único. Duas estratégias podem ser utilizadas para sua formação: a

divisiva e a aglomerativa, a última escolhida para este trabalho por seu menor custo
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Figura 5.4: Fluxograma do algoritmo proposto para a seleção do valor do raio de

vigilância do agrupamento seqüencial (Veja o texto).

computacional [163].

O processo de produção de um agrupamento hierárquico aglomerativo envolve

vários estágios. No primeiro estágio, cada evento define um grupo. No estágio

seguinte, dois grupos do estágio anterior são unidos para formar um mesmo grupo.

Este processo é repetido até que todos os eventos pertençam a um único grupo, o que

envolve N−1 estágios para um total de N eventos. Cada estágio define uma posśıvel

divisão dos dados. Uma desvantagem deste processo é que, se um grupo deficiente for

formado no k-ésimo estágio, ele será mantido em todas as etapas posteriores [170].

Para cada estágio, é necessário identificar quais grupos serão unidos, o que

envolve a avaliação de uma função de dissimilaridade para todas as fusões posśıveis.

Entre os vários candidatos, seleciona-se o par de grupos que apresentar um menor

valor de dissimilaridade. Os principais critérios da literatura para a medida da

dissimilaridade entre dois grupos R e Q (s(R,Q)) são resumidos na Tabela 5.1.

Para a avaliação de similaridades entre os eventos, utilizam-se medidas de distância,

conforme discutido na Seção 5.1.1.

É interessante observar que a função de dissimilaridade escolhida para a cons-

trução do agrupamento possui relação direta com a forma do agrupamento produ-

zido. Para o critério de ligação simples, há uma tendência da formação de agupa-
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Tabela 5.1: Critérios para a medida de dissimilaridade

Critério Medida Referências

Ligação simples s(R,Q) = mı́n{s(i, j)} Florek (1951) [171],

Sneath (1957) [172]

Ligação completa s(R,Q) = máx{s(i, j)} McQuitty (1960) [173],

Sokal (1963) [174]

Ligação média s(R,Q) = 1
NRNQ

∑

s(i, j) Michener (1958) [175]

Ward s2(R,Q) =
2NRNQ

NR+NQ
||x(R) − x(Q)||2 Ward (1963) [176]

- NX é o número de eventos do grupo X.

- x(X) é o centróide do grupo X.

- s(i, j) é a dissimilaridade entre o i-ésimo evento de R e o j-ésimo evento de Q.

mentos alongados que sofrem o efeito referido como encadeamento (channing effect

[1, 163])2. Para a ligação completa, a tendência é a formação de agrupamentos com-

pactos, onde eventos similares tendem a permanecer em grupos distintos por vários

estágios, efeito que é conhecido como dissecção [163]. As técnicas de ligação média e

Ward apresentam uma menor sensibilidade a dados espúrios. Para o último critério,

na formação de um novo grupo, são selecionados pares que minimizam sua variância,

resultando em agrupamentos de mı́nima variância [1, 163].

O agrupamento hierárquico pode ser representado através de um gráfico refe-

rido como dendrograma [163]. Um dendrograma comum é o de dissimilaridade, que

representa, a cada estágio, quais grupos foram unidos e o valor de dissimilaridade

correspondente. Na Figura 5.5 é apresentado um dendrograma para 5 eventos arbi-

trários. Para este dendrograma, no primeiro estágio, forma-se um grupo envolvendo

os eventos x1 e x2, para um valor de dissimilaridade de 2; no segundo estágio, tem-se

um novo grupo, com x4 e x5, e um valor de dissimilaridade de 4; no terceiro, o evento

x3 é anexado ao agrupamento formado no estágio dois, para uma dissimilaridade de

valor 7; por fim, os agrupamentos do estágio um e três são unificados segundo uma

dissimilaridade igual a 10. Um dos atrativos do dendrograma é prover um resumo

2Ainda que tenhamos dois grupos bem separados, caso haja apenas um par de eventos próximos

entre os grupos, há uma tendência que ambos grupos sejam unidos.
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desta modalidade de agrupamento, o qual permite avaliar, segundo a aplicação, se

a união de um par de grupos num dado estágio é forçada ou natural [1].

Figura 5.5: Exemplo de um dendrograma de dissimilaridade para dados arbitrários

Como o agrupamento hierárquico provê uma famı́lia de agrupamentos, é ne-

cessário escolher aquele que melhor retrata a estrutura existente nos dados. Para

a seleção deste agrupamento, realiza-se o corte do dendrograma, especificando-se

um ńıvel máximo de dissimilaridade dos grupos, o que define o número de grupos

existentes [177]. Para o exemplo da Figura 5.5, para um ńıvel de corte de valor 6,

os grupos identificados seriam: {1, 2}, {3} e {4, 5}. Para um ńıvel de corte de 8, os

grupos passariam a ser: {1, 2} e {3, 4, 5}.

5.1.3.1 Escolha do ńıvel de corte

Conforme descrição anterior, para o agrupamento hierárquico é necessário re-

alizar o corte do dendrograma. Comumente, este corte é realizado pelo especialista

que, com base na inspeção visual do dendrograma e no conhecimento a priori dos

dados, define o ńıvel de corte mais apropriado [156]. Em geral, nesta inspeção são

avaliados os valores de dissimilaridade envolvidos na formação dos grupos e identifi-

cadas fusões onde haja uma variação significativa deste valor, visto que a ocorrência

de ”saltos”de dissimilaridade sinaliza a integração de grupos bem determinados e

distintos, que, preferencialmente, deveriam ser mantidos em grupos separados.

Para o problema em estudo, a produção de um agrupamento hierárquico por

classe resultaria em dendrogramas com, no mı́nimo, 2142 ńıveis (classe G); e, no

máximo, 7074 ńıveis, visto que um dendrograma para N eventos possui (N − 1)
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ńıveis. Não há, também, conhecimento a priori sobre os dados que possa orientar o

processo de corte. Tendo em vista o elevado número de ńıveis existentes, a definição

do ńıvel de corte por inspeção visual é um processo complexo, portanto, contra-

indicado.

Uma alternativa é realizar o corte do dendrograma através de um ı́ndice

estat́ıstico que identifique o número de grupos existentes. Esta solução, no entanto,

de forma análoga ao agrupamento seqüencial (vide seção 5.1.2.1), pode resultar numa

seleção dos conjuntos de projeto e avaliação inapropriada, pois pode se basear em

agrupamentos não-reaĺısticos. Entre ı́ndices aplicáveis ao agrupamento hierárquico,

Halkidi et al.(2001) [178] propõe realizar o corte do dendrograma pela inspeção de

uma curva produzida com base numa estat́ıstica que mede a dispersão dos grupos do

agrupamento. O número de grupos é definido através da identificação de variações

significativas do valor desta curva, processo que é bastante subjetivo.

Uma curva que pode fornecer um resumo útil do dendrograma é a da dissi-

milaridade de formação dos grupos versus ńıvel do dendrograma. Na Figura 5.6 é

ilustrada sua formação para um dendrograma arbitrário. Como o grupo formado no

primeiro ńıvel possui dissimilaridade igual a 10, o primeiro ponto é definido pelo par

de coordenadas (1,10). De forma similar, os demais pontos seriam: (2, 7), (3, 4) e

(4, 2). Um de seus principais atrativos é fornecer, de forma compacta, um resumo

das dissimilaridades envolvidas na formação dos diferentes grupos, o que possibilita

identificar os ”saltos”de dissimilaridade considerados no critério heuŕıstico anterior-

mente mencionado, podendo, assim, orientar o processo de corte do dendrograma.

A dissimilaridade na formação de novos grupos está relacionada à granulari-

dade dos agrupamentos propostos pelo algoritmo hierárquico. Tanto maior o ńıvel

de dissimilaridade de um novo grupo, menor é a granularidade considerada na cons-

tituição do agrupamento deste estágio, o que resulta num menor número de grupos.

Deste modo, há uma relação inversa entre a granularidade e a dissimilaridade. As-

sim, a curva de dissimilaridade pode ser utilizada para a identificação de ńıveis de

corte que produzem agrupamentos de diferentes granularidades, de forma similar à

curva do número de grupos criados versus valor raio de vigilância, no agrupamento

seqüencial (vide seção 5.1.2.1).

Visto que a curva de dissimilaridade pode orientar a seleção de um conjunto de
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Figura 5.6: Ilustração da curva de dissimilaridade de formação dos grupos versus

ńıvel do dendrograma: (a) dendrograma base e (b) curva produzida.

ńıveis de corte associados a diferentes granularidades, um critério posśıvel é produzir

diferentes cortes e utilizar o classificador como figura de mérito para a definição do

corte mais apropriado, de forma análoga ao realizado com o agrupamento seqüencial.

Segundo qual critério, no entanto, serão definidos os ńıveis de corte? Como,

em virtude do expressivo número de eventos e classes existentes, um agrupamento

hierárquico será produzido para cada classe, é desejável que um mesmo critério seja

utilizado para o corte das diferentes classes. No caso do agrupamento seqüencial,

a moda das distâncias dos eventos unificou a seleção dos agrupamentos para as

diferentes classes. Para o agrupamento hierárquico, faz-se necessário, no entanto,

prover um critério que uniformize o corte dos dendrogramas das diferentes classes,

levando em consideração a estrutura existente nos dados.

A observação das curvas de dissimilaridade relacionadas às diferentes classes,

a serem apresentadas na seção 5.1.5.3, mostrou uma caracteŕıstica, tipicamente ex-

ponencial decrescente, o que motivou a proposição de um critério que explorasse a

idéia de constantes de decaimento. Por este critério, as granularidades são associ-

adas, abstratamente, a dado número de constantes de decaimento. Cabe observar

que, para uma função exponencial do tipo: y = ae−x, NC constantes de decaimento

correspondem ao valor de x para o qual o valor inicial de y, dado por y0 = a, reduz-

se para yNC = ae−NC . Assim, uma granularidade mais grosseira, que resultaria na
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seleção de agrupamentos com um menor número de grupos, estaria associada a um

menor número de constantes de decaimento. Para uma granularidade mais fina,

ocorreria o contrário.

Para identificar o corte associado a cada constante de decaimento definida

no critério anterior, realiza-se uma modelagem da curva de dissimilaridade. Várias

propostas de funções para esta modelagem foram avaliadas, sendo que a seguinte

função apresentou bons resultados:

f(n) = ep1+p2n+p3log(n), (5.5)

onde n é o número de grupos do agrupamento, e p1, p2 e p3 são constantes a serem

determinadas por um software de ajuste de curvas (fitting). O valor de n associado

a dado número de constantes de decaimento (NC) pode ser determinado por:

f(n)

f(1)
= e−NC , (5.6)

ou seja, corresponde ao número de grupos (n) para o qual o valor inicial de dissimila-

ridade f(1) reduz-se para f(1)e−NC . Esta igualdade, se manipulada algebricamente,

resulta na seguinte equação não-linear em n:

p2n + p3log(n) +NC − p2 = 0, (5.7)

cuja solução, para cada NC, pode ser determinada de forma numérica. Caso o valor

de n retornado pela Equação 5.7 não seja inteiro, utiliza-se o inteiro mais próximo.

Com o corte definido pelo número de constantes de decaimento, cabe estabe-

lecer um conjunto de constantes para serem avaliadas através do classificador. Para

esta definição, o critério proposto utiliza uma curva do ńıvel de corte ou do número

de grupos do agrupamento selecionado como função do número de constantes de

decaimento. Para esboçar esta curva, arbitra-se uma faixa e, através da Equação

5.7 que nos permite obter os parâmetros p1, p2 e p3 do fitting, são obtidos os ńıveis

de corte correspondentes. Esta curva permite identificar grupos de constantes de de-

caimento que resultam na seleção de agrupamentos com diferentes granularidades,

de forma similar à curva do número de grupos versus fração da moda, considerada

para o agrupamento seqüencial, conforme seção 5.1.2.1.

Para fins ilustrativos, na Figura 5.7(a), é exibida a curva de dissimilaridade

de um agrupamento seqüencial hipotético, juntamente com sua curva ajustada, cujo
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o modelo matemático produzido foi y = e−0,5NC . Pela solução da Equação 5.7,

n = 2NC, que define a curva do ńıvel de corte por frações de constante de decaimento

exibida na Figura 5.7(b).

Na Figura 5.8 é apresentado um diagrama resumo do critério proposto. Para

cada agrupamento considerado, produz-se uma curva de dissimilaridade e realiza-se

o ajuste do modelo. Com base no modelo, é gerada a curva do número de grupos por

constante de decaimento, com a qual são selecionadas as constantes de decaimento

de interesse. De posse destas constantes, realiza-se o corte do dendrograma, sendo

produzidos pares de conjuntos de projeto e avaliação. Para cada par, um classificador

de mesma topologia é treinado e avaliado. Por fim, o ńıvel de corte é definido pelo

classificador de melhor desempenho.

5.1.4 Índices para a seleção de parâmetros

Uma alternativa para a seleção do raio de vigilância no agrupamento seqüen-

cial, ou do ńıvel de corte, no hierárquico, consiste em identificar, nestes agrupamen-

tos, o provável número de grupos existentes.

Para esta identificação, um critério posśıvel é produzir vários agrupamentos,

cada qual utilizando um valor de parâmetro particular, e selecionar, através de um

ı́ndice estat́ıstico espećıfico, qual dos agrupamentos melhor reflete a estrutura exis-

tente nos dados. Este critério de escolha é referido, na literatura, como relativo [1],

visto que a definição do parâmetro é baseada na comparação de agrupamentos pre-

viamente produzidos.

Índices estat́ısticos para a identificação do número de grupos existentes nos

dados usualmente avaliam as propriedades espaciais dos grupos identificados pelos

agrupamentos. Um critério freqüentemente explorado consiste em privilegiar agru-

pamentos com grupos compactos e bem separados entre si. Há, no entanto, diferentes

interpretações de como aferir a separação e a compactação dos grupos, resultando na

proposição de diferentes ı́ndices pela literatura. Entre ı́ndices expressivos, tem-se:

Silhouette [179], Dunn [159], Davies e Bouldin [160] e algumas variações, que serão

discutidos a seguir.
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Figura 5.7: Ilustração da curva de dissimilaridade de formação dos grupos (a) e da

curva de ńıvel de corte por número de constantes de decaimento (b) para o exemplo

discutido no texto.
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Figura 5.8: Diagrama em blocos do processo de corte do agrupamento hierárquico

proposto (Veja o texto).

5.1.4.1 Índice de Silhouette

Introduzido por Rousseauw (1987) [179], o ı́ndice é baseado na comparação

da dissimilaridade de cada evento em relação ao grupo que o contém (dissimilaridade

intragrupo) com a dissimilaridade para os demais grupos existentes (dissimilaridade

intergrupo).

Seja um agrupamento formado por m-grupos {C1, . . . , Cm}, cujos elementos

são determinados pelo conjunto {S1, . . . , Sm}, onde Sj, para 1 ≤ j ≤ m, define os ı́n-

dices dos eventos pertencentes ao j-ésimo grupo. Considere um evento i pertencente

a um grupo j, logo i ∈ Sj. A dissimilaridade intragrupo associada a este evento é

calculada como:

a(i) =
∑

k∈Sj ,k 6=i

d(i, k), (5.8)

onde d(i, k) representa a distância euclidiana entre dois eventos i e k definidos por

Sj, logo pertencentes a Cj.

Analogamente, a dissimilaridade do evento i em relação a um grupo p, sele-
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cionado dentre os (m− 1) demais grupos (1 ≤ p 6= j ≤ m), é dada por:

cp(i) =
∑

k∈Sp

d(i, k) (5.9)

Através de cp(i), a dissimilaridade intergrupo associada ao evento i é deter-

minada como:

b(i) = min{cp(i)}, (5.10)

ou seja, é definida pelo grupo de menor dissimilaridade, ou ainda, o grupo mais

próximo do evento i. Para a determinação do coeficiente de Silhouette, é necessária

ainda, para cada evento, a produção da seguinte regra:

s(i) = 1 − a(i)

b(i)
, a(i) < b(i) (5.11)

s(i) = 0, a(i) = b(i) (5.12)

s(i) =
b(i)

a(i)
− 1, a(i) > b(i), (5.13)

para a qual: −1 ≤ s(1) ≤ 1. Esta estat́ıstica pode ainda ser reescrita na forma [163]:

s(i) =
b(i) − a(i)

máx{a(i), b(i)} (5.14)

A estat́ıstica s(i) possui uma interpretação interessante: caso seu valor seja

próximo de +1, a dissimilaridade intergrupos é maior que a dissimilaridade intragru-

pos, e não há dúvida que o evento foi atribúıdo ao grupo correto. Para s(i) próximo

de −1, ocorre o contrário, e o evento está mais próximo de um grupo vizinho que

do grupo a que foi atribúıdo. Para s(i) próximo de zero, tem-se a(i) ≈ b(i), ou seja,

não fica claro a que grupo o evento pertence. Conclui-se que o valor de s(i) fornece

uma medida da qualidade do agrupamento em relação ao i-ésimo evento. Para aferir

a qualidade de todo um agrupamento, utiliza-se a largura média de silhouette para

todo o conjunto de dados, a qual é determinada por:

s =
1

N

m
∑

l=1

∑

k∈Sl

s(k), (5.15)

onde N é o número total de eventos, sendo selecionado, dentre os agrupamentos em

comparação, aquele que apresentar o maior valor de s.
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5.1.4.2 Índice de Dunn

Proposto por Dunn (1973) [159], este ı́ndice explora uma heuŕıstica similar

ao ı́ndice de Silhouette [179], buscando agrupamentos compactos e bem separados,

identificados através de medidas de disimilaridade intra e intergrupo. A dissimila-

ridade intragrupo é avaliada com base no diâmetro dos grupos. O diâmetro de um

grupo Xi é definido como:

∆(Xi) = max x,y∈Xi
{d(x,y)}, (5.16)

ou seja, corresponde a maior distância euclidiana verificada entre os eventos a ele

pertencentes. Para a dissimilaridade intergrupo, é considerada a distância entre dois

grupos Xi e Xj - δ(Xi, Xj) - dada por:

δ(Xi, Xj) = min x∈Xi,y∈Xj
{d(x,y)}, (5.17)

que é definida pelo par de eventos mais próximo, considerando uma distância eucli-

diana, dos grupos Xi e Xj .

Para a produção do ı́ndice de Dunn será realizada uma medida baseada na ra-

zão das dissimilaridades inter e intragrupo. Esta razão, para dois grupos arbitrários

Xi e Xj , é dada por:

sij =
δ(Xi, Xj)

max1≤k≤c{∆(Xk)}
, (5.18)

onde c corresponde ao número de grupos. O valor de sij é tanto maior quanto

maior for a distância entre os grupos Xi e Xj e menor for o valor do diâmetro do

”maior”grupo do agrupamento.

O ı́ndice de Dunn é determinado com base em sij pela fórmula:

I = min 1≤i≤c

{

min 1≤j≤c,j 6=i{sij}
}

, (5.19)

ou seja, corresponde ao valor de dij associado ao par de grupos de menor valor de

sij. Diferentemente do ı́ndice de Silhouette, que varia na faixa de -1 a 1, os valores

apresentados pelo ı́ndice de Dunn são dependentes das caracteŕısticas espaciais dos

agrupamentos em análise.

Tanto maior o ı́ndice de Dunn, maior é a dissimilaridade intergrupo em re-

lação a intragrupo, logo, dentre vários agrupamentos, seleciona-se aquele associado

ao ı́ndice de maior valor.
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5.1.4.3 Índice de Davies e Bouldin

Proposto por Davies e Bouldin (1977) [160], o ı́ndice considera uma dissimi-

laridade intragrupo (si,q) dada por:

si,q =

(

1

NXi

∑

x∈Xi

||x − vi||q
)

1

q

, (5.20)

onde NXi
é o número de eventos no conjunto Xi. A medida de dissimilaridade

proposta pela Equação 5.20 considera o valor médio da distância de Minkowski [1]

dos eventos ao centróide (vi) do grupo a que pertencem, onde q é um inteiro positivo

arbitrário. Para a dissimilaridade intergrupos (dij,r) é utilizada a fórmula:

dij,r = {
p

∑

s=1

|vsi − vsj|r}
1

r = ||vi − vj ||r, (5.21)

determinada, portanto, pela distância dos centróides dos grupos Xi e Xj, para r,

também, inteiro positivo e arbitrário 3.

Produz-se ainda a medida Rij,qr dada por:

Rij,qr =
si,q + sj,q

dij,r

, (5.22)

que relaciona a dispersão dos agrupamentos com a distância dos seus centróides.

Posteriormente, para cada grupo Xi é produzida ainda a medida Ri,qr dada por:

Ri,qr = max j 6=iRij,qr, (5.23)

ou seja, é identificado outro grupo que forma com Xi um par tal que Rij,qr seja

máximo. Se todos os grupos possuem uma dispersão similar, o par identificado por

Rij,qr corresponde ao grupo mais próximo de Xi. O valor de Ri,qr fornece, portanto,

uma medida da contribuição de Xi para a dissimilaridade do agrupamento.

Para o cálculo do ı́ndice de Davies e Bouldin é necessário considerar a con-

tribuição de cada grupo do agrupamento, logo o ı́ndice é definido por:

Iqr =
1

m

m
∑

i=1

Ri,qr, (5.24)

3Note que as dissimilaridades intra e intergrupos, no cálculo de um mesmo ı́ndice, podem

utilizar diferentes critérios de distância, ou seja, é posśıvel que q 6= r. Freqüentemente, considera-

se q = r = 2, valor para o qual a distância de Minkowski reduz-se à distância euclidiana.
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onde m corresponde ao número de grupos existentes no agrupamento. Deste modo,

para um conjunto de agrupamentos, quanto mais compactos e separados forem os

grupos, menor será o ı́ndice. Assim, na seleção de um dentre um conjunto de agru-

pamentos dispońıveis, considera-se aquele associado ao ı́ndice de menor valor.

5.1.4.4 Generalizações do Índice de Dunn e Davies e Bouldin

No cálculo do ı́ndice de Dunn, as medidas de dissimilaridade intra e inter-

grupo (Equações 5.16 e 5.17) são bastante senśıveis a presença de dados espúrios por

se basearem em valores máximos e mı́nimos das distâncias. Assim, uma eventual

inserção ou remoção de um único evento pode alterar, significativamente, ambas

medidas. Para minimizar este problema, Bezdek e Pal (1998) propuseram generali-

zações deste ı́ndice, alterando o processo de cálculo das dissimilaridades envolvidas.

Para a medida de dissimilaridade intragrupo são propostos três critérios [162],

apresentados na Tabela 5.2 4, todos eles baseados na distância euclidiana dos eventos.

Pode-se observar que o primeiro critério é o mesmo proposto por Dunn. Para o

segundo, é utilizado o dobro da distância média entre os pares de eventos de Xi.

Para o terceiro, tem-se o dobro da distância média dos eventos ao centróide (vi) do

grupo. Como se baseiam em valores médios, o segundo e terceiro critérios são menos

senśıveis a dados espúrios.

Tabela 5.2: Critérios para a medida da dissimilaridade intragrupo

Tipo Fórmula

1 ∆1(Xi) = max x,y∈Xi
{d(x,y)}

2 ∆2(Xi) = 1
NXi

(NXi
−1)

∑

x 6=y;x,y∈Xi
d(x,y)

3 ∆3(Xi) = 2

(

∑

x∈Xi
d(x,vi)

NXi

)

Quanto à dissimilaridade intergrupo, os seis critérios propostos [162] são apre-

sentados na Tabela 5.3, os quais também são baseados em distância euclidiana. O

primeiro critério corresponde ao proposto por Dunn. Para o segundo, o par de

eventos mais distante define a dissimilaridade entre dois grupos. Para o terceiro,

4O número de eventos e o centróide do grupo Xi são dados por NXi
e vi, respectivamente.
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esta dissimilaridade corresponde a distância média entre os eventos dos grupos. No

quarto, é utilizada a distância dos centróides dos grupos. Para o quinto, é conside-

rado um valor médio que envolve a distância dos eventos de Xi ao centróide de Xj ,

e vice-versa. O sexto envolve a métrica de Hausdorff [180] 5.

Tabela 5.3: Critérios para a medida de dissimilaridade intergrupo

Tipo Fórmula

1 δ1(Xi,Xj) = min x∈Xi,y∈Xj
{d(x,y)}

2 δ2(Xi,Xj) = max x∈Xi,y∈Xj
{d(x,y)}

3 δ3(Xi,Xj) = 1
NXi

NXj

∑

x∈Xi,y∈Xj
d(x,y)

4 δ4(Xi,Xj) = d(vi,vj)

5 δ5(Xi,Xj) = 1
NXi

+NXj

(

∑

x∈Xi
d(x,vi) +

∑

y∈Xj
d(x,vj)

)

6 δ6(Xi,Xj) = max {δ(Xi,Xj), δ(Xj ,Xi)} para:

δ(Xi,Xj) = máx x∈Xi
{mı́n y∈Xj

{d(x,y)}}

Analogamente, o ı́ndice de Davies e Bouldin pode ser generalizado com base

nas alternativas de distância propostas nas Tabelas 5.2 e 5.3. Bolshakova e Azuaje

(2003) [181] utilizaram algumas generalizações deste ı́ndice para a análise de agrupa-

mentos considerando dados provenientes do genoma humano. Nestas generalizações,

o valor de si,q é determinado por:

si,q = ∆k(Xi), (5.25)

onde ∆k(Xi) é selecionado entre os candidatos da Tabela 5.2, ou seja, 1 ≤ k ≤ 3. O

valor de dij,r é calculado por:

dij,r = δu(Xi, Xj), (5.26)

para δu(Xi, Xj) selecionado entre as opções da Tabela 5.3, logo 1 ≤ u ≤ 6.

5Nesta métrica, para cada ponto de Xi, seleciona-se o ponto mais próximo de Xj , formando-

se um par. Entre os vários pares produzidos, é considerado àquele de maior distância, o qual

define o valor de δ(Xi, Xj). Este procedimento é repetido invertendo-se a ordem dos conjuntos

considerados. O valor da métrica é dado pelo maior valor obtido nos dois casos.
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5.1.5 Resultados para a seleção estat́ıstica baseada em es-

pectros

Em razão do expressivo número de eventos e classes dispońıveis, e a fim de que

o agrupamento melhor refletisse as especificidades de cada classe, foi produzido um

agrupamento por classe. Esta produção, para a classe E, que possui 7075 eventos,

exigiu, em virtude do custo computacional envolvido, a divisão de seus eventos em

duas subclasses (E1 e E2), cada uma com metade das corridas dispońıveis, o que

resultou em subclasses com 3743 e 3332 eventos, respectivamente.

Conforme discutido na seção 5.1.1.1, fez-se necessário identificar qual técnica

de compactação a ser aplicada aos espectros pré-processados seria a mais adequada.

Nesta análise fez-se também necessário identificar o número de componentes a serem

utilizadas, visto ser desejável reter o mı́nimo de componentes, mantendo ainda assim

a informação relevante à classificação.

A seguir, será discutida a extração das componentes principais e de discri-

minação, o que definirá um conjunto de opções quanto a técnica de compactação

e ao número de componentes a ser avaliado nesta seleção dos conjuntos. Após,

serão apresentados resultados referentes à seleção dos conjuntos pelo agrupamento

seqüencial, considerando-se os raios de vigilância escolhidos através de granularida-

des e de ı́ndices. Em seguida, será considerada a seleção baseada no agrupamento

hierárquico. Por fim, os resultados produzidos pelas diferentes modalidades de se-

leção serão comparados, a fim de identificar a melhor partição da base de dados

dispońıvel ao projeto do classificador.

5.1.5.1 Compactação de espectros

Para a produção das componentes de representação (PCA) foi determinada

a matriz de correlação dos dados, sendo extráıdos seus autovalores e autovetores

através de uma implementação do pacote eispack [115], amplamente utilizado pela

comunidade cient́ıfica. As componentes de discriminação foram extráıdas por um

classificador neural, cujo processo de treinamento é descrito no Apêndice B. Ambas

modalidades de extração consideraram todo conjunto de dados dispońıvel, visto que

a partir das componentes extráıdas é que serão gerados os agrupamentos utilizados

na seleção dos conjuntos. O classificador extrator PCD foi treinado para um número
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fixo de épocas, cujo valor foi determinado através de alguns ensaios.

Para a definição do número de componentes a serem utilizadas, considerando

as componentes de representação, uma figura de mérito é a curva de acumulação

de energia. Esta curva estabelece uma relação entre o número de componentes e a

quantidade de energia do processo estocástico que é retida nos dados compactados,

conforme discutido no Apêndice B. Nesta curva, esboça-se, no eixo vertical, a fração

da energia total do processo que é retida por determinado número de componentes,

o qual é identificada pelo eixo horizontal. Quanto mais acentuada a curva, maior é o

poder de compactação, dado que um menor número de componentes reterá um valor

de energia especificado. Esta curva, para o conjunto de dados (pré-processado) em

estudo, é exibida na Figura 5.9, tendo como base os espectros pré-processados, com

557 componentes no total. É posśıvel observar que a primeira componente retém

quase 60% da energia total do processo. Este valor cresce para em torno de 68% e

de 72% para 5 e 10 componentes, atingindo 90% para 140 componentes.
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Figura 5.9: Curva de acumulação de energia para a análise PCA.

Em relação à extração de componentes de discriminação, com base no próprio

treinamento do classificador extrator, pode-se produzir um gráfico das eficiências de
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classificação obtidas para um número crescente de componentes. Esta curva fornece

uma estimativa da eficiência da classificação neural dos dados compactados com

base nestas direções, podendo ser utilizada como uma medida qualitativa da quan-

tidade de informação discriminante que é retida num dado número de componentes.

Na Figura 5.10, os valores médios da eficiência SP, juntamente com seus desvios

associados, estimados pelo critério discutido na seção 4.2.1, são apresentados para

um número crescente de componentes, considerando a faixa de 3 a 50 componentes,

visto que para 1 e 2 componentes, o classificador não é capaz de classificar correta-

mente uma ou mais classes, o que resulta numa eficiência SP nula. Verifica-se que o

crescimento é mais acentuado até atingirmos 15 componentes, reduzindo-se na faixa

de 15 a 30 componentes. A partir de 20 componentes, tem-se um crescimento pouco

significativo. Em termos de valores médios da eficiência SP e suas incertezas, para 3

componentes, tem-se um valor de (64, 4±1, 4)%. Este valor sobe para (82, 6±0, 4)%

e (88, 5 ± 0, 3)% para 4 e 5 componentes, atingindo o valor de (93, 8 ± 0, 2)% para

10 componentes. Para o último, tem-se uma eficiência mı́nima de (88, 5 ± 0, 4)%

(classe C) e máxima de (97, 7 ± 0, 3)% (classe F) por classe.
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Figura 5.10: Curva de eficiências SP da rede extratora PCD para um número cres-

cente de componentes.
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Aspecto desejável em qualquer compactação é reter, num mı́nimo de compo-

nentes, o máximo de informação relevante ao problema, a qual, para o problema do

sonar, deve ser discriminante. Deste modo, um procedimento natural é basear-se nas

componentes de discriminação e, com base na curva de eficiência, definir o número

de componentes. Para esta definição, identifica-se o número mı́nimo de componentes

de discriminação que representa um bom compromisso entre complexidade e efici-

ência de classificação. Com base neste número, geram-se os espectros compactados

utilizando ambas componentes de representação e discriminação, realizam-se os agru-

pamentos e produzem-se os classificadores. O classificador de melhor desempenho

identifica a compactação mais apropriada, isto é, a que produziu os agrupamentos

mais adequados para a seleção dos conjuntos de projeto e teste.

Através da Figura 5.10, foi identificado que 5 e 10 componentes represen-

tavam compromissos interessantes entre complexidade e eficiência. Deste modo,

nesta análise inicial, 4 modalidades de compactação foram selecionadas para ava-

liação futura: duas considerando 5 e 10 componentes de representação (PCA-5C

e PCA-10C), e duas outras para 5 e 10 componentes de discriminação (PCD-5C

e PCD-10C). Acredita-se, portanto, que em 5 ou 10 componentes haja informação

suficiente para diversos ńıveis de produção e avaliação dos agrupamentos.

A fim de verificar, qualitativamente, a quantidade de informação discrimina-

tória retida por cada modalidade de compactação, foram treinados classificadores

neurais (MLP) com base em dados compactados (PCA-10C, PCD-5C e PCD-10C),

utilizando todos dados dispońıveis, isto é, sem figuras de mérito para a generalização

do treinamento. Na Figura 5.11 são apresentadas, para cada proposta, as eficiências

SP e os desvios correspondentes, considerando diferentes números de neurônios na

camada intermediária do classificador.

É posśıvel observar que, até 2 neurônios, o melhor desempenho é da compac-

tação PCD-5C. Para 3 ou mais neurônios, a compactação PCD-10C é a melhor. Em

toda faixa, a compactação PCA-10C resulta em classificadores de menor eficiência

que as obtidas por PCD. Há uma tendência de estabilização nas curvas para todas

as compactações: em torno de 10 neurônios, com eficiência SP de (86, 7 ± 0, 3)%,

para PCD-5C; próximo a 20 neurônios, segundo uma eficiência SP de (94, 8±0, 2)%,

para PCD-10C; e na vizinhança de 35 neurônios, com eficiência SP de (85, 5±0, 4)%,
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para PCA-10C. Esta estabilização indica que não há ganho expressivo de eficiên-

cia com a inserção de novos neurônios, podendo ser utilizada como indicativo de

termos atingido uma complexidade adequada para o classificador. Assim, a com-

pactação baseada em componentes de discriminação tendeu a apresentar modelos

menos complexos, o que é um indicativo que a informação relevante à classificação

é disponibilizada em maior volume e/ou de forma mais simples. Para as compo-

nentes de discriminação, o aumento do número de componentes (5 para 10) elevou

a complexidade indicada como adequada para o classificador, o que acredita-se es-

tar relacionado ao maior volume de informações discriminates dispońıveis nos dados

compactados.
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Figura 5.11: Curva de eficiências do classificador sobre espectros compactados pelas

análises PCA-10C, PCD-10C e PCD-5C.

5.1.5.2 Agrupamento seqüencial

A seleção dos conjuntos de projeto e avaliação baseados em espectros consi-

derou duas possibilidades quanto à seleção dos raios de vigilância: através do critério

proposto na seção 5.1.2.1, e através dos ı́ndices descritos na seção 5.1.4. Para ambos
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critérios, faz-se necessário definir um conjunto de valores candidatos do raio, do qual

será identificado o mais adequado.

Para definição do conjunto de valores de raio, um procedimento útil é produzir

a curva do número de grupos criados por valor de raio, conforme descrito na seção

5.1.2.1. Como, na seção anterior, foram introduzidos quatro posśıveis modos de

compactação dos espectros, isto se traduz numa curva por classe e modalidade de

compactação, o que resulta num total de 32 curvas.

A geração destas curvas exige que uma faixa de valores seja arbitrada para o

raio. Com base em alguns trabalhos [2, 164] e ensaios, foi verificado que uma faixa de

valores de raio adequada ao problema de sonar compreende valores de 0,5 a 5 vezes

o valor da moda. Nesta faixa, o maior número de grupos criados situou-se em torno

de 300, para classes com 3432 (classe B) e 4797 eventos (classe C), considerando

a compactação em 10 componentes de discriminação e raio de 0,5 vezes a moda.

O menor número de grupos encontrado foi de 2, obtido para um raio de 5 vezes a

moda, nas classes F (PCD-10C) e C (PCA-10C).

Na Figura 5.12 são exibidas as curvas do número de grupos criados, con-

siderando 12 valores de moda (0, 50; 0, 75; 1, 00; 1, 25; 1, 50; 2, 00; 2, 50; 3, 50; 4, 00;

4, 50; 5, 00) selecionados na faixa arbitrada, para componentes de representação (Fi-

gura 5.12(a)) e discriminação (Figura 5.12(b)). É posśıvel perceber que o número

de grupos é dependente da classe e da modalidade de compactação. Em relação à

compactação por componentes de discriminação (PCD), as curvas correspondentes

a 5 e 10 componentes são, muitas das vezes, similares. Para as classes C, D, E1 e G,

a compactação em 10 componentes apresentou um número maior ou igual de grupos

que em 5 componentes. Para a classe E2, ocorre o contrário. Quanto às classes A e

B, inicialmente, há um maior número de grupos para 10 componentes, ocorrendo o

contrário para valores de raio superiores a 1.0.

Para as componentes de representação (PCA), há uma maior distinção entre

o número de grupos criados para 5 e 10 componentes, quando comparada com as

componentes de discriminação, em especial, para as classes C, E1 e E2. Para classes

A, B, C, D, E1, E2 e H, a compactação em 5 componentes apresenta um maior

número de grupos. Nas classes F e G, a compactação com maior número de grupos

é dependente do valor do raio.
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Quando comparadas às curvas referentes à compactação em 10 componentes

de representação e discriminação, há um maior número de grupos na última para

a maioria das classes (A,B,C,E2,H). Fato contrário ocorre para as classes E1, F

e G. Para a classe D, o número de grupos criados para as duas modalidades de

compactação é equivalente.

Portanto, as curvas sinalizam que a compactação em componentes de dis-

criminação tende a produzir espaços de dados mais complexos que, possivelmente,

podem reter um maior volume de informação dos dados, sendo assim mais interes-

santes para o processo de seleção dos conjuntos.

5.1.5.2.1 Seleção do raio de vigilância por granularidade

Pelo critério proposto, definida uma faixa de valores, cabe a seleção de um conjunto

de raios expressivos, isto é, que resultem em agrupamentos de diferentes granulari-

dades. Como a avaliação de cada raio deste conjunto demanda o treinamento de um

classificador, o qual, para o problema do sonar, possui custo computacional alto, esta

análise restringiu-se a três granularidades: uma mais fina, outra intermediária e, por

fim, uma mais grosseira. A estas granularidades foram arbitrados os valores de raio

de {0, 5; 1, 0; 5, 0} vezes a moda, aqui referidos como pequeno (P), intermediário (I)

e grande (G), respectivamente, para as quais se verifica uma variação expressiva do

número de grupos do agrupamento.

Visto que há um agrupamento para cada classe, a avaliação de todas as com-

binações posśıveis destas três granularidades resultaria no treinamento de 38 = 6561

classificadores, o que é proibitivo para o conjunto de sonar. Deste modo, optou-se

por considerar uma mesma granularidade para todas as classes, o que resultou na

avaliação de 12 grupos de classificadores, 3 para cada modalidade de compactação.

Cada grupo considerou classificadores com um número de neurônios na camada in-

termediária escolhido na faixa de 10 a 40, a qual acredita-se permitir uma apropriada

avaliação qualitativa das modalidades de seleção.

As eficiências SP dos classificadores associados às componentes de discrimina-

ção é apresentada na Figura 5.13. Através da Figura 5.13(a), o melhor desempenho

para 10 componentes de discriminação é obtido para um valor de raio pequeno.

Quando comparados os resultados referentes aos raios grande e pequeno, o último

apresenta desempenho igual ou superior ao primeiro em quase toda faixa de neurô-
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Figura 5.12: Número de grupos produzidos no agrupamento seqüencial para cada

modalidade de compactação, raio inicial e classe de contato.
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nios, apresentando diferenças de, aproximadamente, 0, 2 (22 neurônios) a 1, 2 (30

neurônios) pontos percentuais. Em relação ao raio intermediário, seus resultados

são superiores ao raio grande, ainda que equivalentes ou inferiores ao raio pequeno

para a maior parte dos ensaios, exceto para as redes com 20 e 25 neurônios. Na

comparação entre raio pequeno e intermediário, as diferenças são de ≈ 0, 2 a ≈ 1, 0,

exclúıdas as redes com 20 e 25 neurônios, para as quais há uma vantagem do raio

intermediário de ≈ 0, 2 e ≈ 0, 1 pontos percentuais, respectivamente.

Para 5 componentes de discriminação, pela Figura 5.13(b), percebe-se que

as diferenças são menos acentuadas, ainda que seja verificado um desempenho igual

ou superior do raio pequeno em relação aos demais, exceto para as redes com 25 e

27 neurônios, onde o raio grande destaca-se em relação aos demais (diferenças de

≈ 0, 4 e ≈ 0, 2 pontos, respectivamente). A maior diferença de desempenho entre

raio pequeno e grande ocorre para 20 neurônios e vale ≈ 1, 5 pontos percentuais.

Para os raios pequeno e médio, a maior diferença é de ≈ 0, 4 para 35 neurônios.

Para 10 componentes de representação, conforme Figura 5.14(a), há um me-

lhor desempenho para o raio intermediário. Na comparação entre raio intermediário

e grande, o primeiro é melhor em toda faixa, apresentando diferenças de ≈ 0, 1 (20

neurônios) a ≈ 1, 4 (15 neurônios) pontos percentuais. Em relação ao raio pequeno,

o intermediário possui melhor desempenho em quase toda faixa, apresentando dife-

renças, no entanto, menores, entre ≈ 0, 05 (27 neurônios) e ≈ 0, 6 (15 neurônios).

Resultado similar é obtido para 5 componentes (Figura 5.13(b)), cujas diferenças

entre os raios intermediário e grande estão entre ≈ 0, 5 (22 neurônios) e ≈ 1, 5 (10

neurônios). Entre os raios intermediário e pequeno, as diferenças situam-se na faixa

de ≈ 0, 25 (22 neurônios) a ≈ 1, 5 (27 neurônios).

Na Figura 5.15 são comparadas as curvas associadas aos raios de melhor

desempenho, segundo análise anterior. Pela Figura 5.15(a), para a qual são conside-

radas componentes de discriminação, há um melhor desempenho da compactação em

10 componentes, que apresenta uma vantagem de ≈ 0, 1 (30 neurônios) a ≈ 0, 7 (15

neurônios) pontos percentuais sobre a compactação em 5 componentes, exceto para

20 e 35 neurônios. Para as componentes de representação, em 5 dos 9 classificadores,

há um desempenho superior da PCA-5C, com vantagens de ≈ 0, 1 (10 neurônios) a

0, 7 (15 neurônios) sobre a PCA-10C. A comparação entre as eficiências associadas
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Figura 5.13: Eficiências de generalização (SP) para o agrupamento seqüencial de es-

pectros, considerando diferentes números de componentes de discriminação e valores

de raio de vigilância.
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Figura 5.14: Eficiências de generalização (SP) para o agrupamento seqüencial de es-

pectros, considerando diferentes números de componentes de representação e valores

de raio de vigilância.
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às compactações de melhor desempenho para as componentes de discriminação e

representação é realizada na Figura 5.16. Nesta comparação, há um desempenho

equivalente ou superior da compactação em 10 componentes de discriminação, a qual

apresenta uma vantagem até ≈ 0, 5 (15 neurônios) pontos percentuais, exceto para

as redes com 20 e 27 neurônios.

Dos resultados anteriores, para as componentes de discriminação, o melhor

resultado do raio pequeno sinaliza uma granularidade mais fina para o tratamento

dos dados compactados. Para as componentes de representação, tem-se uma gra-

nularidade média. Este resultado indica que os dados compactados com base em

componentes de discriminação possuem uma estrutura mais complexa, resultado

que é coerente com a discussão baseada no número de grupos criados, realizada

anteriormente.

Pode-se perceber que a escolha do raio possui impacto no processo de se-

leção, ainda que as diferenças apresentadas mostraram-se inferiores à 1, 5 pontos

percentuais, no pior caso. Esta diferença é, no entanto, expressiva, tendo em vista

a complexidade do problema e as exigências quanto a confiabilidade e desempenho

do sistema, o qual influencia decisões que envolvem risco de vida.

Nesta comparação, foram verificados casos onde o raio identificado como de

melhor desempenho alterou-se de acordo com o número de neurônios da camada

intermediária do classificador. Acredita-se que estas variações estejam relacionadas

a flutuações inerentes ao processo de treinamento, que se mostraram da ordem das

diferenças de desempenho verificadas para as diferentes escolhas dos raios e da moda-

lidade de compactação. Tendo em vista estas flutuações, a escolha do raio de melhor

desempenho foi sempre baseada no comportamento apresentado pelos classificadores

para toda a faixa de neurônios considerada.

5.1.5.2.2 Seleção do raio de vigilância por ı́ndices

A avaliação da seleção dos valores de raio por ı́ndices considerou as 4 modalidades

de compactação discutidas na seção 5.1.5.1 e os 12 valores de raio utilizados para

o esboço da curva do número de grupos criados por valor de raio. Os ı́ndices se-

lecionados foram: o Silhouette (SH), o Davies-e-Bouldin (DB) e o Dunn (DUNN),

discutidos na seção 5.1.4. Para os dois últimos foram consideradas generalizações

das distâncias intragrupo e intergrupo pelas propostas ∆2 (Tabela 5.2) e δ3 (Tabela
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Figura 5.15: Eficiências de generalização (SP) para o agrupamento seqüencial de

espectros, considerando componentes de representação e discriminação.
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Figura 5.16: Eficiências de generalização (SP) para o agrupamento seqüencial de

espectros, considerando 5 e 10 componentes de representação e discriminação, res-

pectivamente.

5.3), respectivamente, em razão de uma maior imunidade a dados espúrios.

Foram produzidos, para cada modalidade de compactação, classe e ı́ndice,

gráficos relacionando os valores do ı́ndice (eixo vertical) com os multiplicadores da

moda (eixo horizontal) . De posse dos gráficos, os pontos de máximo determinaram,

pelos ı́ndices de Silhouette e Dunn, os melhores valores de raio. Para o ı́ndice de

Davies-e-Bouldin foram considerados os pontos de mı́nimo. Por restrições de espaço,

serão reproduzidas apenas as curvas relativas à compactação em 10 componentes de

discriminação, que são apresentadas na Figura 5.17. Na Tabela 5.4 são resumidos os

valores de raio selecionados para cada ı́ndice, classe e modalidade de compactação.

Analisando a Tabela 5.4, considerando uma compactação em 10 componentes

de discriminação, é posśıvel perceber uma total concordância entre os três ı́ndices

para as classes D e F. Para a classe G, há uma concordância entre o SH e o DUNN

(valor de raio 5,0), e o ı́ndice DB sinaliza em favor de um valor de raio 4,0. Para as

classes A, B, C, E1 e H, os ı́ndices DB e SH apontam um valor de raio de pequeno

(0,5); enquanto o ı́ndice DUNN, para um valor entre médio e grande (3,5 - 5,0). Para

a classe E2, os ı́ndices DB e DUNN sinalizam um valor de raio grande (4,5-5,0);

enquanto o SH, em favor de um raio pequeno (0,5). Em relação as componentes
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Figura 5.17: Valores dos ı́ndices de Davies e Bouldin (DB), Dunn (DUNN) e Si-

lhouete (SH) para os agrupamentos produzidos com base na compactação em 10

componentes de discriminação, para diferentes valores de raio inicial.
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Tabela 5.4: Valores de raio inicial propostos pelos ı́ndices por proposta de compac-

tação e classe

PCD-10C A B C D E1 E2 F G H

DB 0,5 0,5 0,5 3,0 0,5 5,0 5,0 4,0 0,5

SH 0,5 0,5 0,5 3,0 0,5 0,5 5,0 5,0 0,5

DUNN 4,0 5,0 3,5 3,0 5,0 4,5 5,0 5,0 4,0

PCA-10C A B C D E1 E2 F G H

DB 5,0 3,5 5,0 4,5 4,5 5,0 5,0 4,0 5,0

SH 4,5 3,5 5,0 4,5 4,5 5,0 5,0 4,0 5,0

DUNN 5,0 3,5 5,0 5,0 4,5 5,0 4,5 4,5 5,0

PCD-5C A B C D E1 E2 F G H

DB 5,0 0,5 3,5 4,5 0,5 4,0 5,0 4,0 5,0

SH 5,0 0,5 0,5 4,0 0,5 4,0 5,0 3,5 0,5

DUNN 4,5 5,0 4,5 4,5 5,0 5,0 0,5 3,5 2,0

PCA-5C A B C D E1 E2 F G H

DB 4,5 3,5 5,0 4,5 4,5 5,0 4,5 4,5 5,0

SH 4,5 3,5 5,0 4,5 4,5 5,0 4,5 4,0 5,0

DUNN 4,5 3,5 5,0 4,5 4,5 4,0 4,5 4,5 5,0
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de representação, as compactações de 5 e 10 componentes apontam, para todas

as classes, um valor de raio grande (4,5-5,0), exceto para a classe B, para a qual

sinaliza-se um valor entre médio e grande (3,5). Uma maior divergência dos ı́ndices

é verificada para 5 componentes de discriminação, onde valores de raio grandes (4,00-

5,00) são verificado para as classes A, D e E2. Para a classe B e E1, os ı́ndices DB e

SH apontam para um raio pequeno (0,5), enquanto o DUNN para um raio grande.

Fato oposto ocorre para a classe F.

Para algumas modalidades de compactação, em especial, em componentes de

discriminação, os três ı́ndices não se mostraram unânimes na escolha do valor do

raio. Para estes casos, duas situações foram verificadas: uma primeira, onde os três

ı́ndices sinalizaram valores de raio próximos, associados, portanto, a uma mesma

granularidade (grosseira ou fina); e uma segunda, onde diferentes granularidades

foram sinalizadas por cada ı́ndice. No último caso, para definir um único valor de

raio por classe, foram considerados dois critérios de votação: um primeiro, a votação

simples (VS), que seleciona o candidato apontado por 2 dentre os 3 ı́ndices; e um

segundo, a votação ponderada (VP), que buscou solucionar eventuais empates do

primeiro critério. O critério de votação ponderada foi realizado pelo produto de três

curvas, aqui referidas como de contribuição do ı́ndice, resultando numa única curva,

cujo valor de máximo definiu o raio. Para os ı́ndices SH e DUNN, estas curvas foram

produzidas pela divisão das curvas de valores do ı́ndice por seus respectivos valores

máximos. Para o ı́ndice DB, cuja seleção é baseada no valor mı́nimo, realizou-se

o inverso dos valores, dividindo-se o resultado pelo maior valor encontrado. Deste

modo, para cada valor de raio é associado, na curva de contribuição de um ı́ndice

particular, um valor entre 0 e 1, que define um peso. A escolha do melhor raio é

definida pelo raio que apresentar o maior peso total, determinado através do produto

dos pesos atribúıdos por cada ı́ndice.

Na Tabela 5.5 são resumidos os valores de raio apontados pelos 2 critérios

para cada modalidade de compactação. É posśıvel perceber que, para maioria das

classes, ambos critérios apontam para o mesmo valor de ı́ndice. Para as divergências,

há duas situações: uma primeira, onde os ı́ndices sinalizam em direção a um valor de

raio grande ou pequeno; e uma segunda, onde o critério VP pode ser utilizado como

desempate dos candidatos fornecidos pelo critério VS. Para o primeiro caso, tem-se
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a classe E2, para 5 componentes de discriminação, e as classes E2 e G para 5 e 10

componentes de representação, respectivamente. Para o segundo, tem-se a classe

E2, para 10 componentes de discriminação, e as classes C e H para 5 componentes

de representação. No desempate, o primeiro resulta num raio grande (5,0), enquanto

os demais, num raio pequeno (0,5). Na Tabela 5.6 é apresentado um resumo dos

raios escolhidos pelos ı́ndices por classe e modalidade de compactação considerando

os critérios VS e VP.

Tabela 5.5: Valores dos raios de vigilância propostos pelos critérios de votação por

classe (Veja o texto).

PCD-10C A B C D E1 E2 F G H

VS 0,5 0,5 0,5 3,0 0,5 0,5/4,5/5,0 5,0 5,0 0,5

VP 0,5 0,5 0,5 3,0 0,5 5,0 5,0 5,0 0,5

PCA-10C A B C D E1 E2 F G H

VS 5,0 3,5 5,0 4,5 4,5 5,0 5,0 4,0 5,0

VP 5,0 3,5 5,0 4,5 4,5 5,0 5,0 4,5 5,0

PCD-5C A B C D E1 E2 F G H

VS 5,0 0,5 0,5/3,5/4,5 4,5 0,5 4,0 5,0 3,5 0,5/2,0/5,0

VP 5,0 0,5 0,75 4,5 0,5 5,0 5,0 3,5 0,5

PCA-5C A B C D E1 E2 F G H

VS 4,5 3,5 5,0 4,5 4,5 5,0 4,5 4,5 5,0

VP 4,5 3,5 5,0 4,5 4,5 4,5 4,5 4,5 5,0

Tabela 5.6: Valores dos raios de vigilância selecionados (Veja o texto).

A B C D E1 E2 F G H

PCD-10C 0,5 0,5 0,5 3,0 0,5 5,0 5,0 5,0 0,5

PCA-10C 5,0 3,5 5,0 4,5 4,5 5,0 5,0 4,0 5,0

PCD-5C 5,0 0,5 0,5 4,5 0,5 4,0 5,0 3,5 0,5

PCA-5C 4,5 3,5 5,0 4,5 4,5 5,0 4,5 4,5 5,0

Através da Tabela 5.6, para 10 componentes de discriminação, pode-se obser-

var que um valor de raio pequeno (0,5) foi escolhido para 5 das 9 classes envolvidas

(A, B, C, E1 e H); um valor de raio grande (5,0) para as classes E2, F e G, e apenas
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para a classe D foi selecionado um valor de raio médio (3,0). Para 5 componentes,

em metade das classes (B, C, E1 e H), o raio selecionado foi pequeno (0,5); na outra

metade (A, D, E2 e F), um valor de raio grande (entre 4,0 e 5,0) e, por fim, um raio

médio (3,5) para a classe G. Considerando 5 ou 10 componentes de discriminação,

em 6 das 8 classes há forte coincidência quanto às indicações de raio: pequeno para

as classes B, C, E1 e H, e grande para as classes E2 e F. Para 5 ou 10 componentes

de representação, há uma indicação de raio grande (entre 4,0 e 5,0) para todas as

classes, exceto a classe B, cujo raio indicado é médio (3,5).

Dos resultados anteriores, é interessante observar que os ı́ndices indicaram

valores extremos de raio (pequeno e grande) para a maior parte das classes, o que si-

naliza em favor de duas granularidades para o tratamento das classes: uma mais fina

e outra mais grosseira. Considerando as componentes de discriminação, para metade

das classes é indicada uma granularidade fina. Para as componentes de representa-

ção, para quase todas as classes é indicada uma granularidade grosseira. Novamente,

há um indicativo que as componentes de representação produzem dados com uma

estrutura menos complexa, visto que o agrupamento identificado pelos ı́ndices como

aquele que melhor reflete a estrutura existente nos dados é o de granularidade mais

grosseira, logo com um menor número de grupos.

Para identificar qual compactação apresenta melhor desempenho, foi produ-

zido um classificador por modalidade de compactação, utilizando conjuntos de pro-

jeto e avaliação baseados nos agrupamentos selecionados pelos ı́ndices. Na Figura

5.18 são apresentadas as eficiências (SP) correspondentes aos classificadores produ-

zidos com base nas 4 modalidades de compactação. Em relação as componentes de

representação, há um melhor desempenho para a compactação em 5 componentes,

a qual apresenta uma vantagem de 0, 3 (40 neurônios) a 0, 7 (25 neurônios) pontos

percentuais, exceto para as redes com 25, 27 e 40 neurônios, cuja compactação em

10 compontentes possui uma vantagem de ≈ 0, 7, ≈ 0, 4 e ≈ 0, 2, respectivamente.

Considerando as componentes de compactação, o desempenho de 10 componentes

é equivalente ou superior a 5 componentes para toda faixa de neurônios, com uma

vantagem máxima de 0, 7 (40 neurônios).

Na Figura 5.19 são reunidas as compactações de melhor desempenho para

as componentes de representação e discriminação. Verifica-se um melhor desempe-
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Figura 5.18: Eficiências de generalização (SP) dos classificadores produzidos com

base em agrupamentos seqüenciais de espectros que utilizaram uma compactação

baseada em componentes de representação e discriminação, com a seleção dos valores

de raio vigilância das classes realizada por ı́ndices (Veja o texto).
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nho da compactação para componentes de discriminação, com vantagem de 0,2 (27

neurônios) a 1,0 (10 neurônios) pontos percentuais, exceto para 25 neurônios, cuja

vantagem das componentes de representação é de 0, 6.
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Figura 5.19: Eficiências dos classificadores de melhor desempenho para as compac-

tações em componentes de representação e discriminação, com a seleção dos valores

de raio de vigilância das classes realizada por ı́ndices (Veja o texto).

É interessante observar que os ı́ndices sinalizaram, para maioria das classes,

valores de granularidade extremas (pequeno ou grande), as quais foram considera-

dos no processo de seleção por ńıvel arbitrário de granularidade (avaliado na seção

anterior). Para ambas propostas de seleção, o conjunto de compactações de melhor

desempenho foi idêntico: PCA-5C e PCD-10C, quando analisadas, em separado,

as compactações em componentes de representação e discriminação. Considerando

todas as modalidades de compactação, para ambas seleções, o melhor desempenho

foi obtido pela a PCD-10C.

Na proposta de seleção por ńıvel arbitrário de granularidade, um mesmo valor

de raio (0,5 - pequeno) foi considerado para todas as classes. Pelos ı́ndices, conside-

rando 10 componentes de discriminação, um valor é proposto para cada classe. Qual

destas opções resulta em melhor desempenho? Na Figura 5.20 são apresentadas as
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eficiências SP de cada proposta. É interessante observar que a seleção com mesmo

ńıvel de granularidade para todas as classes produz classificadores mais eficientes

que a baseada nos ı́ndices, em torno de 0, 1 (35 neurônios) a 0, 9 pontos percentuais,

exceto para 20 neurônios. Este resultado indica que, para o problema em estudo,

considerando uma compactação em componentes de discriminação, os agrupamentos

seqüenciais baseados numa mesma granularidade (fina) para todas as classes melhor

refletem as caracteŕısticas dos dados relevantes à seleção dos conjuntos.
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Figura 5.20: Comparação das eficiências de generalização (SP) dos classificadores

produzidos com base no agrupamento seqüencial dos espectros, considerando a se-

leção dos raios através do critério de arbitrário de granularidade (raio P) e através

da utilização dos ı́ndices DB, DUNN e Silhouette (raio ı́ndices).

5.1.5.3 Agrupamento hierárquico

Para a produção dos agrupamentos hierárquicos, a distância euclidiana e o

critério de ligação média foram considerados como medida de dissimilaridade entre

eventos e grupos, o último escolhido por sua maior imunidade a eventos espúrios.

Para a compactação dos dados foram utilizadas 10 componentes de discriminação,
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e uma mesma granularidade arbitrária foi considerada para o corte dos dendrogra-

mas de todas as classes, escolhas que foram baseadas nos resultados obtidos para o

agrupamento seqüencial (vide seção 5.1.5.2).

De posse dos agrupamentos de cada classe, foi produzida a curva de dissimi-

laridade segundo procedimento detalhado na seção 5.1.3.1, sendo realizado o ajuste

da curva definida pela função da Equação 5.5 através do software estat́ıstico PAW

(Physics Analysis Workstation) [182]. Nas Figuras 5.21 e 5.22 são apresentados,

classe-a-classe, as curvas original e ajustada, os valores das constantes (p1,p2 e p3) e

suas incertezas, assim como o valor do qui-quadrado (χ2) [52] do processo de ajuste,

que é uma medida do ńıvel de confiabilidade do modelo proposto. É posśıvel per-

ceber que a função proposta realiza um bom ajuste das curvas originais, o que é

confirmado pelo valor da estat́ıstica χ2 em relação ao número de graus de liberdade

(ndf -number of degrees of freedom). As classes de ajuste mais cŕıtico foram a D e

a G, as quais apresentaram curvas de decaimento mais acentuado.

Com base nos parâmetros obtidos pelo processo de ajuste das curvas, foram

elaboradas curvas relacionando o número de grupos produzidos pelo corte dos den-

drogramas, segundo diferentes números de constantes de decaimento, para todas as

classes. Estas curvas são exibidas na Figura 5.23. É posśıvel perceber que os grupos

de classes (A, E1 e E2) e (F e H) possuem curvas similares, logo estão associados

a curvas de dissimilaridade com decaimento similar. As classes D e G apresentam

um pequeno número de grupos para a faixa considerada, dada a forma abrupta exi-

bida por suas curvas de dissimilaridade. Observa-se uma tendência de crescimento

exponencial do número de grupos a medida que um maior número de constantes de

decaimento é considerado. Através da análise destas curvas, foram arbitrados, sub-

jetivamente, às granularidades grosseira, intermediária e fina, os seguintes números

de constantes de decaimento: 0,5, 0,9 e 1,2, aqui referidos como pequeno (P), médio

(M) e grande (G). Segundo estas constantes, para a classe B, que está associada à

curva de crescimento mais abrupto, tem-se agrupamentos com 12, 79 e 270 grupos.

Para a classe A, cuja curva possui um crescimento moderado, tem-se 7, 35 ou 123

grupos. As classes D e G, cujas curvas apresentam um pequeno crescimento, tem-se

2, 3 ou 4 grupos.

A identifição da granularidade mais adequada seguiu procedimento análogo
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(a) Classe A (b) Classe B

(c) Classe C (d) Classe D

(e) Classe E1

Figura 5.21: Ajuste do modelo proposto para o agrupamento hierárquico baseado

em 10 componentes de discriminação (classes A a E1)
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(a) Classe E2 (b) Classe F

(c) Classe G (d) Classe H

Figura 5.22: Ajuste de modelo para agrupamento hierárquico baseado em 10 com-

ponentes de discriminação (classes E2 a H)
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Figura 5.23: Número de grupos do dendrograma por classe e número de constantes

de decaimento para o agrupamento hierárquico dos espectros.
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ao realizado para o agrupamento seqüencial. Novamente, por restrições quanto ao

custo computacional, uma mesma granularidade foi utilizada para o corte de todas

as classes. Os valores de eficiência de generalização (SP), por escolha da constante

de decaimento (P, M e G) e faixa de neurônios na camada intermediária dos classi-

ficadores são apresentados na Figura 5.24. É posśıvel perceber que a granularidade

pequena (P) tende a apresentar resultados de eficiência iguais ou superiores as de-

mais granularidades. Na Figura 5.24(a), na comparação entre as constantes P e

G, a primeira resulta em eficiências superiores de ≈ 0 (30 neurônios) a ≈ 0, 6 (27

neurônios) pontos percentuais, exceto para 15 neurônios. Na comparação entre P e

M (Figura 5.24(a)), as diferenças são menores, de ≈ 0 (30 neurônios) a ≈ 0, 4 (27

neurônios), exceto para 25 e 40 neurônios.

5.1.5.4 Comparação das modalidades de seleção

A identificação dos melhores parâmetros para os agrupamentos seqüencial e

hierárquico motiva as seguintes perguntas: qual destes agrupamentos provê uma

melhor seleção dos conjuntos de projeto e avaliação? Quais seriam as vantagens de

sua utilização em relação ao processo de seleção baseado em subamostragem alea

tória, aqui referido como de sorteio, que foi descrito na seção 4.3.

Na Figura 5.25 são apresentadas as curvas de eficiência (SP) obtidas para três

modalidades de seleção dos conjuntos: duas baseadas em agrupamentos (seqüencial

e hierárquico), e outra, através de sorteio. Quando comparados os agrupamentos

seqüencial e hierárquico (Figura 5.25(a)), verifica-se uma vantagem do primeiro de

≈ 0 (25 neurônios) a ≈ 0, 5 (30 neurônios) pontos percentuais, exceto para os classi-

ficadores com 20, 27 e 35 neurônios. Na comparação entre o agrupamento seqüencial

e o sorteio, as diferenças observadas são superiores, com uma vantagem do primeiro

de ≈ 0 (10 neurônios) a ≈ 0, 9 (25 neurônios) pontos percentuais.

Dos resultados, verifica-se que a seleção dos conjuntos por agrupamento

seqüencial mostrou-se mais eficaz, tanto em termos de desempenho quanto no custo

computacional, o qual é significativamente inferior, sendo bastante atrativa para

aplicações com extenso volume de dados, tais como o sonar passivo.
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Figura 5.24: Eficiências de generalização (SP) dos classificadores produzidos através

do corte do agrupamento hierárquico dos espectros, para diferentes ńıveis subjetivos

de granularidade, considerando dados compactados em 10 componentes de discrimi-

nação (Veja o texto).
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Figura 5.25: Eficiências de generalização (SP) dos classificadores produzidos através

da seleção dos conjuntos por agrupamento seqüencial, hierárquico e por sorteio (Veja

o texto).
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5.2 Análise de agrupamentos para a seleção por

corridas

Conforme discutido anteriormente, a utilização da seleção por corridas resulta

na produção e avaliação do sistema de classificação em condições mais próximas a

sua operação real, a qual contemplará condições operativas, navios ou mesmo classes

desconhecidas. Para proceder esta seleção, de forma que os conjuntos de projeto e

avaliação retenham uma estat́ıstica representativa do problema, faz-se necessário

identificar similaridades entre as diferentes corridas.

Nas seções anteriores foi discutida a identificação de similaridades entre even-

tos através de técnicas de agrupamento. Com respeito às corridas, agrupamentos

também podem ser utilizados, ainda que a identificação de similaridades e a for-

mação dos grupos deva ser baseada, no entanto, em subconjuntos de eventos. Há

medidas de similaridade entre grupos de eventos, utilizadas para a produção de

agrupamentos hierárquicos (vide seção 5.1.3). Não foram encontradas, no entanto,

referências que tratassem de agrupamentos de subconjuntos de dados.

Estes fatores motivaram o desenvolvimento de um critério para a identificação

de similaridades entre as corridas. Por este critério, a cada corrida é associado um

vetor representativo. De posse dos vetores representativos de cada corrida, produz-se

um um agrupamento, sendo identificados quais vetores partilham um mesmo grupo,

os quais identificam corridas similares.

Para a produção dos vetores representativos, optou-se por utilizar os agru-

pamentos seqüenciais, classe-a-classe, aqui referidos como agrupamentos base, visto

seu melhor desempenho na seleção baseada em espectros. A geração destes vetores

foi baseada na extração de informações relativas à maneira como os eventos de cada

corrida estão distribúıdos na estrutura identificada por cada agrupamento, segundo

critérios a serem discutidos nas seções 5.2.1 e 5.2.2. A Figura 5.26 resume o método

proposto.

Inicialmente, serão descritos dois critérios para a produção de vetores repre-

sentativos das corridas. Em seguida, será discutida a produção dos agrupamentos

com base nestes vetores representativos. Por fim, serão apresentados resultados

referentes à aplicação das técnicas propostas na seleção dos conjuntos.
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Figura 5.26: Sistemática para a avaliação de similaridades entre as corridas.

5.2.1 Produção de vetores representativos com base na per-

tinência das corridas aos grupos e nas coordenadas dos

seus centros

Nesta proposta são identificados no agrupamento base, para cada corrida,

quais os grupos possuem eventos a ela pertencentes. Estes grupos serão aqui referidos

como excitados pela corrida. O vetor representativo de cada corrida será definido

pelo centro de gravidade (baricentro) ou média dos vetores correspondentes aos

centros de gravidade dos grupos por ela excitados.

Para fins ilustrativos, na Figura 5.27 são apresentadas três corridas arbitrárias

(C1, C2 e C3), de dados bidimensionais, cujos eventos estão representados pelos

śımbolos + (C1), x (C2) e ∗ (C3). O agrupamento base (seqüencial) possui três

grupos g1, g2 e g3, que são indicados através de ćırculos. Os centros de gravidades

destes grupos, indicados por quadrados, possuem vetores cg1, cg2 e cg3.

É posśıvel observar que a corrida C1 está distribúıda nos três grupos. A

corrida C2, nos grupos 1 e 3; e a C3, nos grupos 2 e 3. Os vetores representativos

das corridas (cc1, cc2 e cc3), indicados por triângulos, são calculados da seguinte

forma:

cc1 =
cg1 + cg2 + cg3

3
(5.27)

cc2 =
cg1 + cg3

2
(5.28)

cc3 =
cg2 + cg3

2
(5.29)

Uma alternativa mais simples ao cálculo proposto pelas Equações 5.27-5.29
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Figura 5.27: Corridas, grupos e vetores representativos definidos através do baricen-

tro dos centros excitados (Veja o texto).

seria determinar os vetores representativos de cada corrida pelo baricentro dos even-

tos a ela pertencentes, o que não exigiria a utilização de um agrupamento base. Por

outro lado, haveria uma tendência destes vetores em situar-se mais próximos de re-

giões com maiores concentrações de eventos, o que poderia mascarar cenários raros e

de interesse. Esta alternativa foi descartada para permitir um melhor balanço entre

cenários raros e usuais na formação dos vetores representativos. Outra vantagem da

proposta é que o vetor representativo pode também carregar informações de outras

corridas, visto que é baseado no centro dos grupos, os quais podem conter eventos

de mais de uma corrida.

5.2.2 Produção de vetores representativos com base apenas

na pertinência das corridas aos grupos

A idéia principal desta proposta é que corridas similares devam possuir grupos

excitados em comum. Neste caso, a identificação de similaridades é baseada na

produção de vetores representativos que indicam quais grupos são excitados por cada

corrida. Estes vetores serão referidos como vetores de excitação. O agrupamento dos

vetores de excitação resulta na formação de grupos que refletem corridas similares,
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similaridade que foi aferida através da forma como os eventos das corridas estão

distribúıdos pelos grupos do agrupamento.

Na produção dos vetores de excitação, para um agrupamento de N grupos,

é utilizado um vetor de N componentes, onde cada componente responde por um

grupo. Caso a corrida possua um ou mais eventos pertencentes a um dado grupo,

sua componente correspondente vale 1; em caso contrário, vale zero. Para o exem-

plo da Figura 5.27, onde as corridas C1, C2 e C3 possuem eventos nos grupos

{1, 2, 3}, {1, 3}, {2, 3}, respectivamente, os vetores representativos das corridas se-

riam:
[

1 1 1
]

,
[

1 0 1
]

e
[

0 1 1
]

.

5.2.3 Agrupamento dos vetores de pertinência e seleção dos

conjuntos de projeto e avaliação

Uma vez produzidos os vetores de pertinência de cada corrida, pelo critério

de seleção proposto, há dois cenários posśıveis, que são resumidos na Figura 5.28.

Numa primeira modalidade, representada na Figura 5.28(a), cada classe é tratada

de forma independente, logo a formação dos conjuntos explora apenas as relações

existentes entre corridas de uma mesma classe. A segunda modalidade, apresentada

na Figura 5.28(b), realiza o agrupamento com base nos vetores representativos de

todas as classes, o que resulta em conjuntos que exploram relações entre diferentes

classes, o que pode ser útil na identificação de corridas de classificação mais cŕıtica.

O agrupamento de vetores representativos que considere relações entre di-

ferentes classes demanda a produção de um agrupamento base envolvendo todas

as classes. Para o conjunto de sonar, em virtude do elevado número de eventos

existentes (29277), a produção de um único agrupamento é contra-indicada pelo

custo computacional, razão pela qual todos agrupamentos considerados neste tra-

balho foram produzidos classe-a-classe. Para vetores representativos baseados no

centro dos grupos excitados, é posśıvel, no entanto, derivar um critério alternativo

que, mesmo baseado em agrupamentos classe-a-classe, avalia similaridades entre as

diferentes classes. Por este critério, uma mesma normalização e pré-processamento

são aplicadas a todas as classes, e os vetores representativos são identificados para

cada classe, separadamente. Produz-se um único agrupamento com base nos vetores

representativos de todas as classes, o qual permite identificar similaridades entre as
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Figura 5.28: Modalidades de agrupamento dos vetores representativos das corridas:

(a) classe-a-classe e (b) todas as classes conjuntamente (Veja o texto).
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diferentes classes. Deste modo, três critérios de produção dos conjuntos de projeto e

avaliação serão aqui considerados: dois, classe-a-classe, utilizando vetores represen-

tativos pelas propostas das seções 5.2.1 e 5.2.2; e um, para todas as classes, segundo

o último critério.

Em virtude de um melhor desempenho do agrupamento seqüencial na sele-

ção dos conjuntos por espectros (conforme a seção 5.1.5.4), esta técnica foi consi-

derada, inicialmente, para a produção dos agrupamentos de vetores representativos.

Constatou-se, no entanto, para diferentes execuções do algoritmo, uma flutuação

expressiva no número e no conteúdo dos grupos, a qual mostrou-se relacionada à

dependência do agrupamento seqüencial com respeito a ordem de apresentação dos

eventos, aleatória a cada execução. Tanto menor o número de vetores representativos

dispońıveis, entre 22 (classe A) e 43 (classe C) 6, para o agrupamento classe-a-classe,

e 263, para o agrupamento com todas as classes, mais acentuadas foram as flutu-

ações observadas. Em virtude desta deficiência, e dado que nenhuma técnica foi

encontrada na literatura para contornar este problema, optou-se pela utilização da

técnica hierárquica, explorando o critério de corte do dendograma proposto na seção

5.1.3.1.

Para a produção do agrupamento hierárquico, quando considerados vetores

representativos baseados nos centros do grupos excitados, foi considerada a distância

euclidiana para a medida de similaridade entre os eventos, e o critério de ligação

média para a formação dos grupos, ambos discutidos na seção 5.1.3. Para vetores

representativos definidos por vetores de excitação, no entanto, a distância euclidiana

não é a mais indicada, visto que estes vetores são binários.

Algumas alternativas da literatura para medir a similaridade entre vetores

binários são os ı́ndices de Rao [183], Jaccard [172], Rand [175], Rand Ajustado

[161], Dice [184], entre outros. Segundo estes ı́ndices, a comparação de dois vetores

binários V1 e V2 é baseda no número de coordenadas onde: (a) ambos vetores

valem um; (b) V1 possui coordenada UM e V2 ZERO; (c) o contrário de (b) e (d)

o contrário de (a).

Para o problema de sonar, segundo o critério da seção 5.2.2, a similaridade

6Vale notar que a classe E, com 66 corridas, foi dividida nas classes E1 e E2, com 33 corridas

cada uma.
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entre duas corridas é medida pelo número de grupos que ambas possuem em comum.

Assim, nesta medida de similaridade é importante considerar a quantidade de coor-

denadas em que ambos vetores valem um, assim como aquelas onde um dos vetores

possui valor um e o outro zero, ou seja, em que uma corrida excita um grupo que

não é excitado pela outra. O ı́ndice escolhido, visto que atende a estes objetivos, é

o de Jaccard [172], definido como:

I =
na

na + nb + nc

, (5.30)

onde na, nb, nc e nd são o número de eventos identificados nas situações (a),(b),(c)

e (d), respectivamente. Como critério de similaridade entre grupos também foi

utilizado o critério de ligação média.

De posse dos grupos fornecidos pelo agrupamento, a seleção dos conjuntos

considerou uma divisão meio-a-meio e aleatória das corridas, indicadas por cada

grupo, entre os conjuntos de projeto e avaliação, visto que são tidas como similares.

Caso os grupos apresentassem um número ı́mpar (2n + 1) de vetores representati-

vos, n + 1 corridas foram destinadas ao conjunto de projeto; e n, ao conjunto de

avaliação, de forma que o aprendizado do classificador fosse privilegiado. Os gru-

pos com um único vetor representativo tiveram suas corridas particionadas, também

aleatoriamente e meio-a-meio, entre ambos conjuntos, visto que não havia nenhuma

informação ou conhecimento a priori sobre os dados que justificasse sua alocação a

um conjunto particular.

5.2.4 Resultados para a seleção estat́ıstica baseada em cor-

ridas

A seguir serão apresentados os resultados referentes à cada modalidade de

seleção proposta. Em seguida, as diferentes modalidades serão comparadas com a

seleção baseada em sorteio (vide seção 4.3), para identificar qual é a mais apropriada

para a seleção baseada em corridas.
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5.2.4.1 Seleção baseada em vetores representativos definidos pela perti-

nência das corridas aos grupos e nas coordenadas dos seus cen-

tros (classe-a-classe)

As curvas de dissimilaridade e seus modelos matemáticos obtidos para esta

modalidade são esboçados nas Figuras 5.29 e 5.30. É posśıvel observar que as curvas

de todas as classes foram modeladas de forma bastante satisfatória. Comparando

esta modelagem com a realizada na seleção por espectros, verifica-se uma maior

divergência entre as curvas ajustada e original, o que está relacionado às restrições

estat́ısticas relacionadas ao pequeno número de vetores representativos dispońıvel

para cada classe.

As curvas do número de grupos do agrupamento para cortes do dendrograma

segundo diferentes frações de constantes de decaimento são apresentadas na Figura

5.31. É possivel observar que as classes A, F, E1 e E2 apresentam um crescimento

mais acentuado, o que está associado ao decaimento mais expressivo de suas curvas

de dissimilaridade. Os pares de classes { C, H } e { B, D } apresentaram curvas

bastante similares. Através da inspeção destas curvas, foram atribúıdos aos valores

subjetivos de granularidade grosseira, intermediária e fina as constantes de decai-

mento 0,4, 0,9 e 1,4, aqui referidas como pequena (P), média (M) e grande (G).

Para a classe A, cuja curva exibe o maior crescimento, este conjunto de constantes

resulta em agrupamentos com 6, 13 e 20 grupos, respectivamente. Para a classe

E1, de crescimento intermediário, tem-se 3, 7 e 13 grupos. A classe G, de menor

crescimento, exibe 2, 3 ou 4 grupos.

De forma similar ao agrupamento hierárquico de espectros (vide seção 5.1.5.3),

inicialmente, um mesmo valor de granularidade foi considerado para o corte de to-

das as classes. As eficiências de generalização SP associadas aos classificadores

produzidos para cada granularidade são apresentadas na Figura 5.32, considerando

topologias com 10 a 50 neurônios na camada intermediária. Para quase todos os

classificadores, verifica-se um melhor desempenho associado à constante de decai-

mento pequena, logo a uma granularidade mais grosseira, resultado similar ao obtido

na seleção por espectros (vide seção a 5.1.5.3). Na comparação P e G, tem-se um

melhor desempenho da primeira de 0 (25 ou 35 neurônios) a ≈ 1, 4 (10 neurônios)

pontos percentuais, exceto para redes com 30 neurônios. Para as constantes P e M,
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(a) Classe A (b) Classe B

(c) Classe C (d) Classe D

(e) Classe E1

Figura 5.29: Modelagem da curva de dissimilaridade do agrupamento hierárquico,

classe-a-classe, para vetores representativos definidos pelo baricentro dos centros

excitados pelas corridas (classes A a E1).
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(a) Classe E2 (b) Classe F

(c) Classe G (d) Classe H

Figura 5.30: Modelagem da curva de dissimilaridade do agrupamento hierárquico,

classe-a-classe, para vetores representativos definidos pelo baricentro dos centros

excitados pelas corridas (classes E2 a H).
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Figura 5.31: Número de grupos do dendrograma por classe e número de constantes

de decaimento para o agrupamento hierárquico de vetores representativos definidos

pelo baricentro dos centros excitados pelas corridas (Veja o texto).
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as diferenças são maiores, de 0 (30 neurônios) a ≈ 2, 2 (10 neurônios). As eficiências

associadas à cada constante de decaimento são inferiores àquelas obtidas para a se-

leção baseada em espectros, visto que a seleção por corridas impõe condições mais

severas quanto ao aprendizado e ao teste de generalização dos classificadores.

Na simulação anterior, uma mesma granularidade foi considerada para todas

as classes. Algumas perguntas seriam: como as eficiências de detecção de cada classe

se comportaram com respeito à escolha da granularidade? diferentes granularida-

des por classe resultariam na produção de um classificador mais eficiente? como

selecionar este conjunto de granularidades?

Na Figura 5.33 são exibidas as eficiências de deteção para cada classe e granu-

laridade. Cada classe apresenta um valor de granularidade de melhor desempenho:

pequena, para as classes A, C e E; média, para as classes G e H, e grande, para as

classes B, D, e F, o que sinaliza em favor da utilização de diferentes granularidades

por classe. A seleção de granularidades classe-a-classe demanda testes considerando

diferentes combinações, logo possui custo computacionalmente proibitivo. Caso seja

pressuposto, no entanto, que a definição da granularidade de uma classe afeta apenas

sua eficiência de detecção, um posśıvel critério é identificar, por classe, qual é a gra-

nularidade de melhor desempenho. De posse deste conjunto de granularidades, um

novo classificador é treinado e avaliado. Se o desempenho deste classificador for supe-

rior aqueles produzidos segundo um mesmo corte para todas as classes, confirma-se

a hipótese inicial, dispondo-se de um conjunto sub-ótimo de granularidades.

Na Figura 5.34 são comparadas as eficiências de generalização (SP) obtidas

para os agrupamentos com granularidades distintas por classe (C), identificadas

pelo processo proposto, e segundo uma granularidade pequena (P) para todas as

classes. Para as topologias de 10 a 25 neurônios, houve um melhor desempenho

da granularidade P, com uma vantagem de 0 (25 neurônios) a 0, 6 (10 neurônios)

pontos percentuais. Na faixa de 27 a 50 neurônios, que contempla 6 das 11 redes

consideradas, a granularidade C apresentou um desempenho superior, em torno de

0 (27 neurônios) a 0, 9 (35 neurônios). Tendo em vista o número de ensaios e

as diferenças de desempenho apresentadas, há um melhor desempenho ao utilizar

granularidades distintas.
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Figura 5.32: Eficiências de generalização (SP) dos classificadores produzidos com

base no corte do agrupamento hierárquico de vetores representativos definidos pelo

baricentro dos centros excitados, classe-a-classe, segundo um mesmo ńıvel de granu-

laridade (Veja o texto).
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Figura 5.33: Eficiências de generalização por classe e ńıvel de granularidade, para

uma seleção baseada em corridas, utilizando o agrupamento hierárquico, classe-a-

classe, dos baricentros dos centros excitados pelas corridas (Veja o texto).
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Figura 5.34: Eficiências de generalização dos classificadores obtidos através da sele-

ção de corridas segundo uma mesma (P) ou diferentes granularidades para o corte

das classes (C), considerando agrupamentos hierárquicos classe-a-classe dos baricen-

tros dos centros excitados pelas corridas (Veja o texto).
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5.2.4.2 Seleção baseada em vetores representativos definidos pela perti-

nência das corridas aos grupos e nas coordenadas dos seus cen-

tros (todas as classes)

Esta proposta se diferencia da apresentada na seção anterior pelo agrupa-

mento dos vetores representativos considerar todas as classes. A curva de dissimila-

ridade, sua modelagem matemática e a curva do número de grupos por constantes de

decaimento são esboçadas na Figura 5.35. Novamente, verifica-se uma modelagem

bastante satisfatória da curva de dissimilaridade do agrupamento. Para as granula-

ridades grosseira, intermediária e fina foram atribúıdas as constantes de decaimento

3,0, 3,5 e 4,0, referidas como pequena (P), média (M) e grande (G), o que resultou

na seleção de agrupamentos com 30, 55 e 109 grupos, respectivamente.
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Figura 5.35: (a) Curva de dissimilaridade e modelo matemático para o agrupamento

hierárquico dos baricentros dos centros excitados pelas corridas considerando todas

as classes e (b) curva do número de grupos do agrupamento por número de constantes

de decaimento para o mesmo agrupamento (Veja o texto).

Na Figura 5.36 são apresentadas as eficiências de generalização (SP) dos

classificadores segundo diferentes ńıveis de granularidade. Na comparação entre as

constantes de decaimento M e P (Figura 5.36(a)), a primeira resultou numa eficiência

de ≈ 0, 3 (15 neurônios) a ≈ 1, 4 pontos percentuais (10 neurônios), exceto para

as redes com 20, 40 e 45 neurônios. Para as constantes M e G, o desempenho da
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primeira é melhor de ≈ 0, 4 (40 neurônios) a ≈ 3, 9 (10 neurônios) pontos percentuais.

5 10 15 20 25 30 35 40 45 50 55
81

82

83

84

85

86

87

Dimensão da camada intermediária

E
fic

iê
nc

ia
 (

S
P

)

 

 

M
P

(a)

5 10 15 20 25 30 35 40 45 50 55
78

79

80

81

82

83

84

85

86

87

Dimensão da camada intermediária

E
fic

iê
nc

ia
 (

S
P

)

 

 

M
G

(b)

Figura 5.36: Eficiências de generalização (SP) dos classificadores produzidos com

base no corte do agrupamento hierárquico de vetores representativos definidos pelo

baricentro dos centros excitados para todas as classes (Veja o texto).
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5.2.4.3 Seleção baseada em vetores representativos definidos apenas pela

pertinência das corridas aos grupos (classe-a-classe)

Na Figura 5.37 e 5.38 são exibidos, classe-a-classe, as curvas de dissimilaridade

e os modelos matemáticos produzidos com base no agrupamento dos vetores de

pertinência das corridas ao agrupamento de referência. Considerando as restrições

estat́ısticas existentes, verifica-se um ajuste apropriado dos modelos às curvas de

dissimilaridade.

As curvas do número de grupos do agrupamentos por constantes de decai-

mento, para cada classe, são exibidas na Figura 5.39. Através da análise subjetiva

destas curvas, foram atribúıdas as constantes de decaimento 0,1, 0,25 e 0,4 às granu-

laridades grosseira, intermediária e fina, respectivamente. Estas curvas apresentam

um crescimento mais rápido que as curvas associadas ao agrupamento classe-a-classe

dos baricentros excitados (Figura 5.31), o que resultou em menores valores para o

conjunto de constantes de decaimento consideradas.

Na Figura 5.40 são apresentadas as eficiências (SP) dos classificadores obtidos

para um mesmo ńıvel de granularidade por classe. Quando comparadas as constantes

de decaimento P e G, é ńıtido o melhor desempenho da primeira, com eficiências

superiores de ≈ 0, 3 (20 neurônios) a ≈ 2, 6 pontos percentuais (50 neurônios). Na

comparação entre P e M, o desempenho é praticamente equivalente, ligeiramente

superior para a constante pequena, tendo em vista o desempenho das redes com 10,

15, 22 e 40 neurônios.

Na Figura 5.41 são apresentadas as eficiências de detecção por classe e gra-

nularidade. Para as classes C, E, F e H, há um melhor desempenho da constante de

decaimento pequena. Para as classes B e D, da média, e para a A e G, da grande. A

Figura 5.42 compara classificadores que consideraram um mesmo corte para todas

as classes (sinalizado por P), segundo a constante de decaimento pequena, com di-

ferentes cortes por classe (indicado por C), identificados através da Figura 5.41. É

ńıtido o melhor desempenho de diferentes granularidades por classe, com eficiências

superiores de ≈ 1, 2 (35 neurônios) a ≈ 2, 0 (30 neurônios) pontos percentuais.
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(a) Classe A (b) Classe B

(c) Classe C (d) Classe D

(e) Classe E1

Figura 5.37: Modelagem da curva de dissimilaridade do agrupamento hierárquico,

classe-a-classe, para vetores representativos definidos pelos vetores de pertinência

das corridas aos grupos do agrupamento (classes A a E1).
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(a) Classe E2 (b) Classe F

(c) Classe G (d) Classe H

Figura 5.38: Modelagem da curva de dissimilaridade do agrupamento hierárquico,

classe-a-classe, para vetores representativos definidos pelos vetores de pertinência

das corridas aos grupos do agrupamento (classes E2 a H).
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Figura 5.39: Número de grupos do dendrograma por classe e número de constantes

de decaimento para o agrupamento hierárquico de vetores representativos definidos

pelos vetores de pertinência das corridas aos grupos do agrupamento (Veja o texto).
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Figura 5.40: Eficiências de generalização (SP) dos classificadores produzidos com

base no corte do agrupamento hierárquico de vetores representativos definidos pe-

los vetores de pertinência das corridas aos grupos do agrupamento, classe-a-classe,

segundo mesmo ńıvel de granularidade (Veja o texto).
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Figura 5.41: Eficiências de generalização por classe e ńıvel de granularidade, para

uma seleção baseada em corridas, utilizando o agrupamento hierárquico, classe-a-

classe, dos vetores de pertinência das corridas aos grupos do agrupamento (Veja

texto).
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Figura 5.42: Eficiências de generalização dos classificadores obtidos através da sele-

ção de corridas segundo uma mesma (P) ou diferentes granularidades para o corte

das classes (C), considerando agrupamentos hierárquicos classe-a-classe dos vetores

de pertinência das corridas aos grupos do agrupamento (Veja o texto).
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5.2.4.4 Comparação das diferentes propostas

Esta análise buscou identificar, dentre os critérios propostos, qual apresenta

melhor desempenho, assim como comparar as propostas de seleção baseadas em

agrupamentos com a baseada em subamostragem aleatória, de forma similar à análise

realizada para a seleção baseada em espectros (vide seção 5.1.5.4).

Inicialmente foram comparadas as seguintes modalidades: o agrupamento,

classe-a-classe, dos baricentros dos centros excitados por cada corrida (BAR-EXC),

utilizando diferentes granularidades por classe (C); o agrupamento dos baricentros

dos centros excitados para todas as classe (BAR-EXC-TD), segundo a granularidade

pequena; e, por fim, o agrupamento dos vetores de pertinência (VEC-PERT) com

granularidades distintas por classe (C). A curva de eficiência SP associada a cada

proposta é apresentada na Figura 5.43.

Comparadas as modalidades BAR-EXC e BAR-EXC-TD, o desempenho da

primeira é ligeiramente superior, entre ≈ 0 (25 neurônios) a ≈ 0, 6 (35 neurônios)

pontos percentuais, exceto para redes com 20 e 45 neurônios, o que sinaliza em

favor de agrupamentos individuais, classe-a-classe, dos vetores representativos das

corridas. Para as modalidades VEC-PERT e BAR-EXC, o desempenho da primeira

é claramente superior, de ≈ 1, 0 (30 neurônios) a ≈ 2, 6 (22 neurônios) pontos

percentuais. Deste resultado constata-se que a similaridade entre a excitação dos

agrupamentos provê uma informação melhor para a seleção das corridas que os

baricentros.

Passo seguinte consistiu em comparar a seleção VEC-PERT com a baseada

em subamostragem aleatória, aqui referida como sorteio. A seleção VEC-PERT

produziu classificadores de ≈ 1, 3 a ≈ 3, 3 pontos percentuais mais eficientes (SP)

que a baseada em sorteio, a um custo computacional significativamente inferior.
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Figura 5.43: Comparação das eficiências de generalização dos classificadores pro-

duzidos pela seleção de corridas através do agrupamento dos baricentros excitados

classe-a-classe, com diferentes granularidades por classe (BAR-EXC(C)), dos bari-

centros excitados de todas as classes (BAR-EXC-TD(P)), com uma mesma granula-

ridade por classe (P), e pelos vetores de pertinência (VEC-PERT(C)), com diferentes

granularidades por classe (C) (Veja o texto).
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Figura 5.44: Comparação das eficiências de generalização dos classificadores produ-

zidos pela seleção de corridas através da técnica proposta (VEC-PERT(C)) com a

baseada em sorteio (SORTEIO).
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Caṕıtulo 6

Classificação baseada em múltiplos

classificadores

Conforme discussões anteriores, num cenário real de operação, o sistema de

classificação automática deverá lidar com um número significativamente maior de

classes que as contempladas neste trabalho. No contexto do sonar passivo, propor um

sistema classificador para a operação em cenários reais deve considerar, portanto, a

utilização de técnicas que viabilizem a produção de um sistema capaz de discriminar,

de forma eficiente, um número expressivo de classes, mesmo que desenvolvido sobre

uma base de dados com restrições quanto à caracterização das classes. As limitações

práticas existentes na aquisição dos sinais envolvidos e a multiplicidade de cenários

existentes são os principais fatores responsáveis por estas restrições. Assim, é de

especial importância que o sistema possua mecanismos para a detecção de eventos

desconhecidos, informando ao operador quanto à sua ocorrência, e disponha da

capacidade de adaptação a novos cenários, os quais são bastante prováveis.

Um enfoque atrativo para a constituição deste sistema é o dividir-e-conquistar,

pelo qual o complexo problema da classificação é subdividido em problemas meno-

res e mais simples. Uma estratégia interessante é realizar a integração de múltiplos

classificadores, que podem explorar diferentes metodologias, escolhidas de forma a

melhor atender aos requisitos e às especificidades das classes envolvidas. A com-

binação de vários classificadores resulta numa maior redundância com respeito às

decisões, o que é útil para a segurança do sistema e, normalmente, se traduz em

menores incertezas de classificação e melhor desempenho.
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Em relação à identificação de cenários desconhecidos, este trabalho concentrar-

se-á na identificação de novas classes. Uma vez identificada e apropriadamente carac-

terizada, é fortemente desejável que o sistema possibilite sua incorporação, de forma

segura e eficiente, isto é, que sua adaptação ao incluir a nova classe comprometa,

minimamente, o reconhecimento das classes já conhecidas.

O propósito deste caṕıtulo é discutir a constituição do sistema classificador

de contatos através de classificadores classe-escaláveis, metodologia que integra di-

ferentes módulos, cada qual especializado na identificação de uma classe. Ênfase

especial é dedicada às redes modulares classe-especialistas, para a qual é avaliada a

identificação de eventos de classes desconhecidas e a incorporação de novas classes.

A estruturação deste caṕıtulo é a seguinte: inicialmente, são discutidos múl-

tiplos classificadores e suas abordagens mais comuns na literatura, que são as máqui-

nas de comitê e os classificadores modulares. Em seguida, são apresentadas algumas

técnicas de classificação que permitem a constituição de classificadores com uma fá-

cil inserção de novas classes, aqui referidos como classe-escaláveis. Posteriormente,

são apresentadas as redes modulares classe-especialistas, sendo discutidos critérios

para o treinamento, definição da topologia e integração dos classificadores. Por fim,

é discutida a detecção e inclusão de novas classes ao sistema proposto.

6.1 Múltiplos Classificadores

Para a solução de problemas complexos, que podem contemplar número ex-

pressivo de classes e/ou dados com caracteŕısticas heterogêneas, a adoção de um

único classificador pode originar soluções insatisfatórias [185], em especial, com res-

peito à capacidade de generalização [186]. Uma alternativa é realizar a combinação

de múltiplos classificadores através de uma função apropriada, a qual deve enfatizar

as potencialidades dos classificadores individuais e evitar suas fraquezas [185]. A

constituição de um classificador através de diferentes redes neurais, por exemplo,

pode resultar num desempenho superior ao modelo baseado em rede única [187],

em especial, quando as caracteŕısticas extráıdas e a atuação das diferentes redes se

complementam [185].

A idéia da combinação de classificadores remonta à antiga combinação de
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estimadores, proposta por Laplace em 1818 [187]. O número de referências sobre

este tema é abundante, havendo diferentes estratégias, interpretações e implemen-

tações. Não há, no entanto, uma teoria fechada sobre o assunto. A combinação de

classificadores modifica o paradigma dos projetistas, antes preocupados em projetar

um bom classificador com base em dados de dimensão reduzida, obtidos através de

técnicas eficientes de compactação e extração de caracteŕısticas. Como alternativa,

podem ser produzidos classificadores baseados em vetores de caracteŕısticas distin-

tas, que atuem de forma complementar. Neste caso, ainda que cada classificador

não possua uma eficiência excepcional, é posśıvel obter um sistema de classificação

de alta-performance [188].

Um prinćıpio comumente explorado para múltiplos classificadores é o dividir-

e-conquistar, que consiste em combinar vários classificadores para a solução de uma

mesma tarefa, ou subdividi-la em tarefas mais simples, cada uma responsabilidade

de um módulo particular. Para o primeiro caso, tem-se as máquinas de comitê [4],

e para o segundo, os classificadores modulares [189]. A estratégia das máquinas

de comitê é utilizar vários classificadores treinados para uma mesma tarefa, cujas

sáıdas são combinadas visando produzir um sistema de maior eficiência que aquela

obtida por um classificador individual. Os classificadores modulares, por outro lado,

dividem sua tarefa em várias subtarefas mais simples, cada qual responsabilidade

de um sistema ou modelo local especializado. É pressuposto, portanto, que exista

uma divisão funcional ou estrutural considerável entre os diferentes módulos do

sistema [189]. A seguir, será realizada uma revisão bibliográfica e discussão dos

principais representantes dos dois enfoques.

6.1.1 Máquinas de Comitê

Em [190], Hansen e Salamon (1990) mostraram que numa mistura de N

classificadores neurais, se todas as redes produzirem classificações corretas com ve-

rossimilhança de (1 − p), onde 0 ≤ p ≤ 1, e cometerem erros independentes, para

p < 1
2

e um critério de decisão por voto majoritário, o erro de classificação é uma

função monotonicamente decrescente com N , isto é, quanto maior o número de

classificadores, menor será o número de erros cometidos.

Em problemas reais, a condição de independência dos erros dos diferentes
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classificadores será dificilmente satisfeita. Diferentes estratégias são utilizadas para

reduzir o ńıvel de dependência dos classificadores, entre elas: o treinamento segundo

diferentes parâmetros iniciais, a utilização de classificadores distintos ou seguindo

uma mesma metodologia, porém com diferente número de parâmetros, ou ainda, a

adoção de diferentes representações dos dados e conjuntos para o treinamento. Para

algumas metodologias, mais de uma destas estratégias é utilizada simultaneamente.

Na linha de diferentes representações dos dados, Benediktsson et al. (1997)

propõem as redes neurais paralelas consensuais [191]. Para esta arquitetura, cada

classificador utiliza dados pré-processados pela transformada wavelet [24], segundo

diferentes ńıveis de resolução. Uma alternativa, útil para vetores de dados de elevada

dimensionalidade, deve-se a Schmidt (1996) [192], onde cada classificador considera

apenas parte da dimensão dos vetores de dados. Segundo a estratégia de diferentes

conjuntos de treinamento, a técnica de Bagging, proposta por Breiman (1996) [193],

projeta classificadores com base em amostras Bootstrap [148]. Outras alternativas

nesta linha são os algoritmos de Boosting [194] e Adaboost [195]. Uma proposta que

combina várias das estratégias citadas anteriormente é o Redundant Classification

Environment (RCE), proposto por Shimshoni e Intrator (1998) [196]. Para o RCE,

tem-se uma arquitetura de classificadores em ńıveis, onde cada ńıvel explora uma

estratégia diferente: no primeiro, são considerados classificadores idênticos treina-

dos segundo diferentes valores de pesos iniciais. Para o segundo, são consideradas

diferentes amostras Bootstrap. O último ńıvel utiliza diferentes representações dos

dados ou arquiteturas neurais. Em todas as propostas anteriores, a topologia dos

classificadores deve ser definida a priori pelo projetista. Uma alternativa é o método

de agrupamento construtivo de redes neurais (Constructive NN Ensamble - CNNE ),

proposto por Islan et al. (2003) [197], o qual propõe a constituição de sistemas classi-

ficadores baseados em comitês de redes MLP, cujo número e complexidade é definido

através de um critério automático.

Tão relavante quanto definir, apropriadamente, os diferentes classificadores a

serem utilizados no comitê, é prover um critério de decisão que considere, de forma

eficiente, o conhecimento adquirido por cada um. Entre estratégias aplicáveis às

máquinas de comitê, têm-se os critérios de votação, ponderados e bayesianos.

Entre os critérios de votação, a votação por maioria [198] está entre os mais
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simples e de aplicação mais geral. A votação pode ainda explorar critérios mais

conservativos, onde busca-se o consenso entre todos classificadores, ou mais relaxa-

dos, onde as classes são indentificadas com base numa concondância apenas parcial.

Outra possibilidade é considerar os resultados obtidos para outras classes, além da

vencedora, no processo de decisão. Neste caso, limiares podem ser estabelecidos,

decidindo-se por uma classe apenas quando a diferença do número de votos entre a

primeira e a segunda candidatas, por exemplo, forem superiores a um dado valor.

Em caso contrário, classifica-se o evento como pertencente a uma classe desconhe-

cida [199]. Outro critério, que pode ser interpretado como uma votação baseada na

ordenação das respostas dos classificadores para as diferentes classes, é a contagem

por borda [185]. A votação pode ainda ser complementada por outros critérios,

como na proposta de Woods et al. (1997) [200], que, para os casos onde não há

unanimidade entre os classificadores, identifica a classe com base no classificador de

melhor desempenho, o qual é definido, para cada evento, por um critério espećıfico.

Para os critérios baseados em votação, as decisões são tomadas considerando

um mesmo ńıvel de significância para os classificadores, o que não leva em consi-

deração as diferenças de desempenho entre eles. Uma alternativa são os critérios

ponderados, onde a cada classificador é atribúıdo um peso diferente na formação

da decisão conjunta. Um dos primeiros trabalhos desta linha deve-se a Perrone e

Copper (1993) [201], que abordou a aplicação de múltiplas redes neurais à problemas

de regressão, realizada através da combinação linear de suas sáıdas através de pesos

espećıficos. Entre trabalhos expressivos nesta linha, tem-se Hashem (1995) [187],

Breiman (1996) [202] e Ueda (2000) [203].

Pela teoria bayesiana, propor uma regra de decisão conjunta envolvendo múl-

tiplos classificadores demanda o cálculo das probabilidades das várias hipóteses, o

qual deve considerar as informações fornecidas por cada classificador. Contribuição

interessante de Kittler et al.(1998) [198] é mostrar que, caso as sáıdas dos clas-

sificadores sejam probabiĺısticas, as regras do máximo, do valor médio das sáıdas

dos classificadores e da votação por maioria, que são intuitivas e extensivamente

utilizadas, podem ser derivadas com base na teoria de decisão bayesiana.
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6.1.2 Classificadores modulares

Conforme mencionado anteriormente, nas redes modulares há um conjunto

de modelos locais especializados que são combinados. Cada modelo realiza uma

função expĺıcita, interpretável e relevante à solução do problema [189]. Há uma

forte conexão entre as redes modulares e os sistemas biológicos. O sistema visual dos

primatas, por exemplo, apresenta módulos especializados na deteção do movimento,

forma e avaliação das cores, enquanto o sistema nervoso central processa as respostas

deste módulos para o reconhecimento de objetos [204].

Entre as caracteŕısticas relevantes das redes modulares ao problema de sonar

passivo tem-se [189]:

• Escalabilidade

No contexto de operação, é provável que o sistema de sonar passivo venha

a se deparar com novos cenários de operação, que podem contemplar desde

novas condições operativas de classes já conhecidas, até mesmo classes com-

pletamente novas. É necessário, portanto, que o sistema possua plasticidade

[205]. Num classificador não-modular, a incorporação de conhecimento adici-

onal exige o retreino de toda estrutura, o que é contra-indicado pela possibi-

lidade da perda do conhecimento anteriormente adquirido, assim como pelo

eventual custo computacional envolvido. Um forte atrativo das redes modula-

res é que a incorporação de conhecimento pode ser realizada através da adição

de novos módulos e/ou pelo retreino de parte deles, o que é conhecido como

aprendizado incremental [206].

• Aprendizado

Aplicações complexas podem exigir diferentes tipos de conhecimento e téc-

nicas de processamento. Sistemas modulares permitem grande flexibilidade

quanto ao aprendizado, podendo reunir diferentes técnicas de classificação,

tais como: sistemas neurais supervisionados e não-supervisionados, classifica-

dores bayesianos, entre outros. É posśıvel também o aprendizado de diferentes

mapeamentos sem a ocorrência do esquecimento catastrófico1 [207].

1Entende-se como esquecimento catastrófico a perda de parte expressiva do conhecimento en-

volvido na solução de uma tarefa quando o sistema é submetido ao aprendizado de uma outra
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• Integração do conhecimento

A modularidade facilita a integração do conhecimento a priori sobre o pro-

blema, resultando num melhor aprendizado e maior eficiência do sistema.

• Redução da complexidade dos modelos envolvidos

Em redes modulares, tarefas complexas são subdivididas em tarefas mais sim-

ples, que demandam uma estrutura e processo de aprendizado menos com-

plexos. Estruturas menos complexas são especialmente indicadas para dados

sujeitos a restrições estat́ısticas, tais como os provenientes de sonar passivo. A

solução de um problema complexo por vários subsistemas pode, no entanto,

originar um sistema de complexidade global maior que a solução baseada em

um sistema único.

Algumas propostas de classificadores modulares exploram a combinação de

técnicas de aprendizado não-supervisionado e supervisionado. Em geral, o primeiro

conjunto de técnicas é utilizado para a partição do espaço dos dados; enquanto o se-

gundo, para a classificação dos eventos de cada partição. Bartfei (1994) [208] propõe

a decomposição dos dados em diferentes grupos através da técnica ART [56, 205].

Para cada grupo, um classificador MLP é treinado, sendo a classificação final de-

finida pelo classificador que apresentar o maior valor de sáıda, o que corresponde

a maximizar a probabilidade a posteriori de detecção das classes [52]. Há outros

trabalhos nesta linha [209, 210]. Em [211] e [212] são exploradas a decomposição

dos dados em diferentes ńıveis de granularidade, realizada através de uma topologia

formada por diferentes redes ART dispostas em cascata. Entre outros métodos base-

ados em partições do espaço dos dados, tem-se a mistura adaptativa de especialistas

locais [213] e a mistura hierárquica de especialistas [214], que possuem forte conexão

com os modelos gaussianos de mistura [4].

Em alguns trabalhos [215, 216] verifica-se a utilização de algoritmos evolutivos

para a produção e integração das redes modulares. Neste caso, tanto as conexões

internas de cada módulo, ou seja, sua estrutura, quanto suas interconexões com

os demais módulos é otimizada pelo algoritmo evolutivo. O custo computacional

destas propostas é, no entanto, alto, o que restringe sua aplicação a problemas de

tarefa.
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dimensionalidade reduzida. Outra possibilidade para a integração dos classificadores

modulares é o uso de lógica nebulosa, em especial, através de integrais nebulosas,

conforme realizado em [217].

6.2 Classificadores classe-escaláveis

Prover classificadores que permitam uma fácil incorporação de novas classes

é interessante ao problema de sonar passivo, visto que é provável o sistema deparar-

se com novos cenários operativos. Metodologias de classificação onde a detecção é

baseada na integração de um ou mais módulos associados a cada classe serão aqui

referidos como classificadores classe-escaláveis. Presume-se, portanto, que esta ca-

tegoria de classificadores, devido à especialização, permitiria uma fácil incorporação

de novas classes, realizada através da inclusão de novos módulos, seguida por um

eventual ajuste no critério de integração.

Serão discutidas a seguir três técnicas aplicáveis à constituição de classi-

ficadores classe-escaláveis: os filtros casados, a técnica de curvas principais e os

classificadores neurais classe-modulares.

6.2.1 Filtros Casados

Uma técnica clássica e consagrada para a detecção de sinais é a filtragem

casada [27]. Por esta técnica, é presuposto que tanto o sinal proveniente da classe

quanto o rúıdo ambiente possuem uma distribuição estat́ıstica conhecida, tipica-

mente, gaussiana. A decisão é baseada no critério de máxima probabilidade a pos-

teriori, isto é, de posse do sinal recebido, decide-se em favor da classe mais provável

que tenha produzido o sinal. Filtros casados, por serem baseados na modelagem

estat́ıstica das classes, podem facilmente incorporar novas classes.

Na formulação das equações de decisão, para a detecção de sinais digitais de

k classes, são consideradas as seguintes hipóteses (Hj):

Hj : y = sj + n, 1 ≤ j ≤ k, (6.1)

onde y representa o sinal recebido, o qual é formado pelo sinal sj, caracteŕıstico

ao processo estocástico da j-ésima classe, e n, que está relacionado ao processo do
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rúıdo ambiente. Na abordagem usual deste técnica, é pressuposto que sj possua uma

distribuição gaussiana de média µj e covariância Σj , assim como o rúıdo é tido como

gaussiano e branco, de média nula e covariância No

2
I, onde I é a matriz identidade.

Para o problema do sonar, há apenas aquisições de y para cada hipótese, e

nenhum conhecimento sobre as distribuições estat́ısticas de sj e n estão dispońıveis.

Para lidar com este problema, propõem-se uma caracterização alternativa para as

hipóteses, realizada segundo [218]:

Hj : y = sj , 1 ≤ j ≤ K, (6.2)

onde sj é suposto proveniente de uma distribuição gaussiana de média µj e cova-

riância Σj, ou seja, o rúıdo ambiente passa a ser incorporado na caracterização de

cada classe. Entre os atrativos deste enfoque, tem-se que nenhuma suposição sobre

o rúıdo é realizada, assim como os parâmetros Σj e µj podem ser facilmente estima-

dos com base nas aquisições de y. No trabalho [218] foi avaliada a classificação de

sinais de sonar passivo, utilizando um conjunto de dados similar ao deste trabalho,

no entanto, mais restrito quanto ao número de classes (4, no total). Foi discutida,

também, a otimização dos filtros quanto ao custo computacional, realizada através

de componentes principais e minoritárias [67]. Resultados expressivos foram obti-

dos, porém o classificador mostrou-se bastante senśıvel à formação dos conjuntos

utilizados para o seu projeto e avaliação.

6.2.2 Curvas Principais

As curvas principais foram propostas por Hastie e Stuezle (1989) [58], consis-

tindo numa generalização não-linear da análise de componentes principais. Segundo

a definição de Hastie e Stuezle (HS), uma curva principal é uma curva suave, isto

é, infinitamente diferenciável, auto-consistente 2, e que não intercepta a si própria.

Desta forma, as curvas principais “passam pelo meio” da nuvem de pontos proveni-

entes da distribuição estat́ıstica dos dados, fornecendo um bom “resumo” unidimen-

sional dos sinais.

A Figura 6.1 ilustra a curva principal para um conjunto de dados arbitrário.

2Auto-consistência significa que a curva é definida pelo valor médio dos pontos do espaço que

nela possuem projeção.
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Figura 6.1: Modelo de curva principal

Seja X = (X1, . . . , Xd) um vetor aleatório de dimensão d, e f(t) = (f1(t), . . . , fd(t))

a curva principal em Rd, com parâmetro t ∈ Rd, definida de forma que, para todo

x ∈ Rd, t assume um valor que minimiza a distância entre x e f(t).

Para reduzir a complexidade do processo de obtenção, as curvas são aproxi-

madas, normalmente, por um número finito de segmentos de reta. Várias definições

alternativas à proposta por HS são encontradas na literatura, entre elas: o algo-

ritmo de linhas poligonais (PLA - Poligonal Line Algorithm), proposto por Kégl et

at (2000) [219], o qual fixa o comprimento das curvas; um método que restringe a

curvatura das curvas, proposto por Sandilya e Kulkarni (2002) [220]; e um método

paramétrico, devido a Tibishirani (1992) [221], o qual define a curva principal com

base na estimação do modelo de misturas, realizado através do algoritmo EM [49].

Dentre os métodos propostos, a técnica de k-segmentos não-suave, proposta

por Verbeek et al. (2002) [59], se destaca em relação as demais, possuindo maior

robustez na estimação das curvas, menor susceptibilidade a mı́nimos locais e con-

vergência prática garantida. Segundo esta técnica, a curva principal é constrúıda de

forma incremental, ou seja, é iniciada com apenas um segmento, sendo este número

aumentado progressivamente. A cada inserção de um novo segmento, toda curva é

novamente otimizada.

As curvas principais são um poderoso sistema de extração de caracteŕısticas

não-lineares. Uma proposta é explorar esta técnica para a constituição de sistemas

de classificação classe-escaláveis. Segundo esta proposta, produz-se uma curva ca-

racteŕıstica à cada classe, e a classificação pode ser baseada em diferentes critérios,

entre eles: ı́ndices de projeção ou de distância de eventos de entrada do classificador
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às curvas. Em [222], um simples critério de decisão como a distância euclidiana

dos eventos às curvas de cada classe mostrou-se bem sucedido na classificação de

dados também provenientes de sonar passivo, considerando porém um número mais

restrito de classes, navios e corridas.

No trabalho [223], a classificação por distância às curvas foi avaliada para

o conjunto de dados utilizado neste trabalho. Discutiu-se, também, o impacto da

complexidade da curva e da metodologia de normalização dos dados na eficiência de

generalização do classificador. Os resultados obtidos mostraram que o classificador

proposto possui baixo custo computacional em fase de operação, e seu desempenho,

em termos de eficiência de detecção, foi bastante expressivo. A despeito de sua

eficácia, o custo computacional da extração das curvas é elevado, e o algoritmo de

extração é complexo, o que compromete a implementação de classificadores baseados

em curvas que possuam a capacidade de adaptação em operação. Assim, este traba-

lho enfatizou o desenvolvimento de redes neurais classe-modulares, mais adequadas

à constituição destes classificadores.

6.3 Classificadores neurais classe-modulares

Classificadores modulares formados por um conjunto de redes neurais especi-

alizadas na detecção de cada classe serão, aqui denominados, como classe-modulares.

Para um classificador de K classes, uma possibilidade é utilizarK subclassificadores,

cada um constitúıdo por uma rede MLP [4] de duas camadas, com único neurônio

na camada de sáıda. Cada subclassificador é especializado na detecção de uma

classe, ou seja, é treinado para identificar se o evento pertence ou não à classe a ele

associada [224]. Neste caso, de posse das sáıdas dos diferentes especialistas, cabe a

uma unidade de decisão o papel de definir à qual classe um evento pertence. Esta

arquitetura será aqui referida como sistema classificador neural classe-especialista,

sendo ilustrada na Figura 6.2. Algumas aplicações desta proposta são [225], no re-

conhecimento de sinais de descargas parciais, e em [226, 227], na identificação de

objetos desconhecidos em seqüências de v́ıdeo.

Outra possibilidade para a constituição de sistemas classificadores classe-

especialistas é a arquitetura MIN-MAX [228]. Nesta proposta, a classificação de K
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Figura 6.2: Sistema classificador neural classe-especialista

classes é subdividida em K(K−1) classificadores que envolvem 2 classes arbitrárias

i e j, para 1 ≤ i 6= j ≤ K. Num problema de 3 classes, por exemplo, 6 módu-

los seriam produzidos, os quais compreenderiam a separação dos pares de classes

{C1, C2}, {C1, C3}, {C2, C1}, {C2, C3}, {C3, C1} e {C3, C2}, ainda que o módulo

{C3, C2}, entre outros, possa ser constitúıdo através da manipulação matemática

da sáıda do módulo responsável pelo par {C2, C3}. No treinamento do classificador

associado às classes {C2, C3}, por exemplo, os dados da classe 1 não seriam utili-

zados. Para tarefas de classificação complexas, é posśıvel ainda explorar um maior

ńıvel de fragmentação, subdividindo cada módulo em subclasses. Nesta proposta, a

integração dos módulos é realizada em dois ńıveis: no primeiro, K módulos formam

um conjunto responsável pela identificação de cada classe, os quais são integrados

pelo operador de mı́nimo; para o segundo é utilizado o operador de máximo, que

define a classe através do conjunto de módulos que apresentar maior valor de sáıda.

Nos trabalhos [229] e [230], esta arquitetura é utilizada para a classificação de sinais

de eletroencefalograma e para o reconhecimento de locutor através do discurso.

Em razão do menor número de classificadores envolvidos, e por uma maior

flexibilidade quanto aos critérios de integração, quando comparado com o critério

MIN-MAX, este trabalho se concentrará nas redes classe-especialistas, sendo discuti-

dos, a seguir, critérios para o treinamento, definição das topologias dos especialistas

e sua integração.
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6.3.1 Treinamento das redes Classe-Especialistas

No sistema de redes neurais classe-especialistas, módulos treinados de forma

independente são integrados e atuam de forma cooperativa. Como, neste sistema

classificador, os diferentes módulos irão competir pelos eventos, é desejável que cada

especialista possua um desempenho expressivo na detecção de sua classe, assim

como a capacidade de rejeitar, de forma eficiente, os eventos pertencentes às demais

classes.

Dois aspectos relevantes no treinamento de uma rede neural são a função

objetivo e o critério de parada: o primeiro, relacionado diretamente com as ca-

racteŕısticas extráıdas pelo classificador; e o segundo, que visa evitar o excesso de

treinamento e a conseqüente perda da capacidade de generalização. A escolha des-

tes parâmetros, considerando as especificidades das redes classe-especialistas, será

discutida a seguir.

6.3.1.1 Escolha da função objetivo

Usualmente, o treinamento de classificadores MLP utiliza o erro médio qua-

drático como função objetivo. Para um problema com K classes, com ni eventos

por classe no conjunto de treino, esta função pode ser escrita como 3:

E =
1

nt

K
∑

j=1

nj
∑

i=1

(tj
i − zj

i )
2, (6.3)

para:

nt =
K

∑

l=1

nl, (6.4)

onde zj
i e tj

i correspondem aos i-ésimos vetores de sáıda e alvo da j-ésima classe, e

nt é o número total de eventos dispońıveis. Esta função determina um erro médio

para todos eventos e classes, constitúıdo, em sua maior parte, pelas classes mais

populosas, as quais tendem a ser ”beneficiadas”no treinamento.

Num sistema classificador classe-especialista, um classificador binário é dedi-

cado a cada classe, havendo, portanto, K classificadores. Neste caso, a Equação 6.3,

3Como o algoritmo RPROP [110] foi utilizado para o treinamento das redes classe-especialistas,

serão apenas consideradas funções objetivo que presumem um treinamento na modalidade batelada

[4] para os classificadores.
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para o p-ésimo classificador (1 ≤ p ≤ K), pode ser escrita como:

Ep =
1

nt

ni
∑

i=1

(tpi − z
p
i )

2 +
1

nt

K
∑

j 6=p,p=1

ni
∑

i=1

(tji − z
j
i )

2, 1 ≤ p ≤ k,

Ep = αcE
p
c + αncE

p
nc,

(6.5)

para:

αc = αnc =
1

nt
, (6.6)

onde são evidenciadas duas parcelas na formação do erro: a primeira (Ep
c ), que

está associada à detecção da própria classe, aqui referida como erro da classe; e a

segunda (Ep
nc), relacionada à rejeição das demais classes, aqui referida como erro da

não-classe. As constantes αc e αnc respondem pelos pesos atribúıdos aos erros da

classe e da não-classe na constituição de Ep.

Em relação aos vetores alvos, suposição natural é tpi = 1 e tji = −1 (j 6= p),

ou seja, o módulo especialista deve apresentar sáıda +1 para os eventos da classe

a ele associada; e −1, para as demais classes. Erros cometidos na parcela Ep
c res-

pondem por eventos pertencentes à classe do especialista por ele não identificados,

logo contribuem para a probabilidade de perda do alvo (contato) [27, 52]. Erros

em Ep
nc correspondem a eventos classificados como pertencentes à classe do especi-

alista, porém oriundos de outras classes, os quais contribuem para a probabilidade

de falso-alarme [27, 52]. Aspecto desejável no treinamento do especialista é maxi-

mizar a probabilidade de detecção e minimizar o falso-alarme, o que corresponde a

minimizar, conjuntamente, Ep
c e Ep

nc. Esta minimização pode ser realizada através

da Equação 6.5, a qual considerou um mesmo peso para ambas as parcelas.

Ainda que as classes possam possuir um número equivalente de eventos, ao

realizar o treinamento pela Equação 6.5, num problema com K classes, o conjunto

associado à não-classe possui um número de eventos (K − 1) vezes maior que o

relativo à classe. Tratam-se, portanto, de conjuntos desbalanceados [231], onde a es-

tat́ıstica dispońıvel para a caracterização da não-classe tende a ser significativamente

maior que a da classe. Este fato resulta num treinamento que tende a privilegiar a

rejeição de eventos da não-classe em detrimento da detecção dos eventos da classe,

o que pode resultar numa detecção insatisfatória das classes, em especial, para clas-

sificadores com valores de K expressivos, tais como o de sonar passivo. Um melhor
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compromisso entre a caracterização da classe e da não-classe pode ser obtido pela

alternativa:

Ep = αcE
p
c + αncE

p
nc, (6.7)

para:

αc =
1

2

(

1

np

)

(6.8)

αnc =
1

2

(

1
∑K

l 6=p,p=1 nl

)

, (6.9)

ou seja, determinar o valor de Ep através do valor médio dos erros associados à

classe e à não-classe. Para ambas propostas, o gradiente da função objetivo pode

ser escrito como:

∇Ep = αc∇Ep
c + αnc∇Ep

nc, (6.10)

isto é, tendo como base uma combinação ponderada de um gradiente médio associado

à classe (∇Ep
c ) e à não-classe (∇Ep

nc). Para a proposta anterior (Equação 6.7),

a combinação utiliza o valor médio dos gradientes, a qual pode, no entanto, ser

dominada pelo gradiente de maior módulo.

Uma alternativa, inicialmente contemplando classificadores binários [231], e

posteriormente aplicada às redes classe-especialistas [224], considerou a formação

deste gradiente através de:

∇Ep =
1

2

( ∇Ep
c

||∇Ep
c ||

+
∇Enc

||∇Ep
nc||

)

, (6.11)

que é independente dos módulos de cada gradiente (classe e não-classe), e consiste

no vetor bissetor do plano por eles definido. A adoção deste gradiente corresponde

à utilização da seguinte função objetivo:

Ep =
1

2

(

1

||∇Ep
c ||

)

Ep
c +

1

2

(

1

||∇Ep
nc||

)

Ep
nc, (6.12)

ou seja, em escolher αc e αnc para a Equação 6.7 dados por:

αc =
1

2

(

1

||∇Ep
c ||

)

(6.13)

αnc =
1

2

(

1

||∇Ep
nc||

)

, (6.14)
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que define uma função objetivo que se altera a cada passo de treinamento, de forma

a estabelecer diferentes compromissos entre a informação da classe e da não-classe.

As modalidades propostas pela Equações 6.5, 6.7 e 6.12 serão aqui referi-

das como batelada uniforme (BU), classe-e-não-classe (CNC) e classe-e-não-classe

normalizada (CNC-N), respectivamente, e serão avaliadas, posteriormente, no trei-

namento dos especialistas.

6.3.1.2 Definição do critério de parada

Conforme discutido na seção 4.1, para evitar uma demasiada especialização

do classificador neural no conjunto de treinamento, e conseqüente perda da ca-

pacidade de generalização, deve-se prover algum mecanismo impĺıcito ou expĺıcito

para o controle do aprendizado. O critério utilizado neste trabalho é o da parada

antecipada [4], que se baseia na evolução do valor da função objetivo para um con-

junto de eventos independentes (conjunto de avaliação).

Para uma melhor compreensão, na Figura 6.3 é ilustrada a evolução do valor

da função objetivo de um classificador arbitrário para dois conjuntos: o de projeto

e o de avaliação. É posśıvel observar que o erro associado ao conjunto de projeto é

uma função monotonicamente descrescente com respeito ao número de passos. Em

relação ao conjunto de avaliação, o erro é, inicialmente, decrescente até a iteração

sinalizada pelo marcador B, a partir da qual o erro se torna crescente. Este ponto

indica quando o classificador começa a perder sua capacidade de generalização, visto

o aumento do erro do conjunto de avaliação, sinalizando o momento de parada do

treinamento.

Da observação da figura anterior, é posśıvel verificar que, na faixa de iterações

entre A e B, para a curva associada ao conjunto de avaliação, o classificador apre-

senta, do ponto de vista do erro quadrático, um ganho de generalização pequeno,

praticamente nulo. Para o conjunto de projeto, na mesma faixa, a evolução do erro

também é lenta, tendendo a se estagnar, o que significa que o classificador pode ser

considerado treinado nesta faixa.

A cada iteração do treinamento, um conjunto de parâmetros (pesos e limi-

ares) é proposto para o classificador. Pela curva da Figura 6.3, do ponto de vista

do erro quadrático, a faixa AB provê parâmetros que resultam em classificadores
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Figura 6.3: Evolução do erro associado ao conjunto de projeto e avaliação de um

classificador neural arbitário

equivalentes. Observou-se, no entanto, para o treinamento de classificadores classe-

especialistas de diferentes classes, variações expressivas da probabilidade de detecção

e de falso-alarme 4 nesta faixa. Cabe observar que a detecção e o falso-alarme são

ı́ndices de desempenho simples, porém bastante úteis à avaliação de classificadores

classe-especialistas. Pelo primeiro, avalia-se a capacidade do classificador em reco-

nhecer a classe a que está associado; pelo segundo, de rejeitar eventos de outras

classes. Uma reduzida taxa de falso-alarme para esta modalidade de classificadores

se traduz, normalmente, numa baixa confusão entre as classes no sistema final. As-

sim, para diferentes iterações na faixa AB foram verificados diferentes compromissos

entre a capacidade de detecção e rejeição dos especialistas. Este fato motivou a uti-

lização de diferentes ı́ndices de desempenho para prover a identificação do melhor

passo de treinamento desta faixa.

Como critérios de escolha do melhor passo de treinamento, foram conside-

rados alguns dos ı́ndices de desempenho discutidos na seção 4.2.1. Uma primeira

avaliação realizou a seleção pelo maior valor da probabilidade de detecção da classe

(PD) ou pela menor probabilidade de falso-alarme (PF). Em ambos casos, apenas

4Para a determinação das probabilidades de detecção e de falso-alarme foi considerado um

limiar de decisão em zero, suposição razoável para viabilizar uma avaliação individual dos classifi-

cadores classe-especialistas, tendo em vista que, conforme citado anteriormente, são treinados para

apresentar os valores -1 e +1 para eventos da não-classe e classe, respectivamente.
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uma habilidade do classificador é avaliada: a de identificação ou rejeição de eventos,

respectivamente. Para permitir uma avaliação onde ambas habilidades fossem con-

sideradas, conjuntamente, foram também consideradas a área da ROC e a eficiência

SP, a última determinada através de:

MA =
1

2
(PD + (1 − PF )) (6.15)

MG =
√

PD(100 − PF ) (6.16)

SP =
√

MAMG, (6.17)

para PD e PF expressos em percentual, buscando-se, portanto, um equiĺıbrio entre a

maximização de PD e a minimização de PF . Por fim, foi avaliado realizar a parada

através do valor mı́nimo da função objetivo, aqui referida como parada por erro

quadrático (EMQ).

6.3.2 Escolha da topologia

Para a constituição dos módulos classe-especialistas, serão consideradas redes

MLP de duas camadas. Faz-se, necessário, portando, definir o número de neurônios

na camada intermediária de cada classificador, de forma que os classificadores pos-

suam uma complexidade compat́ıvel com o conteúdo estat́ıstico dos dados e o pro-

blema. Assim, a topologia não deve deve crescer além do necessário, em especial, no

problema de sonar, tendo em vista as restrições estat́ısticas existentes no conjunto

de dados.

Um conjunto de estratégias para a definição da topologia dos especialistas

são as técnicas construtivas. Por estas técnicas, redes de complexidade crescente são

constrúıdas, sendo selecionada, através de um ı́ndice de desempenho espećıfico, a

rede que resultar numa maior capacidade de generalização (validação cruzada). Em

outras palavras, busca-se, entre os modelos avaliados, o de complexidade mı́nima,

que possua, no entanto, a melhor capacidade de generalização.

Algumas técnicas construtivas aplicáveis às redes MLP são a técnica de cri-

ação dinâmica de nós (DNC - Dynamic Node Creation) [232]; o treinamento PCD

construtivo (PCD) [158], que é descrito no apêndice B, e a proposta de construção

seqüencial de redes (SNC) [233]. Basicamente, a diferença entre as técnicas é a

ocorrência ou não do congelamento de parâmetros (pesos e limiares). Nas três pro-
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postas, o processo é iniciado com uma rede de um único neurônio. Finalizado seu

treinamento, inicia-se o segundo estágio, onde mais um neurônio é inserido, e o trei-

namento é reiniciado. Este processo é repetido por mais estágios, até a rede possuir

um número arbitrário de neurônios. Pelas propostas PCD e SNC, diferentemente

da DNC, na inserção de um novo neurônio, os pesos associados a outros neurônios

da camada intermediária não são alterados. Conclúıdo o treinamento num estágio,

a técnica SNC realiza um reajuste de todos os pesos; enquanto a PCD, não o faz.

Em [2], as técnicas DNC e PCD mostraram resultados similares para a classificação

de sinais de sonar.

Este trabalho considerará a técnica PCD construtiva para a definição da

topologia dos especialistas. De forma similar à análise realizada para a seleção do

melhor passo de treinamento, esta escolha considerará, também, o valor de 5 ı́ndices

de desempenho (PF, PD, ROC, SP e EMQ) estimados com base no conjunto de

avaliação, e será discutida, em maiores detalhes, na seção 6.4.2.

6.3.3 Integração dos classificadores

Tão relevante quanto dispor de módulos eficientes na identificação das classes,

o que demanda uma apropriada seleção da função objetivo e do melhor passo de

treinamento, é prover um critério que realize uma criteriosa integração das decisões

individuais para a constituição da decisão final.

Um critério comumente utilizado [224, 225, 226, 227] é o máximo, que consiste

em definir a classe a qual o evento pertence através do especialista de maior valor de

sáıda. Conforme discussão realizada em [198], este critério corresponde à maximizar

a probabilidade a posteriori de detecção das classes. Um dos atrativos do critério

de máximo é a sua simplicidade, não demandando o ajuste de parâmetros para a

constituição do sistema integrador, ou ainda, seu reajuste, caso novas classes sejam

inseridas ao sistema.

Pelo critério do máximo, as decisões individuais são tratadas segundo um

mesmo peso na constituição da decisão final, ainda que os classificadores possam

apresentar diferenças de desempenho. Uma alternativa é considerar, através de

combinadores lineares, diferentes pesos para as sáıdas de cada especialista. Seja um

problema com K classes e um conjunto de dados com N eventos. Uma primeira

231



possibilidade, aqui referida como critério linear um, é produzir, com base na sáıda

do j-ésimo especialista yi
j (1 ≤ j ≤ K), supostamente alimentado pelo i-ésimo

evento do conjunto de dados (1 ≤ i ≤ N), K variáveis, referidas como zi
j , cada uma

associada à detecção de uma classe, segundo a equação:

zi
j =

K
∑

l=1

αjly
i
l , (6.18)

onde αjl são coeficientes ajustados de forma que zi
j apresente o valor +1, caso o

i-ésimo evento pertença à j-ésima classe; e -1, em caso contrário.

Para obter os coefientes αj , pode-se formular o problema da seguinte forma:

Mjwj = tj , (6.19)

onde Mj é uma matriz, de dimensões N x K, onde cada linha corresponde às sáıdas

dos especialistas para um dos N eventos de entrada posśıveis, e wj e tj são veto-

res coluna, o primeiro, com K componentes, determinadas pelos coeficientes αj da

Equação 6.18; e o último, com N componentes, onde cada componente assume o

valor +1, caso o evento a ela associada pertença à classe; ou −1, em caso contrário.

A equação 6.19 provê k sistemas lineares sobredeterminados, cuja solução de

erro quadrático mı́nimo pode ser determinada, analiticamente, através de [67]:

wj = (MTM)−1MT tj = M+tj, (6.20)

onde M+ é a pseudo-inversa da matriz M .

Um outro critério de integração, aqui referido como linear dois, consiste em

determinar zi
j pela fórmula:

zi
j =

K
∑

l=1

αjly
i
l + βj, (6.21)

cuja principal diferença em relação à Equação 6.19 é dispor de um termo constante

βj, que também deve ser ajustado. Neste caso, uma forma simples para obter αjl

e βj é realizar o treinamento de uma rede neural de uma única camada, com K

neurônios lineares, cujas entradas são alimentadas pelas sáıdas dos especialistas, e

os vetores alvos são definidos utilizando uma codificação maximamente esparsa das

classes [4].
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Outra alternativa consiste em combinar, de forma não-linear, as cararacte-

ŕısticas extráıdas por cada especialista. Neste caso alimenta-se a rede neural in-

tegradora com as sáıdas da camada intermediária dos especialistas de cada classe,

eliminando-se suas camadas de sáıda. Assim, cada classificador especialista atua

como um sistema de extração de caracteŕısticas relevantes à discriminação da classe

a ele associada, cabendo a rede integradora o papel de combinar as informações dis-

crimantes providas por cada módulo para a tomada da decisão final. Este critério

de integração será aqui referido como neural.

6.4 Resultados para a classificação baseada em re-

des classe-especialistas

Para avaliar a aplicação de classificadores classe-especialistas ao problema

de sonar, a seguir serão apresentados os resultados referentes à escolha da função

objetivo, do critério de seleção do melhor passo e do processo de integração dos

especialistas. Nestas análises, buscou-se identificar qual conjunto de escolhas resulta

numa maior eficiência de generalização para o sistema. Para o projeto e avaliação

dos classificadores envolvidos, a fim de permitir um teste mais robusto e reaĺıstico

para o sistema, foi considerada uma seleção por corridas, conforme critério da seção

5.2.2. Para o treinamento das redes neurais, de forma similar aos classificadores do

Caṕıtulo 5, foi utilizado o algoritmo RPROP [110].

6.4.1 Escolha da função objetivo e do critério de parada

Nesta análise foram consideradas as 3 funções objetivo descritas na seção

6.3.1.1: batelada uniforme (BU), classe-e-não-classe (CNC) e classe-e-não-classe nor-

malizada (CNC-N), e 5 critérios de parada: detecção (PD), falso-alarme (PF), efici-

ência SP (SP), área da ROC (ROC) e erro quadrático médio (EQM), discutidos na

seção 6.3.1.2, para o treinamento das redes envolvidas no sistema classe-especialista.

Foram produzidos um total de 3.5 = 15 sistemas classificadores, cada um baseado

em 8 redes classe-especialistas, treinadas segundo uma mesma função objetivo e um

mesmo critério de seleção do melhor passo. O critério do máximo foi utilizado para a

integração das redes. Em razão do problema de mı́nimos locais [4], para a definição
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de cada rede, foi realizado o treinamento de 10 redes neurais, segundo diferentes

inicializações, sendo escolhida a rede de melhor desempenho. Para esta seleção foi

utilizado o mesmo ı́ndice considerado na escolha da iteração de parada.

Tendo em vista que a definição do número de neurônios da camada inter-

mediária é dependente da escolha da função objetivo e do critério de parada, os

resultados apresentados correspondem a especialistas com complexidade mı́nima,

isto é, com 557 nós de entrada, apenas um neurônio na camada intermediária e 1

neurônio de sáıda, para os quais é esperado um comportamento similar ao que seria

verificado no sistema final, onde cada especialista possuirá um número arbitrário de

neurônios, que será definido posteriormente.

A faixa de iterações para a análise foi determinada da seguinte maneira:

define-se a última iteração da faixa (ponto B da Figura 6.3) pelo mı́nimo da função

objetivo para o conjunto de avaliação. Para esta iteração, identifica-se o valor cor-

respondente da mesma função objetivo para o conjunto de projeto, o qual baseia a

escolha da primeira iteração, definida de forma a corresponder a um valor superior

em 10% deste valor.

As eficiências de detecção, obtidas para cada classe, considerando sistemas

classificadores produzidos segundo diferentes funções objetivo e critérios de parada

são apresentados na Figura 6.4. Pode-se verificar que, para a maior parte das classes,

o gradiente CNC-N é o mais senśıvel ao critério de seleção do melhor passo; enquanto

o BU, em geral, é o menos senśıvel. Para as classes A, B, C, D e H, uma maior

eficiência de detecção é obtida pela função CNC-N para as seleções por PD (classes

D e H), PF (classe C), SP (classe B) e EMQ (classe A). Para as classes F e G, tem-se

a função CNC com seleção por ROC; e para classe E, a função BU com seleção por

PD. Para o gradiente CNC-N, as seleções por PD e PF apresentam, em geral, um

desempenho ruim quando comparadas às demais opções, como, por exemplo, para

as classes B, E, F e G (PD) e A, D e H (PF).

Da análise anterior, verificou-se um melhor desempenho geral da função

CNC-N, porém não ficou evidente qual seria o melhor critério de parada. Para

auxiliar esta definição, foram avaliadas a eficiência média, apresentada na Figura

6.5(a); e a eficiência SP, na Figura 6.5(b), dos sistemas classificadores produzidos

segundo diferentes escolhas da função objetivo e do critério de parada. Através dos
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Figura 6.4: Eficiências de detecção, classe-classe, por critério de parada e função

objetivo explorados no treinamento das redes classe-especialistas (veja o texto).
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dois ı́ndices (média e SP) foi posśıvel verificar um melhor desempenho dos classifica-

dores treinados através dos gradientes CNC-N, com parada realizada pelos ı́ndices

SP, EMQ e ROC, respectivamente, quanto ao desempenho global do sistema. Em

primeiro lugar, tem-se o critério por SP, com eficiência média de (86, 0 ± 0, 3)%, e

SP de (85, 7±0, 5)%; em segundo, o EMQ, com eficiências de (84, 8±0, 3)% (média)

e (85, 4 ± 0, 5)% (SP); e por fim, o ROC, com eficiências de (85, 9 ± 0, 3)% (média)

e (84, 6± 0, 5)% (SP). As eficiências classe-a-classe para estes ı́ndices são resumidas

na Tabela 6.1. É posśıvel perceber que, para todos os critérios, a classe C é a de

detecção mais cŕıtica. Para as seleções SP e EMQ, o desempenho é bastante similar,

ligeiramente superior para a primeira, com destaque as classes B e E.

Tabela 6.1: Eficiências classe-a-classe (%), média (%) e SP (%) para o sistema

especialista com treinamento por função objetivo CNC-N para diferentes critérios

de parada.

Critério A B C D E F G H Eficiência Eficiência

média (%) SP (%)

SP 91,9 82,0 65,6 89,8 90,8 89,9 94,5 83,2 86, 0 ± 0, 3 85, 7 ± 0, 5

ROC 82,3 72,1 70,9 90,0 86,8 94,3 91,1 90,6 84, 8 ± 0, 3 84, 6 ± 0, 5

EMQ 93,6 74,8 59,0 96,0 89,5 91,3 95,6 87,2 85, 9 ± 0, 3 85, 4 ± 0, 5

O melhor resultado obtido para a função objetivo CNC-N e pela parada por

eficiência SP sinalizam que é importante considerar um balanço entre a capacidade de

detecção e rejeição das classes no treinamento de classificadores classe-especialistas.

Nas simulações realizadas, a capacidade de rejeição de cada especialista mostrou-se

especialmente relevante ao desempenho global do sistema, refletindo-se, principal-

mente, nas confusões de identificação das classes.

6.4.2 Definição da topologia

Para a definição do número de neurônios da camada intermediária das redes

classe-especialistas foram produzidos classificadores de complexidade crescente, se-

gundo a técnica PCD construtiva, e avaliados 5 critérios de seleção, cada um baseado

no valor de um ı́ndice de desempenho: PD, PF, ROC, SP e EMQ. Para o treina-

mento destes classificadores, foram utilizadas a função objetivo CNC-N e a parada
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Figura 6.5: Eficiência média (a) e SP (b) do sistema especialista por função objetivo

e critério de parada.
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foi definida pela eficiência SP. Os valores dos ı́ndices obtidos para cada classe são

exibidos nas Figuras 6.6 (PD e 100-PF), 6.7 (SP e ROC) e 6.8 (EMQ). Como, pelos

ı́ndices PF e EMQ, a escolha é baseada no valor mı́nimo, optou-se, para facilitar a

escolha, por esboçar, para os gráficos associados à PF, os valores correspondentes a

100-PF, e para aqueles relacionados à EMQ, o negativo dos valores, a fim de que,

para todos os ı́ndices, a inspeção realizada buscasse o valor máximo.
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Figura 6.6: Eficiências de detecção e falso-alarme, por classe, para classificadores

treinados segundo a técnica PCD (Veja o texto).

Em relação aos ı́ndices PD e PF, verifica-se uma variação expressiva dos

valores, mesmo para topologias com um número similar de neurônios, como, por

exemplo, para a classe A, considerando a detecção (PD) e topologias com 12 e 13

neurônios. Não é verificado, ainda, um comportamento monotônico dos ı́ndices com
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respeito à complexidade dos especialistas. Este fatores sinalizam que as flutuações

inerentes ao processo de treinamento das redes possuem impacto significativo no

desempenho inferido por estes ı́ndices. Em relação ao ı́ndice SP, tem-se um com-

portamento melhor, onde, para maioria das classes, excluindo a classe A, pode-se

perceber uma tendência de crescimento, a qual se estabiliza posteriormente (clas-

ses C, D e E), ou ainda, pode estabilizar-se, temporariamente, e voltar a decrescer

(classes B, F, G e H). Este comportamento indica que, a medida que cresce a to-

pologia, tende a ocorrer uma melhora no desempenho dos classificadores, tanto em

termos da detecção quanto na rejeição das classes. Como diferentes valores quanto

à detecção e o falso-alarme podem resultar num mesmo desempenho quanto à efici-

ência SP, é compreenśıvel a ocorrência de maiores flutuações para os ı́ndices PD e

PF, sinalizando que parte expressiva das flutuações observadas está relacionada aos

diferentes compromissos estabelecidos por cada treinemento entre a detecção e re-

jeição de classes, que resultam, no entanto, em classificadores equivalentes do ponto

de vista da eficiência SP. Em relação a ROC, visto considerar, conjuntamente, as

eficiências PD e PF, caracteŕısticas similares à eficiência SP são observadas, porém

algumas classes, tais como a A, F e G, apresentam flutuações demasiado pequenas,

na faixa de 0, 002 e 0, 004. Por fim, para o erro quadrático médio, apenas as classes

C e E apresentam uma curva com tendência crescente, com problemas similares aos

identificados para os ı́ndices PD e PF.

Para cada ı́ndice foi identificada a topologia de menor complexidade e melhor

desempenho. Na Tabela 6.2 é resumido o número de neurônios selecionado para

as redes classe-especialistas de cada classe. Pode-se observar que todos os ı́ndices

resultaram em sistemas de classificação cujo o número total de neurônios possui uma

mesma ordem de grandeza, sendo sugeridas topologias com um total de 148 (PF) a

184 (ROC) neurônios.

De posse das topologias identificadas, foram treinados novos classificadores,

visto que a rede PCD foi utilizada apenas para a definição da topologia, e produzido

um sistema classificador baseado no critério de integração por máximo. As eficiências

classe-a-classe obtidas para cada critério de seleção são apresentadas na Tabela 6.3.

É posśıvel observar que, para cada classe, o melhor desempenho é obtido por um

ı́ndice particular: PD, para as classes A e D; PF, para a classe E; SP, para a classe
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Figura 6.7: Eficiência SP e valor da área da ROC, por classe, para classificadores

treinados segundo a técnica PCD (Veja o texto).
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Figura 6.8: Valor do erro quadrático médio, por classe, para classificadores treinados

segundo a técnica PCD (Veja o texto).

C; ROC, para as classes B e H, e EMQ, para as classes F e G. Pode-se, verificar,

no entanto, que do ponto de vista das eficiências média e SP, o ı́ndice de melhor

desempenho é a área da ROC. Em relação aos ı́ndices SP e EMQ, seu desempenho

mostrou-se inferior aos demais, em razão, principalmente, da deteção ruim verificada

para a classe A. Através das matrizes de confusão, pode-se verificar que o principal

responsável por este problema foi o especialista da classe C, o qual apresentou uma

elevada taxa de falso alarme com respeito à classe A, ou seja, classificou número

expressivo de eventos da classe A como provenientes da classe C.

Tabela 6.2: Topologias selecionadas por diferentes ı́ndices de desempenho (Veja o

texto).

Critério A B C D E F G H Total

PD 1 9 92 20 27 5 3 4 161

PF 12 15 78 1 25 8 1 8 148

SP 3 8 90 35 23 12 2 4 177

ROC 3 8 78 33 43 12 3 4 184

EMQ 12 15 99 16 25 4 1 7 179
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Tabela 6.3: Eficiências classe-a-classe (%), média (%) e SP (%) para os sistemas

de classificação baseados em redes classe-especialistas, com topologias selecionadas

através de diferentes ı́ndices (Veja o texto).

Critério A B C D E F G H Eficiência Eficiência

média SP

PD 89,2 72,7 68,2 94,6 94,6 90,2 96,5 89,5 86, 9 ± 0, 3 86, 6 ± 0, 4

PF 84,2 72,7 69,6 90,5 94,7 90,9 97,4 88,3 86, 0 ± 0, 3 85, 7 ± 0, 5

SP 69,3 73,2 74,9 92,1 91,8 88,6 96,6 90,5 84, 6 ± 0, 3 84, 3 ± 0, 5

ROC 87,6 75,9 70,2 94,0 94,0 91,9 96,7 92,2 87,8± 0,3 87,6± 0,4

EMQ 65,2 73,2 72,0 90,0 94,0 92,5 97,6 86,2 83, 8 ± 0, 3 83, 4 ± 0, 6

6.4.3 Integração

Os quatro critérios de integração considerados nesta análise foram: máximo,

linear um, linear dois e neural, e utilizaram redes classe-especialistas com topologia

definida pelo valor da área da ROC, treinadas segundo a função objetivo CNC-N, e

cuja parada do treinamento foi realizada pela eficiência SP.

Para a obtenção dos parâmetros envolvidos no critério linear 1 foi realizado

o cálculo da matriz pseudo-inversa dos dados; para o critério linear 2 foi produzida

uma rede neural de camada única, com 8 neurônios lineares. O critério neural

considerou uma rede integradora com 2 camadas, cujo número de neurônios na

camada intermediária foi definido pela técnica PCD, utilizando, como ı́ndice de

desempenho, a eficiência SP, o que resultou numa rede com 184 nós de entrada, 26

neurônios na camada intermediária e 8 neurônios de sáıda. Nesta rede integradora foi

explorada uma codificação maximamente esparsa das classes [4], e todos neurônios

possuem a tangente hiperbólica como função de ativação. Em razão do problema

de mı́nimos locais [4], um total de 10 redes integradoras foram treinadas, segundo

diferentes inicializações, sendo selecionada a de maior eficiência SP.

Na Tabela 6.4 são apresentadas as eficiências classe-a-classe, médias e SP dos

sistemas de classificação classe-especialistas produzidos pelos diferentes critérios de

integração. Considerando cada classe individualmente, há um melhor desempenho

do critério de máximo para as classes D, G e H; do linear 1, para as classes C, D,
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E e F; do linear 2, para a classe G, e do neural, para as classes A e B. O melhor

desempenho global, segundo as eficiências média e SP, é pelo critério neural, em

razão do desempenho obtido para as classes A e B. Em segundo lugar, tem-se o

critério de máximo, bastante atrativo por não exigir o ajuste de parâmetros e por

sua simplicidade, com desempenho inferior em 0,9 pontos percentuais para ambas

eficiências em relação ao primeiro. Na comparação entre os critérios máximo e

neural, há um melhor desempenho do primeiro para as classes D, G e H.

Tabela 6.4: Eficiencias classe-a-classe (%), média (%) e SP (%) para os sistemas de

classificação classe-especialistas baseados em diferentes critérios de integração.

Integração A B C D E F G H Eficiência Eficiência

média SP

Máximo 87,6 75,9 70,2 94,0 94,0 91,9 96,7 92,2 87, 8 ± 0, 3 87, 6 ± 0, 4

Linear 1 80,1 69,0 73,9 94,0 94,7 93,4 95,0 86,0 85, 8 ± 0, 3 85, 4 ± 0, 5

Linear 2 82,2 63,7 73,0 93,9 94,6 90,5 96,7 88,1 85, 3 ± 0, 3 85, 0 ± 0, 5

Neural 88,0 81,6 72,1 93,7 95,3 92,5 95,4 90,8 88,7± 0,2 88,5± 0,4

6.5 Detecção e inclusão de novas classes

No ambiente de sonar é provável que o sistema de classificação automática

se depare com diferentes condições operativas, navios, ou mesmo, novas classes.

Tendo em vista as restrições quanto à caracterização estat́ıstica das classes existentes

no conjunto de dados utilizado neste trabalho, é de especial importância que o

sistema de classificação proposto possua mecanismos para a identificação de cenários

desconhecidos. Esta identificação aumenta a confiabilidade das informações providas

pelo sistema, e pode ser utilizada como um alerta da necessidade de maior atenção

do operador em relação ao contato. Outra possibilidade é que os casos identificados

como desconhecidos sejam incorporados à base de dados ou utilizados para o retreino

do sistema.

A detecção de novas classes é um problema, normalmente, desafiador. Na li-

teratura há várias propostas, sendo a escolha da técnica mais apropriada dependente
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da aplicação [234]. Um requisito para todas as técnicas é estabelecer um compro-

misso entre a identificação de eventos novos e a detecção de eventos conhecidos [234],

ou seja, o sistema não deve confundir informação generalizada como nova [235]. É

desejável ainda que o desempenho na detecção de novos eventos seja independente

do número de caracteŕısticas e classes envolvidas, mostrando-se robusto em conjun-

tos de dados desbalanceados, com pequeno número de amostras e ńıvel significativo

de rúıdo. Prover mecanismos de adaptação do classificador aos eventos identificados

como novos é também útil [236]. Para aplicações que operam em tempo real, faz-se

necessário ainda restringir o custo computacional das técnicas utilizadas. Dois en-

foques principais para a detecção de novos eventos são verificados na literatura: um

baseado em técnicas estat́ısticas [234]; e outro, em técnicas neurais [237].

Em linhas gerais, nas técnicas estat́ısticas é realizada uma modelagem das ca-

racteŕısticas estat́ısticas dos dados. De posse de um evento é inferida a probabilidade

do dado em pertencer aos modelos produzidos. Caso esta probabilidade seja inferior

a um limiar, o evento é considerado como novo. Em aplicações com múltiplas classes,

um limiar pode ser estabelecido para cada classe [238]. Quanto à modelagem, podem

ser utilizadas técnicas paramétricas e não-paramétricas [239]. Pela primeira, é pres-

suposto que os dados são provenientes de distribuições conhecidas, cujos parâmetros

são ajustados com base nos dados, o que demanda um extensivo conhecimento a

priori do problema. Nos modelos não-paramétricos, tanto a densidade quanto seus

parâmetros são derivados dos dados.

Nos critérios baseados em estimação paramétrica, o modelo gaussiano de

misturas [49] é freqüentemente utilizado, como em [240], no diagnóstico de casos de

epilepsia. Em [241], para a detecção de massas em mamogramas, é proposta a par-

tição do espaço dos dados pelo algoritmo k-means [49], sendo utilizado um modelo

gaussiano de mistura e limiar para cada partição. Um problema dos métodos para-

métricos é o curso da dimensionalidade [234], isto é, o fato que o número de eventos

necessários para uma apropriada estimação dos modelos cresce exponencialmente

com a dimensão dos dados. Assim, freqüentemente, estas técnicas são utilizadas em

problemas com dimensão reduzida, ou associados a técnicas de compactação e/ou

extração de caracteŕısticas.

Entre as técnicas não-paramétricas são comuns a estimação das distribuições
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através do método de Parzen [49], ou a produção de agrupamentos com grupos

esféricos ou eĺıpticos, para os quais o algoritmo k-means é, freqüentemente, utilizado

visando definir o centro dos grupos. No último caso, um evento é classificado como

novo caso se situe na região exterior dos grupos, avaliação que, usualmente, utiliza

a distância euclidiana, para agrupamentos esféricos, ou de Mahalanobis [49], para

os agrupamentos eĺıpticos. Alguns trabalhos nesta linha são [242], na detecção de

falhas de motores a jato; e [243], que visa identificar falhas de rotores.

Um critério baseado na idéia de instabilidade de classificação é proposto em

por [235]. Segundo este critério, num grupo de classificadores destinados a uma

mesma tarefa, as divergências de classificação podem ser utilizadas como um ind́ıcio

de eventos desconhecidos. O artigo propõe a produção de múltiplas amostras boots-

trap dos dados, gerando-se, para cada amostra, um classificador baseado no critério

de Fisher [1]. Um evento é identificado como novo caso a variância da sáıda dos

classificadores seja superior a um limiar arbitrário.

Redes neurais são classificadores especialmente interessantes para problemas

complexos, com dados de alta-dimensionalidade e sujeitos a restrições quanto à ca-

racterização estat́ıstica. A detecção de novos eventos em redes neurais é, normal-

mente, mais cŕıtica que para os modelos estat́ısticos, tendo em vista que se tratam

de discriminadores e não-detectores, realizando, em geral, a separação dos alvos

através de regiões de decisão abertas definidas por hiperplanos [237]. Assim, al-

guns trabalhos [226, 227, 244, 245, 246] propõem a produção de novas amostras

no conjunto de treinamento visando melhor definir as fronteiras das classes, isto é,

prover seu encapsulamento. Uma estratégia comum consiste em produzir eventos

espacialmente distribúıdos ao redor das classes conhecidas. Algumas propostas são:

Zhang [244], que utiliza algoritmos genéticos; Wei [246], o qual realiza a alteração

aleatória das variáveis dos dados, e as referências [226, 227, 245] que exploram dis-

tribuições gaussianas. Estas estratégias sofrem, no entanto, do problema do curso

da dimensionalidade, logo são apenas aplicáveis a problemas de dimensionalidade

reduzida.

Para classificadores MLP [4], a detecção de novos eventos é, usualmente,

realizada através da comparação da sáıda rede com um limiar. Em [247], numa

aplicação de reconhecimento de caracteres manuscritos, é proposto um critério que
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identifica como conhecidos os eventos que satisfizerem 3 condições: (1) o valor da

sáıda do neurônio vencedor for superior a um limiar L1; (2) a segunda maior sáıda for

maior que L2, e (3) a diferença entre as sáıdas destes neurônios for superior a L3. Em

[248] é proposto um critério similar, contemplando, no entanto, apenas as condições

(1) e (2). Outros trabalhos que exploram esta estratégia são [226, 227, 245]. Em

[249] é proposto que o limiar seja obtido através da otimização de uma função que

atribuiu custos para a taxa de reconhecimento, rejeição e classificação errônea dos

eventos. No trabalho [2], que envolve a classificação de sinais de sonar provenientes

de 4 classes de navios, é proposta a identificação de novas classes através de limiares,

escolhidos através de um compromisso previamente estabelecido entre a detecção de

classes desconhecidas e o reconhecimento de novas classes.

Em relação a classificadores baseados em redes ART [56, 205], a detecção

de novos eventos pode ser baseada em sua pertinência aos grupos definidos pelos

neurônios. Entre trabalhos tem-se: [250], no reconhecimento de imagens de radar,

e o já descrito [2]. Há propostas baseadas em redes de base radial [4], as quais

seguem a idéia de prover modelos probabiĺısticos para os dados, como em [251],

no reconhecimento de locutores. Neste trabalho, a identificação de novos eventos é

baseada na distância de Mahalanobis [49] ao kernel de maior resposta. Outra linha

são as redes auto-associativas [4], que são treinadas para reproduzir, na sáıda, o vetor

de entrada da rede. A identificação de novos eventos é baseada no erro cometido na

sáıda da rede, que é comparado com um limiar. Alguns trabalhos nesta linha são

[252, 253, 254]. Por fim, utilizando mapas auto-organizáveis [49], uma aplicação é o

diagnóstico de falhas em [255], e a detecção de invasão de redes de computadores,

realizada em [256].

Tão relevante quanto identificar novos cenários é permitir que o classificador

se adapte a eles. A adaptação é, normalmente, um processo complexo, o qual deve

ser realizado cuidadosamente, a fim de evitar uma degradação expressiva de desem-

penho para as classes conhecidas. Em outras palavras, deve-se evitar perdas do

conhecimento adquirido, em especial, para aplicações cŕıticas com fortes requisitos

quanto a segurança, tais como o sistema de classificação proposto.

Neste contexto é, portanto, contra-indicado que a inclusão de novos cená-

rios demande o projeto de um classificador completamente novo, sem utilizar ne-
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nhum conhecimento armazenado no classificador original. Em outras palavras, é

contra-indicado o retreino do zero, o que torna desejável a adoção de classificadores

construtivos. Em [257] são discutidos alguns critérios para permitir a incorporação

de conhecimento a classificadores MLP. A proposta é manter ”congelados”os pe-

sos da rede original, os quais são supostos úteis na modelagem de parte da função

objetivo, realizando-se a inserção e o treinamento de novos neurônios. Uma alter-

nativa à inserção de novas classes, já discutida anteriormente, são as redes neurais

classe-especialistas, cuja inclusão de classes é realizada pela adição de novos módulos

classe-especialistas, seguida por uma eventual alteração do critério de integração.

Incorporar uma nova classe de contato exige a existência de um conjunto de

aquisições, onde as diferentes caracteŕısticas desta classe sejam, apropriadamente,

caracterizadas, em especial, aquelas responsáveis por discriminá-la das classes co-

nhecidas. Uma primeira possibilidade é que esta incorporação seja realizada fora da

operação real do sistema (off-line). Neste caso, de posse de um conjunto caracteŕısto

para a nova classe, realiza-se o retreinamento do sistema. Outra possibilidade, mais

problemática e de implementação mais complexa, é realizar a adaptação ao longo

da operação do sistema.

Na adaptação fora de operação, um caminho posśıvel para a caracterização

das novas classes é prover o sistema de classificação com um mecanismo de detecção

de novos eventos, os quais, uma vez identificados, são armazenados num banco de

dados espećıfico. Este banco, posteriomente analisado e tratado, pode constituir a

base de retreino do sistema. Cabe notar que este conjunto pode possuir eventos de

uma ou mais classes novas, assim como conter eventos espúrios de classes conhecidas.

Faz-se necessário, portanto, identificar quais eventos são espúrios, quantas novas

classes existem, e quais eventos as constituem. Raros são os trabalhos que discutem

este problema. Em [227] é proposta que a separação entre classes novas e eventos

espúrios seja realizada de forma manual, com base na análise de um agrupamento

produzido sobre o banco de dados de retreino. Para a produção deste agrupamento,

é proposta a utilização do algoritmo k-means, com número de grupos definidos pelo

ı́ndice de Davies-e-bouldin [160], ou através de mapas auto-organizáveis [49]. Quanto

à identificação de grupos como relacionados à eventos espúrios ou novas classes, é

sugerida a avaliação da distância de Bhattacharya [49].
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Com respeito à detecção e inclusão de classes, a seguir serão avaliados diferen-

tes critérios aplicáveis a classificadores classe-especialistas, assim como será discutida

a inclusão, fora de operação, de novas classes ao sistema.

6.5.1 Critérios para a identificação de novas classes

Um critério simples para a identificação de novas classes, aplicável a sistemas

de classificação baseados em redes neurais classe-especialistas, é considerar limiares

para a detecção de cada classe, ou seja, um evento só é classificado como proveniente

de dada classe se a sáıda do especialista a ela associado for superior a um limiar ar-

bitrário. Para uma maior simplicidade, é conveniente considerar um mesmo limiar

para todas as classes. Este critério de decisão é baseado no pressuposto que, para

eventos de classe desconhecidas, há uma tendência dos especialistas em apresentar

baixos valores de sáıda, ou seja, de rejeitá-los. Em outras palavras, como a sáıda

dos classificadores é probabiĺıstica, eventos associados a uma baixa probabilidade de

pertencer às classes são considerados como provenientes de uma nova classe. Cabe

observar, no entanto, que esta tendência é tanto maior quanto melhor for o encapsu-

lamento de cada classe, logo está relacionada às regiões de decisão constrúıdas por

cada especialista, que, por sua vez, são dependente das caracteŕısticas das classes

utilizadas e da sistemática adotada no treinamento.

Um critério mais robusto pode ser obtido se, além de atendida a exigência do

critério anterior, exigir-se que o segundo maior valor de sáıda dos especialistas seja

inferior a um segundo limiar arbitrário (limiar dois). Este critério explora a idéia que,

para eventos de classes conhecidas, há uma tendência das sáıdas dos classificadores

em apresentar uma maior coerência, ou seja, em apresentar apenas uma sáıda com

valor alto, preferencialmente, próxima de +1; enquanto as demais, nas vizinhanças

de -1.

Em ambos critérios, cada limiar estabelece um compromisso entre o reconhe-

cimento de classes conhecidas e a identificação de novas classes. Para fins ilustra-

tivos, na Figura 6.9 são apresentadas a capacidade de detecção e de identificação

de um sistema especialista arbitrário, considerando diferentes escolhas para os dois

limiares. Pode-se perceber que, suposto fixo o limiar um, ao reduzir-se o limiar dois

de +1 até -1, é verificada uma redução na detecção e aumento na identificação. Fato
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similar ocorre se suposto o limiar dois fixo, e o limiar um variar, de forma crescente,

na faixa de -1 a +1.
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Figura 6.9: Eficiências de detecção de classes conhecidas (a) e de identificação de

novas classes (b) por escolha do limiares de decisão (um e dois).

Um gráfico que permite uma melhor avaliação das habilidades de um critério

de identificação arbitrário quanto à detecção de classes conhecidas e o reconheci-

mento de novas classes é apresentado na Figura 6.10. Neste gráfico, o valor da

eficiência de detecção é esboçado em função da eficiência de identificação, e cada

curva corresponde a uma escolha do limiar dois. Pode-se perceber que o ganho na

identificação é sempre traduzido em perda de detecção, em especial, ao reduzir-se o

limiar dois.

Uma alternativa mais sofisticada para a identificação de novas classes consiste

em produzir agrupamentos sobre as sáıdas dos especialistas. Neste caso, um evento

é classificado como proveniente de classe conhecida caso o vetor definido pelas sáıdas

dos especialistas pertença a um dos grupos definidos pelo agrupamento. Na Figura

6.11 este critério é ilustrado para um sistema especialista, arbitrário, de 2 classes.

Pode-se perceber que dois grupos esféricos, com centros (−1,+1) e (+1,−1), foram

definidos. Estes centros correspondem a uma composição dos alvos utilizados no

treinamento dos especialistas 1 e 2. Neste caso, um evento é classificado como pro-

veniente de dada classe, apenas se o conjunto das sáıdas dos especialistas definirem

um ponto no interior do ćırculo associado a esta classe.

No exemplo anterior, através da escolha do raio, grupos de diferentes dimen-
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Figura 6.10: Curvas de detecção de classes conhecidas e identificação de novas classes

para diferentes escolhas do limiar dois
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Figura 6.11: Ilustração do critério de identificação de novas classes através de agru-

pamento para um sistema especialista de duas classes (Veja o texto).
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sões podem ser definidos. Tanto maior o tamanho do grupo, maior é a detecção,

porém menor é a identificação. Assim, a escolha do tamanho do grupo define um

compromisso entre as capacidades de detecção e identificação do sistema. De forma

similar aos critérios baseados em limiar, este critério é também depende da qualidade

do encapsulamento das classes provido de cada especialista.

Para um número arbitrário K de classificadores classe-especialistas, um crité-

rio simples consiste em definir uma hiperesfera, de centro ci (1 ≤ i ≤ K), e mesmo

valor de raio r, para maior simplicidade, por classe. Um evento será identificado

como proveniente de uma classe conhecida se:

∃i | (y1 − ci1)
2 + . . .+ (yK − ciK)2 ≤ r, (6.22)

para yl correspondente à sáıda do l-ésimo especialista (1 ≤ l ≤ K), e cij definido pela

j-ésima coordenada do centro da hiperesfera associada à detecção da i-ésima classe.

Em outras palavras, caso a distância euclidiana do vetor definido pelas sáıdas dos

especialistas em relação a centro arbitrário ci seja inferior a um limiar r, o evento é

considerado como proveniente da i-ésima classe.

Um critério alternativo consiste em utilizar a distância de Mahalanobis [49],

para a qual o critério anterior resulta em:

∃i | (y − ci)
TR−1

yi
(y − ci) ≤ r, (6.23)

onde y é um vetor formado pelas sáıdas dos especialistas para um evento arbitrário,

e Ryi
é a matriz de covariância das sáıdas dos especialistas para os eventos da i-

ésima classe. A distância de Mahalanobis define grupos por hiperelipsóides, com

volume relacionado ao valor de r, que possuem eixos definidos pelos autovetores da

matriz Ryi
.

Quanto à escolha dos centros dos grupos, duas possibilidades foram ana-

lisadas: a primeira, com centros definidos por uma composição de vetores alvos,

conforme ilustrado no exemplo anterior; e uma segunda, onde ci = E[yi], ou seja, o

i-ésimo centro correspondente ao centróide das sáıdas dos especialistas para dados

da i-ésima classe.
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6.5.2 Inclusão de novas classes

A inclusão de novas classes aqui discutida considerará uma atualização fora

de operação do sistema, para a qual é suposta a existência de conjuntos de dados que

caracterizem, apropriadamente, as classes a serem inclúıdas. Neste caso, o processo

de inclusão é simples, consistindo na produção e inserção de classificadores para as

novas classes, com uma eventual adaptação do critério de integração, se necessário.

Na inserção de novos especialistas ao sistema classificador, é posśıvel iden-

tificar dois grupos de módulos: os originais, treinados segundo um número mais

restrito de classes; e os novos, cujo treinamento contemplou todas as classes. É

posśıvel, no entanto, que alguns dos módulos originais apresentem um desempenho

não satisfatório para as novas classes, o que pode ser identificado através da ma-

triz de confusão [4] do sistema classificador. Para estes casos, pode-se optar pelo

retreinamento dos especialistas de desempenho mais cŕıtico.

6.6 Resultados para a identificação e inclusão de

novas classes

Para a avaliar a identificação e a inclusão de novas classes ao sistema espe-

cialista, as classes A, B, C e H foram supostas conhecidas, e as demais (D, E, F e

G) foram consideradas novas. Esta escolha foi baseada nas análises desenvolvidas

no Caṕıtulo 5, que identificaram o primeiro conjunto como classes de classificação

mais cŕıtica.

De forma coerente aos resultados anteriores, o treinamento dos especialistas

considerou a função objetivo CNC-N, a eficiência SP como critério de parada, e o

máximo foi utilizado para a integração. A escolha do número de neurônios seguiu

procedimento similar ao realizado na seção 6.4.2. Na Tabela 6.5 são apresentadas as

topologias sugeridas por cada ı́ndice. Os valores de eficiência classe-a-classe, média

e SP dos sistemas de classificação obtidos são apresentados na Tabela 6.6.

Pode-se verificar que são propostas topologias contendo um total de 38 (ROC)

a 77 (EMQ) neurônios. O desempenho dos diferentes ı́ndices é razoavelmente equili-

brado, destacando-se o SP e o EMQ, em razão das eficiências obtidas para as classes

A e B. Na comparação SP e EMQ, o primeiro é melhor, já que utiliza classificado-
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Tabela 6.5: Topologias dos classificadores classe-especialistas selecionadas por ı́ndice

de desempenho.

A B C H Total

PD 3 5 30 5 43

PF 8 6 23 8 45

SP 4 5 48 8 65

ROC 3 5 5 25 38

EMQ 11 10 48 8 77

Tabela 6.6: Eficiências classe-a-classe (%), média (%) e SP (%) considerando a sele-

ção das topologias dos classificadores classe-especialistas segundo diferentes ı́ndices

de desempenho.

Critério A B C H Eficiência Eficiência

Média SP

PD 86,1 83,2 75,8 94,7 84, 8± 0, 7 85, 0 ± 0, 4

PF 87,7 82,5 73,9 94,2 84, 4± 0, 7 84, 6 ± 0, 4

SP 91,3 85,7 73,1 94,3 85,9± 0,6 86,1± 0,3

ROC 91,0 82,3 68,6 94,0 83, 7± 0, 7 84, 0 ± 0, 4

EMQ 91,2 84,1 74,1 94,4 85, 8± 0, 6 86, 0 ± 0, 3
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res menos complexos e resulta em eficiências média e SP ligeiramente superiores ao

EMQ. É interessante observar que, novamente, o ı́ndice de melhor desempenho leva

em consideração, conjuntamente, a capacidade de detecção e rejeição de classe dos

especialistas.

6.6.1 Identificação de novas classes

Para simplificar a análise, a comparação entre as diferentes propostas foi

baseada no valor médio das eficiências de detecção e identificação das classes, utili-

zando curvas onde a primeira é expressa como função da última. Na Figura 6.12 são

apresentadas as curvas obtidas para os critérios baseados em limiar único (1 L) e em

2 limiares (2L), o último considerando diferentes valores (0, 9; 0, 7; 0, 5; 0, 0) para o

limiar dois, segundo eficiências de identificação na faixa de 1% a 54% (a) e de 55%

a 100% (b).

Considerando valores de identificação de até 46, 4%, um conjunto de maiores

eficiências de detecção é obtido para o critério baseado em limiar único, situando-se

entre 86, 1% e 72, 2%.

Uma segunda análise considerou, apenas, os critérios baseados em agrupa-

mentos, utilizando uma hiperesfera ou hiperelipsóide por classe, com centro definido

por uma composição dos alvos (Alvo), ou através do centróide das sáıdas dos es-

pecialistas (Centróide). A Figura 6.13 exibe os resultados obtidos para faixas de

eficiências de identificação de 0% a 50% e de 50% a 100% (b).

Para uma eficiência de identificação de até 43, 7%, o melhor desempenho

é obtido utilizando hiperesferas com centros definidos pela composição dos alvos.

Nesta faixa, as eficiências de detecção variam de 86, 1% a 68, 6%. Uma comparação

entre os critérios de limiar único e hiperesfera é realizada na Figura 6.14. Para

eficiências de identificação de até 56, 8%, o critério baseado em limiar único apresenta

melhor desempenho.

Considerando o critério de limiar único, a Figura 6.15 apresenta, por cada

classe, as eficiências de detecção e identificação como função do valor do limiar. Na

Tabela 6.7 são resumidos alguns dos valores obtidos. É posśıvel observar que a classe

B é a que apresenta maiores variações da eficiência de detecção com respeito à escolha

do limiar. Para a maioria das classes, exceto a B, a eficiência de detecção começa a
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Figura 6.12: Eficiências de detecção como função das eficiências de identificação,

para os critérios baseados em 1 ou 2 limiares (Veja o texto).
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Figura 6.13: Eficiências de detecção como função das eficiências de identificação

para os critérios baseados em agrupamento (Veja o texto).
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Figura 6.14: Comparação das eficiências de detecção como função das eficiências de

identificação para os critérios limiar único e hiperesfera, com centro definido pela

composição dos alvos.

reduzir, de forma considerável, apenas para valores de limiar superiores a 0,5. Em

relação à identificação de novas classes, um melhor resultado é obtido para a classe

G; em segundo lugar, para as classes A e B; e por fim, para a classe F. Verifica-se

que as curvas de identificação tendem a apresentar uma maior taxa de crescimento

na faixa de 0,5 a 1,0. Para um limiar de 0,95, por exemplo, é posśıvel obter uma

taxa de identificação mı́nima de 21% e máxima de 61, 2% pontos percentuais, para

as classes F e G, respectivamente.

Dos resultados anteriores, verifica-se que o desempenho do sistema de detec-

ção é razoavelmente dependente da nova classe considerada. Para investigar a quais

classes conhecidas são, mais freqüentemente, atribúıdos os eventos das novas classes

foi elaborado o gráfico da Figura 6.16. Neste gráfico, para cada nova classe, é apre-

sentado o percentual de eventos originais que são classificados como provenientes das

classes A, B, C e H para diferentes valores de limiar. Em relação à classe D, uma

maior confusão é obtida pelo especialista da C. Para a classe E, as principais con-

fusões são cometidas pelos especialistas C e A. Em relação à classe F, há confusões
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Figura 6.15: Eficiências de detecção e identificação por classe e valor de limiar.

Tabela 6.7: Eficiências de detecção e identificação classe-a-classe e média por valor

de limiar

Detecção Identificação

Limiar A B C H Valor médio D E F G Valor médio

-1 91,3 85,7 73,2 94,3 86,1 0 0 0 0 0

0,8 87,0 72,5 69,8 91,1 80,1 27,5 24,2 13,8 48,1 28,4

0,9 83,7 70,1 68,6 90,0 78,1 32,9 29,1 17,0 53,8 33,2

0,95 80,2 66,8 67,5 88,5 75,8 39,4 35,1 21,0 61,2 39,2
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expressivas de todos classificadores, exceto o relacionado à classe B. Para a classe

G, a confusão mais expressiva é devida ao especialista da classe B. Pode-se observar

que, para a maior parte das novas classes, as maiores confusões estão relacionadas

ao especialista da classe C. Estes resultados sinalizam, especialmente para a classe

C, a necessidade de prover classificadores especialistas que melhor encapsulem as

classes.
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Figura 6.16: Percentual de eventos das classes novas identificados errôneamente

como provenientes de classes conhecidas para diferentes escolhas de limiar.

Quanto à escolha do limiar, nas análises anteriores, é posśıvel proceder a

escolha com base num compromisso entre a detecção e a identificação das classes.

Uma vez que a estimação da capacidade de identificação demanda o conhecimento a

priori das novas classes, em cenários reais de operação, este critério não poderá ser

utilizado. Uma alternativa é estabelecer uma degradação máxima admisśıvel quanto

à capacidade de detecção, para a qual o limiar é definido. Pelos dados da Tabela

6.7, por exemplo, se for arbitrado uma eficiência média mı́nima de 80%, o limiar

escolhido seria 0, 8.
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6.6.2 Inclusão de novas classes

A inclusão de novas classes considerou todas as classes D, E, F e G, tidas

como novas, e seus classificadores classe-especialistas foram treinados segundo a

função objetivo CNC-N, com parada por eficiência SP, e a topologia foi definida

segundo a Tabela 6.2. A integração foi realizada pelo critério de máximo.

Na Tabela 6.8 são apresentados os valores das eficiências classe-a-classe e

SP considerando o sistema classificador antes e após a inclusão das novas classes.

Para a última situação, dois cenários foram considerados: com e sem o retreino dos

classificadores originais. Em relação as classes A, B, C e H (originais) é verificada

uma pequena redução da eficiência de detecção, em especial, para a classe B, mais

marcante na ocorrência de retreino. Para as novas classes, ocorrendo o retreino,

há um ganho expressivo, de, no mı́nimo, 15 (classe D) e, no máximo, 43 (classe F)

pontos percentuais. Para a classe G, este ganho é bem menor, da ordem de 0,8

pontos percentuais.

Tabela 6.8: Eficiências classe-a-classe e SP na integração de novas classes realizada

com ou sem o retreino dos classificadores originais.

A B C D E F G H Eficiência

(SP)

4 classes 91,3 85,7 73,1 94,3 86, 1± 0, 3

Sem retreino 89,3 79,2 71,3 79,2 76,4 48,5 95,9 93,7 78, 5± 0, 7

Retreino completo 87,6 75,9 70,2 94,0 94,0 91,9 96,7 92,2 87, 6± 0, 4

A matriz de confusão associada ao sistema de classificação sem retreino é

apresentada na Tabela 6.9. Pode-se verificar que, para os eventos da classe D,

a maior confusão é realizada pelo especialista da classe C, segundo uma taxa de

15, 9%. Para a classe E, tem-se confusões providas pelos especialistas das classes C

e H, com 13, 9% e 5, 4%, respectivamente. Para a classe F, tem-se taxas de confusão

de 24, 6% (classe C), 14, 3% (classe H) e 11, 7% (classe A). É posśıvel perceber que

o especialista da classe C está associado à parcela significativa das confusões veri-

ficadas, tornando-o um forte candidato ao retreino. Entre outros candidatos, nesta

ordem, tem-se os especialistas das classes H e A. Deste modo, foram consideradas

diferentes possibilidades quanto ao retreino dos classificadores: uma primeira, envol-
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Tabela 6.9: Matriz de confusão para o sistema classificador após integração das

novas classes sem o retreino das classes originais.

A B C D E F G H

A 89.3 0.3 7.6 1.6 0.3 0 0 0.9

B 0.2 79.2 4.6 2.4 1.2 0.8 4.9 6.7

C 10 3.1 71.3 0.3 1.2 0.2 1.0 12.9

D 0.2 2.4 15.9 79.2 0.2 0.4 0.6 1.2

E 2.0 1.8 13.9 0.2 76.4 0.2 0.1 5.4

F 11.7 0.0 24.6 0.1 0.8 48.5 0.0 14.3

G 0.0 1.8 0.9 0.4 0.0 0.1 95.9 0.9

H 0.6 1.6 2.7 0.4 0.5 0.4 0.1 93.7

vendo, somente, a classe C; uma segunda, com as classes C e H, e por fim, a última,

com as classes C, H e A. Os resultados obtidos são apresentados na Tabela 6.10, que

também incluiu alguns resultados anteriores visando facilitar as comparações.

Tabela 6.10: Eficiências classe-a-classe e SP, na integração de novas classes, consi-

derando diferentes possibilidades quanto ao retreino dos classificadores originais.

A B C D E F G H Eficiência

(SP)

Sem retreino 89,3 79,2 71,3 79,2 76,4 48,5 95,9 93,7 78, 5 ± 0, 7

Retreino C 89,6 80,5 69,0 91,7 88,0 68,7 96,2 94,2 84, 4 ± 0, 5

Retreino C e H 90,0 77,0 69,2 92,5 91,6 80,4 96,7 92,9 86, 0 ± 0, 5

Retreino C, H e A 87,0 76,7 70,2 92,7 92,3 92,3 96,7 93,5 87, 5 ± 0, 4

Retreino completo 87,6 75,9 70,2 94,0 94,0 91,9 96,7 92,2 87, 6 ± 0, 4

Ao realizar o retreino do especialista C, há uma ganho de 20,2 pontos per-

centuais na detecção da classe F, e, em torno de 12 pontos, para as classes D e E.

Ao considerar, também, o retreino do especialista H, a detecção da classe F eleva-se

em 11,7 pontos percentuais, com pequeno ganho para as classes E (3,6 pontos) e D

(1,2 pontos). Por fim, caso o especialista da classe A seja também retreinado, há

um novo ganho de 11,9 pontos para a classe F.

Resultados anteriores mostram que a técnica de redes classe-especialistas per-
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mite a constituição de sistemas classificadores classe-expanśıveis robustos, para os

quais a inserção de novas classes mostrou-se viável, sem prejúızo expressivo à de-

tecção das classes originalmente consideradas no projeto do sistema. Na inserção

de novas classes, com exceção da classe F, foram obtidas eficiências de detecção

superiores a 76, 4% para todas as classes, mesmo sem o retreino de nenhum es-

pecialista, resultado bastante expressivo. Para a classe F, o retreino de parte dos

módulos identificados como mais problemáticos, permitiu ganhos expressivos em sua

detecção. Acredita-se que caso sejam desenvolvidos mecanismos para prover um me-

lhor encapsulapmento das classes por seus especialistas, resultados ainda melhores

possam ser obtidos.
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Caṕıtulo 7

Conclusões e Trabalhos Futuros

No contexto de operação dos submarinos, é de especial importância a clas-

sificação de contatos. Prover os operadores de sonar com um sistema de apoio à

classificação é bastante relevante, visto que isto reduz a carga de estresse e traba-

lho, e resulta em classificações mais rápidas e precisas, o que acelera o processo de

tomada de decisão, vital em cenários de conflito. Um dos objetivos deste trabalho

é contemplar alguns dos estágios necessários à produção de um sistema de classi-

ficação automática de contatos, na qualidade de um equipamento para operação

embarcada, desenvolvido com tecnologia própria, a ser incorporado ao sistema de

sonar de submarinos da Marinha Brasileira.

A classificação de contatos é um problema bastante complexo, tendo em

vista a multiplicidade de cenários, reflexo de diferentes classes, navios, condições

operativas e ambientais posśıveis. Normalmente, os sinais envolvidos possuem alta-

flutuação estat́ıstica, dimensionalidade elevada e ńıvel de rúıdo (próprio e de fundo)

considerável. Especialistas apontam, ainda, a necessidade de detectar de 30 a 40

classes de navios.

O desenvolvimento de um sistema de classificação eficiente presume a exis-

tência de uma base de dados que caracterize, apropriadamente, todos os cenários

operativos. A obtenção desta base, no entanto, é um processo bastante dif́ıcil, su-

jeito a diferentes restrições práticas, tais como: a disponibilidade de navios, o amplo

leque de condições operativas e ambientais, o custo das operações e o tempo envol-

vido. Este trabalho se baseou num banco de dados disponibilizado pelo Instituto de

Pesquisas da Marinha (IPqM), constitúıdo por 263 corridas de 28 navios pertencen-
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tes à 8 classes distintas adquiridas em raia acústica. Ainda que o conjunto utilizado

seja expressivo para o problema em questão, são esperadas restrições estat́ısticas, em

especial, com repeito ao número de classes e às condições operativas contempladas.

Entre requisitos cŕıticos ao sistema de classificação proposto, um dos mais

importantes é a capacidade de generalização, visto que a probabilidade do sistema

em se deparar com condições distintas às exploradas em seu projeto é alta. Para

que seja um útil instrumento de apoio, o sistema deve se mostrar robusto e con-

fiável, apresentando uma alta eficiência, mesmo na identificação de um número tão

expressivo de classes distintas. É também relevante a existência de mecanismos para

a identificação de classes desconhecidas, e que a inclusão de novas classes possa ser

realizada sob o mı́nimo risco ao bom reconhecimento das classes conhecidas. Por

fim, como o sistema operará em tempo real, o custo computacional das técnicas

empregadas deve ser considerado.

Em conformidade com diferentes trabalhos anteriores, optou-se por realizar

a classificação dos contatos com base nas caracteŕısticas espectrais do sinal captado

pelo sistema de sonar. Para tal tarefa, utiliza-se a combinação de um sistema de

pré-processamento, um sistema extrator de caracteŕısticas e um classificador neural.

Em linhas gerais, o papel do pré-processamento consiste em remover do sinal

de sonar o rúıdo de fundo do ambiente de medição, e fornecer janelas espectrais na

faixa de freqüência de interesse. Sua escolha foi baseada em resultados de outros

trabalhos. Através deste pré-processamento, uma classificação deve ser produzida

a cada 0,2 S, tempo compat́ıvel com a implementação em tempo real do sistema

proposto.

Por outro lado, a extração de caracteŕısticas resulta em espaços de dados de

menor complexidade, o que simplifica o aprendizado, aspecto útil tendo em vista as

restrições estat́ısticas existentes, e resulta, freqüentemente, em classificadores mais

eficientes, com menor custo computacional, logo mais adequados à necessária ope-

ração em tempo real do sistema. Extratores de caracteŕısticas adaptáveis permitem

ainda que o sistema de classificação possa ajustar-se, em operação, a novos ce-

nários operativos, incorporando, por exemplo, novas classes. Quanto ao sistema

classificador, classificadores modulares baseados em redes neurais são especialmente

indicados, tendo em vista que apresentam uma classificação eficiente, mesmo para
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um número expressivo de classes e para eventos de dimensionalidade elevada, além

de possuir facilidades quanto à adaptação, em especial, na incorporação de novas

classes.

Para a constituição do sistema extrator de caracteŕısticas adaptável, optou-

se pela técnica de análise de componentes principais, visto sua eficácia comprovada,

simplicidade quanto à implementação e operação, e por dispor de algoritmos consa-

grados de extração em tempo-real. Em trabalhos anteriores, componentes principais

se mostraram bem sucedidas no projeto de classificadores compactos para o ambiente

de sonar. O número expressivo de técnicas existentes, assim como a carência de aná-

lises comparativas baseadas em dados reais com as quais a escolha de um algoritmo

mais adequado ao problema de sonar pudesse ser orientada, motivou a elaboração

de uma detalhada revisão bibliográfica. Segundo esta revisão, as técnicas foram

agrupadas em termos do domı́nio de aplicação, ou seja, se aplicáveis à extração fora

(off-line) ou durante a operação do sistema (on-line), e com respeito à função obje-

tivo, à arquitetura e à técnica de otimização exploradas em sua derivação. Foi ainda

proposta uma arquitetura neural genérica, baseada numa hierarquia de células auto-

associativas, para a qual, através da aplicação de técnicas de otimização variadas,

foram produzidos diferentes algoritmos, aplicáveis tanto à extração on-line quanto

off-line de componentes. Os métodos propostos foram ainda aplicados à extração de

componentes principais do conjunto de dados de sonar, apresentando, do ponto de

vista da acuidade das direções das componentes extráıdas e do custo computacional

envolvido, melhores resultados que métodos consagrados da literatura, tais como o

GHA e o PASTd.

Em razão da complexidade do classificador, das restrições estat́ısticas exis-

tentes e das exigências quanto à eficácia e à confiabilidade, cuidado especial foi

dedicado ao projeto do classificador e a previsão do seu desempenho. Dois cenários

foram considerados: a seleção de dados por espectros e a por corridas, a primeira,

onde o projeto e a avaliação consideraram um mesmo conjunto de condições ope-

rativas; e a segunda, mais reaĺıstica, onde a avaliação utilizou condições operativas

distintas daquelas exploradas no treinamento do classificador.

Para os dois cenários foi realizada uma identificação das classes com mai-

ores restrições estat́ısticas, a qual pode orientar novas aquisições de dados. Esta
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identificação foi baseada no desempenho de generalização de um classificador MLP

totalmente conectado, através do qual foram identificadas as classes de menor de-

sempenho e maiores incertezas quanto à classificação, sujeitas, portanto, à maio-

res restrições quanto sua caracterização estat́ıstica. As incertezas de classificação

estimadas visaram, ainda, prover uma medida de confiabilidade das classificações

providas pelo sistema automático ao operador de sonar. A avaliação da capacidade

de generalização utilizou a técnica de subamostragem aleatória, que tende a ser

pessimista, ou seja, fornecer estimativas inferiores ao valor real, que é um aspecto

atrativo a aplicações militares, e considerou uma partição meio-a-meio dos eventos

dispońıveis entre os conjuntos de projeto e avaliação, de forma que uma ênfase es-

pecial fosse dedicada à avaliação da generalização. Conforme esperado, a avaliação

de classificadores produzidos utilizando conjuntos de projeto e avaliação baseados

na seleção por corridas resultou em menores valores de eficiências e maiores flutua-

ções de desempenho. Para a seleção por espectros, foram obtidas eficiências SP de

(92, 1±0, 5)% e (95, 6±0, 2)%, enquanto na seleção por corridas de (80, 6±1, 6)% e

(83, 1 ± 0, 9)%, para redes com 10 e 40 neurônios na camada intermediária, respec-

tivamente. As classes A, B, C e H, em especial, a classe C, para ambas modalidades

de seleção, foram identificadas como as mais cŕıticas.

Outro requisito relevante ao desenvolvimento do sistema de classificação é

prover conjuntos de projeto e avaliação que reflitam, apropriadamente, os diferentes

cenários de operação existentes, sob risco de comprometer a produção do classificador

ou resultar em estimativas não reaĺısticas de seu desempenho. Uma das propostas

deste trabalho é utilizar agrupamentos para esta seleção, visto que são estruturas

que particionam os dados em grupos de caracteŕısticas estat́ısticas similares, o que

permite uma melhor constituição de ambos conjuntos. Em razão do número expres-

sivo de classes e eventos dispońıveis, optou-se, por questões de simplicidade, custo

computacional e eficácia, pelas utilização das técnicas de agrupamento seqüencial

e hierárquico, produzindo-se um agrupamento por classe. Uma vez que as técnicas

de agrupamento costumam apresentar melhor desempenho em espaços de dimensão

reduzida, e como os eventos possuem dimensionalidade elevada, foi considerada a

produção dos agrupamentos com base em eventos compactados através das dire-

ções fornecidas pelas análises de componentes principais (PCA) e de discriminação
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(PCD). Como o valor do raio vigilância, para o agrupamento seqüencial, e o ńıvel

de corte, para o agrupamento hierárquico, possuem relação direta com o número e

as caracteŕısticas estat́ısticas dos grupos por eles identificados, foram propostas fer-

ramentas e critérios para auxiliar a definição destes parâmetros, considerando tanto

a seleção por espectros quanto por corridas.

Em relação à seleção por espectros, para o agrupamento seqüencial, foi pro-

posto um critério onde, tendo como base uma curva que relaciona o número de gru-

pos do agrupamento como função do valor do raio de vigilância, definido por uma

fração da moda da distância euclidiana dos eventos da classe, são identificados um

conjunto de candidatos ao raio. Para este conjunto, o valor de raio mais adequado é

identificado utilizando o próprio classificador como figura de mérito. Ao considerar

frações da moda para a definição dos raios, uma vantagem é que o seu processo de

seleção para as diferentes classes é uniformizado. Foi considerada, também, a utili-

zação de critérios relativos, processo onde ı́ndices estat́ısticos identificam, dentre um

conjunto de agrupamentos produzidos para diferentes escolhas de raio, qual deles

melhor reflete a estrutura existente nos dados. Para o agrupamento hierárquico, é

proposto um critério onde, através da modelagem matemática das curvas de dissi-

milaridade de formação do agrupamento, realiza-se um corte baseado na idéia de

constantes de decaimento. Este procedimento é interessante, pois explora a estru-

tura existente nos dados para a definição do corte, o qual é uniformizado, também,

em relação às diferentes classes. Por este critério, de forma similar ao anterior, o

corte mais apropriado é identificado dentre um conjunto de candidatos utilizando

o classificador como figura de mérito. Para a seleção destes candidatos, é proposta

a elaboração e inspeção de uma curva que relaciona o número de grupos definidos

pelo corte segundo diferentes constantes de tempo.

Resultados referentes à aplicação de agrupamentos para a seleção por espec-

tros mostraram que, para a técnica seqüencial, maiores eficiências de generalização

foram obtidas para os classificadores cujos conjuntos de projeto e avaliação foram

selecionados através de agrupamentos produzidos sobre dados compactados em 10

componentes de discriminação, resultado coerente, visto que esta técnica privilegia

informação discriminante dos dados. Com respeito à seleção dos raios, a análise

considerou, inicialmente, três granularidades subjetivas: fina, intermediária e gros-
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seira, correspondentes a escolhas de raio de 0,5, 1,0 e 5,0 vezes a moda. O melhor

resultado foi obtido ao considerar uma granularidade fina para todas as classes.

Posteriormente, foi avaliada a definição dos valores de raio classe-a-classe através

de 3 ı́ndices estat́ısticos: Silhouette, Dunn e Davies-e-Bouldin, que consideraram

12 valores de raio escolhidos entre 0,5 a 5,0 vezes a moda. Para um total de 5

classes, um valor de raio reduzido, correspondente a 0,5 vezes a moda, foi iden-

tificado como o mais apropriado. Para as demais, tem-se valores de raio médio

(3,0) e grande (5,0). No agrupamento hierárquico, três constantes de decaimento

(0,5, 0,9 e 1,2) foram consideradas, as quais resultaram em agrupamentos subjeti-

vamente classificados como de granularidades grosseira, intermediária e fina. Em

oposição ao agrupamento seqüencial, um melhor desempenho foi verificado para a

granularidade baixa. Na seleção dos conjuntos, o agrupamento seqüencial produziu

resultados superiores ao hierárquico. Quando comparadas a seleção dos raios do

agrupamento seqüencial por granularidade subjetiva ou através de ı́ndices, verifica-

se um melhor desempenho da primeira, que produziu classificadores com eficiência

SP de (92, 6 ± 0, 3)% e (96, 2 ± 0, 2)%, considerando 10 e 40 neurônios na camada

intermediária do classificador, respectivamente.

Na seleção por corridas, como a formação dos conjuntos de projeto e avali-

ação deve considerar grupos de corridas com caracteŕısticas estat́ısticas similares, é

proposto um critério onde cada corrida é associada a um vetor representativo, sendo

produzido um agrupamento com base nos diferentes vetores gerados. Corridas cujos

vetores, neste agrupamento, pertençam a um mesmo grupo, são tidas como simila-

res. A produção de vetores representativos é baseada no agrupamento gerado para

a seleção por espectros, e considerou 2 critérios que exploram as caracteŕısticas re-

lativas à forma como as corridas estão distribúıdas pelos grupos deste agrupamento:

uma primeira, onde o vetor representativo é definido pelo baricentro dos centros

dos grupos que contém eventos da corrida; e uma segunda, onde se define um vetor

binário, referido como vetor de pertinência, cujo valor de cada componente indica se

a corrida possui ou não eventos no interior do grupo a ela correspondente. Para a

geração do agrupamento de vetores representativos é utilizada a técnica hierárquica,

com seleção do ńıvel de corte realizado pelo critério de constantes de decaimento an-

teriormente proposto. O melhor resultado é obtido pelo agrupamento dos vetores de
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pertinência, o qual resultou em eficiências SP de (84, 3±0, 5)% e (87, 5±0, 4)% , para

classificadores com 10 e 40 neurônios na camada intermediária, respectivamente.

Estratégia útil ao desenvolvimento do sistema classificador é dividir-e-conquis-

tar, ou seja, subdividir a classificação em tarefas mais simples, cuja solução pode

explorar diferentes técnicas, escolhidas de acordo com as especificidades de cada ta-

refa. Utilizar múltiplos classificadores pode ainda resultar num sistema mais seguro

e robusto, para o qual a inclusão de novos cenários é viável. Este trabalho propõe a

constituição do sistema classificador por redes modulares classe-especialistas. Nesta

proposta, um classificador MLP de 2 camadas, totalmente conectado, com sáıda

binária, é associado a cada classe, possuindo o papel de identificar se o evento per-

tence ou não a classe a ele correspondente. Entre atrativos desta técnica, tem-se um

classificador eficiente, mesmo em problemas com alta-dimensionalidade, escalável e

com capacidade de adaptação parcial, o que é útil na incorporação de novos cenários

operativos. Pela modularidade, a detecção e a inclusão de novas classes pode ainda

ser facilmente realizada.

Para esta proposta são discutidos o treinamento, a escolha da topologia das

redes classe-especialistas e o critério de integração explorados na formação do sis-

tema classificador. Em relação ao treinamento, ênfase especial é dedicada a função

objetivo e a seleção da parada. Para a função objetivo são apresentadas 3 alterna-

tivas: batelada uniforme, classe-e-não-classe e classe-e-não-classe normalizada; para

a seleção do ponto de parada do treinamento e da topologia, tem-se 5 propostas

de mérito: eficiências de detecção, falso-alarme e SP, área da ROC e valor do erro

quadrático médio. Com respeito à combinação das redes classe-especialistas na for-

mação do sistema classificador, 4 critérios são avaliados: por máximo, que define

a classe pelo especialista de maior valor de sáıda; linear um e dois, onde a classe

é definida com base numa combinação linear das sáıdas dos especialistas, e, por

fim, não-linear, onde a decisão é realizada por uma rede neural que utiliza as ca-

racteŕısticas extráıdas por cada especialista. É discutida, também, a identificação e

inserção de novas classes. Para a primeira, são propostos critérios baseados na com-

paração das sáıdas com 1 ou 2 limiares, ou na produção de agrupamentos baseados

em seus valores. Para o último, é proposto definir um grupo, por hiperesfera ou

hipereĺıpsóide, para cada classe, identificando os eventos como pertencentes à dada
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classe apenas se estiverem situados no interior do grupo a ela correspondente. Em

relação à inserção de classes, o procedimento consiste em inserir novos especialistas

ao sistema, realizando, se necessário, o retreino dos especialistas originais e o ajuste

do critério de integração.

As análises desenvolvidas para os especialistas utilizaram conjuntos de projeto

e avaliação identificados para a seleção por corridas, segundo a técnica de agrupa-

mento de vetores de excitação. Em relação à função objetivo, o melhor resultado foi

obtido pela função classe-e-não-classe normalizada. Quanto ao critério de parada,

tem-se a eficiência SP. Estes resultados sinalizam que, para um melhor desempenho

do sistema final, os classificadores classe-especialistas devem conjugar habilidades

tanto na detecção de eventos de suas classes quanto na rejeição de eventos das de-

mais. Para escolha da topologia, o ı́ndice de melhor desempenho foi a área da ROC,

resultando em classificadores especialistas com 3 (classes A e G) a 78 neurônios

(classe C) na camada intermediária, eficiência mı́nima de 70, 2% (classe C) e má-

xima de 94% (classes D e E), com desempenho global de (87, 6 ± 0, 4)% quanto à

eficiência SP. Em relação a integração, o melhor resultado foi obtido pela integração

não-linear, para a qual foi utilizada uma rede neural com 184 nós de entrada, 26

neurônios na camada escondida e 8 neurônios na camada de sáıda, alimentada pe-

las sáıdas das camadas intermediárias das especialistas. Esta arquitetura apresentou

uma eficiência SP de (88, 5±0, 4)%. Em segundo lugar, tem-se o critério de máximo,

com eficiência SP de (87, 6 ± 0, 4)%.

Para avaliar a capacidade de detecção e inclusão de novas classes ao sistema

classificador baseado em redes classe-especialistas, o sistema foi projetado utilizando

apenas as classes A, B, C e H, uma vez que este conjunto foi identificado, anteri-

ormente, como de classificação mais cŕıtica. Nesta análise, por maior simplicidade,

o critério de máximo foi explorado para a combinação dos especialistas. Entre as

propostas de detecção de novas classes, o critério que realiza a comparação do maior

valor de sáıda dos especialistas com um limiar arbitrário apresentou o melhor de-

sempenho, permitindo uma eficiência de detecção mı́mima de 66, 8% (classe B) e

máxima de 88, 5% (classe H), identificando, no mı́nimo, para a classe F, 21%, e, no

máximo, para a classe G, 61,2% dos eventos como provenientes de novas classes,

caso um limiar de valor 0,95 fosse escolhido. Para os eventos de novas classes não
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identificados, parcela significativa é classificada como proveniente da classe C, com

destaque às classes D, E e F; da classe A (eventos da classe F) e da classe B (eventos

da classe G). Quanto à inclusão das novas classes ao sistema, é posśıvel realizá-la

considerando ou não o retreino de parte ou todos classificadores originalmente exis-

tentes no sistema. Para uma inclusão sem retreino de nenhum especialista original,

o sistema apresentou eficiências superiores a 70% para todas as classes, exceto para

a classe F, com eficiência de 48, 5%. Foi mostrado que ao realizar o retreinamento

da classe C, a eficiência da classe F sobe para 68, 7%, e o sistema apresenta efici-

ências superiores a 88% para as demais classes. Considerando, também, o retreino

das classes A e H, é posśıvel elevar a detecção da classe F ao patamar de 91, 9%.

Resultados demonstraram que, caso o encapsulamento das classes por seus especi-

alistas seja melhorado, um melhor desempenho quanto à detecção e a inclusão de

novas classes possa ser obtido.

Os resultados obtidos neste trabalho demonstram que os agrupamentos cons-

tituem um eficiente instrumento para a seleção de conjuntos de projeto e avaliação

em sistemas de classificação com severas restrições quanto à capacidade de generali-

zação ou na caracterização estat́ıstica das classes envolvidas. Neste caso, a utilização

de redes classe-especialistas mostrou-se especialmente indicada, tendo em vista os

expressivos valores de eficiência obtidos para as diferentes classes, assim como os

promissores resultados na identificação e incorporação de novas classes ao sistema.

7.1 Trabalhos futuros

O bom desempenho obtido para a técnica de classificadores classe-especialistas

sinaliza que a estratégia de dividir-e-conquistar é atrativa ao problema de sonar, con-

forme esperado. Assim, a classificação de classes mais cŕıticas, tais como a classe

C, pode explorar as máquinas de comitê, técnica onde vários classificadores são de-

dicados à solução de uma mesma tarefa. Neste caso, faz-se necessário um estudo

detalhado quanto à produção e a integração dos diferentes classificadores do comitê,

assim como uma discussão de quais classes serão envolvidas e como este comitê será

incorporado ao sistema especialista.

Caso o encapsulamento das classes seja melhorado, maiores eficiências quanto
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à identificação e a incorporação de novas classes podem ser obtidas. Uma possibili-

dade é a pesquisa de mecanismos para um melhor encapsulamento das classes pelas

redes classe-especialistas que sejam aplicáveis a dados de dimensionalidade elevada.

Pode-se, ainda, investigar técnicas alternativas para a constituição destes classifi-

cadores. Uma possibilidade é utilizar um enfoque h́ıbrido, onde agrupamentos e

classificadores neurais sejam utilizados para esta tarefa. Como ponto de partida

desta proposta pode-se explorar os agrupamentos produzidos para a seleção dos

conjuntos de projeto e avaliação do classificador. Outra alternativa interessante são

os classificadores baseados em curvas principais, para os quais podem ser explorados

critérios mais sofisticados de classficação que a distância à curva representativa de

cada classe.

De posse dos agrupamentos produzidos para as seleções por espectros e cor-

ridas, pode-se ainda realizar uma análise prospectiva dos dados, visando identificar

as caracteŕısticas dos grupos formados. Nesta análise, por exemplo, poderiam ser

identificadas quais condições operativas caracterizam cada grupo, o que permitiria

identificar, para corridas distintas, quais condições de maquinário são comuns a am-

bas. Este estudo poderia basear uma pesquisa de mecanismos para a caracterização

das condições operativas dos contatos, resultando num sistema de apoio tático que,

além de fornecer ao operador a classe a qual a embarcação pertence, proveria infor-

mações de interesse militar tais como o tipo de propulsão, o número de eixos e pás

e a velocidade do contato.

O conjunto de dados explorado neste trabalho considerou aquisições de um

número restrito de classes e cenários operativos, realizada em raia acústica, que

possui baixa profundidade, por meio de um hidrofone junto ao fundo da raia. Em

cenários reais de operação, o sinal seria adquirido em águas profundas, por meio

de um conjunto de hidrofones, cuja composição, referida como formação do feixe,

resultaria no sinal de entrada do sistema classificador. Quanto ao sinal recebido,

caracteŕısticas estat́ısticas diferentes são esperadas, tanto pelas condições de propa-

gação distintas do meio quanto pela contaminação do sinal do contato pelo rúıdo

do maquinário em operação no submarino, referido como rúıdo próprio. Há ainda a

possibilidade do sistema em se deparar com mais de um contato simultaneamente,

com novos navios de classes conhecidas, ou mesmo, com embarcações de novas clas-
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ses. Assim, uma importante etapa futura consiste em avaliar o sistema proposto em

cenários reais de operação, para os quais é importante discutir mecanismos para a

detecção dos sinais envolvidos, visto que este trabalho e anteriores concentraram-se

apenas na sua classificação. Pesquisas tem sido desenvolvidas visando à separação

dos rúıdos próprio e do contato, assim como para isolar um contato de interesse na

ocorrência de múltiplos contatos simultâneos. Resultados promissores estão sendo

obtidos pela utilização de componentes fornecidas pela análise de componentes in-

dependentes [66], tecnica capaz de separar um ou mais sinais oriundos de fontes

estat́ısticas independentes que tenham sido misturados. Esta técnica poderia tam-

bém ser explorada visando à decomposição dos sinais dos contatos, o que seria útil

à caracterização do maquinário em operação no seu interior, podendo também cons-

tituir importante instrumento de auxilio à classificação.

Sistemas de classificação que possuam a capacidade de adaptar-se, em ope-

ração, à novos cenários são de especial interesse para o problema de sonar passivo.

Um primeiro passo para o desenvolvimento deste sistema foi discutido neste traba-

lho, ao realizar-se um estudo de sistemas extratores de caracteŕısticas adaptativas,

focando-se na extração de componentes principais de representação (PCA). Este

é um problema bastante complexo, o qual demanda extensas pesquisas quanto à

identificação eficiente de novas classes, e com respeito ao processo de atualização do

sistema classificador, o qual pode ser semi-automático, ou seja, com interferência do

operador, ou totalmente automático.

273



Apêndice A

Artigos Publicados

Nesta seção, apresentamos os artigos publicados em congressos nacionais e

internacionais relacionados ao desenvolvimento desta tese. Cada artigo é acompa-

nhado de breve descrição.

1. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”IR-PCA: Um Algoritmo Neural

Acurado e Rápido para a Extração de Componentes Principais”. In: XVI CBA

- Congresso Brasileiro de Automática, Salvador, Bahia, Brasil, 2006.

Neste trabalho, um novo método de extração off-line de componentes prin-

cipais por redes neurais é proposto. Aliando uma arquitetura escalável, de

fácil implementação, o método possui baixo custo computacional por iteração

e apresenta, em termos de acurácia e custo computacional, um desempenho

significativamente superior a algortimos consagrados da literatura.

2. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Seleção Estat́ıstica de Dados para

Classificadores Neurais de Sinais de Sonar Passivo”. In: VII CBRN - Con-

gresso Brasileiro de Redes Neurais, Natal, RN, Brasil, 2005.

Neste trabalho discute-se a seleção de dados para o projeto de classificadores

em problemas sujeitos a restrições estat́ısticas do banco de dados. Conside-

rando a classificação de espectros de sonar passivo, provenientes de 25 navios

pertencentes a 8 classes distintas, é mostrado que a seleção dos conjuntos de

projeto e teste por meio de técnicas de análise de agrupamentos permite, com

um menor custo computacional, obter classificadores de maior eficiência média

e melhor desempenho para as classes mais cŕıticas. Utilizando esta técnica, um
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classificador com uma eficiência média de 94, 6% foi obtido, o que é significativo

para o problema em questão.

3. FERNANDES, H. L., SEIXAS, J. M., NEVES, S. R., SOUZA FILHO, J.

B. O.,”Combining Morphological Mapping and Principal Curves for Ship Clas-

sification”. In: IEEE International Symposium on Signals, Circuits and Sys-

tems (ISSCS) , Romênia, 2005.

É desenvolvido um classificador de navios que utiliza curvas principais para ex-

trair informação relevante de imagens segmentadas. O classificador é baseado

na distância euclidiana do ponto cujas coordenadas representam as caracteŕıs-

ticas relevantes extráıdas da imagem de entrada às curvas atribúıdas à cada

classe. Esta metodologia é atrativa, dado que possui baixo custo computacio-

nal na fase de extração, sendo facilmente escalável para um número arbitrário

de classes. Foi antigida uma eficiência média de classificação de 97, 3%, o que

supera resultados prévios baseados em redes neurais.

4. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Agrupamento Estat́ıstico de Dados

de Sonar Passivo para o Projeto de Classificadores”. In: I EPAS - Encontro

de Propagação em Acústica Submarina, Rio de Janeiro, RJ, Brasil, 2004.

Este trabalho explora as técnicas de validação cruzada, redes ART e clusteri-

zação hierárquica para a seleção estat́ıstica de espectros relevantes do conjunto

de dados. Critérios para o dimensionamento dos agrupamentos são propostos.

Utilizando um classificador MLP baseado na técnica de componentes princi-

pais de discriminação, os diferentes métodos de agrupamento são comparados

com base na eficiência de generalização.

5. FERNANDES, H. L., SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Classificação

de Sinais Acústicos Submarinos Utilizando Curvas Principais”. In: XV CBA

- Congresso Brasileiro de Automática, Gramado, RS, Brasil, 2004.

Este artigo propõe a classificação de contatos utilizando curvas principais para

a caracterização das diferentes classes de navios. É analisado o impacto da

complexidade da curva e da metodologia de normalização dos dados na efici-

ência de generalização do classificador.
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6. FERNANDES, H. L., SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Extração

de Caracteŕısticas de Sinais de Sonar Passivo Usando Curvas Principais”. In:

I EPAS - Encontro de Propagação Acústica Submarina, Rio de Janeiro, RJ,

Brasil, 2004.

Neste trabalho, avaliam-se as curvas principais como metodologia de extração

de caracteŕısticas para os sinais de sonar. É realizada uma análise da distância

entre as curvas, segundo diferentes métricas e metodologias, visando identificar

as classes de classificação mais cŕıtica.

7. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Classificação de Sinais de Sonar

Passivo baseada em Filtragem Casada”. In: XV CBA - Congresso Brasileiro

de Automática, Gramado, RS, Brasil, 2004.

Este trabalho propõe um classificador de contatos pela técnica de filtragem ca-

sada. É apresentada uma nova modelagem para o problema, na qual não se faz

necessária a caracterização estat́ıstica do rúıdo. A otimização do classificador,

seja pela compactação dos sinais ou pela seleção de dimensões discriminantes,

é também discutida.

8. COSTA, B. F. P., SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Passive Sonar

Signal Classification Using Expert Neural Networks”. In: SBRN 2004 - Bra-

ziliam Symposium on Artificial Neural Networks, São Luiz, MA, Brasil, 2004.

Propõe-se a classificação de contatos por redes especialistas. Segundo esta

metodologia, utilizando a estratégia de dividir-e-conquistar, forma-se um clas-

sificador pelo agrupamento de classificadores mais simples, especializados em

cada classe. Os resultados mostraram que este enfoque é interessante, permi-

tindo ao classificador absorver novas classes.

9. COSTA, B. F. P., SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Classificação

Sonar Passiva Utilizando Redes Neurais Especialistas”. In: I EPAS - Encontro

de Propagação Acústica Submarina, Rio de Janeiro, RJ, Brasil, 2004.

Utilizando a metodologia anteriormente descrita, aspectos relativos à metodo-

logia de treinamento e seu impacto na generalização, assim como o dimensio-

namento das redes especialistas são discutidos.
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10. SOUZA FILHO, J. B. O., CALôBA, L. P., SEIXAS, J. M., ”An Accurate and

Fast Neural Method for PCA Extraction”. In: IJCNN2003 - International

Joint Conference on Neural Networks, Portland, Oregon, USA, 2003.

Neste artigo é proposto um novo método on-line para a extração de componen-

tes principais. Testes mostram que o método possui maior acurácia e menor

tempo de convergência que métodos consagrados da literatura.

11. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Classificador de Contatos baseado

em Filtragem Casada”. In: II Workshop em Acústica Submarina, Rio de Ja-

neiro, RJ, Brasil, 2002.

Propõe uma nova modelagem ao problema e apresenta os primeiros resultados

relativos à tecnica desenvolvida, em maiores detalhes, na referência: Classi-

ficação de Sinais de Sonar Passivo baseada em Filtragem Casada, descrita

acima.

12. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Curvas Principais na Classificação

de Sinais de Sonar Passivo”. In: II Workshop em Acústica Submarina, Rio de

Janeiro, RJ, Brasil, 2002.

Propõe-se um classificador de contatos baseado na modelagem de cada classe

por uma curva principal. Este classificador é baseado na distância de cada

evento à curva representativa de cada classe. A despeito da simplicidade do

critério de classificação, bons resultados são obtidos.

13. SOUZA FILHO, J. B. O., SOUZA, M., CALÔBA, L. P., SEIXAS, J. M.,

”Extração Neural de Componentes Principais em Aplicações de Elevada Di-

mensionalidade”. In: V SBAI - Simpósio Brasileiro de Automação Inteligente,

Canela, RS, Brasil, 2001.

Neste trabalho é proposto um novo método de extração de componentes prin-

cipais, que é baseado numa rede MLP auto-associativa submetida a um trei-

namento diferenciado. Testes de acuidade e custo computacional mostram

um melhor desempenho do método em relação a algoritmos consagrados da

literatura.

14. SOUZA FILHO, J. B. O., SEIXAS, J. M., ”Classificador Neural Online para

Sonar Passivo utilizando um Processador Digital de Sinais de Alto-Desempenho”.
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In: V CBRN - Congresso Brasileiro de Redes Neurais, Rio de Janeiro, RJ, Bra-

sil, 2001.

Neste trabalho é discutida a implementação de um sistema de classificação

neural on-line para sinais de sonar passivo utilizando um processador digital

de sinais de alto-desempenho, o ADSP21062. O sistema foi codificado em lin-

guagem Assembly, otimizado quanto a velocidade de execução, sendo acesśıvel

por uma interface amigável através de um microcomputador padrão IBM-PC.
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Apêndice B

Técnicas de redução dimensional

Para número expressivo de aplicações, é necessário lidar com conjuntos de

dados de dimensão elevada, logo a seleção das variáveis relevantes à solução do

problema é relevante, senão fundamental. Para aplicações que operam em tempo

real, tal como o sonar passivo, a questão da dimensionalidade é ainda mais cŕıtica,

dadas as restrições quanto ao volume de processamento. Conclui-se que a extração de

caracteŕısticas relevantes pode ser fundamental para a viabilidade de uma aplicação.

Dado um evento n-dimensional x, uma caracteŕıstica arbitrária (Fi) de x

pode ser expressa na forma:

Fi = F (x) = F (x1, . . . , xn), (B.1)

onde F (x) representa uma função de extração de caracteŕısticas, também arbitrária,

onde x1, . . . , xn correspondem às componentes do vetor x. Um caso particular da

função Fi é uma função de extração de caracteŕısticas lineares, para a qual Fi assume

a forma:

Fi = αi1x1 + . . .+ αinxn, (B.2)

onde αi1 . . . αin são coeficientes a serem obtidos por técnica apropriada. Uma outra

forma de representar a Equação B.2 é pelo produto escalar Fi = ai
Tx, sendo ai um

vetor coluna de componentes dadas pelos coeficientes αi.

Como, normalmente, mais de uma caracteŕıstica é utilizada, pode-se escrever

que o conjunto das caracteŕısticas é definido por um vetor coluna f , de dimensão k,

dado por:

f =
[

F1 . . . Fk

]T

=
[

a1 . . . ak

]T

x = Tx, (B.3)
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onde T corresponde a matriz de extração de caracteŕısticas, ou mesmo, de compac-

tação dos dados, pois reduz a dimensão dos eventos de n para k, onde k corresponde

ao número de caracteŕısticas selecionadas.

Propor uma matriz T é um processo dependente do tipo de informação e

da metodologia utilizada para sua determinação. A seguir, discutiremos algumas

técnicas para sua obtenção.

B.1 Análise de componentes principais

A análise de componentes principais - do inglês: Principal Component Analy-

sis - PCA - [4, 67, 157] é uma técnica de análise multivariável consagrada, extensiva-

mente aplicada em variadas áreas, entre elas: detecção, estimação, reconhecimento

de padrões, processamento de áudio e imagens, assim como na compactação de espa-

ços de elevada dimensionalidade. Esta técnica é baseada na expansão de processos

aleatórios em série de Karhunen-Loève (KL) [157].

Considere x um vetor aleatório de dimensão N , formado pela amostragem

periódica de um processo estocástico cont́ınuo, de média nula, realizada durante um

peŕıodo de tempo arbitrário T . O objetivo da PCA discreta é obter os coeficientes

ci e os vetores base φi de forma que x possa ser escrito na forma [27]:

x =

N
∑

i=1

ciφi, (B.4)

onde ci são coeficientes aleatórios, dependentes da realização em questão, e φi cons-

tituem os vetores base determińısticos, os quais estão associados à expansão do

processo gerador da realização.

Para a determinação de ci e φi serão considerados os seguintes critérios:

1. Média quadrática como critério de convergência:

EQ = E

[(

x −
N

∑

i=1

ciφi

)2]

= 0, (B.5)

isto é, os coeficientes e vetores base consistem nos zeros da função EQ, ou

ainda, o erro quadrático cometido na expansão do processo através de N fun-

ções base é nulo.
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2. Coeficientes da expansão determinados por projeção:

ci = φT
i x (B.6)

3. Funções base ortogonais e com energia unitária 1:

φT
i φj = δij (B.7)

4. Coeficientes da expansão descorrelacionados:

E[cicj] = λiδij , (B.8)

onde λi é uma constante arbitrária.

Para as condições acima relacionadas, pode-se mostrar que os vetores φi

devem satisfazer [157]:

Rxφi = λiφi, (B.9)

ou seja, os vetores base da expansão correspondem aos N autovetores [70] da matriz

de correlação Rx, a qual é dada por:

Rx = E[xxT ] (B.10)

Da Equação B.4 pode-se verificar que o processo aleatório x pode ser ex-

pandido, de forma aproximada, utilizando um subconjunto S dos N vetores base

dispońıveis, isto é:

x̃ =
∑

i∈S

ciφi (B.11)

O erro quadrático médio da expansão de x̃ pode ser escrito na forma:

EMQ =E

[(

x −
∑

i∈S

ciφi

)2]

=

[( N
∑

i=1

ciφi −
∑

j∈S

cjφj

)2]

EMQ =E

[(

∑

i/∈S

ciφi

)2]

= E

[

∑

i/∈S

∑

j /∈S

cicjφ
T
i φj

]

EMQ =
∑

i/∈S

E[c2i ] =
∑

i/∈S

λi,

(B.12)

1δik = 1 para i = k e δik = 0 para i 6= k.
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isto é, o erro cometido na aproximação está relacionado ao somatório dos autova-

lores associados aos autovetores base não considerados na expansão. Assim, se o

conjunto S for formado pelos k autovetores associados aos maiores autovalores, o

erro quadrático médio desta expansão, para um valor de k fixo, será mı́nimo.

Por outro lado, a energia associada ao processo x̃ é dada por:

E[|x̃|2] = E[x̃T x̃] = E

[

∑

i∈S

ciφ
T
i

∑

j∈S

cjφj

]

E[|x̃|2] =
∑

i∈S

E[c2i ] =
∑

i∈S

λi,

(B.13)

donde conclúımos que os autovetores, obtidos pela minimização do erro quadrático

médio, são aqueles que maximizam o valor quadrático da projeção dos dados em suas

direções, ou ainda, que retêm a maior parte da energia do processo original. Como

é suposto que o processo possui média nula, estas direções correspondem ainda às

direções que maximizam a variância da projeção dos dados.

Definem-se como as componentes principais do processo x, as direções que

contribuem de forma mais significativa para a representação do processo x̃, conforme

a Equação B.4. Como foi mostrado que a contribuição de cada autovetor está

relacionada a seu autovalor associado, as componentes principais correspondem aos

autovetores de Rx associados aos maiores autovalores, isto é, a primeira componente

principal corresponde ao autovetor associado ao maior autovalor; a segunda, ao

segundo maior autovalor, e assim, sucessivamente. Como, para variados problemas, a

energia do processo se deposita de forma mais concentrada em algumas componentes,

restando às demais valores pouco relevantes de energia, ou mesmo, rúıdo, a PCA

fornece um método adequado de compactação linear. Sejam e1, . . . , ek os autovetores

associados aos k maiores autovalores ordenados de Rx. Retormando a Equação B.3,

para a compactação por PCA, a matriz T é dada por:

T =
[

e1 . . . ek

]T

(B.14)

Aplicando a matriz T proposta pela Equação B.14 na B.3, temos que o vetor
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de caracteŕısticas f possui componentes ainda descorrelatadas, pois 2:

Rf =
[

e1 . . . eK

]T

Rx

[

e1 . . . eK

]

Rf =
[

e1 . . . eK

]T [

e1 . . . eN

]

ΛN

[

e1 . . . eN

]T [

e1 . . . eK

]

Rf = ΛK,

(B.15)

onde Λk é uma matriz diagonal cujas entradas são dadas por λ1, . . . , λk, ou seja, a

análise PCA aplicada a compactação produz variáveis aleatórias descorrelacionadas,

as quais são formadas por um pequeno número de combinações lineares das variá-

veis originais, retendo, no sentido da energia ou, equivalentemente, do erro médio

quadrático, o máximo de informação posśıvel do conjunto original [67].

B.1.1 Técnicas para a extração de componentes principais

A extração PCA está relacionada a fatoração da matriz de covariância em

autovetores e autovalores. Esta fatoração, usualmente, é realizada por meio de

algoritmos clássicos da algebra linear numérica, que promovem a diagonalização

de matrizes arbitrárias através da aplicação de sucessivas transformações lineares.

Entre estes métodos, os mais comumente aplicados para a diagonalização de matrizes

hermitianas são o método de Jacobi, a fatoração de Household, o método de Givens

e a fatoração QR [88]. Uma descrição mais detalhada destes algoritmos pode ser

encontrada em [97].

Ainda que na maior parte das aplicações, apenas algumas componentes sejam

necessárias, os métodos clássicos, na sua forma usual, extraem todas as componentes

do processo de interesse. Existem, ainda, alguns métodos para a extração de pequeno

número de componentes [63]. Um sério inconveniente de todos estes métodos é a

necessidade da estimação da matriz de covariância, a qual é contra-indicada ou até

mesmo imposśıvel, por restrições de memória ou de volume de processamento, em

aplicações de dimensão elevada. Uma alternativa a este problema são os métodos

adaptativos que foram discutidos no Caṕıtulo 3.

2Foi explorada a expansão de Rx em termos de: Rx = QΛQT , onde Λ é uma matriz diagonal

formada pelos autovalores de Rx ordenados de forma decrescente e a matriz Q possui, como

colunas, os autovetores associados a estes autovalores [70].
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B.2 Análise de componentes principais de discri-

minação

Conforme discussão anterior, a análise PCA obtém direções relacionadas a

uma representação ótima dos dados. Para fins de classificação, no entanto, a infor-

mação mais relevante é aquela que define as diferenças entre as classes. A análise que

fornece direções privilegiadas para fins de classificação é a análise de componentes

principais de discriminação (PCD - Principal Components for Discrimination) [158].

Um forma posśıvel de extrair componentes PCD é utilizar um classificador

MLP [4] de duas camadas, sujeito a um processo de treinamento incremental, onde

neurônios são inseridos na camada intermediária ao longo do processo de treina-

mento. Os pesos que conectam estes neurônios aos nós de entrada da rede fornecerão,

ao final do processo de extração, as componentes PCD.

Este processo de treinamento é iniciado considerando uma rede de N nós de

entrada, 1 neurônio na camada intermediária e K neurônios de sáıda 3, onde todos

neurônios possuem a tangente hiperbólica como função de ativação. Esta rede é

treinada na forma usual, ou seja, visando a minimização do erro médio quadrático

cometido em sua sáıda. Após a convergência, tem-se uma estimativa da primeira

componente principal de discriminação, a qual, através de um processo de atuação

conjunta com os pesos da camada de sáıda, é a direção de projeção que melhor pro-

move a separação dos dados nas diferentes classes. Em seguida, mais um neurônio

é inserido na camada intermediária, sendo os vetores de pesos associados às compo-

nentes já extráıdas mantidos fixos por todo restante do processo de extração. Este

processo é repetido por um total de p vezes, produzindo p neurônios na camada

escondida da rede, onde p é o número de componentes PCD a serem extráıdas.

Trata-se portanto de um processo de treinamento construtivo e cooperativo, sendo

esta metodologia também conhecida como PCD construtiva [2]. Com o objetivo

de evitar mı́nimos locais [4] é adequado, no processo de extração de cada compo-

3É evidente que o valor de K é dependente do tipo de codificação adotada para as classes.

Neste trabalho, considera-se uma codificação maximamente esparsa [4], ou seja, cada neurônio é

responsável por uma classe, sendo treinado para apresentar o valor alvo +1,0 para eventos a ela

pertencentes; e -1,0, em caso contrário.
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nente, realizar várias tentativas, onde, para cada uma, uma nova inicialização dos

pesos em treinamento é realizada. Uma vez conclúıdas todas tentativas, seleciona-se

aquela que apresentar melhor eficiência de generalização, dando-se prosseguimento

ao processo de extração.

Quando aplicada para fins de compactação, a análise PCD, por reter infor-

mação mais diretamente relacionada à classificação, em geral, produz sistemas de

classificação baseados nas caracteŕısticas extráıdas que são mais eficientes que a

análise PCA, ou seja, que obtêm uma eficiência de classificação similar ou superior,

utilizando, em geral, menor número de componentes [5].

É interessante ainda observar que, dada a estrutura e a forma como a rede

extratora PCD é treinada, as eficiências obtidas ao longo do processo de extração

fornecem uma estimativa aproximada das eficiências de um classificador neural base-

ado em eventos compactados com base nas direções fornecidas por esta análise. Este

resultado é similar ao obtido pela análise PCA com respeito aos autovalores, que

estão diretamente relacionados ao erro quadrático médio cometido na compactação

dos eventos, conforme a Equação B.13.
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[115] PRESS, W., VATTERLING, W., TEUKOLSY, S., et al., Numerical Recipies

in C - The Art of Scientific Computing. Cambrige University Press, 1995.

[116] AKIPPI, C., BRAIONE, P., “Classification Methods, Reduced Datasets and

Quality Analysis Applications”. In: IEEE International Conference on Com-

putational Intelligence for Mesurement Systems and Applications, pp. 121–126,

2004.

296
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[219] KÉGL, B., KRZYZAK, A., LINDER, T., et al., “Learning and Design of

Principal Curves”, IEEE Transactions on Pattern Analysis and Machine In-

telligence, v. 22, n. 3, pp. 281–297, 2000.

[220] SANDILYA, S., KULKARNI, S. R., “Principal Curves with Bounded Turn”,

IEEE Transactions on Information Theory, v. 48, n. 10, pp. 2789–2793, 2002.

[221] TIBSHIRANI, R., “Principal Curves Revisited”, Statistics and Computation,

v. 2, pp. 183–190, 1992.

306



[222] SOUZA FILHO, J. B. O., SEIXAS, J. M., “Curvas Principais na Classificação

de Sinais de Sonar Passivo”. In: II Workshop em Acústica Submarina, 2002.
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