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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários para a

obtenção do grau de Doutor em Ciências (D.Sc.)

UTILIZAÇÃO DE SISTEMAS GRADIENTES PARA RESOLUÇÃO DE PROBLEMAS

DE OTIMIZAÇÃO EM COMPUTADORES PARALELOS

Leonardo Valente Ferreira

Agosto/2006

Orientador: Eugenius Kaszkurewicz

Programa: Engenharia Elétrica

Sistemas gradientes que resolvem problemas de otimização são propostos e analisados.

Estes sistemas são obtidos a partir de um método de penalização exata, resultando em sis-

temas dinâmicos com segundo membro descontínuo, que podem ser interpretados como mo-

delos de redes neurais com função de ativação descontínua. As análises de convergência,

feitas através da forma Persidskii dos sistemas gradientes, utilizando funções de Lyapunov

não suaves do tipo Lure-Persidskii, são simples e resultam em condições de convergência

global tratáveis.

Os sistemas propostos, por serem facilmente paralelizáveis, são adequados à resolução

de problemas de otimização grande porte, utilizando computadores paralelos. Três apli-

cações são consideradas: o problemak-winners-take-all, formulado através de um problema

de programação linear, treinamento desupport vector machines(SVMs) e reconstrução de

imagens. O treinamento de SVMs, com grandes bases de dados, eo problema de reconstru-

ção de imagens são de grande porte, exigindo a paralelizaçãodos sistemas gradientes.

As soluções são obtidas através de integração numérica em paralelo dos sistemas gradien-

tes, utilizando algoritmos de integração com passo adaptativo. Os resultados mostram que

sistemas gradientes são métodos competitivos para a resolução de problemas de otimização

de grande porte, quando implementados em paralelo e/ou resolvidos numericamente através

técnicas de integração eficientes.
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requirements for the degree of Doctor of Science (D.Sc.)

ON USING GRADIENT SYSTEMS FOR SOLVING OPTIMIZATION PROBLEMS IN

PARALLEL COMPUTERS

Leonardo Valente Ferreira

August/2006

Advisor: Eugenius Kaszkurewicz

Department: Electrical Engineering

Gradient systems designed to solve optimization problems are proposed and analysed.

These systems are obtained by means of an exact penalty method, resulting in systems of

ordinary differential equations with discontinuous righthand sides, which are neural network

models with discontinuous activation functions. The global convergence of the proposed

systems are proved by means of a Persidskii form of the gradient systems, and non-smooth

Lure-Persidskii or diagonal type Lyapunov functions.

The proposed gradient systems can be easily parallelized, which makes them suitable

to solve large scale problems. Three applications are considered: thek-winners-take-all

problem, formulated by means of a linear programming problem, training of support vec-

tor machines (SVMs) and image restoration. SVM training with large data sets and image

restoration are usually large scale problems, and the gradient systems that solve those prob-

lems need to be parallelized.

The gradient systems are solved by means of parallel numerical integration of these

systems, and to use efficient to use efficient numerical integration methods with adaptive

stepsize control, the nonlinearities are smoothed in a neighborhood of the corresponding

discontinuity surface by means of theboundary layer technique. It is shown that gradient

systems solve efficienty large scale optimization problems, when are implemented in parallel

computers and/or solved by means of efficient numerical integration techniques.
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Notação

Vetoressão representados por caracteres minúsculos em negrito, comob ou por letras gregas

minúsculas em negrito, comoβ.

Matrizes são representadas por caracteres maiúsculos também em negrito, comoA ou por

letras gregas maiúsculas em negrito, comoΘ.

Funções escalares de várias variáveis, comof(x1, . . . , xn), são representadas porf(x) ou

f(·), comx = (x1, . . . , xn).

Funções vetoriais do tipo diagonal, como(f1(x1), . . . , fn(xn)), são representadas porf(x).

Escalaressão representados por caracteres minúsculos em itálico, como por exemploa ou

por letras gregas minúsculas, comoξ.

Desigualdades vetoriais.Dados dois vetoresu ev emR
n, a desigualdadeu ≥ v significa

queui ≥ vi, para todoi. De modo análogo define-se as desigualdadesu ≤ v, u > v e

u < v.

Normas vetoriais e matriciais. Dado um vetorx em R
n, denotamos por‖x‖1, ‖x‖2

e ‖x‖∞ as normasL1, L2 ou euclideana eL∞ ou infinito dex em R
n, respectivamente.

Denotamos pot‖x‖ a norma euclideana dex emR
n. As normas matriciais são denotadas de

forma análoga.
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Capítulo 1

Introdução

A utilização de circuitos analógicos, formulados matematicamente através de sistemas

gradientes, para a resolução de problemas de otimização foiprimeiramente abordada por

Pyne [1], que apresentou um método para resolução de problemas de programação linear

utilizando computadores analógicos. O trabalho de Pyne foimotivado pela necessidade de

resolver problemas de otimização em tempo real, e é viável porque a implementação de

sistemas gradientes sob a forma de circuitos é simples e barata.

Nos anos que seguiram, houve considerável desenvolvimentona aplicação desta classe

de sistemas à resolução de problemas mais gerais de otimização. Rybashov [2] propôs sis-

temas gradientes para resolução de problemas de programação linear e quadrática através de

computadores analógicos. A resolução de problemas gerais de otimização convexa através

de sistemas gradientes foi estudada em [3], apresentando uma rigorosa análise de convergên-

cia utilizando o método direto de Lyapunov. Em [4], a estabilidade de sistemas gradientes

gerais para a minimização de funções suaves foi investigada.

A conexão entre o método proposto por Pyne [1] e o método da função de penalidade

foi estabelecida por Karpinskaya [5], utilizando uma função de penalidade exata [6]. O

uso de funções de penalidade não-suaves foi discutido por Utkin [7] e Korovin e Utkin [8],

que obtiveram condições de existência destas funções de penalidade, e a convergência dos

sistemas foi analisada utilizando a teoria de sistemas de estrutura variável.

No contexto de redes neurais, no ano de 1984, Hopfield [9] introduziu a rede que hoje

leva seu nome, direcionada à implementação de sistemas contínuos através de circuitos. Dois

anos depois, Tank e Hopfield [10] mostraram como a rede de Hopfield pode ser utilizada
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para resolver de problemas de otimização, e uma implementação da rede através de um

circuito, foi apresentada para resolver problemas de programação linear. A utilização de

funções de ativação descontínuas na rede de Hopfield foi considerada por Forti e Nistri [11],

que obtiveram condições de convergência em tempo finito através de uma rigorosa análise

de convergência. O modelo de Hopfield é muito popular e diversas modificações foram

propostas [12].

Nos anos 90, Rodríguez-Vázquez et al. [13] apresentaram métodos para resolução de

problemas de otimização não-linear por meio de circuitos integrados SC (switched capac-

itor), utilizando funções de penalidade não-suaves. Utkin[7] apresentou uma análise de

sistemas gradientes descontínuos aplicados à resolução deproblemas gerais de programação

convexa, apresentando uma análise de convergência dos sistemas apresentados. O uso de sis-

temas gradientes com segundo membro descontínuo para resolver problemas de otimização

convexa também foi considerado por Glazos et al. [14], que utilizaram a teoria de sistemas

de estrutura variável para analisar a convergência de um sistema gradiente para a resolução

de problemas de programação convexa.

Uma classe de sistemas gradientes com segundo membro descontínuo que resolve pro-

blemas de programação linear foi analisada por Chong et al. [15]. O método da função de

penalidade foi utilizado com duas funções de penalidade exatas e condições convergência

explícitas, dependentes dos estados do sistema, foram obtidas.

Kennedy e Chua [16] analisaram a estabilidade de uma rede neural para resolução de

problemas de programação não-linear, assumindo que a função de restrição e a função ob-

jetivo do problema são de classeC2. Estas hipóteses foram relaxadas por Forti et al. [17],

que consideraram a função objetivo e a função de restrição doproblema como regulares,

permitindo que estas funções sejam descontínuas; para estaclasse de problemas foram obti-

das condições de convergência global em tempo finito, dependentes da norma euclideana do

vetor de estados da rede. Recentemente, a convergência de umaclasse de redes neurais com

funções de ativação descontínuas ou não-Lipschitz foi analisada [18], utilizando funções de

Lyapunov não diferenciáveis, obtendo condições de convergência exponencial ou em tempo

finito.
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Análise de convergência através de sistemas Persidskii e funções tipo diagonal

Verificou-se que é possível escrever os sistemas gradientesque modelam as redes estu-

dadas na forma Persidskii. O uso da formulação de Persidskiié justificado pelo fato de que

as funções de Lyapunov associadas a estes sistemas serem bastante conhecidas. Persidskii

[19] estudou a estabilidade absoluta do modelo que leva o seunome através de uma função

de Lyapunov do tipo diagonal.

Este método de análise foi utilizado em [20] e [21], em que sistemas gradientes que

resolvem três variantes de problemas de programação linearforam analisados, utilizando

sistemas Persidskii com segundo membro descontínuo e funções de Lyapunov do tipo dia-

gonal não-suaves. A estratégia de análise é baseada na estratégia adotada em [15], resultando

em condições de convergência baseadas em parâmetros de penalidade constantes, e portanto

mais tratáveis que as obtidas por Chong et al. [15] e Forti et al. [17], que dependem dos

estados do sistema dinâmico.

Sistemas Persidskii e funções de Lyapunov tipo diagonal também foram utilizados na

análise de convergência de um sistema gradiente para resolver sistemas subdeterminados

de equações lineares da formaAx = b [22]. Através desta análise, foi possível mostrar a

convergência em tempo finito das trajetórias do sistema gradiente para o conjunto solução

do sistema de equações lineares.

Método de penalidades

O desenvolvimento de métodos alternativos para a resoluçãode problemas de otimiza-

ção, ganha grande impulso quando os métodos tradicionais não são adequados à resolução

de problemas de grande porte. Um exemplo disto são métodos como os quase-Newton, que

estão entre os mais eficientes, entretanto são inadequados àimplementação sob a forma de

circuitos VLSI, além de serem de difícil paralelização, pois estes métodos exigem a esti-

mação de uma matriz hessiana em cada iteração.

Por esta razão, tornam-se necessárias abordagens alternativas, que contemplem tanto a

implementação via hardware como a implementação numérica em computadores paralelos,

e para este fim os sistemas tipo gradiente, associados ao método da função de penalidade

constituem uma poderosa ferramenta.

O método da função de penalidade exata é particularmente adequado, pois as derivadas
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destas funções são facilmente obtidas analiticamente e suas expressões são simples, tornando

os sistemas gradientes também simples para fins de implementação, além de não precisarem

de uma condição inicial no interior do conjunto viável do problema. Outra vantagem da

utilização deste tipo de função de penalidade é que a implementação através de circuitos

utilizando tecnologia VLSI pode ser feita utilizando-se apenas resistores, capacitores, am-

plificadores e relés, o que torna este tipo de implementação simples e barata [12]. Outros

métodos podem ser utilizados para a formação do sistema gradiente, como a minimização

da função lagrangeana. No entanto, este método exige a determinação dos multiplicadores

de Lagrange, o que provoca um aumento considerável na dimensão do problema. Os méto-

dos de barreiras, por outro lado, precisam ser iniciados em um ponto no interior da região

viável, e funcionam evitando que as soluções saiam deste conjunto. A dificuldade em obter-

se um ponto inicial no interior do conjunto viável, especialmente para problemas de dimen-

são elevada, é uma desvantagem do método de barreiras, dificultando o seu uso para resolver

problemas de grande porte.

Além da adequabilidade dos sistemas gradiente a aplicaçõesem tempo real utilizando

circuitos, sistemas gradientes podem ser interpretados como modelos de redes neurais recor-

rentes [12, 23]. Estes sistemas podem ser paralelizados, sendo adequados à resolução de

problemas de grande porte, através da implementação destesem computadores paralelos.

Aplicações

Um circuito k-winners-take-all (KWTA), modelado a partir de um problema de pro-

gramação linear com restrições em caixa, foi analisado por Ferreira et al. [24] através dos

mesmos métodos de Ferreira et al. [21]. Estes mesmos métodosforam aplicados ao treina-

mento desupport vector machines(SVMs) [25]. Neste caso as condições de convergência

são independentes dos parâmetros de penalidade e os métodospodem ser estendidos a pro-

blemas gerais de programação quadrática com restrições lineares. As contribuições teóricas

obtidas pela utilização da forma Persidskii dos sistemas gradientes são: i) os resultados de

convergência obtidos fornecem uma forma explícita para ajustar os parâmetros de penali-

dade apenas em função dos dados do problema de programação linear; ii) para problemas de

programação quadrática, a convergência é garantida para quaisquer valores dos parâmetros

de penalidade.
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Aplicações como reconstrução de imagens e treinamento de SVMs utilizando um espaço

de amostras muito grandes são aplicações que exigem muito poder computacional. Estes dois

problemas são modelados através de problemas de otimização, que podem ser resolvidos pe-

los sistemas propostos por Ferreira et al. [22, 25, 26] e, como requerem grande capacidade de

processamento, é necessária a paralelização dos sistemas gradientes. Os principais desafios

a serem enfrentados no desenvolvimento deste trabalho envolvem: i) desenvolver programas

paralelos para resolver o sistemas de equações diferenciais com o segundo membro descon-

tínuo; ii) desenvolver algoritmos eficientes e precisos de integração paralela de sistemas de

equações diferenciais com segundo membro descontínuo.

Experimentos numéricos e ambiente computacional

Os experimentos computacionais foram realizados na estrutura disponível no Núcleo de

Atendimento em Computação de Alto Desempenho (NACAD), da COPPE, que conta de um

cluster Itautec com 16 nós duais, cuja configuração é mostrada na tabela 1.1, e uma maquina

paralela SGI Altix, com 12 processadores, utilizando arquitetura de memória compartilhada

e um cluster Itanium com 4 processadores, viabilizando a implementação de aplicações pa-

ralelas de grande porte. As ferramentas de software utilizadas são de código livre e estão

disponíveis gratuitamente na Internet.

Tabela 1.1: Características gerais do Cluster Itautec. Fonte: http://www.nacad.ufrj.br
Cluster InfoServer Itautec

Número de nós 16 nós duais (2 processadores por nó)
Memória RAM 512 MB / nó
Memória Cache 256 KB / CPU
Hard Disk 18 GB
Processadores Pentium III 1GHZ
Sist. Operacional Red Hat Linux 7.3
Compiladores C / C++, Fortran 77/90

A principal plataforma de desenvolvimento adotada neste trabalho é o SGI Altix. Esta

máquina, dispõe de software de desenvolvimento de aplicações paralelas de código livre

(compiladores e as bibliotecas MPI), e portanto é mais acessível à comunidade científica. As

características gerais desta máquina são exibidas na tabela 1.2. A linguagem de programação

utilizada é o FORTRAN 90 utilizando o MPI (Message Passing Interface) como APIs de

programação paralela.
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Tabela 1.2: Características gerais do SGI Altix. Fonte: http://www.nacad.ufrj.br
SGI Altix 350

Número de processadores12 procs
Memória RAM 28 GB (compartilhada)
Disco Rígido 360 GB
Sistema Operacional Linux
Compiladores Fortran 90 e C/C++
Arquitetura CPU Itanium 2 de 64 bits
Pico de performance 6 GFLOP/S por CPU

As características gerais do SGI Altix são mostradas na tabela 1.2. Esta máquina possui

as mesmas ferramentas de desenvolvimento de aplicações paralelas que o cluster InforServer,

porém é uma máquina mais poderosa, possui maior quantidade de memória, e por isso é mais

adequada aos experimentos realizados neste trabalho.

Este trabalho é estruturado como segue. No capítulo 2 são apresentadas as ferramentas

matemáticas e conceitos utilizados na análise teórica dos sistemas propostos. Em seguida,

no capítulo 3 sistemas gradientes são introduzidos, e sua aplicação à resolução de problemas

de otimização é apresentada. Os três capítulos seguintes são dedicados a três aplicações: no

capítulo 4 um sistema gradiente obtido a partir de um problema de programação linear com

variáveis em caixa é aplicado ao problema de encontrar osk maiores componentes de um

dado vetor; o problema de separação de classes através de SVMe LS-SVM é discutido no

capítulo 5; no capítulo 6 é apresentado o problema de restauração de imagens. Finalmente,

no capítulo 7, são apresentadas as conclusões e perspectivas de trabalhos futuros. O apêndice

A contém uma breve introdução aos conceitos básicos de computação paralela usados neste

trabalho, e no apêndice B, listamos as ferramentas de software utilizadas no desenvolvimento

das implementações dos algoritmos propostos.
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Capítulo 2

Ferramentas matemáticas

2.1 Caracterização dos mínimos de funções

SejaE : R
n → R uma função escalar. Nesta seção, são apresentados resultados que

permitem caracterizar os mínimos de uma funçãoE através de suas derivadas parciais de

primeira e segunda ordens.

Definição 2.1.Se uma função escalarE possui derivadas parciais contínuas até an-ésima

ordem emR
n, diz-se queE é uma função de classeCn.

Definição 2.2 (Ponto crítico).Um pontox∗ ∈ R
n é um ponto crítico deE se

∇E(x∗) = 0,

em que∇E(x∗) é o gradiente deE emx∗, e0 é o vetor nulo emR
n.

Definição 2.3 (Ponto de mínimo local).Um pontox∗ ∈ R
n é um ponto de mínimo local

ou um minimizador local deE se existe uma bola abertaB(x∗, ε), centrada emx∗ de raio

ε > 0, tal que, para todōx emB(x∗, ε)

E(x∗) ≤ E(x̄).

SeE(x∗) < E(x̄) para todōx emB(x∗, ε), entãox∗ é dito um ponto demínimo local

estrito.
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Definição 2.4 (Ponto de mínimo global).Um pontox∗ é um ponto de mínimo global ou

um minimizador global deE emR
n, se para todox ∈ R

n

E(x∗) ≤ E(x).

SeE(x∗) < E(x) para todox ∈ R
n, x∗ é dito um ponto demínimo global estrito.

O conceito de mínimo global pode ser também formulado em relação a um subconjunto

I deR
n. Neste caso, se para todox∗ ∈ I, tem-se queE(x∗) ≤ E(x), entãox∗ é um ponto

de mínimo global emI. De modo análogo define-se pontos demáximo local e globaldeE.

Se a funçãoE admitir pelo menos um mínimo local, este ponto não é necessariamente

único. Neste caso, para cada mínimo local deE, existe um conjunto de minimizadores

locais. Este conceito é formalizado na definição 2.5.

Definição 2.5 (Conjunto de minimizadores).Um conjuntoM ⊂ R
n é um conjunto de

minimizadores locais deE se, para todox∗ ∈ M, existe uma bola aberta de raioε centrada

emx∗, denotada porB(x∗, ε), tal que

E(x∗) ≤ E(x̄),

para todōx ∈ B(x∗, ε). SeE(x∗) < E(x̄), para todox∗ ∈ M, entãoM é um conjunto de

minimizadores locais estritos. SeB(x∗, ε) = R
n, entãoM é umconjunto de minimizadores

globaisdeE.

Antes apresentamos teoremas que estabelecem condições quea funçãoE deve satisfazer

em um pontox∗ para que este seja um ponto de mínimo, definimos formalmente matrizes

simétricas definidas positivas.

Definição 2.6 (Matriz definida positiva). Uma matriz simétricaA é definida positiva se e

somente se a função quadráticaxTAx é positiva, para todo vetorx real não nulo.

Prova-se queA é definida positiva se e somente se todos os seus autovalores são positivos

[27].

Teorema 2.1 (Condições para um mínimo local estrito).SeE tem derivadas parciais de

primeira e segunda ordens contínuas em um subconjuntoD deR
n, x∗ é um ponto interior
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deD que é um ponto crítico deE, e a matriz hessiana∇2E(x∗) é definida positiva, então

x∗ é um ponto demínimo local estritodeE emD. �

No teorema 2.1, a condição∇E(x∗) = 0 possibilita a identificação do ponto crítico. Por

outro lado, a matriz hessiana deE emx∗ fornece a curvatura da funçãoE no ponto crítico

x∗.

Consideremos como exemplo a funçãoE(x) = x3 − x2 e sejaD = R. A derivada de

primeira ordem deE em relação ax édE/dx = 3x2−2x, daí temos que os pontos críticos de

E sãox1 = 2/3 ex2 = 0. A derivada de segunda ordem da funçãoE éd2E/dx2 = 6x− 2,

que nos pontos críticosx1 ex2 assume os valores

d2E

dx2
(x1) = 2 e

d2E

dx2
(x2) = −2.

Como a derivada de segunda ordem no ponto críticox1 é positiva, a concavidade da

funçãoE neste ponto está voltada para cima, entãox1 é um ponto de mínimo local estrito

em R. Ao passo que no ponto críticox2, a concavidade está voltada para baixo, o que o

caracteriza como um ponto de máximo local estrito emR.

Teorema 2.2 (Condições para um mínimo global).SeE possui derivadas parciais de

primeira e segunda ordens contínuas emR
n, x∗ é um ponto crítico deE, e∇2E(x) é semi-

definida positiva em todoRn, entãox∗ é um ponto demínimo globaldeE. Se∇2E(x) for

definida positiva em todoRn, entãox∗ é um ponto demínimo global estrito. �

Consideremos como exemplo a função quadráticaE(x) = x2. A derivada de primeira

ordem édE/dx = 2x, e o ponto crítico correspondente éx∗ = 0. A derivada de segunda

ordemd2E/dx2 = 2 é positiva para todox ∈ R, logo a concavidade da parábola descrita por

E(x) = x2 está voltada para cima, o que permite concluir que o ponto crítico é de mínimo

global estrito.

Para maiores detalhes sobre a teoria de máximos e mínimos de funções diferenciáveis de

diversas variáveis, ver por exemplo [28, 29]. Caso a funçãoE não possua derivadas parciais

de primeira e segunda ordem contínuas, os teoremas 2.1 e 2.2 não podem ser utilizados para

caracterizar os pontos de mínimo da funçãoE.
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2.2 Convexidade

Os problemas de otimização estudados neste trabalho consistem em minimizar uma

função convexa em um conjunto convexo. Nesta seção são apresentadas definições, pro-

priedades e teoremas sobre funções convexas e conjuntos convexos utilizados neste texto.

2.2.1 Conjuntos convexos

A idéia intuitiva de conjuntos convexos está ilustrada na figura 2.1, e é formalizada atra-

vés da definição 2.7.

x
x

y

y

Γ Λ

Figura 2.1:Γ é convexo eΛ é não convexo

Definição 2.7 (Conjunto convexo).O conjuntoΓ é convexo se para quaisquerx,y ∈ Γ, o

segmento de reta definido por

[x,y] = {x,y ∈ Γ : αx + (1 − α)y, α ∈ [0, 1]},

que une os pontosx ey está contido emΓ.

Teorema 2.3. SejaΓ um conjunto convexo ex(1), . . . ,x(p) ∈ Γ. Dadosα1, . . . , αp não

negativos tais que
∑

k αk = 1, então

p
∑

k=1

αkx
(k) ∈ Γ,

em que a soma
∑p

k=1 αkx
k é denominada combinação convexa dos vetoresx(1), . . . ,x(p). �
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Definição 2.8 (Fecho convexo).SejaD um subconjunto deRn. O fecho convexo deD

corresponde ao menor conjunto convexo que contémD. Este conjunto é denotado porco(D).

O fecho convexo de um conjuntoD ⊂ R
n, corresponde à intersecção de todos os sub-

conjuntos convexos deRn que contémD [28]. O teorema 2.4, garante que o fecho convexo

do conjuntoD é o conjunto de todas as combinações convexas dos elementos deD.

Teorema 2.4.SejaD qualquer subconjunto deRn, então o fecho convexo deD, denotado

por co(D), coincide com o conjunto de todas as combinações convexas devetores emD,

isto é, para um número natural arbitrárior, o conjunto

co(D) =

{

x =
r
∑

i=1

αixi : xi ∈ D,αi ≥ 0,
r
∑

i=1

αi = 1

}

é o fecho convexo do conjuntoD. �

2.2.2 Funções convexas

Definição 2.9 (Função convexa).SejaE : Γ → R, tal queΓ ⊂ R
n é um conjunto convexo.

A funçãoE é convexa se,

E(αx(1) + [1 − α]x(2)) ≤ αE(x(1)) + [1 − α]E(x(2)), (2.1)

para todox(1),x(2) ∈ Γ eα ∈ [0, 1].

O segundo membro da desigualdade (2.1), descreve o segmentode reta unindo os pontos

E(x(1)) eE(x(2)), e o argumento da funçãoE, no primeiro membro, descreve o segmento

de reta unindo os pontosx(1) ex(2). Geometricamente, pela definição 2.9,E é convexa se o

segmento de reta que une os pontosE(x(1)) eE(x(2)) está localizado acima ou sobre gráfico

da funçãoE. A igualdade em (2.1) é válida se a funçãoE for linear.

Teorema 2.5.SejaE : Γ → R, em queΓ ⊂ R
n é convexo eE tem derivadas parciais de

primeira ordem contínuas emΓ. Então a funçãoE(x) é convexa emΓ se e somente se

E(x) − E(x0) ≥ ∇TE(x0)(x − x0),

em quex,x0 ∈ Γ. �
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E(x)

x1 x2
x

Γ

αE(x1) + (1 − α)E(x2)

Figura 2.2: Interpretação geométrica da definição de funçãoconvexa paraE : R → R.

O teorema 2.6 garante que a soma den funções convexas também é convexa. Este

teorema pode ser provado utilizando diretamente a definição2.9.

Teorema 2.6 (Soma de funções convexas).SeE1(x), . . . , En(x) são funções convexas em

um conjunto convexoΓ ⊂ R
n, então

E(x) = E1(x) + E2(x) + · · · + En(x)

também é convexa emΓ. �

Teorema 2.7 (Condição de Lipschitz [30]).Toda função convexaE satisfaz uma condição

de Lipschitz em qualquer conjunto convexo limitado, isto é,para qualquer conjunto convexo

limitadoΓ ⊂ R
n, existe um escalarL finito tal que

|E(x) − E(x0)| ≤ L‖x − x0‖, x,x0 ∈ Γ.

2.2.3 Minimização de funções convexas

As propriedades e a caracterização dos minimizadores de umafunção convexaE, são

formulados em relação a um subconjunto convexoΓ deR
n, onde assume-se queE é convexa.

Em particular, seE for convexa em todoRn, entãoΓ = R
n.

Teorema 2.8.SejaE : Γ → R convexa em um conjunto convexoΓ ⊂ R
n. Então qualquer

minimizador local deE emΓ é também um minimizador global neste conjunto. �
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O teorema anterior é provado em [28]. SeE : Γ → R é uma função convexa de classe

C2 emΓ, então os teoremas 2.1 e 2.2, apresentados na seção 2.1, caracterizam os pontos de

mínimo deE neste conjunto. Uma condição necessária e suficiente para que um pontox∗

em um conjuntoΓ seja um minimizador global da funçãoE em Γ, é dada pelo teorema a

seguir [28].

Teorema 2.9 (Condição para um minimizador global de uma função convexa [28]).Se

E : Γ → R é uma função convexa com derivadas parciais de primeira ordem contínuas em

um conjunto convexoΓ ⊂ R
n, então todo ponto críticox∗ deE emΓ é um minimizador

global deE neste conjunto. �

O teorema 2.9 garante que todox∗ em um conjunto convexoΓ ⊂ R
n, tal que∇E(x∗) =

0, é um minimizador global deE no conjunto convexoΓ. Este resultado está baseado na

hipótese da existência e da continuidade das derivadas parciais de primeira ordem da função

E no conjuntoΓ. Caso estas hipóteses não sejam satisfeitas, tem-se um problema de mini-

mização de uma função convexa não-diferenciável.

2.2.4 Minimização de funções convexas não-diferenciáveis

Os teoremas 2.1 e 2.2, que possibilitam a identificação dos mínimos de funções atra-

vés das suas derivadas de segunda ordem, não são aplicáveis quando as funções são não-

diferenciáveis. Para ilustrar esta afirmação, considere o problema de encontrar o conjunto de

minimizadores da função módulo dex, formulado como segue:

minimizarx f(x) = |x|. (2.2)

Utilizando a definição 2.9, pode-se provar que a função módulo, denotada porf em

(2.2), é convexa em todoR. Sejamx, y ∈ R eα ∈ [0, 1], então, pela desigualdade triangular,

tem-se que|x+ (1 − α)y| ≤ |x| + (1 − α)|y|, para todox, y ∈ R, isto é,

f(x+ (1 − α)y) ≤ f(x) + (1 − α)f(y).

Como a desigualdade anterior é satisfeita para quaisquerx, y ∈ R e α ∈ [0, 1], então,

pela definição 2.9, a função módulo é convexa em todo o conjunto R. O gráfico def é

mostrado na figura 2.3.
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Figura 2.3: Gráfico da funçãof(x) = |x| e das retasr1(x) = 0.5x e r2(x) = −0.2x. A
função módulo dex é convexa e não-diferenciável na origem, e o mínimo global desta função
ocorre no ponto em quef(x) é não-diferenciável. As retasr1(x) e r2(x) desempenham o
papel de retas tangentes ao gráfico da funçãof na origem, mostrando que a derivada def
neste ponto não existe, no sentido usual

As derivadas def são dadas como segue:

• Sex > 0, então a derivada def em relação ax é

df

dx+
= +1. (2.3)

• Sex < 0, então a derivada é
df

dx−
= −1. (2.4)

Por (2.3) e (2.4), nota-se as derivadas def à esquerda e à direita da origem são diferen-

tes. Conseqüentemente, a derivada def neste ponto não existe no sentido usual, o que a

caracteriza como uma função não-diferenciável.

A derivada de uma função diferenciável de uma única variávelem um pontox0, cor-

responde ao coeficiente angular da reta tangente ao gráfico dafunção no ponto de abscissa

x0. Logo, nos pontos em quef é diferenciável, temos que, para cadax < 0, o coeficiente

angular da reta tangente é igual a−1, e para cadax > 0, é igual a+1.

Por outro lado, parax = 0, qualquer reta passando pela origem, com coeficiente angu-

lar no intervalo[−1, 1], desempenha o papel de reta tangente ao gráfico def no ponto de
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abscissax = 0 e, conseqüentemente, a derivada da função módulo neste ponto não existe

no sentido usual. Logo, existe uma família de retas, com coeficiente angular no intervalo

[−1, 1], que desempenham o papel de retas tangentes ao gráfico def no ponto de abscissa

x = 0, sendo que duas destas retas, dadas porr1(x) = 0.5x e r2(x) = −0.2x, com coefi-

cientes angulares iguais a0.5 e−0.2, respectivamente, são mostradas na figura 2.3.

Observe também que o mínimo global def ocorre emx∗ = 0, que é o ponto de não-

diferenciabilidade da função módulo. Claramente, a condição que o pontox∗ tem que sa-

tisfazer para ser um ponto crítico def , exigida na definição 2.2, não é satisfeita devido à

inexistência, no sentido usual, da derivada def na origem. Conseqüentemente, os teore-

mas 2.1, 2.2 e 2.9, que caracterizam os pontos de mínimo de umafunção, também não são

satisfeitos.

A caracterização dos mínimos desta classe de funções, é feita utilizando resultados da

teoria de otimização de funções não-diferenciáveis [30, 31]. Estes resultados possibilitam a

caracterização dos mínimos destas funções, mesmo que estesocorram em pontos em que a

função não é diferenciável.

Consideremos agora uma funçãoE : Γ → R
n convexa em um conjunto convexoΓ ⊂ R

n,

e possivelmente não-diferenciável em um conjunto∆ ⊂ Γ. Os conceitos de subdiferencial

deE em um pontox0 ∈ Γ e de subgradiente, ou gradiente generalizado, foram introduzidos

por Clarke [31], e generalizam a definição do gradiente da funçãoE.

Definição 2.10 (Subdiferencial e subgradiente de uma funçãoconvexa).SejaE : Γ → R

uma função convexa em um conjunto convexoΓ ⊂ R
n. O subdiferencial deE em um ponto

x0 ∈ Γ é o conjunto descrito por

∂E(x0) = {e : E(x) − E(x0) ≥ eT (x − x0)},

sendo quex,x0 ∈ Γ. Um vetore ∈ ∂E(x0) é denominado um subgradiente ou gradiente

generalizado deE emx0.

De acordo com Dem’yanov e Vasil’ev [30, teorema 5.1], o conjunto∂E(x0) é não-vazio,

convexo, e compacto. SeE for diferenciável emx0, então o conjunto∂E(x0) contém apenas

um elemento, que é o próprio gradiente deE emx0.

ComoE é convexa, então pelo teorema 2.7,E é localmente Lipschitz em uma vizinhança

dex0 ∈ Γ, então, de acordo com Clarke [31, teorema 2.5.1], o subdiferencial deE emx0 é
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caracterizado por

∂E(x0) = co{ lim
i→∞

∇E(xi) : xi → x0, xi /∈ ∆}, (2.5)

sendo que∆ é o conjunto em queE é não-diferenciável.

Utilizando os conceitos de subdiferencial e subgradiente,dados na definição 2.10, uma

condição necessária e suficiente para que um pontox∗ seja um minimizador global da função

convexaE, é dada pelo teorema 2.10.

Teorema 2.10 (Condição necessária e suficiente para um mínimo global de uma função

convexa não-diferenciável [30]).Um pontox∗ emΓ ⊂ R
n é um minimizador global da

função convexaE : Γ → R emΓ, se e somente se a inclusão(2.6) for satisfeita.

0 ∈ ∂E(x∗), (2.6)

em que0 é o vetor nulo emRn. �

O teorema anterior garante uma condição necessária e suficiente para que o pontox∗

seja um mínimo global de uma função convexaE em um conjuntoΓ ⊂ R
n, é que o vetor

nulo seja um subgradiente deE no pontox∗. Observe que se a funçãoE for diferenciável,

então o subdiferencial deE emx∗ possui apenas um elemento, que é o próprio gradiente de

E neste ponto. Neste caso a condição necessária e suficiente para que este ponto seja um

minimizador global deE é simplesmente∇E(x∗) = 0.

O teorema 2.10 é de fundamental importância, e a prova deste resultado pode ser encon-

trada em [30]. Para maiores detalhes sobre subdiferenciaise subgradientes, ver, por exemplo,

[30] e [31]. Uma introdução à teoria de inclusões diferenciais é apresentada em [32].

Retornando ao problema (2.2) apresentado início desta seção, pode-se utilizar a definição

2.10 para determinar o subdiferencial da funçãof(x) = |x| em um pontox0 e, utilizando o

teorema 2.10, provar que a origem é um ponto de mínimo global.De fato, como a função

módulo é convexa em todoRn, pela definição 2.10, o subdiferencial def em um pontox0 é

dado pelo conjunto:

∂f(x0) = {ξ : |x| − |x0| ≥ ξ(x− x0)}, (2.7)

em queξ é uma derivada generalizada def emx0.
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Precisamos obter os valores das derivadas generalizadasξ, tais que, para cada escalar

x0 ∈ R, a desigualdade|x| − |x0| ≥ ξ(x− x0) seja válida para todox ∈ R. Sex0 6= 0, duas

possibilidades precisam ser analisadas:

• Sex0 > 0, então|x0| = x0. Logo, a desigualdade em (2.7) pode ser escrita como

|x| − x0 ≥ ξ(x− x0).

Isolando o termo|x| no primeiro membro:

|x| ≥ ξx+ x0(1 − ξ).

Claramente, para que a desigualdade anterior seja válida para cadax0 ∈ R, e para todo

x ∈ R, o segundo termo no segundo membro precisa ser nulo, logoξ = +1.

• Sex0 < 0, então|x0| = −x0. Neste caso, a desigualdade em (2.7) toma a forma

|x| + x0 ≥ ξ(x− x0), que pode ser reescrita como:

|x| ≥ ξx− x0(ξ + 1).

Utilizando argumentos análogos aos utilizados para o caso anterior, em quex0 > 0,

pode-se concluir queξ = −1.

Os valores das derivadas generalizadas obtidos acima são, de fato, as derivadas da função

módulo nos pontos em que esta é diferenciável. Neste caso, o subdiferencial def em x0

contém apenas um elemento, que é a própria derivada da funçãono ponto considerado. Estas

derivadas também foram determinadas em (2.3) e (2.4).

Por outro lado, sex0 = 0, então o subdiferencial def é dado por

∂f(0) = {ξ : |x| ≥ ξx}. (2.8)

Sex ≥ 0, então|x| = x, e a desigualdade em (2.8) pode ser reescrita comox ≥ ξx.

Daí, tem-se que(1 − ξ)x ≥ 0. Comox ≥ 0, para que esta desigualdade seja satisfeita, é

necessário que(1 − ξ) ≥ 0, o que implica emξ ≤ 1 ou, equivalentemente,ξ ∈ (−∞, 1].
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Por outro lado, sex < 0, então|x| = −x, e a desigualdade em (2.8) pode ser escrita como

x ≤ −ξx. Esta desigualdade pode ser reescrita na forma(1 + ξ)x ≤ 0. Comox < 0,

para que esta desigualdade seja satisfeita, é necessário que (1 + ξ) ≥ 0, o que implica em

ξ ∈ [−1,+∞). Logo, o subdiferencial def emx0 = 0 é dado pela intersecção dos conjuntos

descritos pelos intervalos[−1,+∞) e (−∞, 1]:

∂f(0) = [−1,+∞) ∩ (−∞, 1] = [−1, 1].

Como0 ∈ ∂f(0) = [−1, 1], então, pelo teorema 2.10, a origem é um ponto de mínimo

global da função módulo. Obviamente, o subdiferencial def em um pontox0 também pode

ser obtido utilizando (2.5).

2.3 Sistemas dinâmicos

Considere o seguinte sistema de equações diferenciais ordinárias (EDOs):

ẋ(t) = g(x(t)), (2.9)

em quex(t) ∈ R
n, g : R

n → R
n é Lipschitz contínua em todo o seu domínio eẋ(t) =

dx(t)/dt é a derivada no tempo dex(t). Este sistema é ditoautônomoou invariante no

tempopois a funçãog não depende explicitamente do tempot [33].

Um conceito fundamental no estudo de equações diferenciaisordinárias é o conceito de

ponto de equilíbrio, formalizado pela definição 2.11.

Definição 2.11 (Ponto de equilíbrio).Um pontox∗ é um ponto de equilíbrio se qualquer

trajetória de (2.9) iniciando emx∗ permanece neste ponto indefinidamente.

A definição 2.11 implica que um ponto de equilíbriox∗ da equação (2.9) é aquele que

anula a derivada no tempo dex(t). Logo, um ponto de equilíbriox∗ é uma raíz real da

equação

g(x∗) = 0.

A equação anterior pode admitir diversas raízes reais, podendo haver múltiplos pontos

de equilíbrio, que podem ser isolados, se não existirem outros pontos de equilíbrio em uma
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determinada vizinhança deste ponto, ou pode haver um contínuo de pontos de equilíbrio

dentro desta vizinhança.

A análise da estabilidade do ponto de equilíbriox∗ da equação (2.9), é feita assumindo o

ponto de equilíbrio na origem. A generalidade não é perdida,pois, casox∗ 6= 0, definindo a

variávely como

y := x − x∗,

que é a própria variávelx deslocada pelas coordenadas do ponto de equilíbriox∗, temos que

ẏ = ẋ = g(y + x∗).

Comox∗ é constante, define-se uma funçãof : R
n → R

n, tal quef(y) := g(y + x∗).

Deste modo, na variávely, temos o seguinte sistema de equações diferenciais ordinárias

ẏ = f(y), f(0) = g(x∗) = 0,

que possui o ponto de equilíbrio na origem. Portanto, nas análises de estabilidade, pode-se

sempre assumir quex∗ = 0 eg(0) = 0 [33].

Definição 2.12 (Estabilidade).O ponto de equilíbriox∗ = 0 do sistema (2.9) é estável se

para todoε > 0 existeδ > 0, dependente deε, tal que

‖x(0)‖ < δ ⇒ ‖x(t)‖ < ε, ∀ t > 0.

Definição 2.13 (Estabilidade assintótica).O ponto de equilíbriox∗ = 0 do sistema (2.9) é

assintoticamente estávelse:

• É estável;

• Existeδ > 0 tal que‖x(0)‖ < δ ⇒ x(t) → 0 quandot→ ∞.

Se a estabilidade assintótica é verificada para quaisquer condições iniciais, então o ponto de

equilíbrio églobalmente assintoticamente estável.

A aplicação direta das definições 2.12 e 2.13 para verificar a estabilidade do ponto de

equilíbrio x∗ = 0 do sistema (2.9), em geral, não é uma tarefa simples. Este problema é
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resolvido através dométodo direto de Lyapunov, que é baseado na analogia que a energia

de um sistema é dissipada até que este eventualmente atinja um ponto de equilíbrio estável.

Os teoremas de estabilidade de Lyapunov garantem que outrasfunções, que não a função

de energia do sistema físico, podem ser usadas para a verificação de estabilidade, desde que

possuam certas características.

SejaV : R
n → R uma função continuamente diferenciável em todoR

n, e V̇ a derivada

no tempo da funçãoV ao longo das trajetórias do sistema (2.9), dada por

V̇ (x(t)) = (∇V )T ẋ = (∇V )Tg(x).

A derivada no tempo deV ao longo das trajetórias do sistema (2.9) está relacionada

diretamente aos estados deste sistema. Portanto, sex̄(t) é uma solução de (2.9), iniciando

em t = 0, e V̇ < 0, então a funçãoV decresce monotonicamente ao longo da solução

x̄(t). Esta é a base da teoria de estabilidade de Lyapunov. Antes deenunciar os teoremas de

Lyapunov, as definições a seguir são necessárias.

Definição 2.14 (Função definida positiva).Uma funçãoV : R
n → R, é localmente definida

positiva em uma vizinhançaB(0, ε), centrada na origem e de raioε, se

• V (x) > 0 quandox 6= 0, x ∈ B(0, ε);

• V (0) = 0.

CasoV seja definida positiva em todoRn, entãoV é dita globalmente definida positiva.

Definição 2.15 (Função semi-definida positiva).Uma funçãoV : R
n → R, é localmente

semi-definida positiva em uma vizinhançaB(0, ε), centrada na origem e de raioε, se

• V (0) = 0;

• V (x) ≥ 0, para todox ∈ B(0, ε).

CasoV seja semi-definida positiva em todoR
n, entãoV é dita globalmente semi-definida

positiva.

Definição 2.16 (Função definida negativa e semi-definida negativa). Uma funçãoV :

R
n → R é definida negativase−V for definida-positiva. Por outro lado, se−V for semi-

definida positiva, entãoV é ditasemi-definida negativa.
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De posse das definições 2.14 e 2.16, podemos enunciar o teorema de estabilidade de

Lyapunov [33].

Teorema 2.11 (Estabilidade no sentido de Lyapunov).Sejamx∗ = 0 um ponto de equi-

líbrio do sistema(2.9), e V : R
n → R uma função continuamente diferenciável em uma

vizinhança centrada na origem de raioε, denotada porB(0, ε), com as seguintes caracte-

rísticas:

• V (x) é definida positiva emB(0, ε);

• V̇ (x) é semi-definida negativa emB(0, ε),

então a origem éestável. �

Toda funçãoV que satisfaz as condições do teorema anterior é dita umafunção de Lya-

punovassociada ao sistema (2.9).

Teorema 2.12 (Estabilidade assintótica).SejaV (x) uma função continuamente diferen-

ciável em uma vizinhançaB(0, ε) da origem, ex∗ = 0 um ponto de equilíbrio do sistema

(2.9), tal que:

• x∗ = 0 é estável no sentido de Lyapunov;

• V̇ (x) é definida negativa emB(0, ε).

Então a origem élocalmente assintoticamente estável. SeB(0, ε) = R
n e, adicionalmente,

V é radialmente ilimitada, isto é,

V (x) → ∞ quando‖x‖ → ∞,

então a origem églobalmente assintoticamente estável. �

Os teoremas enunciados acima fornecem condições suficientes para garantir a estabili-

dade do ponto de equilíbrio de um sistema. Se, para uma determinada função de Lyapunov,

os teoremas não forem verificados, não significa que o sistemaseja instável, mas apenas que

a função de Lyapunov escolhida não permite tirar conclusõessobre a estabilidade do ponto

de equilíbrio do sistema.
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O Princípio da Invariância

A estabilidade assintótica do ponto de equilíbriox∗ = 0 do sistema (2.9) é freqüente-

mente difícil de ser garantida utilizando os teoremas 2.11 e2.12, pois há situações em que

a derivada no tempo ao longo das trajetórias do sistema é semi-definida negativa. Ainda

assim, é possível tirar conclusões sobre a estabilidade assintótica utilizando o princípio da

invariância de LaSalle [34]. Antes de enunciar o teorema de LaSalle, é preciso introduzir o

conceito de conjunto invariante.

Definição 2.17 (Conjunto invariante). Um conjuntoM é dito invariante em relação ao

sistema (2.9), se toda trajetória de (2.9) que inicia em um ponto deM , permanece neste

conjunto indefinidamente.

Teorema 2.13 (LaSalle [34]).Considere o sistema(2.9)e sejaV (x) : R
n → R uma função

continuamente diferenciável, tal que:

• O conjuntoΩ = {x : V (x) < l}, é limitado para alguml > 0

• V̇ (x) ≤ 0 para todox ∈ Ω

SejaΓ = {x ∈ Ω : V̇ (x) = 0} eM o maior conjunto invariante contido emΓ. Então as

trajetórias de(2.9) iniciadas emΩ convergem assintoticamente para o conjunto invariante

M . �

Os resultados apresentados nesta seção são válidos para sistemas de equações diferen-

ciais suaves. Entretanto, o teorema de LaSalle já foi estendido para sistemas de EDOs não-

suaves [35], e a generalização do teorema de estabilidade deLyapunov para sistemas de

EDOs não-suaves foi provada em [36].

2.3.1 Sistemas dinâmicos com segundo membro descontínuo

Resultados sobre sistemas dinâmicos com segundo membro descontínuo foram apresen-

tados primeiramente por Filippov em um artigo [37], e posteriormente sob a forma de livro

[38]. Neste último trabalho, Filippov define soluções de equações diferenciais com segundo

membro descontínuo, e desenvolve a teoria de estabilidade das mesmas.

Outros trabalhos acerca de sistemas dinâmicos com o segundomembro descontínuo e

modos deslizantes foram publicados. Utkin [39] apresentoua teoria de sistemas de estrutura
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variável e modos deslizantes. Em [7], a teoria de modos deslizantes foi desenvolvida e

aplicada a uma série de problemas. A teoria de sistemas de estrutura variável também foi

apresentada por De Carlo et al. [40] na forma de um tutorial. Chong et al. [15] desenvolveram

uma teoria de convergência em tempo finito para sistemas de equações diferenciais com

segundo membro descontínuo.

Nesta seção apresentamos as definições de soluções para estaclasse de sistemas dinâmi-

cos, seguindo a metodologia de Filippov [38]. Sejam os seguinte conjuntos:

R
n :=

k
⋃

i=1

Ω̄i, em que cadaΩi é um conjunto aberto ēΩi é o fecho deΩi; (2.10)

∆ :=
k
⋃

i=1

∆i, é de medida nula no sentido de Lebesgue, em que cada∆i é a fronteira deΩi.

Definição 2.18 (Função contínua por partes [38]).Uma funçãof : R
n → R

n é contínua

por partesem R
n, com a partição definida em (2.10), se for contínua em cada conjunto

abertoΩi, i = 1, . . . , k, e à medida que o valor argumento def aproxima-se de um ponto da

fronteira∆i deste conjunto, o valor desta função tende a um limite finito.

Considere o seguinte sistema de equações diferenciais ordinárias, escrito em notação

vetorial:

ẋ(t) = f(x(t)), (2.11)

sendo quef : R
n → R

n é uma função vetorial contínua por partes, em que cada componente

de fi de f , é uma função contínua no conjunto abertoΩi, e descontínua no conjunto de

medida nula∆i, que consiste dos pontos de fronteira deΩi, para cadai = 1, . . . , k. Filippov

[38, pag. 50] define as soluções deste sistema como segue.

Definição 2.19 (Soluções segundo Filippov).Uma solução do sistema de equações dife-

renciais (2.11), é uma função vetorialx(t) absolutamente contínua, que satisfaz a inclusão

diferencial (2.12), para quase todot ∈ [t0, tf ].

ẋ(t) ∈ F (x(t)) = co(D), (2.12)
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sendo que o conjuntoD é definido por

D =
{

f (i)(x) = lim
x̄→x

f(x̄) | x̄ ∈ Ωi

}

Se x(t) /∈ ∆ então o conjuntoF (x(t)) contém apenas um elemento, que satisfaz a

equação (2.11) no sentido usual [38].

Sistemas dinâmicos com o segundo membro descontínuo não admitem pontos de equi-

líbrio no sentido usual, segundo a definição 2.11. Para esta classe de sistemas dinâmicos, são

definidos os pontos de equilíbrio da inclusão diferencial (2.12).

Definição 2.20 (Ponto de equilíbrio de uma inclusão diferencial [32]). Um pontox∗(t) ∈
R

n que satisfaz

0 ∈ F (x∗(t)),

é dito um ponto de equilíbrio da inclusão diferencial (2.12).

Pela definição 2.8 e pelo teorema 2.4, o fecho convexo do conjunto D, denotado por

co(D), é o conjunto de todas as combinações convexas dos vetores pertencentes aD, logo,

o conjuntoF (x) é dado por:

F (x(t)) =

{

k
∑

i=1

αif
(i)(x(t)) : αi ≥ 0,

k
∑

i=1

αi = 1

}

. (2.13)

Consideremos o caso em que o conjunto∆ consiste de um número finito de hipersuper-

fícies. Seja∆i definido como segue:

∆i = {x : ϕi(x) = 0}, (i = 1, . . . , k)

em que cadaϕi : R
n → R é uma função de classeC1. Estas superfícies são conhecidas

comosuperfícies de descontinuidadee, neste caso, o segundo membro da equação (2.11) é

descontínuo em uma intersecçãoS das superfícies de descontinuidade∆i, i = 1, . . . , k, isto

é,

S := ∆1 ∩ . . . ∩ ∆k.

Neste caso, a superfícieS divide o conjuntoRn em dois espaços, denotados porΩ+ e
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Ω−, e os valores limites def nestes conjuntos são

f−(x) = lim
x̄→x

f(x̄) (x̄ ∈ Ω−)

f+(x) = lim
x̄→x

f(x̄) (x̄ ∈ Ω+).

Por (2.13), o conjuntoF (x) é o conjunto de todos os vetoresv na forma:

v = αf+ + βf−, α+ β = 1.

Observe queβ = 1 − α. Logo, conjuntoF (x) na definição 2.19 é

F (x) = {αf+ + (1 − α)f−, 0 ≤ α ≤ 1}, (2.14)

que é o segmento de reta unindo as extremidades dos vetoresf− e f+.

SejaP (x) o hiperplano tangente à superfícieS no pontox. Se parat ∈ [t0, tf ] as

extremidades dos vetoresf− e f+ estiverem localizadas em lados diferentes do hiperplano

P (x), entãoP (x)∩F (x) 6= ∅. O ponto de intersecção entre o segmento de retaF (x), dado

em (2.14), e o hiperplanoP (x) é a extremidade de um vetorf0 ∈ F (x). Este vetor satisfaz

a equaçãȯx = f (0)(x), que determina a velocidade do movimento ao longo da superfície de

descontinuidadeS. Este tipo de movimento é chamadomovimento deslizanteou diz-se que

o sistema está emmodo deslizante.

Por outro lado, se parat ∈ [t0, tf ] as extremidades dos vetoresf− e f+ estiverem lo-

calizadas no mesmo lado do hiperplanoP (x), então as trajetórias atravessam a superfície

de descontinuidadeS. Neste caso, as trajetórias não ficam confinadas à superfícieS, e o

movimento deslizante não ocorre.

Diversas técnicas estão disponíveis para determinar o conjuntoF (x(t)), em (2.12), al-

gumas são discutidas em [38, cap. 2]. A seguir, apresentamosuma breve discussão sobre a

definição de soluções através do método do controle equivalente.
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2.3.2 Solução por controle equivalente

Esta discussão tem como base a apresentação em [38, pag. 54-55]. A definição de

solução por controle equivalente é adequada a sistemas de equações diferenciais na forma

ẋ(t) = f(x(t), u1(x(t)), . . . , uk(x(t))), (2.15)

em quef é contínua nos seus argumentos e os controlesu1, . . . , uk são descontínuos na

fronteira∆i do conjuntoΩi, i = 1, . . . , k.

Suponhamos que cada controleui é descontínuo apenas em uma superfície suave∆i,

definida como segue:

∆i := {x(t) : ϕi(x(t)) = 0} (i = 1, . . . , k). (2.16)

Intersecções e até mesmo a coincidência entre as superfícies definidas acima podem ocor-

rer. Para cada ponto de descontinuidade de cada uma das funçõesui, um conjunto convexo

fechadoUi, que é o conjunto de todos os valores possíveis da funçãoui, precisa ser definido.

Cada um destes conjuntos precisa conter os pontos limites de qualquer seqüência da forma

vp ∈ Ui(x), em quexp → x, p = 1, 2, . . .. Nos pontos em que a funçãoui é contínua, o

conjuntoUi possui apenas um elemento, que é o próprio valor queui assume neste ponto.

Então, a solução de (2.15) é uma função vetorialx(t) absolutamente contínua, que satisfaz a

seguinte inclusão diferencial

ẋ(t) ∈ K(x(t)),

para quase todot em um intervalo. O conjuntoK(x(t)), é definido como o conjunto

dos valores da funçãof(x, u1(x), . . . , uk(x)), em quex é constante e as funções escalares

u1, . . . , uk variam independentemente nos conjuntosU1(x), . . . , Uk(x). Este conjunto de

valores da funçãof é denotado porf(x, U1(x), . . . , Uk(x)), e o conjuntoK é dado por

K(x) := f(x, U1(x), . . . , Uk(x)). (2.17)
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Método do controle equivalente

Sem perda de generalidade, consideremos quex pertence simultaneamente àsr (1 ≤
r ≤ k) primeiras superfícies de descontinuidade, definidas em (2.16), isto é:

x ∈ ∆1 ∩ ∆2 ∩ . . . ∩ ∆r.

Se a trajetóriax não sai imediatamente da superfície de descontinuidade, definimos os

controles equivalentesueq
i (t,x), j = 1, . . . , r, de tal modo que:

(i) o vetorf em (2.15) seja tangente a todas ask superfícies de descontinuidade definidas

em (2.16);

(ii) os valores de cada controle equivalente variam no intervalo [u−i , u
+
i ], sendo queu−i e

u+
i são os valores limites da funçãoui em ambos os lados da superfície de desconti-

nuidade∆i.

Substituindo os osr primeiros controles no argumento def em (2.15) pelos controles

equivalentes correspondentes obtemos:

ẋ(t) = f(x(t), ueq
1 , . . . , u

eq
r , ur+1(x(t)), . . . , uk(x(t))). (2.18)

Pela definição dos controles equivalentesueq
i , j = 1, . . . , r, o vetor f é tangente àsr

primeiras superfícies de descontinuidade, definidas em (2.16). Portanto, os controles equi-

valentes podem ser determinados através do seguinte sistema de equações:

∇Tϕi(x)f(x, ueq
1 , . . . , u

eq
r , ur+1, . . . , uk) = 0 (j = 1, . . . , r) (2.19)

A definição de solução da equação (2.15), utilizando o métododo controle equivalente,

é formalizada a seguir.

Definição 2.21 (Solução por controle equivalente).Uma solução do sistema (2.15) é uma

função vetorialx ∈ R
n absolutamente contínua, que fora das superfícies de descontinuidade

satisfaz (2.15), e nas superfícies de descontinuidade, ou na intersecção delas, satisfaz (2.18),

para quase todot em um intervalo.
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O exemplo 2.3.1, considerado em [38, pag. 54-55], ilustra a formação do conjuntoK,

em (2.17).

Exemplo 2.3.1.Sejar = 1, então a equação (2.15) apresenta a forma

ẋ(t) = f(x(t), u). (2.20)

A equação (2.18), que descreve o movimento ao longo da superfície de descontinuidade

S := {x : ϕ(x) = 0}, apresenta a forma

ẋ = f(x, ueq). (2.21)

x

Ω

Ω

1

2

S

P(  )x

a

b

c

Figura 2.4: Soluções definidas por controle equivalente

Na figura 2.4, a dinâmica em modo deslizante, descrita pela equação (2.21), é ilustrada

geometricamente. O domínioΩ é dividido emΩ1 eΩ2 pela superfície de descontinuidadeS.

O conjuntoK, definido em (2.17), é gerado pelas extremidades do vetorf(x, u), quando

o controleu varia no intervalo[u−, u+], gerando o arcoabc na figura 2.4. Neste exemplo, o

conjuntoK é dado por:

K(x(t)) = f(x(t), U), (2.22)

sendo que o conjuntoU é dado por:

U(t,x) =











u(x), sex /∈ S

[u−, u+], sex ∈ S

A soluçãox obtida pelo método do controle equivalente, é tal que a extremidade do vetor

f(x, ueq) coincide com o pontob, localizado na intersecção do plano tangente à superfície de
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descontinuidadeS com o conjuntoK. Esta solução satisfaz a equação (2.19), pois o vetor

gradiente∇ϕ(x) é ortogonal ao plano tangente à superfícieS, denotado porP (x) na figura

2.4.

2.3.3 O problema do chattering

As soluções numéricas de sistemas de equações diferenciaiscom o segundo membro

descontínuo apresentam um fenômeno conhecido comochattering. O chattering consiste de

oscilações de alta freqüência em uma vizinhança da superfície de descontinuidade [41], que

compromete a precisão das soluções numéricas obtidas. Várias técnicas já foram propostas

com o objetivo de atenuar ou eliminar o chattering [42, 43].

O problema do chattering também pode ser resolvido através do projeto de controladores

de modo deslizante para sistemas discretos. Furuta [44] propôs um controlador de modo

deslizante para sistemas lineares discretos que é estável,livre de chattering e insensível à

escolha do intervalo de amostragem. Outra proposta foi apresentada por Furuta e Pan [45],

em que o conceito de setores deslizantes é usado para projetar controladores para sistemas

discretos, livres de chattering e quadraticamente estáveis. Recentemente foram introduzidos

controladores para sistemas discretos, em que as taxas de amostragem do sinal de controle e

da saída do sistema são diferentes [46]. Estes controladores são dependentes apenas da saída

do sistema e não dependem dos estados.

No entanto, os projetos de controladores discretos tratados na literatura, especificamente

os citados no parágrafo acima, dependem de produtos e inversão de matrizes, que demandam

muito tempo de computação quando os sistemas considerados possuem dimensões elevadas.

Por esta razão, optamos pela técnica dacamada limite, que consiste em aproximar os termos

descontínuos por uma função contínua, em uma pequena vizinhança da superfície de descon-

tinuidade [47]; esta vizinhança é chamada camada limite. Esta técnica mostrou-se adequada

aos problemas considerados neste trabalho, pois o custo computacional é baixo e as soluções

obtidas são suficientemente precisas.

Consideremos como exemplo a equação diferencial escalar abaixo, também considerada

por Utkin et al. [43]:

ẋ = −µsign(x), (2.23)
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em queµ é uma constante positiva e sign é a função sinal, definida comosegue

sign(x) =











−1, sex < 0

1, sex > 0

O segundo membro da equação (2.23) é descontínuo emx ≡ 0. Aplicando a técnica

da camada limite em uma vizinhança de raioε do ponto de descontinuidade do segundo

membro de (2.23), a função sign é substituída por

ssgn(x) =











x/ε, se|x| ≤ ε,

sign(x), caso contrário
(2.24)

Note que fora do intervalo[−ε, ε], que define a camada limite, a função ssgn é a própria

função sign, enquanto que dentro da camada limite, é uma retade inclinação1/ε, que é uma

função contínua. Quando esta técnica é aplicada à equação (2.23), o chattering é eliminado.

O resultado da simulação da equação (2.23) sem a utilização da camada limite é mostrado

na figura 2.5-(a). A trajetória resultante apresenta chattering em uma vizinhança do ponto de

descontinuidade, comprometendo a precisão da solução. O resultado da simulação utilizando

a camada limite é mostrado na figura 2.5(b), onde uma trajetória completamente livre de

chattering é mostrada. As duas simulações foram feitas usandoµ = 80, ε = 0.1 e a condição

inicial escolhida éx0 = 1.
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Figura 2.5: Trajetória do sistemȧx = −µsign(x), comµ = 80 e x0 = 1: (a) Trajetória
apresenta chattering em uma vizinhança da origem; (b) Trajetória obtida após a suavização
da função sgn através da técnica da camada limite em uma vizinhança de raio igual aε = 0.1
do pontox = 0

Síntese do capítulo

Neste capítulo, foram introduzidos os principais conceitos matemáticos utilizados neste

trabalho.

Os conceitos e resultados necessários para a caracterização dos mínimos de funções de

diversas variáveis foram introduzidos, dando destaque à minimização de funções convexas

diferenciáveis e não-diferenciáveis. O problema da minimização de funções convexas não

diferenciáveis, foi discutido e os conceitos matemáticos necessários para a caracterização

dos mínimos destas funções foram introduzidos.

Foi dada uma breve introdução à teoria de sistemas dinâmicossuaves e não-suaves. O

método direto de Lyapunov e o princípio da invariância de LaSalle foram apresentados. As

soluções de sistemas de equações diferenciais com o segundomembro descontínuo foram

formalmente definidas. Finalmente o problema do chattering, comum em implementações

numéricas de sistemas dinâmicos não-suaves foi discutido.

No próximo capítulo, a resolução de problemas de otimizaçãoatravés de sistemas gra-

dientes será discutida.

31



Capítulo 3

Sistemas gradientes aplicados à resolução

de problemas de otimização

Neste capítulo, sistemas gradientes não-suaves, obtidos apartir de um método de pena-

lização exata, são utilizados para resolver problemas de otimização. A convergência é ana-

lisada através da forma Persidskii dos sistemas gradientes, utilizando funções de Lyapunov

do tipo Lure-Persidskii não-suaves.

3.1 Descrição do problema de otimização e o método da

função de penalidade

O problema de minimizar uma função escalarf , de classeC1, em um conjuntoΩ ⊂ R
n,

é formulado como segue:

minimizarf(x)

sujeito ax ∈ Ω,
(3.1)

em quex ∈ R
n é a variável de decisão,f : R

n → R é a função objetivo ou função de custo,

eΩ é o conjunto ou região viável do problema.

O problema (3.1) é dito umproblema de otimização com restrições. Caso o conjuntoΩ

seja todo oRn, então o problema (3.1) é dito umproblema de otimização sem restrições. O

conjunto solução do problema (3.1) é definido como segue.

Definição 3.1 (Solução de um problema de otimização).O conjunto solução do problema

de otimização (3.1), quando existe, é o conjunto de todos os vetoresx∗ ∈ Ω que minimizam
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a função objetivof , isto é,

x∗ = argmin(f), x∗ ∈ Ω.

Seja o conjunto viável do problema (3.1) dado pela seguinte intersecção

Ω = Ω1 ∩ Ω2 ∩ Ω3, (3.2)

sendo queΩ1 = {x : r(x) = 0}, Ω2 := {x : s(x) ≥ 0}, Ω3 = {x : v(x) ≤ 0}, e as funções

vetoriaisr : R
n → R

m1 , s : R
n → R

m2 ev : R
n → R

m3 , são de classeC1.

A função lagrangeana para o problema (3.1), com o conjunto viável definido em (3.2), é

L(x, δ,θ,η) = f(x) +

m1
∑

i=1

δiri(x) +

m2
∑

i=1

θisi(x) +

m3
∑

i=1

ηivi(x),

sendo queδi, θi eηi são os componentes dos vetoresδ, θ eη, respectivamente, e são conhe-

cidos como multiplicadores de Lagrange.

Definição 3.2 (Ponto regular [6]).Sejax∗ um ponto que satisfaz as restrições em (3.2), e

sejam os conjuntos de índicesIs := {j : sj(x
∗) = 0} e Iv := {k : vk(x

∗) = 0}. Então

x∗ é dito umponto regular das restrições(3.2) se os vetores∇ri(x
∗), ∇sj(x

∗) e∇vk(x
∗),

1 ≤ i ≤ m1, j ∈ Is ek ∈ Iv, são linearmente independentes.

Se um vetorx∗ é uma solução do problema (3.1) e é um ponto regular das restrições (3.2),

então existem multiplicadores de Lagrangeδ∗, θ∗ e η∗, tais que as condições de Karush-

Kuhn-Tucker (KKT) [6], dadas em (3.3), são satisfeitas.







































































∇f(x∗) +

m1
∑

i=1

δi∇ri(x
∗) +

m2
∑

i=1

θi∇si(x
∗) +

m3
∑

i=1

ηi∇vi(x
∗) = 0;

δ∗i não tem restrição de sinal;

θ∗i ≤ 0, sendo queθ∗i = 0, sesi(x
∗) > 0, i = 1, . . . ,m2;

η∗i ≥ 0, sendo queη∗i = 0, sevi(x
∗) < 0, i = 1, . . . ,m3;

θ∗i si(x
∗) = 0, i = 1, . . . ,m2;

η∗i vi(x
∗) = 0, i = 1, . . . ,m3.

(3.3)

Assumimos que o problema (3.1) admite solução segundo a definição 3.1. O método

utilizado para determinar as soluções dos problemas de otimização propostos, consiste em
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convertê-los em um problema equivalente sem restrições, utilizando um método de penali-

dade exata, e mapear o novo problema em um sistema gradiente.

Método da função de penalidade

Através do método da função de penalidade, problemas de otimização com restrições

são convertidos em problemas de otimização sem restrições,equivalentes ao problema ori-

ginal. Através deste método é possível associar problemas de otimização a sistemas do tipo

gradiente, que são adequados à implementação utilizando computadores paralelos.

Considere o problema geral de otimização com restrições (3.1). O método da função de

penalidade consiste em adicionar um termo à função objetivof , que incorpora uma penali-

dade por violar uma restrição. Assim, o problema (3.1) toma aforma

minimizarE(x, γ) = f(x) + γP (x) (3.4)

x ∈ R
n,

sendo queE é a função objetivo do problema de otimização sem restrições, γ é um escalar

positivo, conhecido como parâmetro de penalidade, eP é a função de penalidade, que satis-

faz as seguintes condições:

(i) P (x) é contínua emRn

(ii) P (x) ≥ 0 para todox ∈ R
n

(iii) P (x) = 0 se e somente sex ∈ Ω.

Observe que a funçãoP é não-nula apenas fora da região viável do problema. Por esta

razão, este método é também conhecido comopenalização externa, e a funçãoP (x) é dita

umafunção de penalidade externa.

Durante o processo de minimização da funçãoE, para cada violação ao conjunto de

restrições, a funçãoP assume um valor positivo, que é somado à função objetivo. Na região

viável,P é nula, pois nenhuma restrição é violada.

O método de penalidades para resolver o problema de otimização (3.1), consiste em

gerar uma seqüência crescente de parâmetros de penalidade,denotada por{γk}, com valores

tendendo a infinito e, para cadak, a funçãoE(γk,x) é minimizada. Este processo gera
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uma seqüência infinita de soluções{xk} que converge para a solução do problema (3.1). A

convergência do método da função de penalidade é asseguradapelo teorema 3.1.

Teorema 3.1 (Luenberger [6]).Seja{xk} uma seqüência infinita gerada pelo método da

função de penalidade. Então todo ponto limite desta seqüência é uma solução do problema

(3.1). �

Como a seqüência{γk} é crescente, então para valores elevados deγk, os mínimos deE

ocorrem quandoP também é mínimo. Deste modo, à medida queγk cresce, a solução do

problema (3.4) aproxima-se da solução do problema (3.1), e esta deverá ser obtida quando

γk tender a infinito. Esta é uma desvantagem no método da função de penalidade, pois para

que o método obtenha uma solução exata, no sentido de que a solução dos problemas (3.1) e

(3.4) sejam iguais, é necessário um valor infinito do parâmetro de penalidade.

O método depenalização internaou método de barreiras[6], utiliza funções de penali-

dade que estabelecem uma barreira na fronteira do conjunto viávelΩ, impedindo que sejam

obtidos pontos não viáveis ou de fronteira. A função de barreiraB(x) satisfaz às condições

(i) e (ii) que a função de penalização externaP satisfaz, eB(x) → ∞, quandox aproxima-

se da fronteira do conjunto viávelΩ. Esta é a condição que caracterizaB(x) como uma

função de barreira. Entretanto, este método exige uma condição inicial no interior do con-

junto viávelΩ, que freqüentemente é difícil ser obtida, especialmente quando o problema

considerado possui dimensões elevadas, dificultando o uso prático do método de barreiras.

Devido a estas dificuldades, as funções de penalidade usadasneste trabalho são exatas,

o que garante que para um valor finito suficientemente grande do parâmetroγ, a solução

do problema (3.4) é exatamente a mesma do problema original.Entretanto, Bertsekas [48]

provou que, exceto para problemas com uma estrutura específica, caracterizados em [48], as

funções de penalidade exatas são não-diferenciáveis na fronteira do conjunto viávelΩ. Con-

sideremos a seguir um exemplo de utilização do método de penalização exata e não-exata.

Exemplo: Seja o seguinte problema de programação quadrática sujeitoa restrições lineares:

minimizarxTQx

sujeito aAx = b

(3.5)

Sejaγ > 0 o parâmetro de penalidade. Consideremos duas formas de penalização apli-
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cadas ao problema (3.5):

a) Penalização não-exata:

Ene(x, γ) = xTQx + γ‖Ax − b‖2;

b) Penalização exata:

Ee(x, γ) = xTQx + γ‖Ax − b‖1.

Observe que a função de penalidadePne(x) = ‖Ax − b‖2 no ítem a) é contínua e

diferenciável em todo o seu domínio, é não negativa e anula-se apenas se a restrição do

problema (3.5) for satisfeita. Neste caso, prova-se que é necessário um valor infinito do

parâmetro de penalidadeγ para que o conjunto de minimizadores deEne coincida com o

conjunto solução do problema (3.5).

Por outro lado, a função de penalidadePe(x) = ‖Ax−b‖1 do ítem b) também é contínua

em todo o seu domínio, é não negativa, anula-se apenas se a restrição do problema (3.5) for

satisfeita, ePe é uma função de penalidade exata [6]. ComoPe é exata, então existe um

valor finito do parâmetro de penalidadeγ > 0, tal que o conjunto de minimizadores da

funçãoEe coincide com o conjunto solução do problema (3.5). No entanto, observe quePe

é não-diferenciável no conjunto viável{x : Ax = b} do problema (3.5).

Uma abordagem alternativa para resolver o problema (3.1), obtendo uma solução exata,

é a minimização da função lagrangeana associada a este problema [49], que é uma função di-

ferenciável. Sob o ponto de vista prático, a desvantagem desta abordagem é o elevado custo

computacional, especialmente quando problemas de otimização de grande porte são conside-

rados. A dimensão do problema de minimização da função lagrangeana é significativamente

mais elevada, pois além das variáveis originais, os multiplicadores de Lagrange também pre-

cisam ser calculados. O aumento da dimensão do problema exige maiores recursos computa-

cionais, como maior quantidade de memória para o armazenamento das variáveis, e maior

poder de processamento para a computação dos multiplicadores de Lagrange.
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3.2 Sistemas gradientes

Algoritmos tipo gradiente são os sistemas mais usados como referência de síntese de

algoritmos para resolver problemas de otimização sem restrições na forma

minimizarE(x), x ∈ R
n, (3.6)

sendo queE : R
n → R é uma função de classeC1.

O problema (3.6) pode ser associado a um sistema dinâmico da forma (2.9), comg(x) =

−M∇E(x). Neste caso, este sistema dinâmico é conhecido comosistema gradiente, e é

dado por:

ẋ(t) = −M∇E(x(t)), (3.7)

no qualM é uma matriz diagonal positiva, também conhecida como matriz de aprendizado

do sistema. A matrizM é introduzida como um fator de escala de tempo de integração.

Se a funçãoE for não-crescente ao longo das trajetórias de (3.7) e limitada inferiormente é

chamadafunção de energiado sistema.

Se os pontos de equilíbrio do sistema dinâmico (3.7) existirem, estes são atingidos quando

∇E(x) = 0. Pela definição 2.2, o pontox∗ no qual o gradiente deE é nulo, é um ponto

crítico desta função. Logo, os pontos de equilíbrio de (3.7)correspondem a pontos críticos

de máximo, mínimo ou de inflexão da funçãoE.

Uma propriedade fundamental do vetor gradiente de uma funçãoE, é que a direção deste

vetor é a que proporciona o máximo incremento à funçãoE. Esta propriedade é mostrada

através da derivada direcional deE na direção de um vetor unitáriou ∈ R
n no pontox0,

dada por

DuE(x0) = ‖∇E(x0)‖2 cos θ,

em queθ é o ângulo entre o vetor unitáriou e o gradiente deE no pontox0.

A direção de maior incremento é quando o ânguloθ é zero, isto é, quando os vetoresu

e∇E(x0) estão na mesma direção. Por outro lado, a derivada direcional na direção deu é

mínima quandoθ é igual aπ radianos. Neste caso, os vetoresu e∇E(x0) têm sentidos opos-

tos, fazendo com que a direção do gradiente seja a que proporciona o máximo decréscimo à

funçãoE.
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Observe, em (3.7), que os vetoresẋ e ∇E(x) têm sentidos contrários. Logo, o movi-

mento das trajetórias ocorre no sentido contrário àquele que proporciona a maior taxa de

incremento emE, eventualmente atingindo um ponto de equilíbrio, caso exista, que é um

ponto critico deE. SeE for convexa em todoRn, então o ponto de equilíbrio atingido é um

ponto de mínimo global.

Por outro lado, caso a funçãoE seja obtida por um método de penalização exata, en-

tão esta função é não-diferenciável e, conseqüentemente, osistema gradiente (3.7) possui

o segundo membro descontínuo. A minimização de funções convexas não-diferenciáveis

utilizando sistemas gradientes é discutida na próxima seção.

3.3 Sistemas gradientes com segundo membro descontínuo

Consideremos o problema de otimização (3.4), em que a função objetivoE é convexa

em todoRn, e não-diferenciável em um conjunto∆ de medida nula, no sentido de Lebesgue.

Conseqüentemente, o segundo membro do sistema gradiente (3.7) é descontínuo no conjunto

∆, e suas soluções não existem no sentido usual.

Neste caso, as soluções do sistema gradiente (3.1) existem no sentido de Filippov: são

funções vetoriaisx(t) absolutamente contínuas, tais que, para quase todot ∈ [t0, tf ], a

inclusão diferencial (3.8) é satisfeita.

ẋ(t) ∈ −∂E(x(t)), (3.8)

sendo que o conjunto∂E(x)) é o subdiferencial deE emx(t), definido na página 15.

Nos pontos em queE é diferenciável, as derivadas parciais deE existem no sentido

usual, e o subdiferencial deE possui apenas um elemento, que é o próprio gradiente desta

função nestes pontos. Neste caso, a soluçãox(t) da inclusão diferencial (3.8) satisfaz a

equação (3.7), no sentido usual.

Devido à convexidade deE em todoR
n, pelo teorema 2.10, um vetorx∗ é um minimi-

zador global deE se e somente se

0 ∈ ∂E(x∗). (3.9)

O pontox∗ é um ponto de equilíbrio da inclusão diferencial (3.8), que éuma solução do

problema de otimização sem restrições (3.6).
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A convergência dos sistemas gradientes propostos neste trabalho é analisada utilizando a

forma Persidskii destes sistemas. A próxima seção é dedicada à análise de convergência de

uma classe de sistemas Persidskii com segundo membro descontínuo.

3.4 Sistemas Persidskii

Sistemas Persidskii e funções do tipo diagonal foram introduzidos em [19], onde a es-

tabilidade absoluta destes sistemas é provada utilizando uma função de Lyapunov do tipo

diagonal. Estes sistemas também foram analisados em [50], eem [51] uma classe de sis-

temas Persidskii com segundo membro descontínuo foi analisada. Bhaya e Kaszkurewicz

[52] utilizaram sistemas Persidskii para provar que o pontode equilíbrio de uma rede de

Hopfield [9] é globalmente assintoticamente estável. A seguir, apresentamos definições de

funções tipo diagonal e sistemas Persidskii.

Definição 3.3 (Função tipo diagonal).Uma funçãof : R
n → R

n,x 7→ f(x) é dita do tipo

diagonal se cadafi é uma função apenas do argumentoxi, isto é,

f(x) =











f1(x1)
...

fn(xn)











,

em quex ∈ R
n é o vetor coluna dado porx = (x1, . . . , xn)T .

Definição 3.4 (Sistema Persidskii [19]).Um sistema de equações diferenciais ordinárias é

dito do tipo Persidskii se for da forma

ẋi(t) =
n
∑

j=1

bijfj(xj(t)) (i = 1, . . . , n), (3.10)

sendo que, para cadaj, a funçãofj : R → R é contínua e pertence à classe de não-

linearidades de setor infinito

S = {fj : ξfj(ξ) > 0; fj(0) = 0;

∫ xj

0

fj(τ)dτ → ∞ quando|xj| → ∞}. (3.11)
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Sistema Persidskii generalizado

O sistema Persidskii generalizado é definido a partir do sistema Persidskii (3.10), em que

a funçãof é do tipo diagonal, consistindo de uma parte linear e uma parte não linear com

descontinuidades, isto é:

ẋ(t) = −Bf(x(t)), (3.12)

sendo quex = (x̄T , x̂T )T , x̄ ∈ R
p, x̂ ∈ R

q, f(x) = (x̄T ,gT (x̂))T , B ∈ R
n×n, n = p+ q. A

funçãog : R
q → R

q satisfaz as seguintes condições:

a) g(x̂) é uma função contínua por partes do tipo diagonal:

g(x̂) = (g1(x̂1), . . . , gq(x̂q))
T , (3.13)

b) x̂igi(x̂i) ≥ 0, i = 1, . . . , q;

c) g é descontínua em um conjunto de medida nula no sentido de Lebesgue, dado por

∆ := ∪k
i=1∆i

d)
∫ x̂i

0
gi(τ)dτ → ∞ quando|x̂i| → ∞, i = 1, . . . , q.

Observação1. Comog é contínua por partes, entãog é limitada em qualquer intervalo, e

como o conjunto em que a funçãog é descontínua é de medida nula, então cada componente

gi deg é integrável [53, Teorema 3-8].

Como o sistema (3.12) tem o segundo membro descontínuo, as soluções são definidas no

sentido de Filippov. De acordo com a teoria de Filippov, as soluções do sistema Persidskii

generalizado (3.12) são funçõesx(t) absolutamente contínuas que, para quase todot em um

intervalo, satisfazem a seguinte inclusão diferencial:

ẋ(t) ∈ G(x(t)), (3.14)

sendo que que o conjuntoG é o menor conjunto convexo fechado que contém todos os

valores limites de−Bf(x′), quandox′ → x, em quex′ /∈ ∆. Com esta definição, denotamos
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cada elemento do conjuntoG(x(t)) por

ẋ(t) = −Bξ. (3.15)

Caso as trajetórias estejam confinadas em alguma superfície de descontinuidade∆i, para

quase todot ∈ [t1, t2], um movimento deslizante ocorre nesta superfície. Quando as tra-

jetórias não estão confinadas à nenhuma superfície de descontinuidade∆i, a equação (3.12)

é satisfeita no sentido usual, e o conjuntoG(x(t)) contém apenas um elemento.

Considere a seguinte função de Lyapunov do tipo Lure-Persidskii associada ao sistema

Persidskii generalizado (3.12):

V (z) =
1

2
(x̄ − x̄∗)TD11(x̄ − x̄∗) +

q
∑

i=1

d
(2)
ii

∫ x̂i

0

gi(τ)dτ, (3.16)

sendo quez = [(x̄ − x̄∗)T , x̂T ]T ex∗ = [x̄∗T ,0T ]T ∈ N (B), em queN (B) é o espaço nulo

deB, d(2)
ii são elementos diagonais de uma matriz diagonal positivaD22, e as matrizesD11

eD22 são os elementos bloco-diagonais de uma matriz diagonal porblocosD.

Note queV (z) = 0 se e somente sez = 0, implicando emx = x∗. Por outro lado, a

condição d) imposta à funçãog, garante queV é radialmente ilimitada. Como, para cadai,

gi é integrável (ver observação 1), então a segunda parcela deV em (3.16) é absolutamente

contínua [54, pag. 105]. Além disso, o primeiro termo no segundo membro deV é uma

função continuamente diferenciável na variávelx̄, e z(t) é absolutamente contínua. Logo,

podemos concluir queV (z(t)) admite derivadas em quase todot.

Teorema 3.2. Considere o sistema Persidskii generalizado(3.12). Se existe uma matriz

simétrica semi-definida positivaS e uma matriz bloco-diagonal definida positivaD tal que:

D =





D11 0

0 D22



 ,

em queD11 é simétrica definida positiva,D22 é uma matriz diagonal positiva, tal queB =

SD, então as trajetórias de(3.12)convergem globalmente para o conjunto invarianteA :=

{x : ξ ∈ N (B),Dξ ∈ ∂V (z)}, em queN (B) denota o espaço nulo da matrizB.
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Prova: Considere a função de Lyapunov não-suave (3.16), associada ao sistema Per-

sidskii generalizado (3.12). A derivada no tempo de (3.16) ao longo das trajetórias de (3.12)

é dada por:

V̇ (z) = (Dξ)T ẋ = −ξTDSDξ + x∗TDSDξ, Dξ ∈ ∂V (z).

Como, por hipótese,B = SD, e x∗ ∈ N (B), então a segunda parcela do segundo

membro da igualdade anterior é nula. Daí, a derivada deV toma a forma:

V̇ = −ξTDSDξ, Dξ ∈ ∂V (z). (3.17)

Analisamos a derivada deV acima sob duas hipóteses:

i) x(t) /∈ ∆i, isto é, as trajetórias do sistema (3.12) não estão confinadas em nenhuma

superfície de descontinuidade. Neste caso, as soluções de (3.12) existem no sentido

usual, e o conjunto∂V (z) contém apenas o gradiente deV emz, dado por∇V (z) =

Df(x). Neste caso, a derivada no tempo deV ao longo das trajetórias do sistema

(3.12) é dada por

V̇ = −fT (x)DSDf(x).

ComoS é semi-definida positiva, é imediato queV̇ ≤ 0;

ii) x(t) ∈ ∆i, para algumi, e t ∈ [t0, tf ], isto é, as trajetórias do sistema (3.12) estão

confinadas em alguma superfície de descontinuidade duranteum intervalo de tempo.

Logo, ẋ(t) não existe no sentido usual, e o vetorx(t) satisfazẋ(t) = −SDξ ∈
G(x(t)), para quase todot ∈ [t0, tf ]. ComoS é semi-definida positiva, por (3.17),

é imediato quėV ≤ 0.

Por (3.15), e dado queB = SD, note queV̇ ≡ 0 se e somente se, o vetorx satisfaz

Bξ = 0 ∈ G(x),

isto é,x ∈ A. Logo,A é um conjunto invariante.

Utilizando os ítens i) e ii) e o teorema de LaSalle para sistemas não-suaves [35], conclui-

se que as trajetórias do sistema Persidskii generalizado (3.12), convergem para o conjunto
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invarianteA, para quaisquer condições iniciais.

Este resultado é usado no capítulo 5 para provar a convergência de sistemas gradientes

para a resolução de problemas de programação quadrática comrestrições lineares, aplicados

ao treinamento de SVMs para separação linear e não linear de duas classes.

Corolário 3.2.1. Se as matrizesS e D são simétricas definidas-positivas efi(xi) ∈ [ai, bi]

para todoxi ∈ R
n, então as trajetórias do sistema(3.12)convergem em tempo finito para o

conjunto invarianteA e permanecem neste conjunto.

Prova: Considere a função de Lyapunov candidata (3.16). A derivada no tempo de

(3.16) ao longo das trajetórias do sistema (3.12) é dada por:

V̇ = (Dξ)T ẋ = −ξTDSDξ, Dξ ∈ ∂V (z).

ComoS é simétrica definida positiva, usando o quociente de Rayleigh, é imediato que:

V̇ ≤ −λmin(DSD)ξT ξ ≤ −λmin(DSD)aTa, (3.18)

sendo quea := (a1, . . . , an)T eλmin(DSD) é o menor autovalor da matrizDSD. Dado que

as matrizesD eS são simétricas definidas positivas, entãoλmin(DSD) > 0, isto é,V̇ ≤ −ε,
em queε = λmin(DSD)aTa.

Utilizando os mesmos argumentos da prova do teorema 3.2, concluímos queA é um

conjunto invariante.

Conseqüentemente, por (3.18), pelas observações acima, e pelo teorema de LaSalle para

sistemas não-suaves, as trajetórias do sistema Persidskiigeneralizado (3.12) convergem para

o conjunto soluçãoA. Precisamos mostrar que o tempo máximoT para queV ≡ 0 é finito.

Por (3.18), temos que, para quase todot em um intervalo:

V (z(t)) ≤ V (z(t0)) − εt,

SejaT ≥ t0 o instante para o qualV (z(T )) = 0. Então, pela desigualdade anterior,

tem-se que

T ≤ V (z(t0))

ε
,
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comoε 6= 0, dado um instante inicialt0, o segundo membro desta desigualdade assume um

valor finito. Logo, a convergência para o conjuntoA é em tempo finito.

As análises de convergência dos sistemas gradientes estudados neste trabalho são feitas

através da forma Persidskii destes sistemas, juntamente e funções de Lyapunov do tipo dia-

gonal ou utilizando diretamente o teorema 3.2.

3.5 Análise de convergência de sistemas gradientes através

da forma Persidskii

As análises de convergência dos os sistemas gradientes propostos neste trabalho são feitas

utilizando a forma Persidskii (3.12) do sistema gradiente correspondente, e funções de Lya-

punov do tipo diagonal ou Lure-Persidskii. Além da simplicidade das provas dos resultados,

esta estratégia de análise usualmente resulta em condiçõesde convergência tratáveis, inde-

pendentes do ajuste de parâmetros.

A forma Persidskii associada aos sistemas gradientes propostos neste trabalho em geral

possuem dimensão maior que a do sistema original, por isso é preciso mostrar que a solução

do sistema original é a mesma solução do sistema Persiskii associado. Sem perda de genera-

lidade, analisamos o problema geral de otimização (3.1) comrestrições lineares de igualdade.

Neste caso, o conjunto viávelΩ é dado por

Ω := {x : Ax − b = 0}, (3.19)

em queA é de dimensãom × n e tem posto completo por linhas, eb é um vetor coluna

de dimensãom. Observe que a generalidade não é perdida, pois restrições de desigualdade

podem ser escritas na forma acima através da introdução de variáveis de folga.

Assumimos que o vetor gradiente∇f da função objetivo do problema (3.1) é do tipo

diagonal, isto é,

∇f(x) = (∇x1
f(x1), . . . ,∇xn

f(xn))T ,

e pertence à classe de não-linearidades de setor infinitoS, definida em (3.11).

As funções objetivo cujo gradiente é do tipo diagonal, incluem as funções lineares e

quadráticas, que são consideradas neste trabalho. Utilizando o método de penalização exata,
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o problema de otimização sem restrições associado ao problema com restrições (3.1), com o

conjunto viável dado em (3.19), é

minimizarxE(x) = f(x) + ρ‖Ax − b‖1, (3.20)

sendo queρ é o parâmetro de penalidade. Note que a função de penalidade‖Ax − b‖1 é

não-diferenciável.

Seja o vetor de resíduos definido porr := Ax− b. Um subgradiente da função objetivo

não-diferenciávelE do problema (3.20) é dado por

e = ∇f(x) + ρAT sgn(r), e ∈ ∂E(x) (3.21)

sendo que cada componente do vetor sgn é definido em (3.22) e seu gráfico é mostrado na

figura 3.1.

sgn(a)



























:= −1 sea < 0

∈ [−1, 1] sea = 0

:= 1 sea > 0

(3.22)

1

−1

sgn(a)

a

Figura 3.1: ráfico de sgn, que atua na restrição de igualdade do problema de otimização

Note que sgn é um mapeamento deR
m no conjunto definido em (3.22). Com esta

definição, sgn é um subgradiente da função‖r‖1. Observe que, de acordo com (3.21), o
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vetor de resíduosr é separável e a não-linearidade sgn é do tipo diagonal, isto é

sgn(r) = (sgnT1 (r1), . . . , sgnTm(rm))T .

O sistema gradiente não-suaveẋ = −Me, associado ao problema de otimização (3.21),

também possui as variáveis separáveis e é dado por

ẋ = −M∇f(x) − ρMAT sgn(Ax − b). (3.23)

Dizemos quex∗ é um ponto de equilíbrio do sistema gradiente (3.23), quandox∗ for um

ponto de equilíbrio da inclusão diferencialẋ ∈ −∂E(x), isto é,0 ∈ ∂E(x∗).

Para construir a forma Persidskii do sistema gradiente (3.23), inicialmente pré-multiplica-

se o sistema (3.23) pela matrizA. Comoṙ = Aẋ é a derivada no tempo do vetor de resíduos,

obtemos o seguinte sistema

ṙ = −AM∇f(x) − ρAMAT sgn(Ax − b). (3.24)

Sem perda de generalidade, consideramos nesta análiseM = I. Escrevendo os sistemas

(3.23) e (3.24) em notação vetorial, obtemos o sistema (3.25) na forma Persidskii, associado

ao sistema gradiente (3.23).





ẋ

ṙ



 = −





I AT

A AAT









I 0

0 ρI









∇f(x)

sgn(r)



 . (3.25)

O sistema Persidskii (3.25) possui dimensãom + n, ao passo que o sistema original

(3.23) possui dimensãon. É necessário analisar as implicações da pré-multiplicação do

sistema (3.23) pela matrizA, e do aumento da dimensão do sistema. Precisamos mostrar

que, se as trajetórias do sistema Persidskii convergem paraum conjunto invarianteΛ, então

as trajetórias do sistema gradiente (3.23) convergem para um ponto de equilíbrio, e vice-

versa.

i) Vamos mostrar que quando as trajetórias do sistema Persidskii convergem para um con-

junto invarianteΛ, então as trajetórias do sistema gradiente convergem para um ponto de

46



equilíbriox∗. Seja a seguinte função de Lyapunov candidata:

V ((x, r)) = f(x) − f(x∗) + ρ

m
∑

i=1

∫ ri

0

sgn(τ)dτ = f(x) − f(x∗) + ρ‖r‖1. (3.26)

Note que, como a função‖r‖1 é Lipschitz contínua emr, então é absolutamente contínua

nesta variável, e comor(t) também é absolutamente contínua, então a função‖r(t)‖1 admite

derivadas em quase todot [54]. Dado quef é de classeC1, ex(t) é absolutamente contínua

então a funçãoV admite derivada em quase todot.

A derivada no tempo deV ao longo das trajetórias de (3.25) é dada por

V̇ (x, r) = vT





ẋ

ṙ



 , v ∈ ∂V (x, r)

sendo quev = [∇Tf(x), ρsgnT (r)]T . Utilizando (3.25), a derivada deV é dada por

V̇ (x, r) = −
[

∇Tf(x) sgnT (r)
]





I 0

0 ρI









I AT

A AAT









I 0

0 ρI









∇f(x)

sgn(r)



 .

(3.27)

SejaB a matriz de blocos no segundo membro de (3.27):

B = SD,

sendo que as matrizesS eD são

S =





I AT

A AAT



 e D =





I 0

0 ρI





ComoD é uma diagonal positiva e a matrizS é simétrica semi-definida positiva, então a

matrizB satisfaz as condições do teorema 3.2. O segundo membro de (3.27) é igual a zero

no espaço nulo deB, denotado porN (B). Logo, pelo teorema de LaSalle para sistemas

não-suaves [35], as trajetórias do sistema Persidskii convergem para o seguinte conjunto

invariante:

Λ = {x, r : y ∈ N (B)}, (3.28)

sendo quey = (∇Tf(x), sgnT (r))T . Os vetoresx e r que pertencem ao conjuntoΛ são tais
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que

ẋ = 0 ∈ ∂E(x) e ṙ = 0.

Isto significa que o conjunto invarianteΛ, para o qual as trajetórias do sistema Persidskii

convergem, é a intersecção do conjunto dos pontos de equilíbrio do sistema gradiente (3.23)

e do conjunto{r : ṙ = 0}. Portanto, a convergência das trajetórias do sistema Persidskii

para o conjunto invarianteΛ, implica na convergência das trajetórias do sistema gradiente

para um ponto de equilíbrio.

ii) Vamos mostrar que se as trajetórias do sistema gradienteconvergem para um conjunto

invarianteΛ̄, então as trajetórias do sistema Persidskii convergem parao conjunto invariante

Λ. Observe que a funçãoV (x, r) em (3.26) é a função de energia computacionalE em (3.20),

em quer é considerada como uma variável independente dex. Considere agora a função

E, dependente apenas da variávelx, como uma função de Lyapunov candidata associada ao

sistema gradiente (3.23), cuja derivada no tempo é:

Ė(x) = eT ẋ = −‖e‖2, e ∈ ∂E(x)

Observe queĖ(x) ≡ 0 se e somente see ≡ 0, implicando queẋ ≡ 0 ∈ ∂E(x).

Portanto, o conjunto invariante procurado é o próprio conjunto dos pontos de equilíbrio do

sistema gradiente (3.23):

Λ̄ = {x : 0 ∈ −∂E(x)},

segue que, pelo teorema de LaSalle para sistemas não-suaves, as trajetórias do sistema gra-

diente (3.23) convergem para o conjunto invarianteΛ̄.

Por outro lado, como a derivada do vetor de resíduos éṙ = Aẋ, sex ∈ Λ̄, então

ṙ = 0. Logo, sex∗ ∈ Λ̄ é um ponto de equilíbrio do sistema gradiente (3.23), então o

vetor [x∗, r∗]T ∈ Λ, r∗ = Ax∗ − b. Portanto, a convergência das trajetórias do sistema

gradiente (3.23) para o conjunto invarianteΛ̄, implica na convergência das trajetórias do

sistema Persidskii para o conjunto invarianteΛ.

Portanto, pelos ítens i) e ii) concluímos que o sistema gradiente (3.23) e o sistema Per-

sidskii (3.25) são equivalentes, no sentido que a convergência das trajetórias do sistema

Persidskii para um conjunto invariante, que contém um pontode equilíbrio do sistema gra-

diente, implicam na convergência das trajetórias do sistema gradiente para o mesmo ponto de
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equilíbrio, e vice-versa. Este resultado valida a utilização da forma Persidskii dos sistemas

gradientes nas análises de convergência.

3.6 Programação linear

No caso em que a funçãof em (3.1) é linear e o conjuntoΩ é descrito por funções

lineares, esta classe de problemas de otimização recebe o nome deproblema de programação

linear (PPL).

Diversos métodos para resolução de problemas de programação linear estão disponíveis,

o mais popular é o método do SIMPLEX [55]. No entanto, este método precisa de um ponto

inicial pertencente ao conjunto viável. Os métodos de pontos interiores para programação

linear ganharam popularidade. Entretanto, estes métodos apresentam problemas numéricos

quando os resultados produzidos ao longo das iterações aproximam-se da fronteira do con-

junto viável [56].

A seguir, apresentamos resultados de convergência para três variantes de problemas de

programação linear. A análise completa e as provas dos resultados estão disponíveis em [20].

As análises de convergência dos sistemas gradientes para resolução de problemas de pro-

gramação linear apresentadas em [20], são baseadas na análise de Chong et al. [15]. A análise

de convergência em [15] resulta em limites inferiores que osparâmetros de penalidade têm

que satisfazer para que a convergência em tempo finito para a solução do problema de pro-

gramação linear em questão seja garantida. Entretanto, estas condições são dependentes das

trajetórias do sistema. Por outro lado, os limites inferiores obtidos em [21] são constantes

e dependem apenas dos parâmetros do problema de programaçãolinear. A mesma estraté-

gia de análise é utilizada no capítulo 4, em que um circuitok-winners-take-all (KWTA) é

formulado a partir de um problema de programação linear.

3.6.1 Forma canônica I

A forma canônica do problema de programação linear é dada por:

minimizarcTx

sujeito aAx ≥ b,
(3.29)
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ondex, c ∈ R
n, b ∈ R

m, A ∈ R
m×n, com posto(A) = m.

Este problema é resolvido utilizando o método da função de penalidade, obtendo o

seguinte problema de otimização sem restrições:

minimizarE(x) = cTx − κ

m
∑

i=1

min(0, aix − bi), (3.30)

em queai é ai-ésima linha da matrizA eκ > 0 é o parâmetro de penalidade.

Note que a função objetivoE em (3.30) é composta pela função objetivo do problema

original (3.29), mais um termo de penalidade, associado à restrição do problema. Note

também que o termo de penalidade é não-diferenciável na fronteira do conjunto viável do

PPL (3.29).

−1

a

hsgn(a)

Figura 3.2: Gráfico de hsgn, que está associada às restriçõesde desigualdade do problema
de otimização

Como a função objetivoE do problema (3.30) é não-diferenciável no conjunto∆ :=

{x : Ax− b = 0}, então as derivadas deE não existem no sentido usual. Um subgradiente

desta função é dado por

e = c + κMAT hsgn(r), e ∈ ∂E(x)

sendo quer := Ax − b é o vetor de resíduos, e cada componente do vetor hsgn é definido

em (3.31) e seu gráfico é mostrado na figura 3.2. O vetor hsgn, é um subgradiente da função

de penalidade
∑p

i=1 min(0, ri).
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hsgn(a)



























:= −1 sea < 0

∈ [−1, 0] sea = 0

:= 0 sea > 0

(3.31)

O problema de otimização (3.30), é resolvido através do sistema gradientėx = −Me,

dado por:

ẋ = −Mc − κMAT hsgn(r), (3.32)

sendo queM é uma diagonal positiva, conhecida como matriz de aprendizado.

A forma Persidskii deste sistema é obtida através da pré-multiplicação do mesmo pela

matrizA, obtendo:

ṙ = −AMc − κAMAT hsgn(r), (3.33)

observe que esta é uma forma Persidskii deslocada pelo vetorconstanteAMc.

A função de Lyapunov do tipo diagonal associada à equação anterior é

V (r) = κ

m
∑

i=1

∫ ri

0

hsgn(τ)dτ, (3.34)

Denotando o conjunto viável do PPL (3.29) porΩ := {r(x) : r(x) ≥ 0}, a funçãoV

dada em (3.34), possui as seguintes características:

(i) V (r) > 0, ser /∈ Ω;

(ii) V (r) ≡ 0, ser ∈ Ω.

A funçãoV é não-nula apenas fora do conjunto viável do PPL. Utilizandoa forma Per-

sidskii (3.33) do sistema (3.32) e a funçãoV , dada em (3.34), é possível obter condições

suficientes queκ deve satisfazer para garantir a convergência para o conjunto Ω. Este resul-

tado é formalmente estabelecido no teorema 3.3.

Teorema 3.3. Considere o sistema gradiente(3.32) e a função de Lyapunov candidata

(3.34). Se a matrizA tem posto por linhas completo eκ satisfaz:

κ >
max(AMc)

λmin(AMAT )
, (3.35)
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sendo quemax(AMc) é o maior componente do vetorAMc. Então as trajetórias de(3.32)

convergem para o conjunto solução de(3.29)em tempo finito e permanecem neste conjunto

indefinidamente.

Observação2. Observe que a funçãoV em (3.32) não é radialmente ilimitada. No entanto

este fato não afeta o resultado estabelecido pelo teorema 3.3, pois o conjunto viável do

problema é{x : Ax ≥ b}, e o segundo termo no segundo membro do sistema gradiente

(3.32) é nulo quandox atinge este conjunto.

3.6.2 Forma canônica II

O problema de programação linear na forma canônica II é dado por:

minimizarf(x) = cTx

sujeito aAx − b ≥ 0

x ≥ 0,

(3.36)

sendo queA ∈ R
m×n,m < n, posto(A) = m, c ∈ R

n×1,x ∈ R
n eb ∈ R

m.

Este problema é resolvido do mesmo modo que o problema na forma canônica I, apre-

sentado na seção anterior. O problema de otimização sem restrições associado é dado por:

E(x) = cTx − γ

n
∑

j=1

min(0, xj) − ρ

m
∑

i=1

min(0, ri), (3.37)

sendo queγ > 0 e ρ > 0 são os parâmetros de penalidade. Neste caso, a função objetivo

do problema apresenta um termo de penalidade adicional, queestá associado à restrição de

sinal sobre a variável de projetox.

O sistema gradiente associado ao problema sem restrições (3.37) é

ẋ = −c − γhsgn(x) − ρAT hsgn(r), (3.38)

em queγ, ρ > 0 são os parâmetros de penalidade.

A forma Persidskii deste sistema é obtida aumentando-se o mesmo com a derivada no

tempo do vetor de resíduos, obtida através da pré-multiplicação da equação anterior pela
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matrizA, resultando em:





ẋ

ṙ



 = −





c

Ac



−





In AT

A AAT









γ hsgn(x)

ρ hsgn(r)



 (3.39)

A função de Lyapunov do tipo diagonal associada ao sistema Persidskii anterior é

V (x, r) = γ

n
∑

j=1

∫ xj

0

hsgn(τ)dτ + ρ

m
∑

i=1

∫ ri

0

hsgn(τ)dτ, (3.40)

esta função possui as mesmas características que a funçãoV dada em (3.34), o que permite

obter condições suficientes que os parâmetrosρ e γ devem satisfazer para garantir a con-

vergência para o conjunto viável do PPL (3.36) e, conseqüentemente, para a solução deste

problema. Este resultado é formalizado pelo teorema 3.4.

Teorema 3.4.Considere o problema de programação linear(3.36). Se a matrizA tem posto

por linhas completo e os ganhosγ eρ satisfazem as seguintes desigualdades

γ > ‖c‖2

ρ >
1

σmin(A)
(c + 2α

√
n),

então as trajetórias de(3.38)convergem para para o conjunto solução do problema(3.29)

e permanecem neste conjunto indefinidamente.

3.6.3 Forma padrão

A forma padrão do problema de programação linear é dada por:

minimizarf(x) = cTx

sujeito aAx − b = 0

x ≥ 0,

(3.41)

ondec ∈ R
n, b ∈ R

m,m < n eposto(A) = m.

Utilizando o método da função de penalidade, obtemos o seguinte problema de otimiza-
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ção sem restrições:

minimizarE(x) = cTx + ρ‖r‖1 + γ

n
∑

j=1

min(0, xj) (3.42)

O sistema gradiente que resolve o problema anterior é dado por:

ẋ = −c − γhsgn(x) − ρAT sgn(r). (3.43)

Por um procedimento análogo ao utilizado para o PPL na forma canônica II, a forma

Persidskii do sistema anterior é





ẋ

ṙ



 = −





c

Ac



−





In AT

A AAT









γ hsgn(x)

ρ sgn(r)



 (3.44)

A função de Lyapunov tipo diagonal associada ao sistema Persidskii (3.44) é

V (x, r) = γ

n
∑

j=1

∫ xj

0

hsgn(τ)dτ + ρ

m
∑

i=1

∫ ri

0

sgn(τ)dτ. (3.45)

Prova-se, utilizando o sistema Persidskii (3.45), que o teorema 3.4 também é válido para

o sistema gradiente (3.43) [20].

3.7 Programação quadrática

Problemas de programação quadrática com restrições lineares podem ser resolvidos atra-

vés de sistemas gradientes. Considere o seguinte problema geral de otimização quadrática

com restrições lineares:

minimizar
1

2
xTQx

sujeito aAx = b

Hx ≥ c

(3.46)

sendo queQ ∈ R
n×n, A ∈ R

m×n, b ∈ R
m, H ∈ R

p×n, c ∈ R
p e x ∈ R

n é a variável de

decisão do problema.

Utilizando o método da função de penalidade, o seguinte problema de otimização sem

54



restrições é associado ao problema (3.46):

minimizarE(x) = xTQx − γ

p
∑

i=1

min(0,hT
i x − ci) + ρ‖Ax − b‖1, (3.47)

em quehi denota ai-ésima linha da matrizH e os escalaresγ eρ osparâmetros de penali-

dade.

Note que a funçãoE em (3.47) é composta pela função objetivo do problema (3.46)mais

dois termos de penalidade, cada um associado a um conjunto derestrições diferente. Note

também que os termos de penalidade são não-diferenciáveis na fronteira do conjunto viável

do problema (3.46).

Um subgradiente da função objetivoE do problema (3.47) é dado por:

e = Qx + ρAT sgn(r(1)) + γHT hsgn(r(2)), e ∈ ∂E(x),

sendo quer(1) := Ax − b, r(2) := Hx − c.

O sistema gradientėx = −Me, associado ao problema (3.47) é dado por:

ẋ = −M[Qx + ρAT sgn(r(1)) + γHT hsgn(r(2))]. (3.48)

A convergência do sistema (3.48) é provada escrevendo o sistema gradiente (3.48) na

forma Persidskii generalizada (3.12), e utilizando o teorema 3.2. Sem perda de generalidade,

assumimos queM = I.

Para obter a forma Persidskii do sistema gradiente (3.48), observe que as derivadas no

tempo der(1) e r(2) são dadas poṙr(1) = Aẋ e ṙ(2) = Hẋ, isto é:

ṙ(1) = −AQx − ρAAT sgn(r(1)) − γAHT hsgn(r(2)) (3.49)

ṙ(2) = −HQx − ρHAT sgn(r(1)) − γHHT hsgn(r(2)) (3.50)

Escrevendo o sistema aumentado (3.48)-(3.50) em notação matricial, a forma Persidskii
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do sistema gradiente (3.48) é dada por (3.12), em que a matrizB pode ser fatorada na forma:

B =











I AT HT

A AAT AHT

H HAT HHT





















Q 0n×n 0n×p

0m×n ρIn×n 0n×p

0n×n 0m×n γIp×p











Este sistema satisfaz as condições do teorema 3.2, pois na fatoração acima podemos

identificar:

S =











I AT HT

A AAT AHT

H HAT HHT











;

D11 = Q;

D22 =





ρIn×n 0n×p

0m×n γIp×p



 .

A matrizS é simétrica semi-definida positiva, a matrizQ é, por hipótese, definida posi-

tiva e, comoρ e γ são escalares positivos, a matrizD22 é uma diagonal positiva. Portanto,

as condições do teorema 3.2 estão todas satisfeitas, garantindo a convergência das trajetórias

do sistema (3.48) para o conjunto solução do problema (3.46), para quaisquer parâmetrosγ

eρ positivos. Este resultado é enunciado no teorema 3.5.

Teorema 3.5.As trajetórias do sistema gradiente(3.48)convergem globalmente para o con-

junto solução do problema de programação quadrática(3.46), para quaisquer parâmetros

positivosρ eγ.

O sistema gradiente (3.48) pode ser interpretado como um sistema de controle. Neste

contexto, o termou1 := ρAT sgn(Ax − b) é interpretado como um controle com ganhoρ,

composto por um relé multidimensional, que é responsável por forçar as trajetórias para a

intersecção de hiperplanos∆ := {x : Ax = b}, ao mesmo tempo que o controleu2 =

γhsgn(x) é responsável por forçar as trajetórias para o conjuntox ≥ 0.
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3.8 Resolução de sistemas de equações lineares

A abordagem proposta é baseada em associar o sistema de equações lineares a um pro-

blema de otimização sem restrições, cuja solução corresponde à mesma solução do sistema

de equações lineares. Ao problema de otimização é associadoum sistema tipo gradiente com

segundo membro descontínuo. O uso de sistemas gradientes descontínuos para este tipo de

problema justifica-se, pois neste caso é possível provar a convergência em tempo finito para

a solução do sistema de equações lineares.

Este procedimento foi utilizado por Cichocki e Unbehauen [12], que formularam o pro-

blema de resolver sistemas lineares do tipoAx = b através de um problema de otimização

sem restrições, utilizando a normaLp do resíduoAx − b, entretanto sem apresentar análise

de convergência.

Neste trabalho o sistema de equações lineares é resolvido através da minimização da

normaL1 do vetor de resíduos. A solução em normaL1 mínima apresenta diversas vanta-

gens, como a menor sensibilidade a ruídos eoutliers[12, 57].

3.8.1 Formulação do problema

Considere o seguinte sistema de equações lineares:

Ax = b, (3.51)

em quex ∈ R
n, b ∈ R

m e assume-se queA ∈ R
m×n, m ≤ n possui posto igual am, que

garante a existência de pelo menos uma solução.

O problema da resolução do sistema de equações lineares (3.51) utilizando a normaL1,

pode ser formulado através do seguinte problema de otimização sem restrições

minimizarE(x) := ‖r(x)‖1, x ∈ R
n, (3.52)

sendo quer(x) := Ax − b é o vetor de resíduos,‖ · ‖1 é a normaL1 do argumento.

Note que o mínimo global deE é zero e o conjunto solução do problema (3.52) é dado

por ∆ := {x : r(x) = 0}, que é o conjunto solução do sistema (3.51). O conjunto∆ é

57



determinado através da seguinte intersecção:

∆ =
m
⋂

i=1

∆i; ∆i := {x : ri(x) = 0}, (3.53)

em que os escalaresri : R
n → R são componentes do vetorr.

O problema de minimização (3.52) é resolvido através de um sistema gradiente. Porém,

como a função objetivo do problema (3.52) é não-diferenciável em ∆, o gradiente deE

é descontínuo neste conjunto e, as soluções do sistema gradiente que minimizamE são

consideradas no sentido de Filippov. Neste contexto, os conjuntos ∆i são chamados de

superfícies de descontinuidade.

Um subgradiente da função objetivo não-diferenciávelE do problema (3.52), é dado por:

e = AT sgn(r), e ∈ ∂E(x),

sendo quer := Ax − b, e o vetor sgn é definido em (3.22).

O sistema gradiente não-suaveẋ = −Me, associado ao problema (3.52) é dado por:

ẋ = −MAT sgn(r), (3.54)

sendo queM = diag(µi)
n
i=1 é uma matriz diagonal positiva que, no contexto de redes neu-

rais, é denominada matriz de aprendizado.

Na figura 3.3, é apresentado o diagrama funcional do circuitoformulado por (3.54), que

pode ser interpretado como uma rede neural [12]. Observe quesgn atua como uma função

de ativação da rede que resolve o sistema (3.51). Por outro lado, a representação do sistema

(3.54) sob a perspectiva de um sistema de controle é mostradona figura 3.4, onde o contro-

lador corresponde a um relé multidimensional com matriz de ganhoM. Neste contexto, o

vetorAT sgn(r) desempenha o papel do controlador responsável por conduziras trajetórias

para o conjunto∆.

3.8.2 Análise de convergência

A análise de convergência é feita representando o sistema (3.54) na forma Persidskii e

utilizando uma função de Lyapunov candidata do tipo diagonal. A representação de (3.54)
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Figura 3.3: Diagrama funcional do circuito descrito pelo sistema gradiente (3.54), visto sob
a perspectiva de uma rede neural

entrada 
de ref.

saida da
planta

−

+

controlador planta

∫

b A−AT M y
xr

sgn(r)

Figura 3.4: Representação do sistema gradiente (3.54) sob a perspectiva de um sistema de
controle, em quey = Ax é a saída da planta

na forma Persidskii é obtida através da pré-multiplicação de (3.54) pela matrizA. Observe

queṙ = Aẋ, portanto de (3.54) decorre que:

ṙ = −AMAT sgn(r). (3.55)

Esta classe de sistemas Persidskii é analisada em [51]. Paraque o sistema (3.55) possa

ser usado na análise de convergência, é necessário provar o resultado a seguir.

Proposição 1.O sistema(3.55) é equivalente ao sistema original(3.54) no sentido que

ṙ ≡ 0 se e somente sėx ≡ 0.

Prova: Se ẋ ≡ 0, é imediato quėr ≡ 0. Por outro lado, sėr ≡ 0 então o vetor
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√
M∇E =

√
MAT sgn(r) pertence ao espaço nuloN (A

√
M) da matrizA

√
M, entre-

tanto
√

M∇E é um vetor que pertence ao espaço linhaR(
√

MAT ) de A
√

M. Como

N (A
√

M) ⊥ R(
√

MAT ), a única solução possível paraṙ ≡ 0 é
√

Me ≡ 0 e, conseqüen-

tementeẋ ≡ 0.

Como o sistema (3.55) tem o segundo membro descontínuo, a função de Lyapunov can-

didata do tipo diagonal escolhida é não-suave [51]:

V (r) =
m
∑

i=1

∫ ri

0

sgn(τ) dτ =
m
∑

i=1

|ri|. (3.56)

A funçãoV em (3.56) possui as seguintes propriedades:

i) V (r) > 0 parar 6= 0;

ii) V (r) = 0 se e somente ser = 0;

iii) V (r) é radialmente ilimitada;

(iv) ComoV (r) é Lipschitz contínua em relação à variávelr, er(t) é absolutamente con-

tínua, entãoV (r(t)) é absolutamente contínua em relação à variávelt, admitindo

derivadas em quase todot [54].

Sejaξ ∈ ∂V (r). A derivada no tempo deV ao longo das trajetórias de (3.55) é dada por

V̇ (r) = ξT ṙ = −sgnT (r)AMAT sgn(r). (3.57)

Note que comoA tem posto por linhas completo eM é definida positiva, entãoAMAT

também é definida positiva. Conseqüentemente,V̇ ≡ 0 se e somente se sgn(r) ≡ 0, o que

implica emẋ = 0 ∈ ∂E(x). Logo,x é um minimizador deE e, comoE é convexa,x é um

minimizador global. Portantox ∈ ∆, sendo que∆ é definido em (3.53).

Teorema 3.6. As trajetórias do sistema(3.54) convergem, com quaisquer condições ini-

ciais, para o conjunto solução do sistema de equações lineares(3.51)em tempo finito e per-

manecem neste conjunto. O tempo de convergênciatf satisfaztf ≤ (V (r0)/λmin(AMAT )),

em quer0 := r(x0).

Prova: Considere o sistema (3.55), a derivada no tempo (3.57) de (3.56) e a partição

do conjunto∆ definida em (3.53). Por simplicidade sejaM = I.
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Considerando as soluções de (3.55) no sentido de Filippov, o objetivo é mostrar existe

um escalarε > 0, tal queV̇ ≤ −ε e, finalmente mostrar que∆ é um conjunto invariante.

Duas situações devem ser consideradas:

i) x /∈ ∆i, para todoi. Neste caso as trajetórias não estão confinadas em nenhuma

superfície de descontinuidade e as soluções de (3.55) existem no sentido usual. Neste

caso∂E(x) contém apenas o gradiente deE em x. ComoA tem posto por linhas

completo, então a matrizAAT é definida positiva, e usando o princípio de Rayleigh e

o fato que‖sgn(r)‖2 = m2 ≥ 1, parari 6= 0, podemos escrever:

V̇ (r) ≤ −λmin(AAT )m2 ≤ −λmin(AAT ), (3.58)

em queλmin(AAT ) > 0 é o menor autovalor deAAT .

ii) x ∈ ∆i, para algumi e quase todot em um intervaloI. Neste caso as trajetórias estão

confinadas em alguma superfície de descontinuidade∆i, ocorrendo um movimento

deslizante nestas superfícies. Portanto, os vetorese que descrevem este movimento

são subgradientes deE emx, i.e.,

ṙ = −Ae, e ∈ ∂E(x),

em quee = AT sgn(r), e sgn(r) ∈ ∂V (r) é definido em (3.22).

Como existe pelo menos um índicei tal quex /∈ ∆i, então sgni(ri) ∈ {−1, 1}, impli-

cando em‖sgn(r)‖2
2 ≥ 1. Logo usando (3.57) e o princípio de Rayleigh, chegamos a

V̇ (r) ≤ −λmin(AAT ).

Portanto, dos ítens i) e ii), concluímos que as trajetórias de (3.54) convergem para o

conjunto∆ em tempo finito. Falta mostrar que as trajetórias permanecemneste conjunto,

isto é, que nestas condições∆ é um conjunto invariante. Sex(t) ∈ ∆, entãoV (t) = 0 e

V̇ (t) = 0. Se para algumt = T a trajetóriax(T ) sai de algum conjunto∆i, entãoV̇ (T ) < 0

e V (T ) > 0, o que é uma contradição, poisV é não crescente ao longo das trajetórias

de (3.55). Logo, as trajetórias de (3.55) atingem∆ e permanecem neste conjunto. Pela

proposição 1, este resultado aplica-se também ao sistema gradiente original (3.54).

Resta obter o limite inferior para o tempo de convergênciatf . De (3.58), podemos es-
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creverV (t) ≤ V (t0) − λmin(AMAT ) t, logo, o tempotf parar atingir zero não excede

V0/λmin(AMAT ), concluindo a prova.

Na próxima seção são apresentados os métodos de integração numérica empregados para

resolver os sistemas gradientes deste trabalho.

3.9 Métodos de integração

Os sistemas gradientes apresentados neste trabalho são resolvidos numericamente através

de dois métodos de integração, consagrados na literatura, pertencentes à classe dos métodos

de Runge-Kutta: o método de Euler, que é um método de primeira ordem, e um método de

Runge-Kutta de segunda ordem. Para maiores detalhes sobre estes, e outros, métodos de

integração, ver, por exemplo, [58].

Os métodos de integração com controle automático de passo são utilizados nos capítulos

5 e 6, em que os termos descontínuos dos sistemas gradientes são aproximados por funções

contínuas através da técnica da camada limite, descrita no capítulo 2. Nos exemplos deste

capítulo e do capítulo 4, o método de Euler com passo constante é utilizado.

3.9.1 Método de Euler

O método de Euler, é o mais simples da classe dos métodos de Runge-Kutta. Este método

apresenta baixo custo computacional, pois necessita de apenas uma avaliação do segundo

membro do sistema gradiente (3.7) em cada iteração.

A discretização do sistema gradiente (3.7) para resolução através do método de Euler é

dada por:

xk+1 = xk − µk∇E(xk), (3.59)

sendo queµk é o passo de integração.

O método de Euler, implementado com passoµk = µ constante, é descrito no algoritmo

3.1. No entanto, o bom desempenho do método de Euler, dependedo uso de um método

eficiente de ajuste automático do passoµk. Para esta finalidade, no contexto de sistemas

gradientes, diversos métodos estão disponíveis na literatura [59–64]. Utilizamos a fórmula

de Barzilai-Borwein [59], que proporciona um controle eficiente do passo integraçãoµk de

sistemas gradientes discretizados na forma (3.59).
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Algoritmo 3.1 Método de Euler com passo constante

x0 = condição inicial
µ = passo de integração
Para k = 0, 1, 2, . . .

xk+1 = xk − µ∇E(xk) (atualiza solução)
xk = xk+1 (armazena solução anterior)

Fim

Algoritmo 3.2 Método de Euler com controle de passo pela fórmula de Barzilai-Borwein

x0 = condição inicial apenas para o cálculo do passo
x1 = condição inicial
∇E0 = ∇E(x0) (gradiente deE emx0)
∇E1 = ∇E(x1) (gradiente deE emx1)
Para k = 1, 2, . . .

µk = (xk − xk−1)
T (∇Ek −∇Ek−1)/‖∇Ek −∇Ek−1‖2

2 (calcula novo passo)
xk+1 = xk − µk∇Ek (atualiza solução)
xk−1 = xk (armazena penúltima iteração)
∇Ek−1 = ∇Ek

xk = xk+1 (armazena última iteração)
∇Ek = ∇E(xk) (computa novo gradiente)

Fim

O passo de integraçãoµk, determinado iterativamente pela fórmula de Barzilai-Borwein,

é dado por:

µk =
(xk − xk−1)

T (∇E(xk) −∇E(xk−1))

‖∇E(xk) −∇E(xk−1)‖2
2

. (3.60)

O procedimento de resolução de um sistema gradiente utilizando o método de Euler com

controle de passo pela fórmula de Barzilai-Borwein (Euler-BB),é descrito no algoritmo 3.2.

O cálculo do passoµk depende apenas das diferenças entre gradientes∇E(xk) e∇E(xk−1)

e entre os vetoresxk e xk−1, computados nas duas últimas iterações do método de Euler.

Adicionalmente, Barzilai e Borwein sugerem que o método de Euler em (3.59), com controle

de passo através da fórmula 3.60, é menos sensível ao mal-condicionamento do problema.

Por outro lado, a memória necessária para o armazenamento dasoluçãoxk−1 e do vetor

gradiente∇Ek−1, computados na penúltima iteração, para o cálculo do passoµk em (3.59),

representa um custo adicional do algoritmo 3.2 que, em geral, é pequeno.
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Algoritmo 3.3 Método de Runge-Kutta de Segunda Ordem

t0 = instante inicial
x0 = condição inicial
µ0 = passo inicial
Para k = 0, 1, 2, . . .

s0 = −µk∇E(xk) (primeiro estágio)
x̄k+1 = xk + s0 (solução de primeira ordem)
s1 = −µk∇E(xk + 1

5
s0) (segundo estágio)

tk+1 = tk + µk

xk+1 = xk − 3
2
s0 + 5

2
s1 (solução de segunda ordem)

Atualiza passo de integraçãoµk

Fim

3.9.2 Método de Runge-Kutta de segunda ordem

O método de Runge-Kutta de segunda ordem, é um método de dois estágios, em que

a aproximação obtida no primeiro estágio, é utilizada para computar a aproximação no se-

gundo estágio. Utilizamos este método com os coeficientes determinados por Cash e Karp

[65], dados em (3.61), sob a forma de umtableau. O método de Runge-Kutta de segunda

ordem, aplicado ao sistema gradiente (3.7), utilizando os coeficientes de Cash e Karp, é

descrito no algoritmo 3.3.

0 0

1
5

1
5

0

−3
2

5
2

Solução de2a ordem

1 0 Solução de1a ordem

(3.61)

Para que o método de Runge-Kutta de segunda ordem apresente umbom desempenho,

é fundamental que seja utilizado um algoritmo eficiente de controle automático do passo de

integração. O controle do passo integraçãoµk é feito automaticamente através do algoritmo

baseado em um controlador PID descrito em [66]. O passoµk é ajustado através da seguinte

fórmula:

µk+1 =

(

ek−1

ek

)P (
1

ek

)I ( e2k−1

ekek−2

)D

µk, (3.62)

sendo queek = ‖xk − x̄k‖/(‖xk‖× tol), tol é uma tolerância para o integrador determinada

a priori, eP , I eD são os parâmetros do controlador, também determinados a priori.
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3.10 Exemplos numéricos

Com o objetivo de ilustrar a utilização dos sistemas gradientes apresentados neste capí-

tulo, seguem exemplos de simulação numérica de cada um dos casos discutidos.

Devido à presença de termos descontínuos no segundo membro dos sistemas gradientes

acima, as soluções dos mesmos são afetadas porchattering. A amplitude do chattering, que

pode ser controlada através dos ganhos das não linearidades, faz com que a precisão das

soluções obtidas seja comprometida.

Nos exemplos abaixo, as soluções numéricas dos sistemas gradientes foram obtidas atra-

vés do método de Euler, descrito no algoritmo 3.1, em que o passo de integraçãoµ é cons-

tante, igual a10−6, e garante soluções numéricas suficientemente precisas dossistemas gra-

dientes utilizados.

Os ganhos das não-linearidades foram escolhidos de modo a não aumentar a amplitude

do chattering e, ao mesmo tempo, satisfazendo as condições de convergência estabelecidas

pelos teoremas correspondentes. A exceção é o exemplo de programação quadrática, em que

os ganhos das não-linearidades foram escolhidos propositalmente grandes, para evidenciar o

fenômeno de chattering e como este afeta as soluções numéricas obtidas.

3.10.1 Programação linear

Consideremos um exemplo de um problema de programação linearna forma canônica

II, também considerado em [12]. Os dados do problema são:

A =











3 −2 4

−1 −2 −1

−2 −1 0











b = (8,−9,−6)T

c = (3, 1, 2)T

De acordo com o teorema 3.4, as condições suficientes que os parâmetros de penalidade

devem satisfazer para garantir a convergência das trajetórias para a solução do problema
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(3.29) são:

γ > 6.4807

ρ > 7.1650

A solução deste problema éx∗ = (0, 0, 2), obtida através do pacote de otimização do

MATLAB. A solução obtida pelo sistema gradiente (3.38), usando os valores para os parâ-

metros de penalidadeγ = 6.5 e ρ = 7.17, é mostrada na figura 3.5. Por esta figura, nota-se

que as trajetórias convergem para a solução correta do problema de programação linear em

tempo finito.

0 0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8 2
−0.5

0

0.5

1

1.5

2

2.5

Tempo

x1
, x

2,
 x

3

Figura 3.5: Programação linear – convergência em tempo finito para a solução do problema
de programação linear na forma canônica II, com os parâmetros de penalidadeγ = 6.5 e
ρ = 7.17

3.10.2 Programação quadrática

Consideremos o problema (3.48) com os seguintes dados:

Q :=





1 0.5

0.5 2





A :=
(

5 −9
)

; b := 3

H := −I; c := 0
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Figura 3.6: Programação quadrática– resultado da simulação numérica do sistema (3.48),
com condições iniciaisx1 = −2 e x2 = −1, escolhidas arbitrariamente, mostrando con-
vergência das trajetórias para a solução do problema de programação quadrática (3.63)

Com os dados acima, o problema (3.46) toma a forma:

minimizar
1

2
xTQx

sujeito a Ax = b

x ≤ 0

A solução do problema anterior éx1 = 0 e x2 = −0.33, obtida através do comando

quadprog, do pacote de otimização do MATLAB 6.5.

A simulação foi executada com os parâmetros de penalidadeρ = 5 e γ = 5. As tra-

jetórias do sistema (3.48) são apresentadas na figura 3.6. Ascurvas de nível da função

objetivo quadrática e a retaΠ = {x1, x2 : 5x1 − 9x2 = 3}, que faz parte do conjunto de

restrições do problema de programação quadrática considerado, são mostradas na figura 3.7.

A trajetória parte da condição inicialx0 = (−2,−1) e atinge a retaΠ, onde fica confinada.

Um movimento deslizante é gerado sobre esta reta, indicado pela linha mais grossa na figura,

até atingir a solução ótimax∗ = (0,−0.33). Os valores assumidos pela função objetivo ao

longo da trajetória obtida pelo sistema gradiente (3.48) são mostrados na figura 3.8.

O sistema gradiente (3.48) pode ser interpretado como um sistema de controle. O termo

u1 := ρAT sgn(Ax − b) pode ser visto como um controle com ganhoρ, composto por um

relé multidimensional, que é responsável por forçar as trajetórias para a retaΠ := {x1, x2 :

5x1 − 9x2 = 3}, ao mesmo tempo que o controleu2 = γhsgn(−x) é responsável por forçar
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Figura 3.7: Programação quadrática – curvas de nível da função objetivo do problema de pro-
gramação quadrática, mostrando a trajetória do sistema (3.48) partindo da condição inicial
x0 = (−2,−1) até a solução ótimax∗ = (0,−0.33)

as trajetórias para o conjuntox ≤ 0. Este fenômeno pode ser observado na figura 3.8, que

mostra as trajetóriasx1 e x2, partindo da condição inicial(−2,−1), em que o controleu2

não atua, pois a restrição de sinal sobre o vetorx está satisfeita. O controleu1 conduz as

trajetórias em direção à retaΠ. O caminho sobre esta reta é mostrado na figura 3.8.

Ao atingir a retaΠ, um movimento deslizante é iniciado sobre esta reta. O controle u1

atua mantendo a trajetória emΠ, enquanto que o controleu2 não atua, pois a restriçãox ≤ 0

está satisfeita.

Quando o ponto ótimox∗ = (0,−0.33) é atingido, o controleu2 atua sobre a coordenada

x1, sempre que a trajetória ultrapassa o pontox∗1 = 0, forçando a satisfação da restrição

x1 ≤ 0. Observe que o controleu2 não atua emx∗2 = −0.33. Entretanto, como o movimento

ocorre na direção de maior descida, isto é, na direção de−∇E, o gradiente da funçãoE

impede que as trajetóriax2 ultrapasse o pontox∗2 = −0.33, pois neste caso o valor da função

E passa a crescer.

Com o objetivo de ilustrar os efeitos do chattering na soluçãodo problema de progra-

mação quadrática, a simulação foi repetida com o parâmetro de penalidade aumentado para

ρ = 200. Com este parâmetro de penalidade, o chattering é claramenteperceptível, como

pode ser observado nas trajetórias no planox1 × x2 mostradas na figura 3.9-(a) e nas tra-

jetórias em função do tempo, mostradas na figura 3.9-(b). Observe que o chattering só ocorre

quando a trajetória atinge a retaΠ, onde o segundo membro do sistema gradiente (3.48) é

descontínuo.
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Figura 3.8: Programação quadrática – a linha grossa sobre a superfície da função quadrática
indica os valores assumidos pela função objetivo ao longo datrajetória obtida através do
sistema gradiente (3.48). No planox1 × x2 é mostrada a trajetória partindo da condição
inicial x0 = (−2,−1), atingindo a reta5x1−9x2 = 3 e realizando um movimento deslizante
sobre ela até atingir a solução ótimax∗

A amplitude do chattering, neste exemplo, é grande o suficiente para comprometer a pre-

cisão da solução obtida. Na figura 3.9-(a) nota-se que a restrição de igualdade do problema

não é satisfeita e as soluções permanecem em uma vizinhança da retaΠ de raio considera-

velmente grande. Examinando as trajetórias em função do tempo na figura 3.9-(b), nota-se

que, devido ao chattering, a solução do problema é difícil deser identificada com precisão,

a trajetóriax1 varia ao longo do tempo no intervalo[−0.35, 0.35], enquanto que a trajetória

x2 varia no intervalo[−0.39,−0.27].

Uma aplicação em que o chattering impede a determinação correta da solução é o treina-

mento deν-SVMs, discutido no capítulo 5. A fase de treinamento doν-SVM é modelada

por um problema de programação quadrática com restrições deigualdade, desigualdade e

em caixa. A restrição em caixa é dada porαi ∈ [0, 1/m], parai = 1, . . . ,m, em queαi são

as variáveis de decisão, em é a dimensão da matrizQ. Quandom é grande, o comprimento

deste intervalo é pequeno. Neste caso, devido ao chattering, esta restrição não é satisfeita e

a solução correta não é obtida.
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Figura 3.9: Programação quadrática– (a) curvas de nível da função objetivo do problema de
programação quadrática, enfatizando o chattering que inicia quando a trajetória, partindo do
ponto inicial(−2,−1), atinge a retaΠ e continua até atingir o ponto ótimo(0,−0.33); (b)
Programação quadrática– trajetórias em função do tempo, partindo do ponto inicial(−2,−1)
e evidenciando o chattering

3.10.3 Sistemas de equações lineares

Consideremos o sistema de equações linearesAx = b com os seguintes dados:

A =





1 3 −1

2 1 4



 ; b = (1 − 3)T

Utilizamos o sistema (3.54) para resolver este sistema de equações lineares. Observe que

a matrizA tem posto completo por linhas, logo, o sistemaAx = b tem pelo menos uma

solução.

Através de observações das simulações com diferentes condições iniciais, notamos que

as trajetórias do sistema convergem para a solução do sistema de equações lineares mais

próxima da condição inicial escolhida, o que é justificado pelo fato de que (3.51) tem infinitas

soluções e portanto a funçãoE em (3.52) têm infinitos mínimos locais.

A matriz de ganhoM é utilizada para aumentar ou reduzir a velocidade de convergência

das trajetórias para um conjunto∆. Realizamos simulações para três escolhas deM. Nos

experimentos realizados, a matriz de ganhoM = I proporcionou um tempo de convergência

menor que aquele obtido comM = 0.3I, porém a convergência mais rápida ocorreu para

M = 10I. O resultado da simulação comM = 10 I e condições iniciais, escolhidas arbi-
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Figura 3.10: Sistemas de equações lineares – trajetóriasx1 a x3, mostrando a convergência
em tempo finito para o conjunto solução do sistema de equaçõeslineares. Resultados usando
M = 10I

trariamente,x0 = (−0.5 0.1 0.5)T , é exibido na figura 3.10, mostrando a convergência em

tempo finito para uma solução do sistema de equações linearesAx = b.

O aumento dos valores diagonais da matriz de ganhoM tem como efeito, além de au-

mentar a velocidade de convergência, aumentar também a amplitude do fenômeno dechat-

tering, que ocorre devido a presença da função sgn, que é descontínua no conjunto solução

do sistema (3.51). Devido a este problema, recomenda-se cautela na escolha da matriz de

ganhoM, que deve ser escolhida de modo a aumentar a velocidade de convergência, porém

mantendo a amplitude do chattering em níveis reduzidos.

O sistema gradiente (3.54) também é adequado para a resolução de sistemas equações

lineares de dimensão mais elevada. No capítulo 5, o problemaseparação de duas classes é

resolvido através de LS-SVM, que é formulado através de um sistema de equações lineares

quadrado, e no capítulo 6, este sistema é utilizado para a resolução de sistemas de equações

lineares decorrentes do problema de restauração de imagens.

71



Síntese do capítulo

Neste capítulo, apresentamos os sistemas gradientes associados aos problemas de otimiza-

ção linear, quadrática e destinados à resolução de sistemasde equações lineares. Análises e

resultados de convergência para os sistemas obtidos foram apresentados.

Sistemas Persidskii e funções do tipo diagonal foram definidos, e um teorema geral de

convergência global para uma classe de sistemas Persidskiicom segundo membro descontí-

nuo foi provado, utilizando uma função de Lyapunov do tipo Lure-Persidskii. Este teorema

foi usado para provar a convergência global de sistemas gradientes que resolvem problemas

de otimização quadrática.

Exemplos ilustrativos do uso dos sistemas propostos foram apresentados. Estes exemplos

ilustraram a aplicação dos teoremas de convergência para o ajuste correto dos parâmetros,

bem como a ocorrência do fenômeno dechatteringe os seus efeitos nas soluções obtidas.

No próximo capítulo, apresentamos a aplicação do sistema gradiente para a resolução do

problema de discriminar osk maiores elementos de um vetor. Este problema é conhecido na

literatura comok-winners-take-all (KWTA).
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Capítulo 4

Resolução do problema

“ k-winners-take-all” utilizando um

sistema gradiente

O problema de determinar osk maiores componentes de um dado vetorc ∈ R
n é co-

nhecido comok-winners-take-all (KWTA). Este problema surge em diversos campos, como

reconhecimento de padrões, memórias associativas e redes de aprendizado competitivo [67–

69]. Diversas propostas de modelos de redes neurais para resolver este problema estão

disponíveis na literatura [70–73]. Estas redes são conhecidas comoredes KWTA.

Neste capítulo, propomos uma rede KWTA obtida através de um problema de progra-

mação linear (PPL) com variáveis limitadas, utilizando um método de penalidade exata.

Funções de penalidade exatas já foram utilizadas por Cichocki e Unbehauen [12] e Chong

et al. [15] para resolver problemas de programação linear. Afunção objetivo do problema

sem restrições obtido é minimizada por um sistema gradiente, que pode ser realizado como

uma rede KWTA.

Esta formulação é parcialmente inspirada na formulação apresentada em Urahama e Na-

gao [70], baseada no seguinte problema de programação inteira:

maximizarz = cTx

sujeito a1Tx = k

x ∈ {0, 1}n,

(4.1)
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que é mapeado em um problema de programação não-linear, e é resolvido minimizando-se

uma função lagrangeana associada.

O circuito proposto por Urahama e Nagao [70] não possui realimentação e tem como

vantagens a alta velocidade na obtenção da solução do problema e a facilidade de implemen-

tação. Segundo os autores, a convergência é praticamente instantânea e o circuito não apre-

senta os longos transitórios que apresentam os circuitos baseados em sistemas dinâmicos.

Entretanto, os próprios autores afirmam que o circuito proposto apresenta menor resolução

que os baseados em sistemas dinâmicos, e um exemplo ilustrando este aspecto é dado [70].

Neste capítulo, apresentamos uma modificação da proposta deUrahama e Nagao [70].

Ao invés de utilizar o problema de programação inteira, relaxamos o problema (4.1) para um

PPL com as variáveis confinadas no intervalo[0, 1].

Em comparação com a abordagem de Urahama e Nagao [70], o PPL tem vantagens. O

gradiente da função de energia construída a partir do métodode penalidade é facilmente

obtido, levando à derivação de condições de convergência simples. Adicionalmente, o cir-

cuito obtido é simples e pode ser implementado fisicamente utilizando resistores, capaci-

tores, amplificadores e switches. Como sugerido por Cichocki eUnbehauen [12], o tran-

sitório da rede pode ser ajustado através do uso de um fator deescala de tempo no modelo,

o que torna a rede proposta adequada à operação em tempo real.Os exemplos apresentados

na seção 4.5 indicam que a rede proposta apresenta melhor resolução que o circuito proposto

por Urahama e Nagao [70].

A facilidade de paralelização é uma vantagem adicional do circuito proposto. Devido à

estrutura mais simples do que as propostas mencionadas acima, a paralelização também é fá-

cil, e a comunicação necessária entre os processos paralelos é também simples, envolvendo

apenas grandezas escalares, reduzindo ooverheadde comunicação. Esta vantagem é par-

ticularmente significativa no que diz respeito à implementação em arquiteturas de memória

distribuída, comoclustersde PCs, nas quais a comunicação entre processos é feita por meio

de redes.

A estratégia de análise apresentada neste capítulo já foi utilizada por Ferreira et al. [21]

para analisar sistemas gradientes que resolvem diversas variantes de problemas de progra-

mação linear. Em [24], os resultados discutidos neste capítulo são apresentados de forma

resumida. Nestes trabalhos, funções de Lyapunov do tipo diagonal e sistemas Persidskii

foram usados para obter condições de convergência para os sistemas gradientes apresenta-
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dos.

A estrutura lógica da análise de convergência do circuito proposto segue os passos da

análise em [15] e da teoria de convergência em tempo finito no mesmo trabalho. De fato,

Chong et al. [15] apresentaram uma análise rigorosa de redes neurais para a resolução de

problemas de programação linear na forma padrão utilizandosistemas gradientes com o

segundo membro descontínuo. São obtidas condições suficientes que os parâmetros de pe-

nalidade devem satisfazer para que a convergência em tempo finito para o conjunto solução

do PPL seja garantida. Entretanto, estas condições são difíceis de calcular ou estimar, pois

dependem das trajetórias do sistema e, de acordo com Zhang [23], uma sub-rede adicional é

necessária para a determinaçãoonlinedos parâmetros de penalidade.

Em contraste, a análise apresentada neste capítulo resultaem limites inferiores constan-

tes, dependentes apenas dos parâmetros do PPL, que os parâmetros de penalidade devem

satisfazer para garantir convergência em tempo finito para asolução do PPL, o que é uma

vantagem da proposta baseada em programação linear, pois o circuito é mais simples e os

parâmetros de penalidade são calculadosofflinee apenas uma vez.

Em Utkin [7] também são utilizadas funções de penalidade exatas e modos deslizantes

para obter sistemas gradientes que resolvem problemas de otimização, cuja análise é feita

utilizando o método do controle equivalente, que também é usado neste capítulo na análise

de convergência para obter a equação do sistema em modo deslizante. Neste contexto, a

contribuição deste capítulo é a análise através de uma função de Lyapunov de uma classe

similar de sistemas dinâmicos, levando a condições simplesque os parâmetros de penalidade

devem satisfazer para garantir convergência global para a solução do problema proposto.

Para melhorar a legibilidade deste capítulo, as provas das proposições, lemas e teoremas

são agrupados na seção 4.6.

4.1 Modelagem matemática do problema

Considere o seguinte PPL com variáveis limitadas:

maximizarz = cTx

sujeito a1Tx = k

x ∈ [0, 1]n,

(4.2)
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sendo quec = [c1, . . . , cn]T , 1 = [1, . . . , 1]T ∈ R
n×1, k ≤ n ∈ N é um inteiro positivo e

x ∈ R
n×1.

O conjunto viável de (4.2) é fechado e limitado, o que garanteque a solução do pro-

blema (4.2) existe e é limitada. Se os componentes do vetorc são distintos, a solução do

problema (4.2) apresenta duas propriedades, formalmente enunciadas na proposição 2, que

possibilitam a síntese de uma rede KWTA:

1. A soluçãox∗ do problema (4.2) é única e temk componentes iguais a 1 en − k

componentes iguais a0.

2. Osk componentes não nulos da soluçãox∗ correspondem exatamente aosk maiores

componentes do vetorc da função objetivo.

Proposição 2.Considere o PPL(4.2), e os componentes do vetorc distintos. Então, a

solução do problema(4.2)é única e apresentak componentes iguais a 1, que corresponden-

temente, multiplicam osk maiores componentes do vetorc na função objetivoz, enquanto

que osn− k componentes restantes são iguais a zero.

Prova: Ver seção 4.6.

Comparando com a formulação utilizando programação inteira, considerada em Ura-

hama e Nagao [70], que é obtida através da substituição das restrições sobre o vetorx, no

problema (4.2), porxi ∈ {0, 1}, i = 1, . . . , n. A proposição 2 garante que o problema de

programação inteira (4.1) e o PPL (4.2) têm a mesma soluçãox∗.

Com base na proposição anterior, podemos construir um circuito que resolve o problema

(4.2), ou, em outras palavras, projetar um circuito que seleciona osk maiores componentes

de um vetorc. Este circuito é apresentado na próxima seção e é referido como umcircuito

KWTA.

4.2 Formulação matemática do circuito KWTA

O circuito que resolve o problema (4.2) é formulado matematicamente através de um

sistema gradiente não-suave. Utilizamos ométodo da função de penalidadecom duas fun-

ções de penalidade exatas, cada uma associada ao conjunto derestrições correspondente do

problema (4.2).
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Após converter o problema (4.2) em um problema de minimização, utilizando o método

de penalização exata, obtemos o seguinte problema de otimização sem restrições associado

ao problema original:

minimizarE(x, γ, ρ) = − cTx − γ

(

n
∑

j=1

min(0, xj) −
n
∑

i=1

x+
j

)

+ ρ |1Tx − k| (4.3)

sendo que, para cadaj

x+
j =











xj sexj > 1

0 sexj ≤ 1.

Observe queE é formada pela função objetivo do problema original mais dois termos

de penalidade, cada um correspondendo a um conjunto de restrições diferente. O termo

γ(
∑n

j=1 min(0, xj) +
∑n

i=1 x
+
j ) está associado à restrição em caixa da variávelx, enquanto

que o termoρ|1Tx − k| esta associado à restrição de igualdade. Como estas funções de

penalidade são exatas, existem valores finitos deγ eρ, para os quais a solução do problema

(4.3) corresponde exatamente à solução do problema original (4.2).

A função objetivoE, definida em (4.3), é convexa, o que garante que qualquer mínimo

local desta função é global. Entretanto, devido ao uso de funções de penalidade exatas, esta

função é não-diferenciável. Sejae um subgradiente deE, dado por:

e = −c + γ[hsgn(x) + uhsgn(x)] + ρ1sgn(1Tx − k), e ∈ ∂E(x)

sendo que o vetor uhsgn é um subgradiente da função de penalidade
∑n

i=1 x
+
j , e cada

componente deste vetor é definido em (4.4).

uhsgn(xj)



























= 0 sexj < 1

= 1 sexj > 1

∈ [0, 1] sexj = 0

(4.4)

Consideremos o sistema gradienteẋ = −Me, que minimizaE, dado por

ẋ = Mc − γM[hsgn(x) + uhsgn(x)] − ρM1sgn(1Tx − k). (4.5)
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As soluções do sistema (4.5), no sentido de Filippov, são funções vetoriaisx(t) absolu-

tamente contínuas que, para quase todot ∈ [t1, t2], satisfazem a inclusão diferencial:

ẋ(t) ∈ −∂E(x(t)).

Por compacidade de notação, definimos as seguintes funções vetoriais:

r = 1Tx − k (4.6)

h(x) = hsgn(x) + uhsgn(x), (4.7)

1

−1

a
1

h(a)

Figura 4.1: A não-linearidadeh, associada à restrição de caixa sobre a variávelx do pro-
blema (4.2).

Usando (4.6) e (4.7), a equação (4.5) pode ser escrita como:

ẋ = c − γh(x) − ρ1sgn(r). (4.8)

Note que os argumentos da não-linearidadeh são separáveis, permitindo que o sistema

(4.8) seja representado em uma forma Persidskii.

Como as funçõesh(x) e sgn(r) são limitadas, pode-se mostrar que‖e‖ ≤ ‖c‖ + (γ +

ρ)
√
n, satisfazendo as condições dos Teoremas 5 e 6 em [37], que garantem a existência de

soluções do sistema gradiente (4.8).

A descrição do movimento quando as variáveis de estado de (4.8) estão confinadas à

superfície de descontinuidadeΠ := {x : 1Tx − k = 0}, pode ser determinado através do

método do controle equivalente. Assumindo quex(t) ∈ Π, para quase todot ∈ [t0, tf ], e
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sejau = ρsgn(r), tomando a derivada no tempo der e igualando a zero obtemos:

ṙ = 1T ẋ = 0.

Substituindo (4.8) na última equação, resulta em:

1Tc − γ1Th(x) − 1T1u = 0.

Resolvendo a equação acima parau e notando que1T1 = n, obtemos o controle equiva-

lente:

ueq =
1

n
(1Tc − γ1Th(x)).

Substituindoueq em (4.8), obtemos a seguinte equação do movimento deslizante:

ẋ = P[c − γh(x)], (4.9)

em queP := I − 1
n
11T é a matriz de projeção no espaço nulo de1T . Esta é a equação que

descreve o movimento sobre hiperplanoΠ, que é a superfície de descontinuidade do segundo

membro de (4.8). Note que a matriz de projeçãoP é dada porpij = 1 − 1/n sei = j e

pi,j = −1/n caso contrário.

O sistema gradiente (4.8) descreve uma rede que, paraγ e ρ suficientemente grandes, é

capaz de determinar osk maiores componentes do vetorc, que são chamados devencedores.

Os limites inferiores queγ eρ devem satisfazer para garantir que o circuito proposto possui

a propriedade KWTA, são obtidas na próxima seção. O diagrama funcional desta rede é

mostrado na figura 4.2.

O vetorc é a entrada da rede e os parâmetros de penalidadeγ eρ são interpretados como

ganhos. As saídas da redexj determinam os vencedores e os perdedores, que são determina-

dos quando as saídasxj, após um transitório, convergem para a solução do PPL (4.2),neste

estágio ask saídasxj que convergem para a unidade, correspondem aosk vencedores e as

restantes correspondem aos perdedores.

Dois termos distintos podem ser identificados na figura 4.2, cada um associado ao con-
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Figura 4.2: Diagrama funcional da rede KWTA descrita pelo sistema gradiente (4.8), neste
contexto os parâmetros de penalidadeγ eρ são interpretados como os ganhos da rede.

junto de restrições correspondente:

u1 = ρ1T sgn(1Tx − k)

u2 = γh(x).

Paraγ e ρ suficientemente grandes, o termou1 é responsável por manter as trajetórias

no conjunto{x : 1Tx − k = 0}. Ao mesmo tempo, o termou2 é responsável por manter

as trajetórias no conjunto{x : xj ∈ [0, 1]}. Estes dois controles forçam as trajetórias para o

conjunto viável do PPL (4.2).

Caso as saídas dos controladoresu1 eu2 sejam iguais a zero, o sistema gradiente (4.8) é

reduzido aẋ = c. Comoc é o gradiente da função objetivocTx do PPL (4.2), o movimento

ocorre na direção que proporciona maior acréscimo à função objetivo, e continua até que

uma das restrições seja violada. Quando alguma restrição é violada, o controlador corres-

pondente é ativado, gerando um movimento no sentido oposto,que força a trajetória de volta

ao conjunto viável.

A figura 4.3 ilustra com um exemplo simples o funcionamento docircuito formulado por

(4.8), onde é mostrada a trajetória partindo de um ponto forado conjunto viável, e atingindo

a solução ótima do PPL. Neste exemplo tomamosc = (2, 1) e k = 1. A trajetória entra no
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x

0
=(1.2, 1.5)  até a solução ótima x* = (1,0).   

Movimento
deslizante

Figura 4.3: Trajetória partindo do ponto inicialx0 = (1.2, 1.5) em direção à solução do
PPL. A trajetória entra no hipercubo[0, 1]2 e atinge o hiperplanoΠ := {x : 1Tx = 1}.
Um movimento deslizante é iniciado e a solução ótima do PPL é atingida. Neste exemplo
c = (1, 2)T ek = 1.

conjunto viável, satisfazendo a restriçãox ∈ [0, 1]n, e prossegue até que atinja o hiperplano

Π, quando um movimento deslizante é iniciado na direção que maximiza a função objetivo

do PPL. Este movimento prossegue até que as restriçõesx1 ≤ 1 e x2 ≥ 0 são satisfeitas e

permanecem ativas. Esta é a solução ótima do PPL (4.2); note que as restriçõesx1 ≤ 1 e

x2 ≥ 0 evitam que a função objetivocTx cresça indefinidamente.

A escolha da condição inicial pode ajudar a aumentar a velocidade de convergência. Em

geral um ponto inicial pode ser encontrado escolhendo, por exemplo,x1 = · · · = xk = 1

e xk+1 = · · · = xn = 0, que corresponde a um dos vértices do hipercuboΓ := {x : x ∈
[0, 1]n} intersectado pelo hiperplanoΠ. Entretanto, as vantagens de iniciar em um ponto

viável não são claras, pois este pode estar mais longe da solução ótima que um determinado

ponto não-viável. Considere o exemplo mostrado na figura 4.3,onde o ponto viávelx =

(0, 1) está mais longe do ponto ótimox∗ = (1, 0) que o ponto não-viável(0, 1.1).
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4.3 Análise de convergência

Considerando o sistema (4.8), o conjuntoΠ, que é um hiperplano, divideRn em dois

subconjuntos, usualmente conhecidos como estruturas.

Nesta análise, mostramos uma propriedade importante do sistema gradiente (4.8), que é

a convergência em tempo finito para o conjunto soluçãoX do PPL (4.2), que significa que

existet̄ tal queminX ‖x(t) − x∗‖ → 0, x∗ ∈ X , quandot→ t̄.

A análise de convergência do sistema descrito pela equação (4.8) é dividida em dois pas-

sos. Primeiro, obtemos condições suficientes que garantem aconvergência para o conjunto

viável do problema (4.2), que é dado pela seguinte intersecção:

Ω := Π ∩ Γ, (4.10)

em queΠ := {x : 1Tx − k = 0} eΓ := {x : xj ∈ [0, 1], para cadaj}.

Uma vez obtida a convergência para o conjunto viável, é necessário provar que as tra-

jetórias convergem para a solução do problema (4.2). Desta análise resultam condições su-

ficientes que os parâmetros de penalidadeγ eρ devem satisfazer para garantir convergência

em tempo finito das trajetórias da equação (4.8) para a soluçãoX do PPL (4.2).

Os resultados de convergência são obtidos usando uma funçãode Lyapunov não suave

V . Para provar convergência em tempo finito, é preciso mostrarque existe uma constante

ε > 0, tal queV̇ ≤ −ε [35, 36].

Condições suficientes que garantem que as trajetórias do sistema (4.8) convergem para o

conjunto viável do problema (4.2) em tempo finito são dadas pelo lema 4.1.

Lema 4.1. Considere o sistema gradiente(4.8). Se os parâmetros de penalidadeγ e ρ

satisfazem as seguintes desigualdades:

γ > ‖c‖ (4.11)

ρ >
1√
n
‖c‖ + 2 γ, (4.12)

então, para qualquer condição inicial, as trajetórias atingem o conjunto viávelΩ, definido

em(4.10), em tempo finito e permanecem neste conjunto.

Prova: Ver seção 4.6.
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O lema 4.1 estabelece condições de convergência simples, dadas pelas desigualdades

(4.11) e (4.12). Note que os limites inferiores queγ e ρ devem satisfazer são fáceis de

calcular ou estimar, e dependem apenas da norma euclideana do vetorc. Os limites dados

pelas desigualdades (4.11) e (4.12) são pequenos, e quanto maior a dimensãon do vetor

c, menor é o limite inferior dado por (4.12), o que é uma vantagem importante quando se

considera a implementação prática do circuito proposto.

Para o PPL na forma padrão, as condições de convergência obtidas por Chong et al. [15]

dependem das variáveis de estado da rede, enquanto que os limites dados em (4.11) e (4.12)

são independentes das trajetórias. Devido à dependência das trajetórias das condições de

convergência obtidas em [15], Zhang [23, pag. 323] afirma quea rede proposta por Chong

et al. [15] “precisa de um computador externo, ou alternativamente, uma subrede adicional

para calcular os parâmetros de penalidade em tempo real”, o que provoca o aumento da

complexidade da rede.

Por outro lado, como os limites dados por (4.11) e (4.12) dependem apenas da norma

euclideana do vetorc e de sua dimensão, o ajuste dos parâmetrosγ eρ do circuito formulado

pelo sistema gradiente (4.8), não depende dos estados do sistema. Como resultado, não

são necessários sistemas externos para calcular os parâmetrosγ e ρ, já que eles podem ser

determinadosoffline, o que garante uma simplificação significativa da implementação prática

da rede descrita por (4.8).

O lema 4.1 garante que, para parâmetrosγ e ρ satisfazendo as desigualdades (4.11) e

(4.12), as trajetórias do sistema atingem o conjunto viáveldo PPL (4.2), mas ainda é neces-

sário provar dois resultados adicionais – i) seγ eρ satisfazem o lema 4.1, então o PPL (4.2),

e o problema sem restrições associado (4.3), possuem a mesmasoluçãox∗; ii) se γ e ρ sa-

tisfazem o lema 4.1, então as trajetórias do sistema convergem para a solução do PPL (4.2).

Este procedimento é necessário pois o lema 4.1 não garante a convergência para a solução

do PPL (4.2), mas apenas para o conjunto viávelΩ.

Lema 4.2. Se os parâmetros de penalidadeγ eρ satisfazem o lema 4.1, então o PPL(4.2)e

o problema sem restrições(4.3)possuem a mesma solução.

Prova: Ver seção 4.6.

A estratégia usada para provar o lema 4.2 foi utilizada por Chong et al. [15] para provar

um resultado similar para PPLs na forma padrão. Seguindo os passos em [15], resta mostrar
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que as trajetórias do sistema gradiente (4.8) convergem para a solução do PPL, desde que as

condições do lema 4.1 sejam verificadas. Este resultado é enunciado a seguir e provado na

seção 4.6.

Lema 4.3. Se os parâmetros de penalidadeγ eρ satisfazem o lema 4.1, então as trajetórias

do sistema gradiente(4.8) convergem para a solução do PPL(4.2) em tempo finito e per-

manecem neste conjunto.

Prova: Ver seção 4.6.

Os três lemas anteriores completam a análise de convergência. O lema 4.2 garante que

o minimizador da função de energia computacionalE, dada em (4.3), é o maximizador do

PPL (4.2), e o lema 4.3, garante que as trajetórias do sistema(4.8) convergem para a solução

do PPL. Estes resultados, juntamente com a proposição 2 e o lema 4.1, garantem que a rede

descrita pelo sistema gradiente (4.8) é uma rede ”k-winners-take-all“. Estes são os elementos

necessários para enunciar o teorema 4.1, que é o principal resultado deste capítulo.

Teorema 4.1.Considere o circuito descrito pelo sistema gradiente(4.8), e suponha que os

ganhos da redeγ eρ satisfazem os limites(4.11)e(4.12), estabelecidos no lema 4.1. Então,

dado um vetorc ∈ R
n×1, com todos os componentes distintos, e um inteiro positivok ≤ n,

a rede descrita por(4.8)é uma rede KWTA. 2

O teorema 4.1 garante que a rede KWTA proposta é capaz de selecionark vencedores

de um dado vetorc. Com base no fato que a solução do PPL (4.2) satisfaz a proposição

2, a convergência das trajetórias de (4.8) para a solução deste problema, garante ao circuito

proposto a propriedade KWTA.

Os resultados obtidos nesta seção também garantem que a propriedade KWTA do sistema

proposto não depende da escolha das condições iniciais, isto é, não é necessário encontrar

um ponto inicial dentro do conjunto viável. Isto é ilustradono exemplo da figura 4.3, onde a

convergência para a solução correta partindo de um ponto nãoviável é obtida. Pelo lema 4.3,

as trajetórias não saem da intersecçãoΓ ∩ Π, que é o conjunto viável do PPL, e o circuito

busca a solução KWTA apenas dentro do conjunto viável.
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4.4 Análise de complexidade

Nesta seção, utilizamos as definições de complexidade dadasem [74], que possibilitam

a comparação do circuito formulado pelo sistema gradiente (4.8), com outras redes para a

resolução de PPLs em termos de complexidade. A seguir, reproduzimos as definições de

complexidade dadas em [74].

Definição 4.1 (Complexidade do neurônio).A complexidade de cada neurônio é o número

de multiplicações/divisões e adições/subtrações efetuadas por cada neurônio em cada itera-

ção.

Definição 4.2 (Complexidade do modelo).É o número total de multiplicações/divisões e

adições/subtrações efetuadas pela rede em cada iteração.

A notaçãoΘ [75] : Dada uma funçãog(n) : N → R, sendo queN denota o conjunto dos

números naturais, representa-se porΘ(g(n)) o seguinte conjunto de funções:

Θ(g(n)) := {f(n) : ∃ c1, c2, n0 constantes;0 ≤ c1 g(n) ≤ f(n) ≤ c2 g(n),∀n ≥ n0}.

No conjuntoΘ, para cadan ≥ n0, f(n) é limitada porg(n), dentro de um fator constante.

A funçãog(n) é um limite assintótico paraf(n), e a complexidade dada em termos deΘ é

chamada decomplexidade assintótica[75].

De acordo coṁZak et al. [74], a distinção entre adições e subtrações e multiplicações

e divisões nas definições acima é necessária, pois elas podemter efeito considerável no

custo da implementação. A definição de complexidade do modelo é útil em implementações

práticas, e para implementação utilizando hardware, a complexidade está relacionada ao

número total de multiplicações/divisões e adições/subtrações [74].

No circuito proposto, oi-ésimo neurônio é modelado pelai-ésima equação do sistema

gradiente (4.8). Cada neurônio deste circuito efetua 2 adições e 3 multiplicações por iteração

e, pela definição 4.1, a complexidade do neurônio é 5, resultando em complexidade assin-

tótica do neurônio igual aΘ(1). Por outro lado, a complexidade do modelo é3n + 2, e a

complexidade do modelo é igual aΘ(n).

O circuito proposto por Chong et al. [15] aplicado ao PPL (4.2)apresenta complexidade

assintótica do neurônio igual aΘ(n) e a complexidade assintótica do modelo éΘ(n2), que
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são maiores que as complexidades assintóticas correspondentes do sistema (4.8). Isto ocorre

porque a complexidade deste circuito é aumentada pela tarefa adicional de determinar os

parâmetros de penalidade em tempo real. O circuito descritopor (4.8) apresenta menor

complexidade porque os parâmetros de penalidade são calculados offline e apenas uma vez.

O circuito modelado por (4.8) apresenta também menor complexidade que os propostos

por Kennedy e Chua [76] e Rodríguez-Vázquez et al. [13], ambos apresentam complexidade

assintótica do neurônio igual aΘ(n) e complexidade assintótica do modelo igual aΘ(n2)

quando aplicados ao PPL (4.2). Isto mostra que os custos de implementação do circuito

proposto neste trabalho, são menores que a dos propostos porChong et al. [15], Kennedy

e Chua [16] e Rodríguez-Vázquez et al. [13], o que é uma vantagemdo sistema gradiente

(4.8), do ponto de vista de implementação.

4.5 Exemplos numéricos

A presença de funções descontínuas no segundo membro do sistema (4.8) provocam a

existência do fenômeno conhecido comochattering. Quando as trajetórias convergem para

o conjunto viável do PPL, onde o segundo membro de (4.8) é descontínuo, as trajetórias ini-

ciam um “chaveamento” em uma vizinhança da superfície de descontinuidade. O chattering

ocorre devido a erros numéricos de integração e sua amplitude pode ser reduzida através da

escolha adequada dos ganhosγ eρ.

Exemplo 4.5.1.Considere o vetor abaixo:

c =
(

1.23 1.32 1.25 1.47
)

,

do qual desejamos determinar os dois maiores componentes, ou seja,k = 2.

Pelo teorema 4.1 os limites que os parâmetros de penalidade ou, equivalentemente, ga-

nhos da rede devem satisfazer para garantir a convergência global sãoγ > 2.64 e ρ > 6.60.

Sejamγ = 2.70 eρ = 7.00.

Os resultados da simulação são mostrados na figura 4.4, com condições iniciais escolhi-

das arbitrariamente na origem. Os componentesx2 = x4 = 1 correspondem aos dois maiores

componentes do vetorc, que são os vencedores, e os demais componentes,x1 = x3 = 0,

correspondem aos perdedores.
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Neste exemplo, com o objetivo de acelerar a convergência, usamos um fator de escala

de tempoM = 10I, escolhido empiricamente. Outras técnicas para escolher ofator µ são

discutidas em [12, seção 3.1.4].
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Figura 4.4: Trajetórias do exemplo (4.5.1), mostrando a correta discriminação dos dois
vencedores.

Exemplo 4.5.2.(Adaptado de [70, pag. 777]) Sejamn = 10 e k = 3, sendo quecj = j/2

Volts, paraj = 1, . . . , 9, e as saídas do circuito são avaliadas parac10 variando de 0 a 5

Volts. Urahama e Nagao observam que, para este exemplo, o circuito por eles proposto tem

resolução limite de 0.5 Volts e se a diferença entre o menor vencedor e o maior perdedor

for menor que este limite, então circuito de Urahama e Nagao não é capaz de discriminar

os vencedores e os perdedores. Para produzir um exemplo em que o circuito de Urahama e

Nagao não é capaz de discriminar vencedores e perdedores, seja c10 = 3.3 Volts, isto é:

c =
(

0.5 1 1.5 2 2.5 3 3.5 4 4.5 3.3
)

Os vencedores sãoc7, c8 e c9 e a diferença entre o menor vencedor e o maior perdedor

é c7 − c10 = 0.2, que é menor que o limite de resolução observado por Urahama eNagao

[70] para este exemplo. Pelo lema 4.1, obtemosγ > 9.06 e ρ > 20.99. Sejamγ = 9.1 e

ρ = 22.0 os ganhos da rede. Do mesmo modo que no exemplo anterior, paraaumentar a taxa
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de convergência, usamos um fator de escala de tempoµ = 10. Os resultados da simulação

são mostrados na figura 4.5.
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Figura 4.5: Trajetórias do exemplo (4.5.2), mostrando a correta discriminação dos três
maiores elementos do vetor dado.

Note que, para este exemplo, o sistema gradiente (4.8) é capaz de discriminar os vence-

dores e perdedores no vetor dado, o que não ocorre com o circuito de Urahama & Nagao,

indicando que o sistema gradiente (4.8) possui maior resolução.

4.6 Provas dos resultados de convergência

Prova da proposição 2:SejaC o conjunto dosk maiores componentes do vetorc e defina

os conjuntos de índicesI := {i : ci ∈ C} e J := {i : ci /∈ C}. Sem perda de generalidade,

sejamc1, c2, . . . , ck osk maiores componentes do vetorc.

O conjunto viável do PPL (4.2) corresponde a um hiperplanoΠ := {x :
∑n

p=1 xp = k}
que intersecta o hipercubo definido porΓ := {x : xp ∈ [0, 1], p = 1, . . . , n}. Os vértices

do hipercuboΓ que são intersectados pelo hiperplanoΠ são apenas aqueles que apresentam

k componentes iguais a um e os demaisn − k componentes iguais a zero. Adicionalmente,

nenhuma aresta do hipercubo é intersectada pelo hiperplanoΠ. Isto ocorre pois cada ponto

em uma aresta do hipercuboΓ é descrito por um componentexq ∈]0, 1[, para algum índiceq,

e os demaisn−1 componentes sãoxp ∈ {0, 1}, para cadap 6= q. Então, para estes pontos, a

88



soma
∑n

p=1 xp não resulta em um valor inteiro. Assim, para cadak ∈ N o hiperplanoΠ não

intersecta nenhuma aresta do hipercuboΓ.

Como os coeficientescp, p = 1, . . . , n são todos distintos,c não é um vetor normal ao

hiperplanoΠ, implicando que a única solução de (4.2) é um vértice do hipercuboΓ inter-

sectado pelo hiperplanoΠ. Então, a solução de (4.2) é um vetor dek uns en − k zeros.

Conseqüentemente, dado queci > cj, para todoi ∈ I e j ∈ J , é imediato que o vetor que

maximizaz em (4.2), satisfazendo todas as restrições do PPL éx∗i = 1, parai ∈ I ex∗j = 0,

paraj ∈ J . Então, o vetorx∗ que resolve o PPL (4.2) é tal que seusk componentes iguais a

1 correspondem aosk maiores componentes do vetorc e os demais componentes são iguais

a zero, concluindo a prova. �

Prova do lema 4.1:Suponha quex /∈ Π exi /∈ [0, 1], para algumi. Premultiplicando (4.8)

pelo vetor linha1T e notando quėr = 1T ẋ obtemos,

ṙ = 1Tc − γ1Th(x) − ρ1T1sgn(r). (4.13)

Escrevendo as equações (4.8) e (4.13) em notação vetorial, obtemos o seguinte sistema

de referência da forma Persidskii [50]:





ẋ

ṙ



 =





c

1Tc



−





In 1

1T 1T1









γ In 0n×1

01×n ρ









h(x)

sgn(r)



 (4.14)

sendo queIn denota a matriz identidade de ordemn.

Considere a seguinte função de Lyapunov candidata do tipo diagonal associada ao sis-

tema Persidskii (4.14):

V (x, r) = γ

n
∑

j=1

∫ xj

0

hj(τ)dτ + ρ

∫ r

0

sgn(τ)dτ. (4.15)

Como a funçãoV (x, r) é Lipschitz contínua em(x, r) e x(t) e r(t) são absolutamente

contínuas, entãoV também é absolutamente contínua em relação à variávelt [54].
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A derivada no tempo de (4.15) ao longo das trajetórias do sistema (4.14) é:

V̇ = γhT (x) ẋ + ρsgn(r) ṙ

= γhT (x)(c − γh(x) − ρ1sgn(r)) + ρsgn(r)(1Tc − γ1Th(x) − ρ1T1sgn(r))

= γhT (x)c − γ2‖h(x)‖2 − γρ hT (x)1sgn(r) + ρsgn(r)1Tc − γρsgn(r)1T h(x)−

ρ2sgn(r)21T1.

Usando a desigualdade de Schwarz:

V̇ ≤γ‖h(x)‖ ‖c‖ + ρ|sgn(r)| ‖1‖ ‖c‖ − γ2‖h(x)‖2+

γρ|sgn(r)| ‖1‖ ‖h(x)‖ + γρ|sgn(r)| ‖1‖ ‖h(x)‖ − ρ2sgn(r)21T1.

Como, por hipótese,r 6= 0, então|sgn(r)| = 1 e notando que‖1‖ =
√
n, e1T1 = n, a

última desigualdade toma a forma:

V̇ ≤ γ‖h(x)‖ ‖c‖ + ρ
√
n‖c‖ − γ2‖h(x)‖2 + 2γρ

√
n‖h(x)‖ − ρ2 n

= −γ‖h(x)‖(γ‖h(x)‖ − ‖c‖) − ρ(ρ n− 2γ
√
n‖h(x)‖ − √

n‖c‖).

Comoxi /∈ [0, 1], para algumi, então|hi(xi)| = 1, daí decorre que‖h(x)‖ ∈ [1,
√
n].

Além disso, comoγ > 0 eρ > 0, a última desigualdade pode ser escrita como:

V̇ ≤ −γ‖h(x)‖(γ‖h(x)‖ − ‖c‖) − ρ(ρ n− 2γ
√
n‖h(x)‖ − √

n‖c‖)

≤ −γ(γ − ‖c‖) − ρ(ρn− 2γn−√
n‖c‖).

Para queV̇ seja definida negativa, é necessário que os termos entre parênteses na última

desigualdade sejam positivos. Logo, paraγ e ρ escolhidos de tal modo que as seguintes

desigualdades sejam satisfeitas:

γ > ‖c‖,

ρ >
1√
n
‖c‖ + 2γ,

temos queV̇ < −ε, em que o escalarε = γ(γ − ‖c‖) + ρ(ρn− 2γn−√
n‖c‖) é positivo e
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constante.

Logo, paraγ e ρ satisfazendo as duas últimas desigualdades, as trajetórias do sistema

(4.8) convergem para o conjunto viável do PPL (4.2) em tempo finito.

Resta mostrar que uma vez que as trajetórias convergem para o conjunto viável do PPL,

elas permanecem neste conjunto. Provamos este resultado por contradição. SejaT o instante

em queV (x(T )) = 0, e suponha que existe um instanteTs ≥ T tal queV (x(Ts)) > 0.

ComoV é absolutamente contínua, então podemos escrever

∫ Ts

T

V̇ (x(t))dt = V (x(Ts)) − V (x(T )) = V (x(Ts)) > 0,

conseqüentementėV > 0, o que é uma contradição, pois provamos acima queV̇ < 0. Logo,

não existeTs ≥ T tal queV (x(Ts)) > 0.

Portanto, as trajetórias do sistema gradiente (4.8) convergem em tempo finito para o con-

junto viável do PPL (4.2) e permanecem neste conjunto indefinidamente. �

Prova do lema 4.2:ComoE é convexa para todox, qualquer mínimo deE é, de fato, um

mínimo global. Precisamos provar apenas que os minimizadores deE pertencem ao conjunto

Ω, pois para todox ∈ Ω, E(x) é reduzida a−cTx, sendo queΩ é definido em (4.10).

Provamos o lema por contradição. Sejax∗ /∈ Ω um minimizador deE e suponha queγ

eρ satisfazem as desigualdades (4.11) e (4.12) do lema 4.1, então0 ∈ ∂E(x∗). Conseqüen-

temente, existe pelo menos uma trajetória do sistema (4.8) que não converge paraΩ, o que

é uma contradição, pois pelo lema 4.1 todas as trajetórias de(4.8) convergem paraΩ, em

tempo finito e permanecem neste conjunto. Logox∗ ∈ Ω, concluindo a prova. �

Prova do lema 4.3:Sejamγ e ρ satisfazendo o lema 4.1, então as trajetórias de (4.8) con-

vergem para o conjunto viávelΩ em tempo finito. Considere quex ∈ Ω.

Considere a seguinte função de Lyapunov candidata:

V (x) = E(x) − E(x∗),

sendo quex∗ é a solução do PPL (4.2).

Como, por hipótese,x ∈ Π ex ∈ Γ, comΠ eΓ definidos em (4.10), consideramos duas
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possibilidades:

i) Sex é interior ao conjuntoΓ, isto éxj > 0 exj < 1 para todoj. Conseqüentemente,

h(x) = 0 e a dinâmica em modo deslizante (4.9) é reduzida a:

ẋ = Pc.

Para todox no interior deΓ, a função de Lyapunov candidataV , definida acima, é

reduzida a:

V (x) = −(cTx − cTx∗).

A derivada no tempo deV ao longo das trajetórias da equaçãoẋ = Pc é dada por:

V̇ = −∇TV (x) ẋ = −cTPc = −‖Pc‖2
2 < 0, (4.16)

note que sePc = 0, entãoẋ = 0 e qualquerx viável, é uma solução ótima.

ii) Se x não está no interior deΓ, entãoxi = 1 ou xi = 0, para algumi, gerando um

movimento deslizante ao longo da fronteira do conjuntoΓ. A derivada no tempo da

função de Lyapunov candidata toma a forma:

V̇ = −‖P(c − γ h(x)‖2
2,

sendo que, cada componente do vetorh(x), que é um subgradiente da função de

penalidade
∑n

i=1 x
+
j − ∑n

j=1 min(0, xj), é dado porhi(xi) ∈ [−1, 0], sexi = 0,

hi(xi) ∈ [0, 1], sexi = 1, ehi(xi) = 0, sexi está no interior deΓ.

Seh(x) = 0, então temos o mesmo caso analisado no ítem i). Sejah(x) 6= 0.

Note que,P(c − γ h) = 0 se e somente sėx = 0 ∈ ∂E(x), que corresponde ao

conjunto solução do problema sem restrições (4.3). Logo, para x não pertencente ao

conjunto solução de (4.3), tem-se queP(c − γ h) 6= 0.

Comoh ∈ [−1, 1]n, então o vetorP(c − γh) é limitado e, comox não pertence ao

conjunto solução do problema (4.3), é não-nulo. Como a função‖ · ‖2
2 é contínua,
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então, pelo teorema de Weierstrass, existe um número realε tal que

ε = min ‖P(c − γh)‖2
2 6= 0,

para qualquerx ∈ Ω e que não pertence ao conjunto solução do problema sem restri-

ções (4.3). Logo, por (4.16), tem-se queV̇ ≤ −ε.

Pelos ítens i) e ii), as trajetórias de (4.8) convergem, em tempo finito, para a solução

do problema sem restrições (4.3), que pelo lema 4.2 é também solução do problema de

programação linear (4.2). �
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Síntese do capítulo

Neste capítulo, um sistema gradiente capaz de determinar osk maiores componentes

de um dado vetor é proposto e analisado. O sistema é obtido a partir de um problema de

programação linear com variáveis limitadas, e a utilizaçãode um método de penalização

exata, resulta em um sistema gradiente que converge para a solução do PPL.

Da análise de convergência resultam condições suficientes que os parâmetros de pena-

lidade devem satisfazer para que as trajetórias do sistema convirjam para a solução KWTA

em tempo finito. Exemplos numéricos foram apresentados, mostrando a eficácia do sistema

proposto.

No próximo capítulo, sistemas gradientes são utilizados para o treinamento desupport

vector machines, apresentando uma análise teórica dos sistemas propostos.São apresentados

oito exemplos numéricos, sendo que um deles os sistemas gradientes são resolvidos em

paralelo.
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Capítulo 5

Treinamento de support vector machines

utilizando sistemas gradientes

Neste capítulo, sistemas gradientes não-suaves são utilizados para o treinamento desup-

port vector machines(SVMs). O SVM original foi introduzido por Cortes e Vapnik [77], e

desde então diversas modificações a este modelo foram propostas, comoleast squares SVMs

(LS-SVM) [78] eν-SVM [79].

O SVM é uma técnica de classificação formulada matematicamente através de um pro-

blema convexo de programação quadrática com restrições lineares [80]. Esta é uma das prin-

cipais vantagens do SVM, pois existe um único mínimo global,e mostramos neste trabalho

que um minimizador pode ser determinado eficientemente através de um sistema gradiente.

Além disso, o SVM apresenta notável capacidade de generalização [77].

Redes neurais recorrentes foram usadas em trabalhos anteriores para o treinamento de

SVMs [81, 82]. A idéia é tirar vantagem das propriedades das redes neurais, que as tornam

adequadas à implementação através de hardware, utilizandotecnologia VLSI, para proces-

samento em tempo real [12]. Como as redes neurais recorrentessão formuladas matematica-

mente por sistemas de equações diferenciais ordinárias (EDOs), estas são também adequadas

para implementação digital usando softwares para integração de EDOs.

Uma implementação de um SVM através de circuitos foi apresentada em [81], utilizando

a rede proposta por Kennedy e Chua [16] com funções de penalidade suaves. Tan et al. [82],

propuseram uma rede neural para treinamento de SVMs para reconhecimento de padrões.

Anguita et al. [83] desenvolveram uma arquitetura digital para treinamento de SVMs através
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de um sistema dinâmico, apresentando uma implementação utilizandofield programmable

array.

Neste capítulo, abordamos o problema de discriminação linear e não-linear de duas

classes utilizando sistemas gradientes não-suaves, obtidos a partir do método de penaliza-

ção exata, descrito no capítulo 3. O primeiro sistema é desenvolvido para a discriminação

linear de duas classes: diferentemente dos modelos propostos por Anguita et al. [81] e Tan

et al. [82], que são baseados no problema dual, o sistema proposto é obtido a partir da for-

mulação primal do SVM. O segundo sistema é formulado para a discriminação não-linear

de duas classes e é baseado na formulaçãoν-SVM [79]; este sistema é baseado no problema

dual, pois é preciso utilizar funções de kernel para a separação não-linear das classes.

A análise de convergência dos dois modelos propostos é feitautilizando a forma Per-

sidskii dos sistemas gradientes e o resultado geral de convergência para sistemas Persidskii,

estabelecido pelo teorema 3.2. A convergência é global, e independe do ajuste dos parâme-

tros de penalidade e dos parâmetros dos SVMs correspondentes.

Os sistemas gradientes obtidos podem ser implementados através de circuitos analógicos

utilizando apenas resistores, amplificadores, capacitores e switches [12], sendo apropriados

para aplicações em tempo real utilizando tecnologia VLSI. Como estes sistemas dependem

da integração de sistemas de EDOs, são também adequados paraimplementação utilizando

softwares padrão para integração de equações diferenciais. A escalabilidade dos sistemas

propostos é uma vantagem, pois estes sistemas podem ser facilmente implementados em

computadores paralelos, atingindo taxas de convergência mais altas que algoritmos já con-

sagrados para treinamento de SVMs, viabilizando o uso de conjuntos de dados de dimensões

elevadas.

5.1 SVM para separação linear

O problema de classificar os elementos de um determinado conjunto, denominadoespaço

de entrada, em duas classesA eB, é conhecido comoclassificação binária. A separação das

classes é feita através de hipersuperfícies, e o problema dedeterminar a melhor superfície que

separa estas classes é conhecido comotreinamento, que pode ser resolvido eficientemente

através de SVMs [77]. Se a superfície separadora ótima for umhiperplano, e a separação é

feita sem erros, então as classesA eB são ditaslinearmente separáveis.
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O subconjunto do espaço de entrada utilizado para obter a superfície separadora é chamado

deconjunto de treinamento.

Considere o seguinte conjunto dem pares de treinamento, não necessariamente linear-

mente separáveis:

(y1, z1), (y2, z2), . . . , (ym, zm), yi ∈ {−1, 1}, i = 1 . . . ,m, (5.1)

sendo que os vetoreszi ∈ R
n são elementos do espaço de entrada, e cada escalaryi define a

posição de cada vetorzi relativo à superfície separadora.

Sejam as classesA eB, identificadas comoyi = 1 sezi ∈ A e yi = −1 sezi ∈ B,

respectivamente. Considere o problema de encontrar o melhorhiperplano que separa as

classesA eB. SeA eB não são linearmente separáveis, o SVM pode ser formulado pelo

seguinte problema de programação quadrática com restrições lineares [84, pag.. 104]:

minimizew,ξ,b
1

2

(

wTw + c
m
∑

i=1

ξ2
i

)

(5.2)

sujeito a yi(w
Tzi + b) ≥ 1 − ξi, yi ∈ {−1, 1},

sendo quem é o número de elementos no conjunto de treinamento,w ∈ R
n é o vetor de

pesos,zi ∈ R
n, ξi ∈ R são as variáveis de folga,b é o bias ec é um parâmetro a ser escolhido.

O vetor de pesosw é normal ao hiperplano que separa as classesA eB, e as variáveis

de folgaξi são introduzidas para proporcionar tolerância a classificações erradas. Caso este

modelo seja aplicado a uma base de dados separável, as variáveis de folga são anuladas na

solução do problema (5.2).

Como o escalarb também é otimizado, definimos os seguinte vetores aumentados:

u := (wT ... b)T , z̄i := (zT
i

... 1)T , (5.3)

em queu ∈ R
n+1 e z̄i ∈ R

n+1.

Utilizando os vetores aumentados definidos em acima, o problema de otimização (5.2)

97



toma a forma

minimizaru,ξ
1

2

(

uTu + c

m
∑

i=1

ξ2
i

)

(5.4)

sujeito a yi(u
T z̄i) ≥ 1 − ξi, yi ∈ {−1, 1}.

Pelo método da função de penalidade, obtemos o seguinte problema sem restrições asso-

ciado ao problema (5.4):

minimizarE(u, ξ) =
1

2

(

uTu + c

m
∑

i=1

ξ2
i

)

− ρ

m
∑

i=1

min(0, ri), (5.5)

no qualri = yi(z̄
T
i u)+ξi−1. No contexto de redes neurais, a função objetivoE é conhecida

como umafunção de energia computacional.

A matriz a seguir é definida para reescrever as restrições do problema (5.2):

Z :=











y1z̄
T
1

...

ymz̄T
m











∈ R
m×(n+1), (5.6)

sendo que os vetoresz̄i são definidos em (5.3).

Por compacidade de notação, definimos o seguinte vetor de resíduos:

r := Zu + ξ − 1, (5.7)

sendo queξ := (ξ1, . . . , ξm) é o vetor de variáveis de folga e1 é o vetor-coluna de uns de

dimensãom.

O sistema gradiente associado à função de energiaE é dado por:

u̇ = −M[u + ρZT hsgn(r)] (5.8)

ξ̇ = −M[c ξ + ρhsgn(r)], (5.9)

sendo queM := diag(µ), é uma matriz diagonal positiva, conhecida como matriz de apren-

dizado e é usada para reduzir o tempo do transitório do sistema [12], e o vetor hsgn foi

definido em (3.31).
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O sistema gradiente (5.8)–(5.9) pode ser interpretado comoum sistema de controle quando

representado usando uma notação adequada:

∆ :=











In+1 0 0

0 cIm 0

0 0 ρIm











, ΓT :=





In+1 0 ZT

0 Im Im



 ,

κ = [0T
n+1,0

T
m,1

T
m]T , υ := [uT , ξT ]T , f(υ, r) := [υT ,hsgnT (r)]T .

Deste modo, o sistema gradiente (5.8)–(5.9) pode ser escrito como:

υ̇ = −ΓT∆f(Γυ − κ). (5.10)

O diagrama de blocos do sistema gradiente, reescrito na forma (5.10), é mostrado na

figura 5.1. Nesta representação, o sistema de controle apresenta uma realimentação de saída

e o controlador é formado por uma parte não-linear e uma linear, com matriz de ganho∆. O

vetor de estados éυ. A parte não-linear do controlador é responsável por forçaras trajetórias

para o conjunto viável do problema (5.2), enquanto que a parte linear dirige as trajetórias para

a solução global do problema deste problema.

+

− ∫

κ −ΓT Γ∆f(·)
entrada de
referência

sáıda da
plantavetor de

estados

controlador planta

Figura 5.1: Diagrama de blocos que representa o sistema gradiente não-suave (5.8)–(5.9)
como um sistema de controle

Análise de convergência

A análise de convergência é conduzida utilizando a representação do sistema (5.8)–(5.9)

na forma Persidskii (3.12). Sem perda de generalidade, consideramos a matriz de apren-

dizadoM em (5.8)–(5.9) como sendo a matriz identidade. A derivada notempo do vetor de

resíduosr é dada por:

ṙ = −Zu − c ξ − ρ (Im + ZZT )hsgn(r), (5.11)
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sendo queIm é a matriz identidade de ordemm.

A forma Persidskii (3.12) do sistema (5.8)–(5.9), consistedo sistema original (5.8)–(5.9)

aumentado com a derivada no tempo do vetor de resíduos, dada em (5.11). Em notação

vetorial temos:

ẋ = −SDf(x), (5.12)

no qualx = (uT , ξT , rT )T , f(x) = (uT , ξT ,hsgnT (r))T e

S =











In+1 0 ZT

0 Im Im

Z Im Im + ZZT











; (5.13)

D =











In+1 0 0

0 c Im 0

0 0 ρIm











. (5.14)

Note que a matrizS é claramente: (i) simétrica, (ii) singular, pois seu terceiro bloco-linha

é dado pela soma do primeiro bloco-linha pré-multiplicado por Z com o segundo. De fato,

esta matriz é semi-definida positiva, pois operações elementares nos blocos deS a reduzem

para diag(In+1, Im,0), mostrando que todos os pivôs são não negativos.

Como o sistema (5.12) possui o segundo membro descontínuo, assoluções são conside-

radas no sentido de Filippov [38].

Teorema 5.1.Dadas quaisquer constantes positivasc e ρ, e quaisquer condições iniciais,

as trajetórias do sistema(5.8)-(5.9)convergem para a solução do problema de programação

quadrática(5.2).

Prova: Como a matrizS é semi-definida positiva eD é definida positiva, então o

sistema (5.12) satisfaz todas as condições do teorema 3.2. Segue que as trajetórias de (5.12)

convergem para o conjunto invarianteA := {x : f(x) ∈ N (SD)}. Conseqüentemente

ẋ = 0 e ṙ = 0. Logo, as trajetórias do sistema gradiente (5.8)–(5.9) convergem para o

conjunto solução do problema (5.2).
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5.2 ν-SVM para discriminação não-linear

Considere novamente o conjunto de treinamento dado em (5.1).Desejamos resolver o

problema de classificação não-linear dos dados do espaço de entrada.

Diversas formulações para este problema estão disponíveisna literatura [77, 84], porém

optamos peloν-SVM [79], que é adequado à formulação do teorema 3.2. Oν-SVM é for-

mulado pelo seguinte problema de otimização:

minimizarw,ξ,η
1

2
‖w‖2 − νη +

1

m

m
∑

i=1

ξi

sujeito a yi(w
Tφ(zi) + c) ≥ η − ξi,

η ≥ 0, ξi ≥ 0,

(5.15)

sendo queφ é uma função que confere ao classificador a capacidade de executar a discri-

minação não-linear dos elementos do conjunto considerado.O parâmetro adicionalν é um

limite inferior para o número de vetores de suporte e um limite superior para a fração de

erros de margem [85].

O problema dual de (5.15) é dado pelo seguinte problema de programação quadrática

com restrições lineares [85]:

minimizarα
1

2
αTQα (5.16)

subjeito a yT α = 0, (5.17)
m
∑

i=1

αi ≥ ν (5.18)

0 ≤ αi ≤
1

m
(5.19)

sendo queα ∈ R
m é o vetor de variáveis duais, eQ é a matriz cujos elementos são dados

por qij = yiyjφ(zi)
Tφ(zj).

A funçãok(zi, zj) = φ(zi)
Tφ(zj), define uma classe de funções conhecidas comofun-

ções de kernel[84]. A matriz K, cujos componentes são definidos pela funçãok(zi, zj),

é denominada matriz de kernel. Na representação dual, dada pelo problema (5.16)–(5.19),

a funçãoφ, não precisa ser conhecida explicitamente. A função de kernel utilizada tem

que satisfazer às condições de Mercer, que exigem que a matriz de kernelK seja simétrica
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definida positiva [84]. Conseqüentemente, a matrizQ no problema (5.16)–(5.19), que é for-

mada a partir da função de kernelk(zi, zj), também é simétrica definida positiva. As funções

de kernel que satisfazem as condições de Mercer são também conhecidas comokernels de

Mercer.

Agrupando as restrições do problema anterior em notação vetorial, obtemos

minimizarα
1

2
αTQα (5.20)

subjeito a yT α = 0, (5.21)

α −m−11m ≤ 0m (5.22)

Bα − νh ≥ 0m+1. (5.23)

no qual0m,1m ∈ R
m, 0m+1 ∈ R

m+1 são vetores coluna, e a matrizB e o vetorh são

definidos como

B :=





1T
m

Im



 ; h :=





1

0m



 .

Note que a função objetivo do problema (5.20)–(5.23) é homogeneamente quadrática em

α e as restrições do problema de programação quadrática são lineares.

Sejar := Bα − νh, e = yT α e v := α − m−11. Aplicando o método da função de

penalidade exata ao problema (5.20)–(5.23) obtemos:

minimizarE(α) =
1

2
αTQα + ρ|e| − γ

n
∑

i=1

min(0, ri) + β

n
∑

i=1

max(0, vi) (5.24)

O sistema gradiente associado ao problema de otimização semrestrições (5.24) é dado

por:

α̇ = −M[Qα + ρy sgn(e) + γBT hsgn(r) + β uhsgn(v)], (5.25)

sendo queM é uma matriz de aprendizado, definida em (5.8)–(5.9) e as não-linearidades

hsgn, sgn e uhsgn são definidas em (3.31), (3.22) e (4.5), respectivamente.

Como as não-linearidades no sistema gradiente (5.26) são do tipo diagonal, o sistema
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gradiente (5.25) escrito elemento a elemento é:

α̇i = −µi[
m
∑

j=1

qijαj+ρ yi sgn(
m
∑

j=1

yjαj)+γ(hsgn(
m
∑

j=1

αj−ν)+hsgn(αi))+β uhsgn(αi−1/m)],

(5.26)

sendo quei = 1, . . . ,m eµi é oi-ésimo elemento da diagonal deM.

O sistema gradiente (5.25) também pode ser interpretado como um sistema de controle.

Definimos os seguintes vetores e matrizes:

Γ := [Im y BT Im]T , (5.27)

∆ := diag(Q, ρ1, γIm, βIm), (5.28)

κ := (0T
m, 0, νh

T ,m−11T
m)T (5.29)

Utilizando esta notação, o sistema gradiente (5.26) pode ser escrito como:

α̇ = −ΓT∆f(Γα − κ)

em quef := (αT , sgn,hsgnT , uhsgnT )T é uma função tipo diagonal [50].

Note que a equação anterior está na forma de (5.10) e seu diagrama de blocos também

pode ser representado pelo diagrama da figura 5.1, sendo queΓ, ∆ eκ são dados em (5.27),

(5.28) e (5.29), respectivamente e o vetor de estados éα. Nesta representação, o sistema

de controle apresenta uma realimentação de saída e o controlador é composto por uma parte

não-linear e uma linear, com matriz de ganho∆.

Análise de convergência

A análise de convergência é feita de modo análogo à análise apresentada na seção 5.1.

Usamos a representação do sistema gradiente (5.25) na formaPersidskii (3.12) e, sem perda

de generalidade, consideramos a matriz de aprendizadoM como sendo a matriz identidade.

Finalmente, usamos o teorema 3.2 para provar o resultado.
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Sejam a funçãof e o vetorθ definidos como segue:

f(θ) := (αT , sgn(e),hsgnT (r), uhsgnT (v))T (5.30)

θ := (α, e, r,v). (5.31)

As variáveise, r ev também estão presentes no sistema gradiente (5.25), dado emfunção

deα. Utilizamos a derivada no tempo de cada uma destas variáveispara expandir o sistema

(5.25):

ė = yT α̇ (5.32)

ṙ = Bα̇ (5.33)

v̇ = α̇ (5.34)

Consideremos o sistema dinâmico aumentado, formado por (5.25) e (5.32)-(5.34). Uti-

lizando a notação introduzida em (5.30) e (5.31), podemos escrever em notação vetorial:

θ̇ = −Af(θ), (5.35)

no qual a matrizA é:

A =

















Q ρy γBT βI

yTQ ρyTy γyTBT βyT

BQ ρBy γBBT βB

Q ρy γBT βI

















.

A matrizA pode ser fatorada na formaA = SD, em que:

S :=

















I y BT I

yT yTy yTBT yT

B By BBT B

I y BT I

















, D :=

















Q 0 0 0

0 ρ 0 0

0 0 γI 0

0 0 0 βI

















. (5.36)

Teorema 5.2.SeQ é definida positiva então, para quaisquer constantes positivasρ, γ e

β, as trajetórias do sistema gradiente(5.25) convergem para a solução do problema de
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programação quadrática(5.20).

Prova: SejaQ simétrica definida positiva. Então a função objetivo do problema (5.20)

é estritamente convexa, bem como a função objetivo do problema (5.24).

Por outro lado, como a matrizA, definida em (5.36) pode ser estrita como o produto

deS eD, definidas em (5.36), e estas matrizes são respectivamente simétrica semi-definida

positiva e diagonal por blocos definida positiva, então, pelo teorema 3.2, as trajetórias do

sistema (5.25) convergem para o conjunto invarianteA = {θ : f(θ) ∈ N (B)}.

Segue quėθ = 0. Daí, tem-se quėα = 0, o que implica eṁe = 0, v̇ = 0 e ṙ = 0.

Logo, as trajetórias do sistema gradiente convergem para a solução do problema (5.20).

A hipótese de que a matrizQ é definida positiva, usada no teorema 5.2, é satisfeita

através do uso kernels de Mercer nas implementações, que sãodefinidos positivos. Além

disso, note que a convergência do sistema gradiente não depende da escolha do parâmetro

ν. Na prática, a escolha deν é importante e alguns comentários são feitos no exemplo 5.5.3.

Em abordagens convencionais deν-SVM, métodos para a escolha deν foram propostos por

Chang e Lin [86], que obteve limites para os valores deν, e Steinwart [87] propôs um método

para obter o melhor valor deν.

5.3 Análise de complexidade

Do mesmo modo que no capítulo 4, utilizamos as definições de complexidade dadas

em [74], reproduzidas na seção 4.4, página 85, que possibilitam a comparação dos nossos

sistemas com outras redes neurais para a resolução de problemas de programação quadrática

quanto à complexidade.

Cada equação do sistema gradiente (5.8)–(5.9) executam + n + 2 multiplicações e

2(m+n+1) adições a cada iteração e, conseqüentemente, a complexidade do modelo é(3(m+

n + 1) + 1)(m + n + 1). Conseqüentemente a complexidade assintótica do modelo é igual

a Θ((m + n)2). Por outro lado, cada equação do circuito modelado por (5.26) executa

m2 + 3m + 2 multiplicações e4m adições por iteração; a complexidade do modelo, neste

caso, ém2 + 6m+ 2, e a complexidade assintótica do modelo é igual aΘ(m2).

A rede em Leung et al. [88], que executa4(m+n+1)+m adições e(m+n+1)(5m+

n+7)+m multiplicações por iteração, a complexidade do modelo é(m+n+1)(5m+n+
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11) + 2m, resultando em complexidade assintótica do modelo igual aΘ((m + n)2). Para o

modeloν-SVM, esta rede executa6m2 + 3m multiplicações e4m + 3 adições, resultando

em complexidade do modelo igual a6m2 +7m+3, e a complexidade assintótica do modelo

éΘ(m2).

O sistemas gradientes (5.8)–(5.9) e (5.26) apresentam a mesmas complexidades assin-

tóticas que a rede primal-dual proposta em Leung et al. [88],que resolve problemas de

programação quadrática e linear. Entretanto, a complexidade do modelo do último é mais

elevada que a complexidade do modelo dos sistemas gradientes (5.8)–(5.9) e (5.26).

Tabela 5.1: Valores da complexidade dos sistemas gradientes (5.8)–(5.9) e (5.26) e outros
modelos de redes neurais para a resolução de problemas de otimização quadrática e treina-
mento de SVMs.

Modelo Complexidade do modelo Complexidade Separação
assintótica do modelo

Sistema (5.8)–(5.9) 3(m + n + 1)2 + (m + n + 1) Θ((m + n)2) Linear
Sistema (5.26) m2 + 7m + 2 Θ(m2) Não linear

Leung et al. [88] (m + n + 1)(5m + n + 11) + 2m Θ((m + n)2) Linear
6m2 + 7m + 3 Θ((m)2) Não linear

Xia e Wang [89] 4m + 2 Θ(m) Linear
2m2 + 5m Θ(m2) Não linear

A dimensão do sistema gradiente (5.26) para o treinamento deν-SVM ém, enquanto que

a rede neural primal-dual, proposta por Leung et al. [88], também baseada em um sistema

gradiente, possui dimensão igual a2m + n + 1. O sistema gradiente (5.8)–(5.9) apresenta

dimensãom + n + 1, e a rede proposta em Leung et al. [88], quando aplicada ao mesmo

problema, apresenta dimensão igual a2m + n + 1. Devido à menor dimensão dos sistemas

gradientes (5.8)–(5.9) e (5.26) em relação à rede de Leung etal. [88], as implementações atra-

vés de hardware são mais simples e baratas, pois a quantidadede componentes eletrônicos e

cabeamento para conectar estes componentes é menor. No casode uma implementação em

computadores digitais, a menor dimensão dos sistemas (5.8)–(5.9) e (5.26) é também uma

vantagem, pois o número de variáveis envolvidas nos cálculos é menor, exigindo uma menor

quantidade de memória para armazená-las.

Como outra comparação, a rede proposta por Xia e Wang [89], queapresenta menor

complexidade que as redes propostas em Tan et al. [82] e Anguita e Boni [80], executa

2m + 1 multiplicações e adições quando aplicada ao problema de classificação linear, re-

sultando em complexidade do modelo4m + 2. O sistema gradiente (5.8)–(5.9) apresenta
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maior complexidade, porém como este sistema determina a solução do problema primal, a

dimensão do vetor de pesosw não depende do número de elementos no conjunto de treina-

mento. No problema de separação não-linear, a complexidadedo modelo da rede proposta

em Xia e Wang [89] executam(m + 2) produtos em(m + 3) adições, conseqüentemente,

a complexidade do modelo é2m2 + 5m, que é maior que a complexidade do modelo do

sistema gradiente (5.26) para classificação não-linear quandom ≥ 4. Por exemplo, em um

conjunto de treinamento com 100 elementos, o sistema (5.26)apresenta complexidade do

modelo igual a 10702, enquanto que a complexidade do modelo da rede em [89] é 20500.

Os resultados de complexidade estão resumidos na tabela 5.1.

5.4 Paralelização dos sistemas gradientes

Os sistemas gradientes (5.8)–(5.9) e (5.26) são adequados para implementação em para-

lelo utilizando clusters de PCs ou arquiteturas com múltiplos processadores com memória

compartilhada. As equações podem ser distribuídas entre osprocessadores de um computa-

dor paralelo, reduzindo o tempo total de processamento.

Os sistemas (5.8)–(5.9) e (5.26) são resolvidos através de integração numérica. Para

sistemas de grandes dimensões, a integração em paralelo é necessária para reduzir o tempo

de computação. De acordo com Petcu [90], a formas de paralelização de algoritmos de

integração numérica de equações diferenciais ordinárias podem ser classificadas como:

(i) Paralelização através do método ou equivalentemente, do espaço – consiste na exe-

cução em paralelo das etapas que compõem o algoritmo de integração.

(ii) Paralelização através do sistema ou equivalentemente, do tempo – envolve a paraleli-

zação de alguns procedimentos necessários à integração, como a avaliação do segundo

membro da equação diferencial.

Neste trabalho, utilizamos a paralelização através do sistema. Esta forma de paralelização

é mais adequada aos métodos de integração escolhidos: os métodos de Euler e de Runge-

Kutta de segunda ordem. O método de Runge-Kutta de segunda ordem, é um método de dois

estágios, sendo que o segundo estágio depende dos resultados produzidos pelo primeiro, e

devem ser executados seqüencialmente. No entanto, a avaliação do segundo membro dos
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sistemas gradientes (5.8)–(5.9) e (5.26) em cada estágio é feita em paralelo, através da dis-

tribuição das equações diferenciais que compõem os sistemas entre as unidades de processa-

mento.

5.4.1 Paralelização do sistema gradiente para treinamento de SVMs

para separação linear

A integração numérica do sistema gradiente (5.8)–(5.9) é executada através da paraleli-

zação do cálculo do vetor de resíduosr e da paralelização do produto da transposta da matriz

de classes, denotada porZT , pela não-linearidade hsgn. Estas são as tarefas que exigem

maior tempo de computação, pois se o conjunto de treinamentopossuir uma grande quanti-

dade de entradas, então a matrizZ terá dimensão muito grande, o que justifica a utilização

do paralelismo na integração numérica de (5.8)–(5.9).

O sistema gradiente (5.8)–(5.9) consiste de dois sistemas de equações diferenciais acopla-

dos entre si através do vetor de resíduosr. O sistema (5.8) tem dimensãon+ 1, e determina

os coeficienteswi e o biasb do hiperplano separador. O sistema (5.9) tem dimensãom, que

é o número de elementos no conjunto de treinamento e determina as variáveis de folgaξi do

SVM.

5.4.1.1 Particionamento e mapeamento do problema

O particionamento do problema é feito através da divisão do conjunto de treinamento

em conjuntos menores, que são distribuídos uniformemente entre p unidades de processa-

mento de um computador. Além disso, asn + 1 equações do sistema (5.8) e asm equa-

ções do sistema (5.9) também são distribuídas entre osp processadores. Deste modo, se

k = 0, 1, . . . , p − 1 é a identificação de cada unidade de processamento, são criadas as

seguintes partições:

Z
(k)
l → partição por linhas da matriz de classes nok-ésimo processador

Z
(k)
lc → partição por linhas e colunas da matriz de classes nok-ésimo processador

u(k) → partição do vetorw nok-ésimo processador

ξ(k) → partição do vetorξ nok-ésimo processador
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A partição por linhasZ(k)
l , consiste das linhas da matrizZ mapeadas nok-ésimo proces-

sador. A partição por linhas e colunasZ
(k)
lc no k-ésimo processador, consiste em considerar

na partiçãoZ(k)
l apenas as colunas correspondentes aos índices do vetorw(k), o que per-

mite reduzir a quantidade de operações necessárias em cada processador para o cálculo em

paralelo do segundo membro de (5.8).

A dimensão de cada partiçãoZ(k) é dada pelo quociente entre o número de elementos

do conjunto de treinamentom e o número de processadores usados. Denotando o resto do

quocientem/p porm mod p, e a divisão inteira dem por p, porm\p, então a dimensão de

cada partição é dada por










m\p, sek 6= 0

m\p+m mod p, sek = 0

(5.37)

Procedimento análogo é utilizado para mapear as partiçõesw(k) e ξ(k) nos p proces-

sadores considerados.

O mapeamento de tarefas requer alguns cuidados quando o sistema computacional uti-

lizado possui processadores heterogêneos. Neste caso, a maior carga deve ser atribuída ao

processador mais veloz do conjunto utilizado na execução.

5.4.1.2 Execução de tarefas

Utilizando o particionamento definido na subseção anterior, a integração numérica do

sistema (5.8)–(5.9) através do método de Runge-Kutta de segunda ordem exige duas avali-

ações do segundo membro do sistema gradiente a cada iteração, o que exige a execução das

tarefas a seguir:

1. Cálculo do vetor de resíduosr: utilizando as partições definidas acima, cada partição

r(k) do vetor de resíduos é calculada em paralelo através da fórmula

r(k) = Z
(k)
l u + ξ(k) − 1(k), (5.38)

sendo que1(k) é o vetor de uns mapeado nok-ésimo processador, cuja dimensão é

dada pelo número de linhas da partiçãoZ
(k)
l .

2. Determinação do produto da não-linearidade pela transposta da matrizZ: de posse do

vetorr(k), este cálculo é feito através da fórmula(Z
(k)
lc )T hsgn(r(k)).
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De posse dos resultados obtidos nos ítens (1) e (2), e utilizando as partições definidas

acima, aok-ésimo processador da máquina paralela, é atribuída a seguinte partição do sis-

tema gradiente (5.8)–(5.9):

u̇(k) = −u(k) − ρ(Z
(k)
lc )T hsgn(r(k)) (5.39)

ξ̇
(k)

= −cξ(k) − ρhsgn(r(k)) (5.40)

Este procedimento proporciona uma redução considerável naquantidade de operações

aritméticas executadas por cada processador em cada iteração do integrador. No que diz

respeito à comunicação de resultados parciais, o cálculo decada partiçãor(k) do vetor de

resíduos, exige que cada processador envie as partiçõesw(k) às demais unidades de proces-

samento. Esta é a única operação de sincronização exigida, ea dimensão deste vetor não

depende da quantidade de elementos no conjunto de treinamento, mas sim da dimensão dos

vetores deste conjunto.

5.4.2 Paralelização do sistema gradiente para treinamento de SVMs

para separação não-linear

A integração numérica em paralelo do sistema gradiente (5.25) segue procedimento aná-

logo ao usado na integração em paralelo do sistema (5.8)–(5.9).

Consideremos a notação escalar em (5.26). Na avaliação do segundo membro deste

sistema, a operação que exige maior tempo de computação é o produto da matrizQ pelo

vetorα. A matrizQ é determinada a partir da função de kernel, e sua dimensão depende do

número de elementos no conjunto de treinamento, que pode sermuito elevado, justificando

a criação desta matriz em paralelo. A matrizQ é simétrica e, em geral, densa.

O produto internoe = yT α, presente no segundo membro de (5.26) também é execu-

tado em paralelo, o que é justificado pela dimensão do vetorα, que é elevada para grandes

conjuntos de treinamento.

Com o objetivo de criar esta matrizQ utilizando o menor tempo possível de computação,

procedemos do seguinte modo:

• A criação é feita em paralelo: cada processador cria a partição necessária para os

cálculos locais;
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• Como a matrizQ é simétrica, apenas o triângulo inferior é computado: cada unidade

de processamento computa uma partição do triângulo inferior, e envia aos demais pro-

cessadores para compor as partições do triângulo superior.

O procedimento descrito acima tem como vantagem a redução donúmero de operações

aritméticas em cada processador para criar a matriz de kernel. Esta redução é conseguida

através da paralelização, atribuindo a cada processador uma partição da matrizQ, e explo-

rando a simetria desta matriz.

Consideremos as seguintes partições da matrizQ e dos vetoresy e α mapeadas nok-

ésimo processador:

α(k) → partição do vetorα nok-ésimo processador

y(k) → partição do vetor de classesy nok-ésimo processador

Q(k)
c → partição por colunas da matrizQ nok-ésimo processador

Q
(k)
lc → partição por linhas e colunas da matrizQ nok-ésimo processador

Utilizando a notação definida em (5.37), a dimensão de cada partição por colunasQ(k)
c

da matrizQ é dada por











m× (m\p), sek 6= 0

m× (m\p+m mod p), sek = 0

A partição por linhas e colunasQ(k)
lc , é formada considerando na partição por colunas

Q
(k)
c , apenas as linhas cujos índices correspondem aos índices das partições do vetorα

mapeados no processadork.

As dimensões das partições acima são determinadas de modo análogo às partições definidas

na subseção 5.4.1, dadas por (5.37). A integração numérica do sistema gradiente (5.26),

exige o cumprimento das seguintes tarefas:

1. O produtoQα é feito parcialmente em cada processador através da fórmulaQ
(k)
lc α(k).

Cada processador comunica aos demais o resultado parcial obtido. Em cada iteração,

o k-ésimo processador soma o resultado computado por ele com osresultados parciais
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enviados pelos demais processadores, isto é,

π =

p−1
∑

k=0

Q
(k)
lc α(k).

2. O produto internoe = yT α: o k-ésimo, computa o produto interno entre ask-ésimas

partições dos vetoresy eα, dado por(y(k))T α(k), e o resultado parcial obtido é envi-

ado aos demais processadores. Cada processador calcula a soma do resultado parcial

computado por ele com os resultados parciais recebidos dos demais processadores,

isto é,

e =

p−1
∑

k=0

(y(k))T α(k).

Utilizando o particionamento e os produtos acima e, sem perda de generalidade, consi-

derando a matrizM como sendo a matriz identidade, a partição do sistema gradiente (5.26)

em cada processador é dada por:

α̇(k) = −π − ρy(k)sgn(e) − γ[hsgn(1T α(k) − 1ν) + hsgn(α(k))] − β uhsgn(α(k) − 1/m).

(5.41)

A técnica de paralelização descrita acima proporciona um menor número de operações

aritméticas a cada avaliação do segundo membro do sistema gradiente (5.26) em cada pro-

cessador, o que reduz o tempo total de computação. A comunicação necessária para fins de

sincronização dos processos paralelos, envolve a transmissão dos produtos parciais neces-

sários para calcular o produtoπ e os produtos internos parciais necessários para calcular o

produto internoe.

5.5 Exemplos numéricos

Para ilustrar a eficiência dos sistemas gradientes propostos, utilizamos os sistemas (5.8)–

(5.9) e (5.26) com oito bases de dados do UCI Machine Learning Repository [91]. As

bases de dados escolhidas são Iris Plants, Adult database, Wisconsin Breast Cancer Database

(WBC), Johns Hopkins Ionosphere Database (Ion), Bupa Liver Disorders (Bupa), Pima In-

dians Diabetes (Pima), Sonar Mines vs. Rocks (Sonar) e Australian Credit Approval (Aus).

Cada atributo nas bases de dados foi reescalado no intervalo[−1, 1] e elementos com o
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conjunto de atributos incompletos foram removidos [92]. Cada base foi dividida em dois

conjuntos: conjunto de treinamento e conjunto de teste. O conjunto de teste corresponde

a 2/3 dos elementos de cada base, escolhidos aleatoriamente, e os elementos restantes são

utilizados como conjunto de teste. As descrições das bases são apresentadas na tabela 5.2.

Tabela 5.2: Descrição das bases de dados do UCI Machine Learning Repository selecionadas
para avaliação dos algoritmos propostos.

Iris Adult BCW Ion Bupa Pima Sonar Aus
Num. total elem. 100 48842 683 351 345 768 208 690

Num. Elem. classe 1 50 37155 444 126 145 500 111 383
Num. Elem. classe 2 50 11687 239 225 200 268 97 307

Atributos 5 14 10 34 6 8 8 14
Categóricos 0 8 0 0 0 0 0 8
Numéricos 1 6 10 34 6 8 8 6

Para melhor ilustrar a teoria apresentada neste capítulo, édada atenção especial à base

de dados Iris Plants, que consiste de três classes. A primeira classe é linearmente separável

das demais, mas a segunda e a terceira não são linearmente separáveis. Cada classe possui

50 elementos com quatro atributos cada. Consideramos nesta análise as duas classes que não

são linearmente separáveis e, com o objetivo de plotar as superfícies separadoras obtidas,

apenas dois atributos (comprimento e largura da pétala) foram utilizados.

5.5.1 Detalhes das implementações numéricas

O problema do chattering

Devido à presença de termos descontínuos nos segundos membros dos sistemas gradien-

tes (5.8)–(5.9) e (5.26),chatteringnumérico ocorre quando as soluções atingem a fronteira

dos conjuntos viáveis dos problemas de otimização correspondentes, evitando que ocorra um

movimento deslizante ideal nestas superfícies [47].

O chattering é particularmente crítico para o treinamento deν-SVMs utilizando o sistema

gradiente (5.26), pois a restrição (5.19) é difícil de ser satisfeita. Quando o conjunto de

treinamento é grande, o comprimento doi-ésimo intervalo determinado por esta restrição é

muito pequeno e, durante o treinamento utilizando o sistema(5.26), a presença de chattering

impede que a solução correta seja obtida.

Este problema foi resolvido com sucesso em [25], através de uma mudança na escala do
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problema (5.16). A função objetivo e todas as restrições deste problema foram multiplicadas

porm, substituindo a variávelα pela variável̄α = mα. Nesta nova escala, a restrição (5.19)

torna-se

0 ≤ ᾱ ≤ 1,

que não depende do valor dem. Deste modo, os efeitos do chattering são minimizados e

a solução correta é obtida facilmente dividindo a solução encontrada pelo sistema gradiente

porm.

O problema do chattering é resolvido através da aproximaçãodos termos descontínuos

por funções contínuas, utilizando a técnica da camada limite, descrita no capítulo 2. A não-

linearidade sgn é substituída por

ssgn(a) =











a/ε, se|a| ≤ ε,

sgn(a), caso contrário

sendo queε é a espessura da camada limite. Note que a função ssgn é lineardentro da

camada limite. Como hsgn(a) = 0.5(sgn(a)−1) e uhsgn(a) = 0.5(sgn(a)+1), a aplicação

da técnica da camada limite, nestes casos, é trivial.

Em todos os experimentos deste capítulo, utilizamos uma camada limite com espessura

ε = 5 × 10−2.

Método de integração numérica

A simulações foram feitas através de integração numérica dos sistemas gradientes (5.8)–

(5.9) e (5.25), utilizando um método de Runge-Kutta de segunda ordem, com os coeficientes

determinados por Cash e Karp [65], descrito no algoritmo 3.3.

O controle do passo de integração é feito através do algoritmo baseado em um con-

trolador PID, descrito em [66]. Os parâmetros do controlador PID foram ajustados como

sugerido em [66]:

P = 0.075;

I = 0.175;

D = 0.01.

(5.42)
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5.5.2 SVM para separação linear

De acordo com Schölkopf e Smola [85], o parâmetroc determina otrade off entre mi-

nimizar o erro de treinamento e maximizar a margem, e não existe maneira de conhecerc a

priori. De acordo com Cristianini e Shawe-Taylor [84], escolherc equivale a fixar um valor

paraw e minimizar
∑

i ξ
2
i . Neste caso, escolhemosc com o objetivo de minimizar o erro de

treinamento. Este objetivo pode ser atingido escolhendo umvalor elevado para o parâmetro

c, que aumenta a influência do termo
∑

i ξ
2
i na função objetivo do problema (5.4).

Com a base de dados Iris Plants, os parâmetros usados são:c = 5, ρ = 10 e uma matriz

de aprendizadoM = 10I, que reduz o tempo do transitório do sistema. Esta escolha de

parâmetros garante convergência rápida para a solução do problema (5.2). As trajetórias

do sistema na fase de treinamento são exibidas na figura 5.2. Os erros nos conjuntos de

treinamento e teste são reportados na tabela 5.3.

O pacote SVM Light [93], que é baseado na estratégia de decomposição descrita por

Osuna et al. [94], também foi utilizado neste exemplo, obtendo 5.88 % de erro no conjunto

de teste, o que corresponde a duas classificações incorretas, e 6.06 % no conjunto de treina-

mento, o que corresponde a quatro classificações incorretas. O sistema gradiente (5.8)–(5.9)

obteve o mesmo desempenho. Na figura 5.3, é mostrado o hiperplano obtido pelo sistema

(5.8)–(5.9) utilizando o conjunto de teste. O desempenho declassificação deste sistema é

equivalente ao do pacote SVM Light, com a vantagem adicionalque o sistema (5.8)–(5.9) é

adequado para implementação através de circuitos.

Este desempenho é também similar ao desempenho de classificação da rede proposta

por Anguita et al. [81], que obtém um erro de classificação de 6.25 % na separação das

classes dois e três do Iris Plants, em oposição ao sistema (5.8)–(5.9) que obteve 6.06% de

erro de treinamento, com a vantagem computacional que, comoo sistema proposto (5.8)–

(5.9) resolve o problema primal (5.2), a dimensão do vetor depesos obtido não depende da

quantidade de elementos no conjunto de treinamento.

Testamos o sistema proposto (5.8)–(5.9) em outras sete bases de dados do repositório da

UCI e comparamos os desempenhos de classificação obtidos com odesempenho obtido pelo

SVM Light. Os resultados destes experimentos são apresentados na tabela 5.3. O sistema

(5.8)–(5.9) apresenta erros de classificação nos conjuntosde teste menores ou iguais aos

obtidos pelo SVM Light.
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Figura 5.2: Trajetóriaswi, determinadas pelo sistema gradiente (5.8)–(5.9), para asduas
classes não-linearmente separáveis da base de dados Iris.

Uma vantagem adicional da abordagem proposta é a escalabilidade; o sistema gradiente

(5.8)–(5.9) pode ser facilmente implementado em computadores paralelos. A paralelização

deste sistema foi utilizada em um cluster de PCs, equipado com32 processadores Pentium

III, distribuídos em 16 nós duais, com 512 MB de memória cada.

O algoritmo paralelo foi utilizado com a base de dados Adult;como o teorema 5.1 vale

para quaisquerc e ρ positivos, mantemosc = 5 e escolhemosρ = 0.001, que garante que

a norma do vetor gradiente no segundo membro de (5.8)–(5.9) épequena. As equações do

sistema (5.8)–(5.9) foram distribuídas entre 2, 4 e 8 processadores do cluster de PCs. Os

erros nos conjuntos de teste e treinamento, obtidos pela paralelização do sistema gradiente

(5.8)–(5.9), são significativamente menores que os obtidospelo SVM Light. Os resultados

deste experimento são exibidos na tabela 5.3.

No que diz respeito aos tempos de treinamento utilizando 1, 2, 4 e 8 processadores, os

tempos de processamento do sistema gradiente (5.8)–(5.9) são significativamente menores

que os do SVM Light em todos os experimentos utilizando a baseAdult. Utilizando ape-

nas 1 processador, o tempo de treinamento é 33m26s, usando 2 processadores, o tempo de

treinamento é reduzido para 30m28s, e para 15m33s e 8m29s, utilizando 4 e 8 processadores,

respectivamente. Por outro lado, o tempo de treinamento do SVM Light, utilizando 1 pro-
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Figura 5.3: Conjunto de teste do Iris Plants e o hiperplano separador, mostrando a separação
de classes, com dois erros de classificação, obtido pelo sistema gradiente (5.8)–(5.9)

Tabela 5.3: Medidas de desempenho do SVM para separação linear de duas classes, obtidas
pelo sistema gradiente (5.8)–(5.9) e o pacote SVM Light, utilizando 8 bases de dados do
repositório da UCI.

Iris Adult BCW Ion Bupa Pima Sonar Aus Método
Margem 0.71 1.75 0.69 0.19 0.68 0.82 0.52 0.69 Sist grad

(2/‖w‖2) 0.43 0.167 0.67 0.17 0.68 0.44 0.19 1.0 SVM-Light
Erro treinamento % 6.06 17.23 2.86 2.56 30.4 21.3 10.79 12.39 Sist grad

6.06 75.22 2.42 2.99 21.3 21.5 10.79 13.91 SVM-Light
Erro teste % 2.94 12.01 1.75 9.40 18.26 25.0 15.84 13.91 Sist grad

5.88 75.21 3.96 9.40 27.83 25.78 20.29 15.65 SVM-Light

cessador da mesma máquina, com o mesmo exemplo, é 1h33m, que éconsideravelmente

maior que o tempo de treinamento obtido utilizando o sistemagradiente (5.8)–(5.9). Uma

vantagem em utilizar o sistema (5.8)–(5.9), quando grandesbases de dados são considera-

das, é que o tempo de treinamento pode ser reduzido através dadistribuição das equações

do sistema gradiente entre os processadores de uma máquina paralela. Os tempos de proces-

samento obtidos neste experimento são exibidos na tabela 5.4, e o decréscimo do tempo de

treinamento em função do número de processadores utilizados é mostrado na figura 5.4.

Observação3. De acordo com Joachims [93], o tempo de treinamento utilizando o SVM

Light, para a base de dados “Adult”, é menor que o tempo de treinamento do algoritmo SMO

(sequential minimal optimization), proposto por Platt [95], que por sua vez, é mais rápido
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que o algoritmo padrão dechunking.

Tabela 5.4: Tempos de treinamento para a base de dados Adult,usando o sistema gradiente
(5.8)–(5.9) em paralelo e o SVM Light.

Método 1 proc 2 procs 4 procs 8 procs
Sistema gradiente33m26s 30m28s 15m33s 8m29s

SVM Light 1h33m – – –

1 2 4 8
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Figura 5.4: Decréscimo do tempo de treinamento com o aumentodo número de proces-
sadores utilizados quando o sistema gradiente (5.8)–(5.9)é resolvido em paralelo.

Utilizando as medidas de desempenho introduzidas no apêndice A, calculamos a acele-

ração e a eficiência, obtidos pela paralelização do sistema gradiente, em relação ao tempo de

processamento da implementação seqüencial deste sistema.Os cálculos da aceleração e da

eficiência são feitos usando as definições A.2 e A.3, respectivamente.

A figura 5.5 mostra a curva de aceleração do sistema gradiente(5.8)–(5.9). O dados

mostrados na figura 5.5, indicam que a paralelização proporcionou um ganho de desem-

penho em relação ao algoritmo seqüencial. No entanto, os valores da aceleração obtidos pela

paralelização do sistema (5.8)–(5.9) estão muito abaixo dos valores ideais, que são os da

aceleração linear. É desejável que a aceleração obtida peloalgoritmo paralelo esteja o mais

próximo possível dos valores ideais.
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Figura 5.5: Curva de aceleração do sistema gradiente (5.8)–(5.9) para treinamento SVMs
para separação linear, mostrada juntamente com a curva de aceleração ideal (linear)

A eficiência fornece uma medida do percentual da fração do tempo total de processa-

mento que é efetivamente utilizada em computação, sem contar o tempo gasto em comuni-

cação e sincronização de processos. A curva de eficiência do sistema gradiente (5.8)–(5.9) é

mostrada na figura 5.6, mostrando uma variação entre 55% quando 2 unidades de processa-

mento são usadas, e cerca de 50.5% para 8 unidades de processamento. Estes valores estão

muito abaixo do valor ideal, que é 100%. Estes dados, exibidos na figura 5.6, indicam que

uma fração considerável do tempo total de processamento é usado em tarefas de sincroniza-

ção e comunicação de processos.

A partir dos dados de aceleração e eficiência, mostrados na figura 5.5 e 5.6, pode-se

afirmar que, apesar da paralelização do sistema gradiente (5.8)–(5.9) ter proporcionado uma

considerável melhora no desempenho do sistema, a fração do tempo total de processamento

gasto em comunicação e sincronização de processos precisa ser reduzida, o que propor-

cionará uma elevação nos valores da aceleração e eficiência.
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Figura 5.6: Curva de eficiência do sistema gradiente para treinamento de SVMs para separa-
ção linear, a eficiência diminui a medida que o número de processadores aumenta.

5.5.3 ν-SVM para separação não-linear

Utilizamos o sistema gradiente (5.26) para o treinamento doν-SVM com as bases de

dados descritas na tabela 5.2. O kernel utilizado é o Gaussiano, que satisfaz as condições de

Mercer [84], e é dado por:

k(zi, zj) = exp(−‖zi − zj‖2/σ2). (5.43)

Consideremos novamente a base de dados Iris Plants. Como na seção anterior, 2/3 da

base é usada como conjunto de treinamento, que corresponde a33 elementos de cada uma

das classes consideradas, e os elementos restantes são utilizados como conjunto de teste. De

acordo com Chang e Lin [86], neste exemplo, o problema (5.20) éviável se e somente se

ν ≤ 1. Logo é preciso escolher um valor paraν no intervalo[0, 1].

Sejaν = 0.1, e os parâmetros de penalidadeγ = 1, ρ = 1 e β = 1. O parâmetro do

kernel Gaussiano éσ = 1. Uma matriz de aprendizadoM = 100I também foi usada neste

exemplo, o que ajuda a reduzir o tempo do transitório. As trajetórias do sistema gradiente

(5.26) são mostradas na figura 5.7 e as curvas de nível da superfície de decisão são exibidas

na figura 5.8, utilizando o conjunto de teste, mostrando duasclassificações incorretas. Os
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Figura 5.7: Trajetóriasαi, calculadas usando o sistema gradiente (5.26), comν = 0.1,
ρ = β = γ = 1 e o kernel Gaussiano comσ = 1, para as duas classes não-linearmente sepa-
ráveis da base de dados Iris Plants, mostrando a convergência com os parâmetros escolhidos
adequadamente.

resultados deste experimento estão resumidos na tabela 5.5.

Também comparamos o desempenho do sistema gradiente (5.26)com o desempenho da

rede em [89]. Neste caso, 41 elementos da segunda classe e 38 da terceira classe do Iris

Plants foram usados para treinamento, o restante foi usado para teste. Os elementos do Iris

usados neste exemplo são os mesmos usados por Xia e Wang [89].O sistema gradiente (5.26)

obteve 28 e 34 vetores de suporte, usando um kernel gaussianocomσ = 0.5 eσ = 1.0, res-

pectivamente. Estes resultados são muito próximos dos resultados obtidos por Xia e Wang

[89], utilizando um kernel polinomial, obtendo 25 e 35 vetores de suporte, para diferentes

valores do parâmetro do kernel, com a vantagem que o sistema (5.26) apresenta menor com-

plexidade de modelo para bases de dados com mais de 4 elementos, como discutido na seção

5.3.

Considerando ainda a base de dados Iris, o treinamento tambémfoi feito utilizando o

sistema gradiente (5.26) com o kernel polinomial dado por

k(zi, zj) = (zT
i zj + 1)p, (5.44)

em quep é um parâmetro. Parap = 2, os erros de treinamento e de teste são respectivamente
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Figura 5.8: Conjunto de teste da base de dados Iris Plants e as curvas de nível da superfície
de decisão obtidas pelo sistema gradiente (5.26), mostrando a separação das classes com
uma classificação incorreta em cada classe.

6.06% e 0.34%. Estes valores correspondem a quatro classificações incorretas no conjunto de

treinamento e apenas uma no conjunto de teste. As curvas de nível da superfície separadora,

para os conjuntos de treinamento e de teste, são mostradas nafigura 5.9.

Utilizando o kernel polinomial dado em (5.44), foram obtidos 4 vetores de suporte li-

mites e 12 vetores de suporte. O número de vetores de suporte obtidos utilizando o kernel

polinomial é maior que o obtido utilizando o kernel gaussiano. No entanto, o erro de teste

utilizando o kernel polinomial é consideravelmente menor que o erro obtido utilizando o

kernel gaussiano.

Utilizamos o sistema gradiente (5.26) com outras sete basesde dados do repositório da

UCI. O sistema (5.26) apresentou desempenho de classificaçãoigual ou superior ao obtido

pelo pacote LIBSVM [96], que é baseado em um algoritmo tipo SMOque utiliza infor-

mação de segunda ordem para selecionar oworking set[97], com a vantagem adicional que

o sistema gradiente (5.26) também é adequado para implementação através de circuitos.

Do mesmo modo que o sistema (5.8)–(5.9), uma vantagem adicional do sistema (5.26) é

a escalabilidade. Este sistema foi implementado em paralelo, utilizando uma máquina SGI

Altix 350 com arquitetura de memória compartilhada, equipada com 12 CPUs Itanium, com

palavra de 64 bits.
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Figura 5.9: Curvas de nível da superfície separadora para a base Iris, utilizando kernel poli-
nomial – (a) No conjunto de treinamento, mostrando quatro classificações incorretas, o que
corresponde a um erro de treinamento de 6.06%; (b) No conjunto de teste, mostrando apenas
uma classificação incorreta, correspondendo a um erro de teste de 0.34%

A paralelização do sistema gradiente (5.26) foi utilizada com a base de dados Adult; as

equações do sistema gradiente (5.26) foram distribuídas entre 1, 2, 4 e 8 processadores da

máquina paralela. Utilizando 1 processador, o tempo de treinamento foi 7h38m, quando 2

processadores são usados, o tempo de treinamento necessário para obter o mesmo resultado

é reduzido para 1h59m, com 4 processadores obtemos a mesma solução em 1h14m e com 8

processadores o tempo de treinamento é de apenas 46 minutos.

O tempo de treinamento utilizando o LIBSVM foi de 2h04m, que é maior que o tempo

de treinamento do sistema gradiente utilizando dois ou maisprocessadores. Note que uti-

lizando 1 processador, o tempo de treinamento do sistema (5.26) é consideravelmente maior

que o tempo de treinamento utilizando o pacote LIBSVM. Entretanto, quando o sistema gra-

diente é distribuído entre dois ou mais processadores do computador paralelo, os tempos de

processamento do sistema (5.26) são menores que os do LIBSVM,o que é uma vantagem

importante quando grandes bases de dados são consideradas.Estes resultados são exibidos

na tabela 5.7 e a curva mostrando o decréscimo do tempo de treinamento em função do

número de processadores é exibida na figura 5.10.

Os dados discutidos no parágrafo anterior podem ser melhorados através da utilização

de outros métodos de integração. Quando o sistema gradienteé resolvido através do método

de Euler com controle de passo pela fórmula de Barzilai-Borwein (Euler-BB), descrito no

algoritmo 3.2, na página 63, os tempos de processamento são consideravelmente menores.
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Tabela 5.5: Dados estatísticos do treinamento doν-SVM utilizando o sistema gradiente
(5.26), resolvido por um método de Runge-Kutta de segunda ordem, e pelo pacote LIBSVM
para a separação não-linear de duas classes do Iris Plants, utilizandoν = 0.1, ρ = γ = β = 1
e um kernel Gaussiano comσ = 1

Iris Adult BCW Ion Bupa Pima Sonar Aus Método
Número de vetores 7 30145 159 69 143 252 105 278 Sist grad

de suporte1 10 9679 155 74 121 256 106 278 LIBSVM
Número de vetores 4 0 16 6 0 0 0 2 Sist grad
de suporte limites2 6 1657 21 6 1 5 0 11 LIBSVM
Erro treinamento % 6.06 21.22 0.22 0 15.22 1.95 0 1.09 Sist grad

6.06 7.66 0.88 0 13.48 0.39 0 1.74 LIBSVM
Erro teste % 5.88 21.55 3.95 4.27 28.70 33.20 14.49 20.00 Sist grad

5.88 22.38 4.39 6.84 39.11 32.42 13.05 20.44 LIBSVM
1 Support vectorsna literatura em inglês
2 Bound support vectorsna literatura em inglês

Tabela 5.6: Dados estatísticos do treinamento doν-SVM, utilizando a base de dados “Adult”,
obtidos através do sistema gradiente (5.26), resolvido através do método de Euler-BB, uti-
lizandoν = 0.1, ρ = γ = β = 1, e o kernel Gaussiano comσ = 0.1

Erro treinamento Erro teste Num. vetores suporte Num. vetores suporte limites
14.11% 23.54% 3299 0

Utilizando 1 processador, o tempo de treinamento é 1h05m, enquanto que utilizando 8 pro-

cessadores, o tempo de processamento é reduzido para apenas10 minutos. Observe que

estes tempos de processamento são significativamente menores que os obtidos pelo LIB-

SVM, mesmo sem utilizar a paralelização do sistema gradiente. Estes dados estão resumidos

na tabela 5.7.

O desempenho de classificação obtido pelo sistema gradienteresolvido através do método

de Euler-BB, é resumido na tabela 5.6. O erro de treinamento e o número de vetores de su-

porte obtidos são menores que os obtidos utilizando o métodode Runge-Kutta. O número

de vetores de suporte obtido também é menor que o obtido pelo LIBSVM. No entanto, o

valor do erro de teste obtido quando o sistema gradiente (5.26) é resolvido pelo método de

Euler-BB, é maior que os obtidos pelo LIBSVM e quando o sistema gradiente é resolvido

pelo método de Runge-Kutta de segunda ordem.

O desempenho da paralelização do sistema gradiente (5.26) émedido através da acelera-

ção e da eficiência, definidos em A.1 e A.3.

A curva de aceleração do sistema gradiente (5.26), resolvido pelo método de Runge-

Kutta de segunda ordem, em relação ao tempo de processamentoobtido pelo pacote LIB-
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Figura 5.10: Curva mostrando o decréscimo do tempo de treinamento doν-SVM em função
do número de processadores, quando o sistema gradiente (5.26) é resolvido em paralelo.

Tabela 5.7: Tempos de processamento do sistema gradiente (5.25), resolvido em paralelo
pelos métodos de Runge-Kutta de segunda ordem e de Euler, com controle de passo por PID e
pela fórmula de Barzilai-Borwein (Euler-BB), respectivamente, e o tempo de processamento
obtido pelo LIBSVM, ambos utilizando um kernel Gaussiano comσ = 1.0. A base “Adult”
foi usada, comν = 0.1

Modelo Método integração 1 proc 2 procs 4 procs 8 procs

Sistema gradiente
Runge-Kutta 7h38m 1h59m 1h14m 0h46m

Euler-BB 1h24m 0h47m 0h20m 0h10m
LIBSVM – 2h04m – – –

SVM, é mostrada na figura 5.11-(a). Observe que, quando 1 processador é utilizado, o valor

da aceleração é menor que 0.5, pois o tempo de processamento da implementação serial do

sistema gradiente (5.26), mostrado na tabela 5.7, é mais elevado do que o tempo de pro-

cessamento obtido pelo LIBSVM. Quando 2, 4 e 8 processadores são usados, os valores

da aceleração obtidos mostram que a paralelização proporcionou considerável melhora no

desempenho, porém estes valores estão muito abaixo dos valores ideais, que são os da ace-

leração linear.

A curva de eficiência do sistema gradiente (5.26) em relação ao LIBSVM é mostrada na

figura 5.11-(b). Observe que o valor da eficiência, quando 2 processadores são utilizados,

é de 52%, e para 8 processadores é de 37%, o que indica que uma fração considerável do
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tempo total de processamento, é despendida em tarefas de sincronização e comunicação de

processos.
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Figura 5.11: Curvas de desempenho do sistema gradiente (5.26) para treinamento deν-
SVMs, resolvido em paralelo através do método de Runge-Kuttade segunda ordem, em
relação ao LIBSVM - (a) Curva de aceleração obtida pela paralelização do sistema gradiente
(5.26), e a aceleração ideal (linear); (b) Curva de eficiência

Os dados de aceleração e eficiência, para este exemplo, mostram que, apesar da para-

lelização ter proporcionado uma melhora significativa no desempenho do sistema, o tempo

despendido em tarefas de sincronização e comunicação de processos precisa ser reduzido, o

que proporcionará um aumento nos valores da aceleração e da eficiência obtidos pela para-

lelização do sistema gradiente (5.26).

No caso da paralelização do sistema gradiente (5.26), utilizando o método de Euler com

controle de passo pela fórmula de Barzilai-Borwein, foram obtidos valores de aceleração

acima dos valores ideais. Este fenômeno é conhecido comoaceleração superlinear, e fre-

qüentemente ocorre quando características do hardware utilizado colocam o algoritmo serial

em desvantagem em relação ao algoritmo paralelo [98]. Um exemplo é quando o volume

de dados de um problema é muito grande para ser armazenado na memóriacache1 de um

único processador, mas quando os dados são particionados e distribuídos entre vários pro-

cessadores, cada partição é suficientemente pequena para ser armazenada na memória cache

de cada unidade de processamento [98], o que proporciona umamelhora significativa no

desempenho do algoritmo paralelo. A curva de aceleração é mostrada na figura 5.12.

1Memória de alta velocidade, usada para armazenar cópias dosdados das áreas da memória principal aces-
sadas com mais freqüência
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Figura 5.12: Curva de aceleração obtida pelo sistema gradiente (5.26), resolvido utilizando
o método de Euler com controle de passo pela fórmula de Barzilai-Borwein (Euler-BB), em
relação à formulação serial do sistema gradiente (5.26) resolvido pelo método de Euler-BB,
mostrando aceleração superlinear

Outras propostas de algoritmos paralelos para treinamentode SVMs estão disponíveis

na literatura. Um algoritmo foi proposto por Zanghirati e Zanni [99] que, de acordo com

os próprios autores, é “efetivo no caso de support vector machines Gaussianos”, enquanto

que o sistema gradiente (5.26) acomoda qualquer kernel de Mercer. O algoritmo proposto

por De Leone [100] foi desenvolvido para resolver problemasde programação quadrática

com uma única restrição de igualdade e restrições em caixa nas variáveis de decisão, o que

o torna inadequado para o treinamento deν-SVMs e para resolver o problema primal (5.2).

O algoritmo proposto por Dong et al. [101] também foi desenvolvido para resolver a mesma

classe de problemas de programação quadrática, com uma única restrição de igualdade e

restrições em caixa nas variáveis de decisão. Além disso, estes algoritmos, apesar de par-

alelizáveis, não são adequados para implementação atravésde circuitos, ao contrário dos

sistemas gradientes (5.26) e (5.8)–(5.9). Além disso, os sistemas (5.26) e (5.8)–(5.9) tam-

bém são adequados para a resolução de problemas gerais de programação quadrática com

restrições lineares.

5.6 Least-Squares Support Vector Machines (LS-SVM)

O modelo LS-SVM é uma modificação da formulação original (5.2) do SVM, em que

as restrições de desigualdade são substituídas por restrições de igualdade. O LS-SVM é
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formulado pelo seguinte problema de programação quadrática [78]

minimizarξls(u, e, c) =
1

2
uTu + b

1

2

n
∑

i=1

e2i (5.45)

sujeito auTφ(zAi
) + c = 1 − ei, yi = +1

uTφ(zBi
) + c = −1 + ei yi = −1

O problema dual de (5.45) é dado pelo seguinte sistema de equações lineares, também

conhecido como sistema linear KKT [78]:





0 yT

y Q + b−1 I









c

α



 =





0

1



 , (5.46)

sendo queQ é uma matriz simétrica, cujos componentes são dados porqij = yiyjK(zi, zj),

sendoK definida por um kernel de MercerK(z, zj) = φT (z)φ(zj). Segue que a função de

kernelK é definida positiva e, conseqüentemente,Q também o é.

No modelo LS-SVM, o problema de obter a superfície de separação das classes equivale

a resolver o sistema de equações lineares (5.46), que está naforma (3.54). Observe que,

comob > 0, y 6= 0 e Q é definida positiva, então a matriz de coeficientes do sistemaKKT

(5.46) é não-singular e, conseqüentemente, a solução é única.

O sistema (5.46) pode ser resolvido pelo sistema gradiente (3.54), e o teorema 5.1 garante

que as trajetórias do sistema gradiente (3.54) convergem emtempo finito para a solução

do sistema de equações lineares (5.46). A seguir, apresentamos um exemplo numérico da

utilização do sistema gradiente (3.54) para resolver o sistema KKT (5.46).

Exemplo numérico

Consideremos novamente a base de dados Iris, do UCI Repository of Machine Learning

[91]. Utilizamos a primeira e a segunda classes da base Iris,que são linearmente separáveis.

A segunda e a terceira classes foram utilizadas para teste.

Neste exemplo, o sistema linear possui 101 equações e 101 incógnitas, e o sistema (3.54)

possui 101 equações diferenciais. O parâmetro de regularização usado éb = 10. O kernel

utilizado neste exemplo é o kernel Gaussiano, dado em (5.43). Como este kernel é de Mercer,

então a matrizQ é definida positiva [78, 84]. A superfície que separa as classes é definida

128



em função do kernel utilizado, e é dada por:

ψ(z) =
N
∑

i=1

αiyiK(z, zi) + c. (5.47)

As condições iniciais foram escolhidas arbitrariamente naorigem e utilizamos o kernel

gaussiano comσ2 = 1.0. A matriz de aprendizado do sistema (3.54) éM = 10I. Algumas

trajetórias resultantes são exibidas na figura 5.13, mostrando a convergência para a solução

do sistema de equações lineares (5.46).
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Figura 5.13: Algumas trajetórias, arbitrariamente escolhidas, do sistema gradiente (3.54)
para o exemplo Iris, mostrando a convergência em tempo finitopara a solução do sistema de
equações lineares (5.46)

As curvas de nível da superfície separadora (5.47) para a fase de treinamento do LS-SVM

através do sistema gradiente (3.54), são mostradas na figura5.14-(a). O conjunto de treina-

mento é separável e a discriminação das classes foi feita semerros. Na figura 5.14-(b), são

exibidas as curvas de nível da superfície separadora (5.47)com a segunda e terceira classes,

que não são linearmente separáveis. Neste caso, a separaçãoapresenta 5 classificações in-

corretas.
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Figura 5.14: LS-SVM (a) Curvas de nível da superfície separadora, obtida pelo sistema
gradiente (3.54), mostrando a fase de treinamento do LS-SVMutilizando duas classes lin-
earmente separáveis do Iris. A classificação foi feita sem erros de treinamento; (b) Curvas
de nível da superfície separadora, com o conjunto de teste, utilizando duas classes não-
separáveis linearmente do Iris, sendo que uma delas não foi apresentada no treinamento. A
separação apresenta 5 classificações incorretas.

Síntese do capítulo

Neste capítulo o treinamento de SVMs e LS-SVMs através de sistemas gradientes não-

suaves é abordado. Três formulações distintas de support vector machines são consideradas;

para cada formulação um sistema gradiente é proposto.

A análise de convergência para os sistemas gradientes para treinamento do C-SVM eν-

SVM é feita utilizando a forma Persidskii destes sistemas e oteorema geral 3.2, para sistemas

Persidskii. Estes sistemas são implementados em computadores paralelos, proporcionando

uma redução no tempo de treinamento, e tornando estes sistemas competitivos com outros

algoritmos para o treinamento do C-SVM eν-SVM.

Para o treinamento de LS-SVMs, que são modelados através de um sistema de equa-

ções lineares, cuja matriz de coeficientes é quadrada e não-singular para um kernel definido

positivo, é utilizado o sistema gradiente (3.54).

No próximo capítulo, apresentamos a aplicação de sistemas gradientes para resolver o

problema de restauração de imagens.
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Capítulo 6

Restauração de imagens utilizando

sistemas gradientes

A restauração de imagens é um problema de inversão, que tem como objetivo obter uma

estimativa da imagem original, sem degradações, a partir deuma versão degradada por algum

tipo de distorção, como embaçamento e ruído.

O problema de restauração de imagens é formulado matematicamente por um problema

de otimização, cuja função objetivo mede o nível de degradação a que a imagem foi sub-

metida, e restaurar uma imagem distorcida equivale a minimizar a medida de degradação.

Em muitas situações práticas, as degradações em uma imagem podem ser descritas por mo-

delos lineares [102]. Neste caso, minimizar a medida de degradação da imagem equivale

a resolver um sistema de equações lineares mal-condicionado e usualmente de dimensões

elevadas.

Diversas técnicas estão disponíveis para restaurar imagens degradadas, e os métodos ite-

rativos, que incluem as redes neurais, apresentam diversasvantagens. A idéia ao utilizar

redes neurais é tirar proveito da capacidade de processamento paralelo e da possibilidade

de implementação através de hardware de baixo custo. Além disso, as redes neurais pos-

suem capacidade de adaptar-se efetivamente à natureza do problema, e não necessitam do

conhecimento prévio da distribuição dos dados a serem estimados [103].

O modelo de rede neural mais adequado para otimizar funções éa rede de Hopfield [9]

e suas modificações, que servem como base para a maioria dos algoritmos de restauração

de imagens baseados em redes neurais. O desenvolvimento de algoritmos para restauração
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de imagens, baseados em redes de Hopfield modificadas teve início com o trabalho de Zhou

et al. [104], que apresentaram dois algoritmos para restaurar imagens degradadas. O pro-

cesso de restauração através dos algoritmos propostos em [104] consiste de dois estágios: no

primeiro, os parâmetros da rede são estimados, e no segundo aimagem é restaurada iterati-

vamente utilizando os algoritmos propostos.

Paik e Katsaggelos [105] utilizaram a rede de Hopfield para desenvolver diversos al-

goritmos para restauração de imagens, com diferentes métodos de atualização dos estados

da rede. Figueiredo e Leitão [106] desenvolveram implementações de algoritmos iterativos

para restauração de imagens, adequados para implementaçãoem ambientes paralelos e dis-

tribuídos, baseados em redes de Hopfield modificadas. Perry eGuan [107] propuseram dois

esquemas de particionamento de imagens e desenvolveram redes de Hopfield modificadas,

baseadas nos esquemas de particionamento propostos, para processamento em tempo real,

tirando proveito do paralelismo inerente a estas redes.

Mais recentemente, Sun [108, 109] utilizou uma rede de Hopfield para restaurar ima-

gens utilizando os critérios de atualização dos neurônios da rede apresentados em [110], que

são conhecidos como critérios EHE1, e tem por finalidade selecionar, em cada iteração, o

neurônios da rede que serão atualizados. Zenari e Achour [111] propuseram dois algoritmos

baseados em uma uma modificação da rede de Hopfield para resolver o problema de restau-

ração de imagens. Wu et al. [112], considerando imagens distorcidas, porém livres de ruído,

desenvolveram um algoritmo seqüencial para restauração deimagens baseado em uma rede

de Hopfield modificada, utilizando o método de determinação do passo do algoritmo pro-

posto por Perry [113], e a regra de atualização de estados da rede proposta em [114], que é

uma modificação da regra de atualização de Paik e Katsaggelos[105].

A técnica defusão de imagensconsiste em realçar dados úteis em imagens através de

técnicas de fusão de dados [49]. O problema de fusão de dados consiste na integração de

medidas de dados obtidas por diferentes sensores em diferentes instantes, quando a infor-

mação sobre os dados originais não está disponível ou possuiincertezas, e é formulado atra-

vés de um problema de programação quadrática com restriçõeslineares [115]. Xia e Wang

[49] aplicaram a técnica de fusão de imagens para restaurar uma imagem corrompida por

ruído, utilizando uma rede neural recorrente desenvolvidapara resolver problemas gerais de

programação convexa com restrições lineares.

1sigla deeliminating highest error
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Um segmento de grande importância é a reconstrução de imagens a partir de projeções.

Este tipo de aplicação está presente em muitos campos da ciência, como imagens geradas por

tomografia computadorizada, raios-X e ultrasonografia [116]. Uma rede neural, baseada no

modelo de Hopfield, aplicável ao problema de reconstrução deimagens a partir de projeções

foi apresentada por Cichocki et al. [117]. Gopal e Hebert [118] utilizaram uma rede de

Hopfield para restaurar imagens produzidas por um tomógrafo.

Consideramos neste trabalho apenas imagens degradadas por distorções lineares e uti-

lizamos o sistema gradiente (3.54), na página 58, para resolver o problema de restauração de

imagens. A principal característica do sistema gradiente (3.54), é que este sistema determina

uma solução em normaL1 mínima do sistema de equações lineares que modela o problema

de restauração, que é menos sensível a ruídos, enquanto que amaioria dos algoritmos itera-

tivos para restauração de imagens determina uma solução de mínimos quadrados.

Sob a perspectiva de redes neurais, o sistema gradiente (3.54) é um modelo de uma rede

neural com função de ativação descontínua, e é uma alternativa viável à formulação baseada

em redes de Hopfield, comumente adotada na literatura. Cada equação do sistema gradiente

representa um neurônio da rede, e todos os neurônios são atualizados simultaneamente em

cada iteração.

6.1 Tipos de degradação das imagens

Uma imagem é formada pela propagação de energia luminosa a partir de um objeto, que

passa por um sistema de formação ou aquisição de imagens, como as lentes de uma câmera

ou o próprio olho humano, construindo assim uma imagem do objeto original; um esquema

deste processo é mostrado na figura 6.1.

������������ ������������

Sistema de formação
da imagem

Objeto Imagem

Figura 6.1: Diagrama ilustrando esquematicamente o processo de formação de uma imagem
a partir de um objeto

Imagens digitais em tons de cinza são armazenadas sob a formade matrizes, em que

cada componente representa a intensidade do tom de cinza na posição correspondente. As
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intensidades dos tons de cinza variam de 0 (mais escuro) até 255 (mais claro). Na figura 6.2,

é mostrada uma imagem de tamanho10 × 10 e sua representação matricial.

255 255 255 255 255 255 255 255 255 255

255 255 255 255 255 255 255 255 255 255

255 000 000 000 000 000 000 000 000 255

255 000 255 255 255 255 255 255 000 255

255 000 255 255 255 255 255 255 000 255

255 000 255 255 255 255 255 255 000 255

255 000 255 255 255 255 255 255 000 255

255 000 000 000 000 000 000 000 000 255

255 255 255 255 255 255 255 255 255 255

255 255 255 255 255 255 255 255 255 255

(a) (b)

Figura 6.2: Representação de uma imagem digital: (a) Imagem de 10 × 10 pixels mostrada
em um grid; (b) Matriz de tons de cinza correspondente à imagem, os componentes com
valor 255, que são os tons mais claros, compõem o fundo da imagem e os componentes com
valor 000 compõem as linhas pretas que formam o retângulo.

As degradações que ocorrem na imagem gerada são introduzidas pelo sistema de for-

mação de imagens e/ou por fatores do ambiente em que é feita a aquisição da imagem, como

variações de temperatura. As formas mais comuns de degradação são resolução finita dos

sensores utilizados na aquisição da imagem, embaçamento devido ao movimento do sensor

ou do alvo no momento da aquisição, refração e embaçamento provocado por problemas de

foco [106]. As distorções em imagens podem ser classificadasem duas categorias [119]:

• Variantes no espaço — a distorção sofrida depende da região da imagem. Este tipo de

distorção ocorre por problemas no sistema de aquisição ou por fatores externos;

• Invariantes no espaço — a distorção é a mesma em toda a imagem.Este tipo de

distorção pode ser devido, por exemplo, a problemas de foco ou movimento da câmera.

Neste trabalho, consideramos distorções invariantes no espaço e lineares, pois os modelos

matemáticos são consideravelmente simplificados, sendo adequados à aplicação das técnicas

descritas nos capítulos anteriores e muitas distorções não-lineares podem ser aproximadas

por distorções lineares e invariantes no espaço.

As distorções lineares são descritas matematicamente por uma classe de funções bidi-

mensionais conhecida comofunção de espalhamento de ponto(PSF2). Esta denominação é

devida ao fato que todo sistema ótico provoca algum grau de espalhamento (embaçamento)

2da denominação em inglêspoint spread function
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em cada ponto de luz que o atravessa. O grau de espalhamento provocado determina a qua-

lidade do sistema ótico utilizado [120].

O efeito da aplicação uma determinada PSF em uma imagem variacom o tipo e com a

ordem da PSF. Quanto maior a ordem mais visível é o efeito da PSF quando aplicada a uma

imagem. Quanto ao tipo, a PSF é selecionada de forma a produzir um tipo de degradação

como, por exemplo, embaçamento da imagem original. A figura 6.3 mostra a imagem

degradada através da PSF de dimensão5 × 5, dada em (6.1), quando aplicada à imagem

original.

PSF =























0.1 0.0 0.1 0.0 0.1

0.0 0.1 0.0 0.1 0.0

0.1 0.0 0.1 0.0 0.1

0.0 0.1 0.0 0.1 0.0

0.1 0.0 0.1 0.0 0.1























(6.1)

O efeito provocado pela aplicação da PSF em (6.1) à imagem original é um exemplo

de uma distorção invariante no espaço, pois provoca um embaçamento uniforme em toda a

imagem, como pode ser visto na figura 6.3. A PSF é aplicada em cada ponto da imagem,

e atua nos pontos vizinhos ao ponto central de aplicação, provocando o efeito de embaça-

mento, mostrado na figura 6.3. Quanto maior a dimensão da PSF,mais visível é a distorção

produzida, pois uma PSF de dimensão maior atua em um número maior de pontos em torno

do ponto em que é aplicada.

Como não existem sistemas de formação de imagens perfeitos, toda imagem formada por

um sistema de formação de imagens é uma versão degradada da imagem original do objeto;

o processo de restauração de imagens tem como objetivo obteruma estimativa da imagem

original, livre de degradações. Na prática, devido à imperfeição dos instrumentos óticos, o

que se considera como imagem original é, de fato, uma imagem tomada como de referência,

que possui um nível de degradação suficientemente baixo que permite que seja considerada

isenta de degradações.
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Imagem original Imagem degradada

Figura 6.3: Imagem degradada por embaçamento, provocado pela aplicação da PSF dada em
(6.1) sobre a imagem original

6.2 Modelo matemático de degradação

Considere uma imagem degradada bidimensionalM × N , representada porg(x, y). Se

x ≤ 3, esta notação indica que cadag(x, y) é componente da seguinte matriz:

g(x, y) =











g(1, 1) g(1, 2) g(1, 3)

g(2, 1) g(2, 2) g(2, 3)

g(3, 1) g(3, 2) g(3, 3)











.

Sejaf̂(x, y) a imagem original de ordemM×N . O modelo matemático de degradação é

dado pela convolução da imagem original com a PSF, mais um ruído aditivo, cuja formulação

discreta para distorções lineares e invariantes no espaço édada por

g(x, y) =
M−1
∑

ξ=0

N−1
∑

η=0

h(x− ξ, y − η)f̂(ξ, η) + n(x, y), (6.2)

em queh(x− ξ, y − η) é a PSF,n(x, y) é o ruído,x = 0, . . . ,M − 1 ey = 0, . . . , N − 1.

Organizando lexicograficamente as imagens, que consiste emempilhar as linhas deg(x, y)

e f̂(x, y) em vetoresg e f̂ , respectivamente, o modelo de degradação é dado por:

g = Hf̂ + n, (6.3)
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sendo queg ∈ R
MN , f̂ ∈ R

MN , n ∈ R
MN é o vetor de ruído eH ∈ R

MN×MN é a matriz

de degradação, formada por um arranjo dos elementos da PSF, de tal maneira que o produto

Hf̂ executa a convolução discreta entre a PSF e a imagem originalf̂(x, y).

A PSF normalmente é um filtro passa-baixa [119], cujos elementos são estimativas da

PSF do sistema que obteve a imagem ou que provocou a degradação. O ruído, representado

pelo vetorn, é considerado estático e distribuído uniformemente em toda a área da imagem.

Considerando uma PSF quadradaP × P , comP << min(M,N), para distorções invarian-

tes no espaço, a matrizH toma a forma de uma matriz bloco-Toeplitz [119]. Uma matriz

quadradāH é Toeplitz, se o seu(i, j)-ésimo elemento é dado porh̄i−j, isto é

H̄ =























h̄0 h̄−1 . . . h̄2−n h̄1−n

h̄1 h̄0 h̄−1 . . . h̄2−n

... h̄1 h̄0
. ..

...

h̄n−2
...

. . . . .. h̄−1

h̄n−1 h̄n−2 · · · h̄1 h̄0























. (6.4)

Uma matrizH é dita bloco-Toeplitz, se é uma matriz de blocos, tal que o(i, j)-ésimo

bloco deH é uma matriz Toeplitz dada porHi−j. Um exemplo de uma matriz bloco-Toeplitz

é dado em (6.5).

H =

















H0 H−1 H−2 H−3

H1 H0 H−1 H−2

H2 H1 H0 H−1

H3 H2 H1 H0

















. (6.5)

Observe que, a matriz Toeplitz em (6.4) é completamente determinada apenas pela sua

primeira linha e pela sua primeira coluna. Por outro lado, a matriz bloco-Toeplitz em (6.5) é

completamente determinada apenas pelo seu primeiro bloco-linha e pelo seu primeiro bloco-

coluna. Como cada blocoHk, k = i − j, é Toeplitz, conseqüentemente, a matriz bloco-

Toeplitz em (6.5) é completamente determinada apenas peloscomponentes da sua primeira

linha e da sua primeira coluna. Este fato possibilita a minimização da quantidade de memória

necessária para processar matrizes bloco-Toeplitz, já queapenas a primeira linha e a primeira

coluna precisam ser armazenadas.

Caso a PSF não seja conhecida a priori, a estimativa da PSF é feita a partir do conheci-
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mento prévio do tipo de degradação a que a imagem original é submetida, o que significa

que quanto mais exato for o conhecimento dos processos que degradam a imagem original,

melhor será o resultado produzido pela técnica de restauração utilizada.

Como as imagens são formadas a partir de energia luminosa, a representação matemática

precisa satisfazer às seguintes restrições de não-negatividade [121]:

f̂ ≥ 0 (6.6)

g ≥ 0 (6.7)

hij ≥ 0 (6.8)

em quehi,j são os componentes da matriz bloco-ToeplitzH.

O problema de restaurar imagens degradadas por ruído ou outras formas de degradação,

como por exemplo embaçamento provocado pelo movimento da câmera ou do alvo no mo-

mento da aquisição, pode ser modelado como um problema de otimização [120], que em

geral possui dimensões elevadas.

6.3 Medida de degradação

Uma das dificuldades em resolver o problema de restauração deimagens é o mal-condi-

cionamento da matrizH [121]. Miller [122] propôs métodos baseados em mínimos quadra-

dos para a resolução de uma classe problemas mal-condicionados, e que aplica-se ao pro-

blema de restauração de imagens. O problema em que estamos interessados é dado como

segue [122]: encontrar um vetorf que satisfaz:

‖g − Hf‖ ≤ ε (6.9)

‖Df‖ ≤ e (6.10)

sendo que, no contexto de restauração de imagens,ε > 0 é uma estimativa da norma do

vetor de ruídos [123],e > 0 é uma constante conhecida eD é um operador de suavização da

imagem.

De acordo com Miller [122], resolver (6.9)-(6.10) equivalea resolver o seguinte problema
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programação quadrática sem restrições

minimizarF (f) =
1

2
(‖g − Hf‖2 + λ‖Df‖2). (6.11)

Este procedimento também é conhecido comoregularização de Tikhonov[124]. No

problema de restauração de imagens, a função objetivoF do problema (6.11), fornece uma

medida da degradação a que a imagem é submetida [119]. Neste contextof é uma estimativa

da imagem original̂f , λ > 0 é um parâmetro constante eD é um operador de suavização da

imagem.

A escolha do parâmetroλ interfere diretamente na estimativa finalf . Seλ for muito

pequeno a imagem restaurada apresentará maior nitidez, porém estará muito distorcida por

ruído. Por outro lado, seλ for muito grande, a atenuação do ruído será mais eficiente, porém

a imagem restaurada perderá nitidez e apresentará um grau deembaçamento maior.

Observe que, de acordo com a equação (6.3), o termo‖g−Hf‖2 é o quadrado da norma

euclideana do vetor de ruídosn. Portanto, o problema de minimizar a função quadrática em

(6.11), envolve a minimização do sinal de ruído introduzidona imagem, dado pelo primeiro

termo desta função. O segundo termo é de regularização, e ajuda a reduzir os efeitos do mal

condicionamento da matrizH.

Expressando a funçãoF na forma padrão de mínimos quadrados, o problema (6.11) pode

ser escrito na forma [105]:

minimizarF (f) =
1

2
(fTAf − bT f), (6.12)

em queA = HTH + λDTD eb = HTg.

Observe que∇F (f) = Af − b, e que o mínimo deF em (6.12) ocorre quandof é

solução do seguinte sistema de equações lineares:

Af = b. (6.13)

Logo, resolver o problema de otimização (6.12) equivale a resolver o sistema de equações

lineares (6.13). Observe que comoλ é uma constante positiva, seD for não-singular, então

a matrizA também é não-singular, satisfazendo as condições do teorema 3.6. Portanto, o

sistema de equações lineares (6.13), pode ser resolvido pelo sistema gradiente (3.54). Além
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disso, a matrizA em (6.12) é mais bem condicionada do queH ou HTH, desde que a

matriz D seja escolhida adequadamente [123], e é mais adequada aos métodos iterativos

para restauração de imagens.

6.4 Restauração através da solução em normaL1 do sis-

tema de equações lineares

A solução em normaL1 do sistema de equações lineares (6.13) apresenta diversas van-

tagens em relação à solução de mínimos quadrados, como menorsensibilidade a ruídos e

outliers [52], pois quando a normaL2 é usada, dados contaminados com ruído são elevados

ao quadrado, contribuindo mais para o erro total (quadrático), o que não acontece com a

solução em normaL1. Adicionalmente, a solução em normaL1 é a mais indicada quando a

distribuição do ruído é pouco conhecida [125].

Diferentemente da maioria dos algoritmos iterativos para restauração de imagens, que

determinam uma solução de mínimos quadrados do sistema de equações lineares (6.13),

optamos pela resolução utilizando o sistema gradiente (3.54), que determina uma solução

em normaL1 mínima do sistema de equações lineares (6.13).

Como o vetorf tem que satisfazer a restrição de sinal (6.6), precisamos encontrar uma

solução não-negativa de norma mínima para o sistema (6.13).Como no problema de restau-

ração de imagens a matrizA, definida em (6.12), é simétrica, então o sistema gradiente

(3.54) toma a forma:

ḟ = −A sgn(Af − b), (6.14)

sendo que os vetoresf eb são definidos em (6.12).

A restrição de sinal (6.6) é implementada limitando a saída do integrador entre um limite

mínimo lb e um máximoub. Em processamento de imagens estes limites sãolb = 0 e

ub = 255, que é o intervalo dos valores da intensidade de tons de cinzaem cada ponto da

imagem.

A limitação da saída do integrador é feita através de um operador que: i) se o valor da

saída do integrador está entre os limiteslb e ub, então a saída é o próprio valor computado

pelo algoritmo de integração; ii) caso o valor da saída do integrador seja menor que o limite

inferior ou maior que o limite superior, o valor da saída é fixado no limite inferior ou no
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limite superior, respectivamente [117]. Através desta abordagem, a restrição (6.6) não é

violada durante o processo de otimização, e a implementaçãodesta limitação pode ser feita

através do operador de projeção utilizado em Xia e Wang [126]:

P (x) =



























lb, sex < lb

x, sex ∈ [lb, ub]

ub, sex > ub

(6.15)

6.5 Implementação do sistema de equações lineares para

restauração de imagens

Os problemas de otimização que modelam o processo de restauração de imagens nor-

malmente apresentam dimensões elevadas. Para ilustrar este fato, considere uma imagem

degradadag(x, y) e sua estimativa sem degradaçãof(x, y), ambas de 512 por 512 pontos.

Neste caso, a dimensão dos vetoresg e f é 5122, e a matriz de degradaçãoH tem dimensão

5122 × 5122, isto é, a matrizH possui aproximadamente68.7 × 109 elementos. Isto sig-

nifica que a matriz de coeficientesA do sistema de equações lineares (6.13) também possui

aproximadamente68.7 × 109 elementos.

Este dado demonstra que a restauração de imagens é um problema que exige muito poder

computacional, e o desenvolvimento de algoritmos paralelos para abordar este tipo de pro-

blema é de fundamental importância. O sistema gradiente (6.14) oferece uma alternativa

bastante promissora neste sentido, pois além de sua estrutura simples, este sistema também

é facilmente paralelizável.

O sistema gradiente (6.14) pode ser resolvido através de algoritmos de integração nu-

mérica. Para viabilizar a utilização de algoritmos de integração com passo adaptativo, do

mesmo modo que no capítulo 3, utilizamos a técnica da camada limite para aproximar o

termo descontínuo do sistema gradiente (6.14) por uma função contínua em uma vizinhança

da superfície de descontinuidade, dada por{x : Ax = b}. Dois algoritmos de integração

foram utilizados para resolver o sistema gradiente: os métodos de Runge-Kutta e de Euler.
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Método de Runge-Kutta de segunda ordem

O método Runge-Kutta de segunda ordem é um método de dois estágios, exigindo duas

avaliações do segundo membro dos sistema de EDOs. Utilizamos este método com os co-

eficientes obtidos em [65], juntamente com o algoritmo de controle de passo via PID [66],

obtendo resultados com precisão satisfatória.

O pseudo-código do método de Runge-Kutta de segunda ordem é dado no algoritmo 3.3,

e os coeficientes de Cash-Karp são dados sob a forma de tableau em (3.61), ambos na página

64. A atualização do passo de integração é feita pela fórmula(3.62), com os parâmetros

sugeridos em [66], dados em (5.42), na página 114.

Método de Euler com passo adaptativo

O método de Euler com controle de passo através da fórmula de Barzilai-Borwein [59]

(Euler-BB), descrito na seção 3.9.1, é mais adequado à resolução de problemas de grande

porte, pois exige apenas uma avaliação do segundo membro do sistema gradiente (6.14)

em cada iteração. O custo computacional do cálculo do passo ébaixo, pois exige apenas a

determinação de dois produtos internos e duas operações de subtração de vetores, que podem

ser feitos em paralelo.

Em termos de utilização de memória, no problema de processamento de imagens, consi-

derando uma imagem de dimensãoM ×N , e a utilização da precisão dupla nos cálculos, a

quantidade adicional de memória utilizada é16MN bytes. Para uma imagem de dimensão

512 × 512 pontos, a requisição adicional de memória é de apenas 4 megabytes, que é uma

quantidade significativamente pequena.

O desempenho do sistema gradiente (6.14) é comparado com o desempenho do método

dos gradientes conjugados, descrito a seguir.

Método dos gradientes conjugados

O método dos gradientes conjugados, proposto por Hestenes eStiefel [127], é um dos

métodos mais eficientes para a resolução de sistemas de equações lineares. Este método

apresenta como principais atrativos o baixo custo computacional, e a alta taxa de convergên-

cia [128], sendo adequado à resolução de sistemas de equações lineares de grande porte.

O método dos gradientes conjugados é freqüentemente utilizado para resolver sistemas de
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Algoritmo 6.1 Método dos gradientes conjugados para a resolução de sistemas de equações
lineares
f0 = condição inicial
r0 = Af0 − b (resíduo inicial)
s0 = r0 (direção inicial de busca)
Para k = 0, 1, 2, . . .

αk = rT
k rk/s

T
k Ask (calcula o passo do algoritmo)

fk+1 = fk + αksk (atualiza solução)
rk+1 = rk − αkAsk (calcula novo resíduo)
βk+1 = rT

k+1rk+1/r
T
k rk

sk+1 = rk+1 + βk+1sk (calcula nova direção de busca)
rk = rk+1; sk = sk+1 (atualiza variáveis antigas)
k = k + 1 (atualiza número da iteração)

Fim

equações lineares decorrentes de problemas processamentode imagens e sinais [129–133],

que são mal-condicionados e, em geral, apresentam dimensões elevadas.

O método dos gradientes conjugados original, como propostopor Hestenes e Stiefel, é

descrito no algoritmo 6.1. Em cada iteração do método dos gradientes conjugados, é deter-

minada uma nova direção de buscask+1 que satisfaz:

(i) sk+1 é não-ortogonal ao vetor de resíduos computado nak-ésima iteração, isto é,

sT
k+1rk 6= 0;

(ii) sk+1 éA-conjugada, isto é,sT
i Ask+1 = 0, sendo quei = 1, . . . , k.

O parâmetroαk, garante que a condição (i) é satisfeita. Por outro lado, o parâmetro

βk, garante que a nova direção de buscask+1 é A-conjugada, satisfazendo a condição (ii).

Os parâmetrosαk eβk+1, também garantem que os resíduos determinados pelo método dos

gradientes conjugados, apósk − 1 passos, são mutuamente ortogonais [128, Teo. 10.2.3].

Quando a matriz de coeficientesA do sistema de equações lineares (6.13) é mal-condi-

cionada, a taxa de convergência do método dos gradientes conjugados é severamente re-

duzida. Com o objetivo de aumentar a taxa de convergência, o algoritmo é implementado uti-

lizando um pré-condicionador. O pré-condicionador é uma matriz não-singularC, definida

de tal maneira que as propriedades espectrais da matrizC−1A sejam melhores que as da

matrizA. Neste caso, ao invés do sistema (6.13), o método dos gradientes conjugados é apli-

cado aC−1Af = C−1b. O método dos gradientes conjugados com pré-condicionamento é

descrito no algoritmo 6.2.
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Algoritmo 6.2 Método dos gradientes conjugados para a resolução de sistemas de equações
lineares pré-condicionado por uma matriz definida-positivaC

f0 = condição inicial
r0 = Af0 − b (resíduo inicial)
z0 = C−1r0

s0 = z0 (direção de busca inicial)
Para k = 0, 1, 2, . . .

αk = rT
k zk/s

T
k Ask (calcula passo do algoritmo)

rk+1 = rk − αkAsk (calcula novo resíduo)
zk+1 = C−1rk+1

βk+1 = rT
k+1zk+1/r

T
k zk

sk+1 = zk+1 + βk+1sk (calcula nova direção de busca)
fk+1 = fk + αksk+1 (atualiza solução)
rk = rk+1; sk = sk+1; fk+1 = fk; zk = zk+1 (atualiza variáveis antigas)
k = k + 1 (incrementa o número da iteração)

Fim

No problema de restauração de imagens, a matriz de coeficientesA do sistema de equa-

ções lineares (6.13), é mal-condicionada. Esta matriz é formada a partir da aplicação da

regularização de Tikhonov ao sistema bloco-Toeplitz (6.3), em que o produto da matriz mal-

condicionadaH pelo vetorf , executa a convolução da PSF com a imagem original. Para

problemas envolvendo matrizes Toeplitz, o pré-condicionador circulante é o mais adequado

[133]. Para maiores detalhes sobre a aplicação do método dosgradientes conjugados para

sistemas Toeplitz, ver por exemplo [134].

Uma matrizC̄ de dimensãon × n é dita circulante, se é Toeplitz e sec̄k = cn−k, k =

0, . . . , n− 1. Um exemplo de uma matriz circulantēC de ordem4 × 4 é dado em (6.16).

C̄ =

















c̄0 c̄3 c̄2 c̄1

c̄1 c̄0 c̄3 c̄2

c̄2 c̄1 c̄0 c̄3

c̄3 c̄2 c̄1 c̄0

















(6.16)

As matrizes circulantes são diagonalizadas pela matriz de FourierF [134], neste caso, a

matrizC̄ pode ser escrita como:

C̄ = FHΛF,

em que a matrizΛ é diagonal, formada pelos autovalores da matrizC̄, eFH é a transposta

hermitiana da matriz de FourierF. Como a matriz de FourierF é unitária, entãoFH = F−1.
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Conseqüentemente, a inversa dos pré-condicionadores circulantes pode ser obtida uti-

lizando a transformada rápida de Fourier (FFT3). O primeiro pré-condicionador circulante

para matrizes Toeplitz foi proposto por Strang [135]. Este pré-condicionador foi posterior-

mente estendido para matrizes quadradas quaisquer por Chan et al. [136]. O pré-condi-

cionamento de matrizes bloco-Toeplitz e da matrizA, resultante da regularização de Tikho-

nov, foi abordado, por exemplo, em [131] e [137].

Construção do pré-condicionador: observe que o sistema de equações lineares (6.13) pode

ser fatorado na forma

ÃT (Ãf − b̃) = 0, (6.17)

sendo quẽA := [HT λ1/2DT ]T é uma matriz2MN ×MN , e b̃ := [gT 0]T é um vetor de

dimensão2MN . As matrizesH eD são matrizes bloco-Toeplitz de dimensãoMN ×MN ,

em que cada bloco possui dimensãoN ×N , eλ é o parâmetro de regularização.

Em [137], é descrito um procedimento prático para obter pré-condicionadores circulantes

por blocos para sistemas de equações lineares na forma (6.17), baseado no pré-condicionador

circulante de Chan [138]. O pré-condicionador de Chan é uma aproximação circulanteC de

uma matriz quadradaT, em relação à norma de Frobenius, isto é,

C = argminF(X) = ‖X − T‖F ,

no conjunto de todas as matrizes circulantesX.

QuandoT é uma matriz Toeplitz de dimensãoN × N , o (i, j)-ésimo elemento do pré-

condicionador de Chan [138], é dado por:

ck =











(N − k)tk + ktk−N

N
, se0 ≤ k < N,

cN+k, se0 < −k < N

(6.18)

sendo quek = i− j, e tk é o elemento dak-ésima diagonal da matriz ToeplitzT.

A fórmula (6.18) é utilizada em cada bloco das matrizesH e D em (6.17), resultando

nas matrizesC(1)
H

e C
(1)
D

, em que cada bloco destas matrizes é uma matriz circulante. As

matrizesC(1)
H

eC
(1)
D

são as aproximações de nível 1 paraH eD, respectivamente [137].

Em seguida, cada bloco deC(1)
H

e C
(1)
D

é tratado como um elemento destas matrizes,

3Sigla de Fast Fourier Transform
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então, sob esta perspectiva,C
(1)
H

eC
(1)
D

têm dimensãoM ×M . Aplicando a fórmula (6.18),

obtemos as aproximações de nível 2C
(2)
H

eC
(2)
D

, paraH eD, respectivamente, dadas por:

C
(2)
H

=











(M − k)[C
(1)
H

]k + k[C
(1)
H

]k−M

M
, se0 ≤ k < M,

[C
(2)
H

]M+k, se0 < −k < M

C
(2)
D

=











(M − k)[C
(1)
D

]k + k[C
(1)
D

]k−M

M
, se0 ≤ k < M,

[C
(2)
D

]M+k, se0 < −k < M

sendo que[T]k é o bloco que determina ak-ésima bloco-diagonal da matriz bloco-Toeplitz

T.

As matrizesC(2)
H

e C
(2)
D

são circulantes por blocos, com blocos circulantes. Segundo

Chan e Jin [139, Teorema 3], estas matrizes satisfazem:

C
(2)
H

= (F ⊗ F)HΛH(F ⊗ F) (6.19)

C
(2)
D

= (F ⊗ F)HΛD(F ⊗ F) (6.20)

sendo que o operador⊗ indica o produto de Kronecker, eΛH eΛD são matrizes diagonais

contendo os autovalores deC(2)
H

eC
(2)
D

, respectivamente.

A aproximação de nível 2 para a matrizλ1/2D em (6.17) é dada porλ1/2C
(2)
D

. Segundo

Chan et al. [137], o pré-condicionadorC de nível 2, para o sistema (6.17) satisfaz

CTC = (C
(2)
H

)HC
(2)
H

+ λ(C
(2)
D

)HC
(2)
D
.

Utilizando (6.19) e (6.20), o pré-condicionadorC é definido por [137]:

C = (F ⊗ F)HΦ(F ⊗ F). (6.21)

sendo queΦ := (ΛH
H
ΛH + λΛH

D
ΛD)1/2.

Observe que para construir o pré-condicionadorC em (6.21), apenas os autovalores das

matrizesC(2)
H

eλC(2)
D

, dados pelas matrizes diagonaisΛH eΛD, são necessários.

O pré-condicionador obtido é circulante por blocos, em que cada bloco é uma matriz

circulante. Mostra-se que apenas a primeira coluna dos pré-condicionadoresC(2)
H

eC
(2)
D

são
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necessárias para determinar as matrizes diagonaisΛH eΛD [137]. Denotando por[C(2)
H

]i,1 a

primeira coluna da matrizC(2)
H

, os autovalores da matrizC(2)
H

são determinados calculando-

se a FFT em duas dimensões da primeira coluna desta matriz, isto é

ΛH1 = (F ⊗ F)H [C
(2)
H

]i,1,

sendo que1 = (1, 1, . . . , 1)T ∈ R
MN . Procedimento análogo é utilizado para determinar

a matrizΛD. De posse dos autovalores deC
(2)
H

e C
(2)
D

, dados pelas matrizesΛH e ΛD,

respectivamente, é possível determinar a matriz diagonalΦ, em (6.21).

Note que, em cada iteração do algoritmo 6.2, é efetuado o produto da inversa do pré-

condicionadorC por um vetorr ∈ R
MN . Este produto é feito através da fórmula

C−1r = (F ⊗ F)HΦ−1(F ⊗ F)r,

que exigeO(2MN(log(N) + log(M))) operações, utilizando a FFT em duas dimensões

[137].

6.6 Utilização da esparsidade das matrizes bloco-Toeplitz

A matriz bloco-ToeplitzH associada a uma imagem de dimensão512 × 512 possui

dimensão de5122 × 5122. A quantidade de memória necessária para armazenar esta matriz,

considerando que os dados de precisão dupla, é da ordem de 512gigabytes. Uma matriz

com estas dimensões é muito difícil de ser tratada computacionalmente, e devido a grande

quantidade de memória exigida para o seu armazenamento, a sua criação explícita é inviável.

No entanto, a matrizH possui as seguintes características:

(i) é esparsa;

(ii) é completamente determinada pela PSF utilizada.

Estas duas características permitem resolver de forma eficiente o problema da requisição

de memória, e também da quantidade de operações aritméticasnecessárias para a realização

de cada iteração do algoritmo de integração utilizado.

A matriz bloco-ToeplitzH é gerada a partir da fórmula discreta de convolução da ima-

gem com a PSF, e um procedimento prático para a geração desta matriz é descrito em [121].
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Por este procedimento, a PSF não é centrada na origem, e tem como vantagem gerar ma-

trizes ToeplitzHi triangulares de banda; a matriz bloco-ToeplitzH também é triangular de

banda por blocos. A conseqüência de não considerar a PSF centrada na origem é apenas um

deslocamento na imagemg, dada em (6.3), no valor da dimensão da PSF [121, pg. 218].

Como ilustração, considerando uma PSF de ordem 2 aplicada a uma imagem quadrada

de 3 × 3 pontos, a matriz bloco-Toeplitz correspondente tem dimensão 9 × 9. O número

de blocos não-nulosHi é dado pela dimensão da PSF, e cada um dos blocos é uma matriz

Toeplitz. Neste caso, a matriz bloco-Toeplitz é

H =















































H0 0 0 0 0 0 0 0 0

H1 H0 0 0 0 0 0 0 0

0 H1 H0 0 0 0 0 0 0

0 0 H1 H0 0 0 0 0 0

0 0 0 H1 H0 0 0 0 0

0 0 0 0 H1 H0 0 0 0

0 0 0 0 0 H1 H0 0 0

0 0 0 0 0 0 H1 H0 0

0 0 0 0 0 0 0 H1 H0















































Os primeiros elementos da primeira coluna de cada blocoHi são os elementos dai-ésima

linha da matriz que implementa a PSF, os demais elementos sãonulos. A dimensão de cada

blocoHi é dada pela largura da imagem e oi-ésimo bloco não-nulo da matrizH é

Hi =











hi,1 0 0

hi,2 hi,1 0

0 hi,2 hi,1











(6.22)

sendo quehi,j são os elementos da matriz PSF, também conhecida como máscara da PSF.

Observe que a matrizH é esparsa e os blocosHi também são esparsos. Considerando

uma PSF de dimensão 3 aplicada à uma imagem de dimensão512 × 512 resulta em uma

matriz H triangular de banda por blocos, de ordem5122 × 5122 que possui três bloco-

diagonais não-nulos. Os blocos não-nulosHi que compõem as diagonais deH também são

matrizes triangulares de banda, com três diagonais.
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Devido às dimensões da matrizH e da matrizD, a criação da matrizA em (6.14) é

inviável. No entanto, o vetor de resíduosr pode ser escrito como segue:

r = HT (Hf) + λDT (Df) − HTg.

Utilizando a mesma notação, o sistema gradiente (6.14) podeser escrito como:

ḟ = −HT (Hsgn(r)) − λDT (Dsgn(r)).

A estratégia adotada para realizar os cálculos discriminados acima é resolver primeiro

os produtos entre parênteses, o que permite executar apenasprodutos matriz-vetor. A es-

parsidade das matrizesH e D é explorada a partir da identificação das posições dos blocos

não-nulos. A discussão a seguir é feita para a matrizH, mas também é válida para a matriz

D, que também é uma matriz bloco-Toeplitz. Através da inspeção da matrizH, concluimos

que o produto desta matriz pelo vetorf é um vetor de blocosy cujo i-ésimo bloco é dado

por:

yi =
∑

l

H|i−l|fl, l = −min(0, d− i− 1), . . . , i (6.23)

sendo quei = 0, . . . ,M −1 é o índice dos blocos-linha da matrizH, l é o índice dos blocos-

coluna deH, M é a altura da imagem,d é a dimensão da PSF. O vetor de blocosy tem

dimensãoMN e a dimensão de cada blocoyi éN .

A variação dos índicesl em (6.23) mapeia corretamente os blocos não-nulos na matriz

H. Deste modo, apenas os produtos matriciais dos blocos não-nulos pela partição corres-

pondente do vetorf são executados. A esparsidade dos blocosHi é explorada utilizando

as subrotinas BLAS de multiplicação de matrizes triangulares de banda por um vetor. Os

blocosHi são armazenados em uma forma compacta, em que apenas as diagonais não-nulas

do triângulo inferior são armazenadas em uma matriz de ordemd × N , sendo queN é a

largura da imagem, e é suportada pelas subrotinas BLAS. Utilizando este sistema de ar-

mazenamento, oi-ésimo bloco, definido em (6.22), é armazenado como:





hi,1 hi,j hi,1

hi,2 hi,2 0



 (6.24)
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Os produtos são feitos utilizando a subrotinadtbmv do BLAS, que é específica para a

execução de produtos matriz-vetor, em que a matriz é triangular de banda e armazenada na

forma compacta acima. Esta forma de armazenamento reduz ainda mais a quantidade de

memória necessária para o armazenamento dos dados, e a utilização do BLAS aumenta o

desempenho, tirando proveito da estrutura dos blocosHi. Este procedimento proporciona

uma redução significativa na quantidade de memória necessária para o armazenamento dos

dados na implementação do sistema gradiente (6.14). Apesardos produtos em (6.23) serem

executados em cada iteração, a quantidade de operações necessárias é consideravelmente

reduzida, pois o somatório no segundo membro de (6.23) é composto por no máximod

parcelas, que em geral é um número pequeno.

6.7 Paralelização do sistema gradiente

O sistema gradiente (6.14) tem uma estrutura muito simples eé facilmente paralelizável.

Do mesmo modo que os sistemas do capítulo 5, a paralelização éfeita através da distribuição

das equações do sistema gradiente (6.14) entre os diversos processadores de uma máquina

paralela.

A avaliação do segundo membro do sistema envolve duas etapas, e cada uma delas pode

ser realizada em paralelo:

1. Cálculo do vetor de resíduosr = Af − b;

2. Cálculo do produto da matrizA pela não-linearidade sgn(r).

A implementação numérica do sistema gradiente (6.14) é feita através da integração em

paralelo deste sistema. A forma de paralelização adotada enquadra-se, segundo a classifi-

cação dada por Petcu [90], na categoria deparalelização através do sistema. Neste caso, a

avaliação do segundo membro do sistema gradiente (6.13) é feita em paralelo, o que resulta

na distribuição das equações que compõem o sistema entre os processadores solicitados.

Um dos principais problemas a serem enfrentados na implementação numérica do sis-

tema gradiente (6.14) é o armazenamento da matrizA, que possui dimensões muito ele-

vadas. Para uma imagem de 1024 por 1024 pontos, a matrizA correspondente é quadrada e

tem dimensão1.048.576×1.048.576. Considerando que a precisão dupla é usada nas imple-
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mentações, o armazenamento desta matriz exige 8 terabytes de memória, o que inviabiliza a

sua criação explícita.

No entanto, a matrizA é completamente determinada pela PSF e pelo operador de

suavização que compõe a matrizD, que são de dimensões pequenas, permitindo que o pro-

blema do armazenamento da matrizA seja resolvido, em paralelo, através do procedimento

descrito na seção anterior, em que apenas os blocosHi e Di são armazenados, utilizando a

forma compacta (6.24). Ao invés de criar explicitamente a matriz A, os blocosHi eDi são

utilizados diretamente nos cálculos.

6.7.1 Particionamento do problema

A paralelização do sistema gradiente (6.14) exige a definição do tamanho de cada par-

tição e, em seguida, o mapeamento das partições criadas nos processadores disponíveis. Seja

k = 0, 1, . . . , p− 1, a identificação de cada unidade de processamento ep o número de pro-

cessadores solicitados na máquina paralela. O vetorf é de ordemMN e a matrizA é de

ordemMN ×MN , sendo queM é a altura eN a largura da imagem.

Para que a estrutura das matrizes bloco-ToeplitzH e D possa ser explorada adequada-

mente através do procedimento descrito na seção 6.6, o particionamento do sistema gradiente

(6.14) é obtido a partir do particionamento do vetorf . O vetorf é a estimativa da imagem

original organizada lexicograficamente, que é particionado de tal maneira que cada partição,

mapeada em um processador diferente, corresponde a um determinado número de linhas

da imagem a ser obtida. Este particionamento é ilustrado na figura 6.4, considerando um

particionamento para três processadores.

A dimensão de cada partição é determinada através do quociente entre o número de linhas

M da imagem e o número de processadoresp solicitados para o processamento paralelo.

Denotando porM\p a divisão inteira deM por p, a dimensão de cada partição do vetorf é

dada por:

Pimg =











M\p, sek 6= 0

M\p+M mod p, caso contrário
(6.25)

Caso o quocienteM/p tenha resto igual a zero, as dimensões das partições, definidas em

(6.25), garantem uma distribuição uniforme da carga de processamento na máquina paralela.

Caso contrário, a dimensão da partição mapeada no processador identificado pork = 0,
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Figura 6.4: Particionamento da imagem para processamento paralelo através do sistema gra-
diente (6.14) utilizando três processadores, em que cada bloco é mapeado em um processador
diferente

é maior que a dimensão das partições mapeadas nos demais processadores; neste caso o

processadork = 0 recebe uma carga maior de processamento que os demais. Considerando

a organização lexicográfica da imagemf , cada bloco-linha da matrizA possuiN linhas e,

portanto, a cada partição da imagem correspondemPimgN linhas na matrizA.

6.7.2 Mapeamento das partições nos processadores

Sejam as partições da matrizA e dos vetoresf e r, mapeadas nok-ésimo processador,

definidas como segue:

A
(k)
l → partição por linhas da matrizA;

f (k) → partição do vetorf ;

r(k) → partição do vetorr;

b(k) → partição do vetorb.

A partição por linhasA(k)
l é uma matriz que contém as linhas deA que são mapeadas no

k-ésimo processador. Utilizando este particionamento, o cálculo do vetor de resíduos é feito

pelok-ésimo processador através da fórmula:

r(k) = A
(k)
l f − b(k), k = 0, . . . , p− 1. (6.26)
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O cálculo do resíduo é efetuado em paralelo e o produto da matriz A
(k)
l pelo vetorf é

efetuado utilizando as fórmulas dadas na seção 6.6. No cálculo do resíduor, a operação que

demanda maior tempo de computação é o produto da matrizA pelo vetorf . O particiona-

mento descrito acima é justificado, pois o número de operações aritméticas por iteração é

distribuído entre os processadores, reduzindo consideravelmente o o tempo de computação.

Após o cálculo das partiçõesr(k), é feita a sincronização dos processos, em que cada cada

processador envia aos demais a partição computada localmente. Estes dados são utilizados

para compor em cada processador o vetor de resíduosr. A k-ésima partição do sistema de

equações (6.14), mapeada nok-ésimo processador é dada por:

ḟ (k) = −M(k)A
(k)
l sgn(r). (6.27)

O k-ésimo processador integra numericamente a partição correspondente do sistema gra-

diente (6.14), dada por (6.27). A cada iteração, é necessário que os resultados parciais calcu-

lados localmente por cada processador sejam enviados aos demais processadores envolvidos.

O número de operações aritméticas necessárias para completar cada iteração é dividido

entre os processadores solicitados para o processamento paralelo, proporcionando uma dis-

tribuição bastante uniforme da carga de processamento.

O algoritmo de controle de passo do método de Runge-Kutta é executado seqüencial-

mente no processador mestre, identificado como o processador zero. Os cálculos envolvidos

são muito simples, envolvendo apenas grandezas escalares,por esta razão, não há vantagens

em paralelizar este algoritmo. A paralelização deste algoritmo introduziria mais pontos de

sincronização em cada iteração do integrador, e o tempo despendido em sincronização seria

maior que o tempo despendido nos cálculos. A paralelização,neste caso, traria prejuízos ao

desempenho total da implementação. Com a implementação serial do algoritmo de controle

de passo, o único ponto de sincronização existente no cálculo do passo corresponde à comu-

nicação do novo passo de integração pelo processador mestreaos demais processadores do

grupo.

Por outro lado, o passo de integração do método de Euler, determinado através do método

de Barzilai-Borwein, é calculado em paralelo. O cálculo do passo depende diretamente da

solução computada nas duas últimas iterações, e do vetor gradiente computado na itera-

ção anterior. Como estes valores estão distribuídos entre asunidades de processamento da
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máquina paralela, o cálculo do passo do algoritmo 3.2 exige que todos os processos sejam

sincronizados. O cálculo do passo representa um ponto de sincronização adicional ao algo-

ritmo, mas os dados sendo transmitidos são apenas grandezasescalares de precisão dupla,

que ocupam 8 bytes de memória, e a transmissão destes dados não representa uma carga

adicional significativa ao algoritmo.

6.8 Exemplos numéricos

A implementação em paralelo do sistema gradiente (6.14) foifeita através da codificação

dos algoritmos de integração em FORTRAN 90, utilizando as bibliotecas MPI, para a cria-

ção e gerenciamento dos processos paralelos, e as bibliotecas BLAS para a execução de

operações envolvendo vetores e matrizes.

O aplicativo gerado pode ser usado tanto em máquinas de memória compartilhada como

em máquinas de memória distribuída. Os experimentos apresentados a seguir foram realiza-

dos em uma máquina SGI Altix 350, cujas características são resumidas na tabela 1.2.

Para fins de comparação, o sistema de equações lineares (6.13) também foi resolvido

através do método dos gradientes conjugados sem pré-condicionamento, descrito no algo-

ritmo 6.1, e utilizando pré-condicionamento, descrito no algoritmo 6.2. A qualidade das

imagens restauradas pelo sistema gradiente (6.14) também foi comparada com as imagens

restauradas através dos filtros de Wiener e Lucy-Richardson [140].

Critério de parada

Nos exemplos a seguir, a integração numérica do sistema gradiente (6.14) é executada até

que um ponto estacionário do sistema, dentro de uma determinada tolerância, seja atingido.

Este critério é implementado através do erro normalizado cometido na função objetivo a cada

iteração, dado por
|E(fk+1) − E(fk)|

|E(fk)|
≤ 5 × 10−4, (6.28)

em queE(f) é definida em (3.52). Observe que, se

|E(fk+1) − E(fk)|
|E(fk)|

= 0,
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entãoE(fk+1) = E(fk), o que implica que o sistema gradiente (6.14) atingiu um ponto

estacionário, que é um ponto de mínimo deE, justificando o uso de (6.28) como critério de

parada.

Freqüentemente utiliza-se como critério de parada o erro normalizado cometido na va-

riável f a cada iteração [102], dado por

‖fk+1 − fk‖
‖fk‖

≤ tol. (6.29)

No entanto, este critério mostrou-se inadequado ao método de Runge-Kutta, pois o al-

goritmo de controle de passo mantém o erro definido acima dentro de uma determinada

tolerância, o que torna este critério inadequado para decidir o momento de parar o processo

de integração.

Um critério de parada para algoritmos iterativos para restauração de sinais foi proposto

por Walsh e Marcellin [141]. No entanto, segundo os própriosautores, este critério é ina-

dequado quando a matriz de coeficientes do sistema de equações lineares que modela o

processo de restauração não é formada explicitamente. Esteé o caso do problema de restau-

ração de imagens, que devido às elevadas dimensões desta matriz, em geral não é possível

formá-la explicitamente.

Outro critério de parada para algoritmos iterativos destinados ao problema de restauração

de sinais foi proposto por Trussell [142]. No entanto, para osistema gradiente (6.14), este

critério mostrou-se inadequado, pois utiliza diretamentea equação (6.3). Como a matriz

H é mal condicionada, a taxa de convergência é consideravelmente lenta. Experimentos

realizados no exemplo 6.8.1 abaixo mostram que o resíduo definido por‖Hf − g‖2 decai a

uma taxa de cerca de0.1% a cada vinte interações, o que inviabiliza a utilização deste critério

de parada.

Formas de degradação das imagens

As imagens são degradadas através de diferentes formas de embaçamento e por um ruído

aditivo. A matrizD em (6.14) usualmente corresponde a um filtro passa-alta, e nos experi-

mentos que seguem utilizamos o operador laplaciano, definido pela equação (6.30).

∇2 =
∂2

∂i2
+

∂2

∂j2
. (6.30)
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O operador laplaciano é um operador derivativo e uma aproximação discreta para este

operador, utilizada nos exemplos, é dada pela matriz em (6.31). O método para obter uma

aproximação discreta para o operador de Laplace é descrito em [120].

L =
1

6











1 4 1

4 −20 4

1 4 1











(6.31)

O operador laplaciano é comumente utilizado na literatura [104]. A aplicação do ope-

rador de Laplace à imagem, resulta na atenuação de variaçõessuaves de níveis de cinza

e acentua variações bruscas ou descontinuidades nos níveisde cinza, tendendo a produzir

imagens com contornos e outras descontinuidades, tais comoruído, mais acentuados [120,

pg. 129]. Por outro lado, através do ajuste do parâmetroλ, é possível obter uma imagem

restaurada com menor nível de ruído, porém menos nítida.

A escolha do parâmetro de regularizaçãoλ

A escolha do parâmetroλ é importante, pois seλ é grande, o ruído será suprimido da

imagem restaurada, porém a imagem resultante perde nitidez. Por outro lado, seλ for pe-

queno, a imagem resultante é mais nítida, mas o ruído, não é suprimido de forma eficiente.

Diversas formas de ajustar este parâmetro estão disponíveis na literatura. Galatsanos e

Katsaggelos [143] propuseram dois métodos para estimar a variância do ruído presente na

imagem e escolher o parâmetroλ. O problema de escolher o parâmetro de regularizaçãoλ

também foi abordado por Miller [122].

Para ilustrar a influência da escolha deste parâmetro nos resultados obtidos, as simu-

lações foram feitas utilizando diferentes valores constantes do parâmetro de regularização,

e também utilizando a escolha adaptativa do parâmetroλ, proposta por Kang e Katsagge-

los [144], em que este parâmetro é considerado como um funcional def e é determinado

iterativamente, baseado nos dados disponíveis em cada iteração do algoritmo de restauração

utilizado.

Kang e Katsaggelos [144] obtiveram duas fórmulas para a atualização iterativa deλ: uma

é linear; a outra quadrática. Realizamos experimentos preliminares com ambas as fórmulas,

e a quadrática apresentou um desempenho superior à linear. Por esta razão, realizamos dois
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experimentos com a fórmula quadrática, dada por

λ(f) = γ‖Df‖2 − 1 +
√

(1 − γ‖Df‖2)2 + 2γ‖Hf − g‖2, (6.32)

sendo queγ = 3/4‖g‖2 garante a convexidade da função de degradação (6.11) para cadaλ

[144].

Medidas de qualidade das imagens restauradas

Em ambientes de simulação, onde a imagem original está disponível, a qualidade final

das restaurações obtidas comumente é medida, em decibéis (db), através da relação sinal-

ruído (RSR), dada por

RSR= 10 × log10

(

‖f̂‖2

‖f̂ − f∗‖2

)

, (6.33)

sendo quêf é a imagem original sem degradações ou imagem de referência,e f∗ é a imagem

obtida pelo algoritmo de restauração. A relação sinal ruídomede a qualidade da imagem

final obtida após encerrado o processo de restauração.

A outra medida de qualidade utilizada é a variação na relaçãosinal-ruído (∆RSR), tam-

bém em decibéis, que mede a diferença entre as relações sinal-ruído calculadas antes e depois

da restauração, e é dada por:

∆RSR= 10 × log10

(

‖f̂ − g‖2

‖f̂ − f∗‖2

)

, (6.34)

sendo queg é a imagem degradada.

A variação na RSR é largamente utilizada na literatura [105, 145], e é uma medida ob-

jetiva da melhora da qualidade da imagem restauradaf∗, em relação à imagem degradada

g. Um valor negativo deste índice indica que houve deterioração em relação à imagem

degradada, e um valor positivo, indica que o método de restauração obteve uma estimativa

da imagem original melhor que a imagem degradada. Quanto maior o valor da∆RSR, me-

lhor é a qualidade da imagem obtida em relação à imagem degradada.

A RSR e a variação na RSR freqüentemente não refletem a qualidadevisual das ima-

gens obtidas pelos algoritmos de restauração, porém estes índices servem como base para a

comparação de diferentes técnicas de restauração de imagens [103].
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Condições iniciais

Escolhemos como condição inicial a própria imagem degradada g, isto é,f0 = g. A

opção pela imagem degradada como condição inicial é justificada pelo fato que a estimativa

f da imagem original, determinada pelo sistema (6.14), é uma versão da imagemg, com as

degradações atenuadas, o que indica queg é o vetor conhecido mais próximo da solução

procurada.

6.8.1 Imagem de 112× 92 pontos

A fotografia mostrada na figura 6.5-(a) foi distorcida por um embaçamento por movi-

mento de 9 pixels e 45 graus de ângulo, dado pela PSF em (6.35),e por um ruído branco

gaussiano de variância igual a10−3 e média zero.

(a) (b) (c)

Figura 6.5: Exemplo 6.8.1– (a) Imagem original de112 × 92 pixels (Fonte: Olivetti Re-
search Laboratory, Cambridge, UK); (b) Imagem degradada através de embaçamento por
movimento com ângulo de 45 graus e 9 pixels; (c) Imagem degradada por embaçamento por
movimento e ruído branco gaussiano de variância igual a10−3

A imagem original é mostrada na figura 6.5-(a). A imagem embaçada pela PSF (6.35) é

mostrada em 6.5-(b) e, finalmente, na figura 6.5-(c), é mostrada a imagem obtida quando o

ruído branco gaussiano é adicionado à imagem embaçada da figura 6.5-(b).

Neste exemplo, a dimensão da matrizA, em (6.14), é10304 × 10304 e, conseqüente-

mente, o sistema gradiente (6.14) possui 10304 equações e 10304 variáveis a serem calcu-

ladas.
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(6.35)

A restaurações feitas pelo sistema gradiente (6.14) são mostradas na figura 6.6, utilizando

diferentes valores para o parâmetro de regularizaçãoλ. O sistema gradiente foi resolvido

em paralelo através do método de Runge-Kutta de segunda ordem, descrito na seção 6.5,

utilizando 1, 2, 4 e 8 processadores.

Os resultados obtidos para diferentes números de processadores são os mesmos obti-

dos pela implementação serial, que utiliza apenas um processador. O sistema gradiente foi

implementado utilizando o operador de projeção 6.15 para limitar a saída do integrador e

satisfazer a restrição de não negatividade sobre o vetorf . A espessura da camada limite é

ε = 5 × 10−2. A matriz D é uma matriz bloco-Toeplitz, formada utilizando o operador

laplaciano dado em (6.30).

Observe que para valores pequenos do parâmetro de regularização, a imagem restaurada

é mais nítida, entretanto o ruído não é suprimido adequadamente, como pode ser visto nas

figuras 6.6-(a) a 6.6-(d). Por outro lado, à medida queλ é aumentado, a imagem restaurada

torna-se mais suave e com menos ruído, havendo perda de nitidez no resultado final, como

pode ser observado nas figuras 6.6-(e) e 6.6-(f). Quando o parâmetro de regularização é

obtido ao longo das iterações do integrador, o ruído no resultado final é maior que utilizando

λ = 0.1 eλ = 2.0, porém a imagem obtida é mais nítida. Estas observações são quantificadas

através dos valores das RSRs, aumentam à medida que o valor do parâmetro de regularização

também aumenta.

No entanto, os valores negativos das variações na RSR, mostrados nas tabelas 6.1 e 6.2

indicam que houve deterioração, em relação à imagem degradada, na imagem obtida pelo

sistema gradiente (6.14). A exceção é para o caso em queλ = 2.0, obtendo∆RSR =
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(a) (b) (c)

(d) (e) (f) (g)

Figura 6.6: Exemplo 6.8.1. Restaurações obtidas pela implementação paralela do sistema
gradiente (6.14) para diferentes valores deλ e utilizando 4 processadores– (a)λ = 10−6,
imagem restaurada com RSR= 9.62db e ∆RSR = −8.48db; (b) λ = 10−4, imagem
restaurada com RSR= 9.51db e ∆RSR = −8.58db; (c) λ = 10−3, imagem restau-
rada com RSR= 9.66db e∆RSR = −8.43db; (d) λ = 10−2, imagem restaurada com
RSR= 10.75db e∆RSR= −7.34db; (e)λ = 10−1, imagem restaurada com RSR= 12.70
db e ∆RSR = −5.39db; (f) λ = 2.0, imagem restaurada com RSR= 18.94db e
∆RSR = 0.84db ; (g) λ determinado iterativamente através da equação (6.32), imagem
restaurada comRSR = 10.54db e∆RSR= −7.64db

0.84db, indicando uma sensível melhora na qualidade imagem obtida, em relação à imagem

degradada.

As restaurações feitas pelo método dos gradientes conjugados, descrito no algoritmo 6.1,

e utilizando os mesmos valores paraλ que o sistema gradiente (6.14), são mostradas na

figura 6.7. O critério de parada utilizado para o método dos gradientes conjugados é dado

em (6.29), comtol = 5 × 10−4.

Em comparação com as restaurações feitas utilizando métododos gradientes conjugados,

mostradas na figura 6.7, para os mesmos valores deλ utilizados com o sistema gradiente

(6.14), os valores da RSR e∆RSR obtidos pelo sistema gradiente são maiores, em todos

os experimentos realizados. Observe nas tabelas 6.1 e 6.2, que todos os valores das∆RSR

obtidos pelo método dos gradientes conjugados são negativos.
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Tabela 6.1: Exemplo 6.8.1 – valores da relação sinal-ruído (RSR) e da variação na RSR
(∆RSR) das imagens restauradas pelo sistema gradiente (6.14) e pelo método dos gradientes
conjugados, com valores deλ entre10−6 e10−3

P
P

P
P

P
P

P
P

P
Método

λ
λ = 10−6 λ = 10−4 λ = 10−3

�
�

�
�

�
�

�
�

�

λ

Índice

Sistema gradiente
9.62db 9.51db 9.66db RSR
-8.48db -8.58db -8.43db ∆RSR

Gradientes conjugados
2.16db 4.00db 6.94db RSR

-15.93db -14.09db -11.16db ∆RSR

Tabela 6.2: Exemplo 6.8.1 – valores da relação sinal-ruído (RSR) e da variação na RSR
(∆RSR) das imagens restauradas pelo método dos gradientes conjugados e pelo sistema
gradiente (6.14), com valores deλ maiores que10−3 eλ variável

P
P

P
P

P
P

P
P

P
Método

λ
λ = 10−2 λ = 10−1 λ = 2.0 λ variável

�
�

�
�

�
�

�
�

�

λ

Índice

Sistema gradiente
10.75db 12.70db 18.94db 10.54db RSR
-7.34db -5.39db 0.84db -7.65db ∆RSR

Gradientes conjugados
9.77db 11.40db 12.03db 11.90db RSR
-8.32db -6.69db -6.06db -6.19db ∆RSR

Tabela 6.3: Exemplo 6.8.1 – valores da relação sinal-ruído (RSR) e da variação na RSR
(∆RSR) das imagens restauradas pelos filtros de Wiener e Lucy-Richardson

P
P

P
P

P
P

P
P

P
Método

Índice
Filtro de Wiener Filtro de Lucy-Richardson

RSR 13.48db 15.43db
∆RSR -4.61db -2.67db

Observe também, na tabela 6.2, que paraλ = 2.0, o sistema gradiente obteve∆RSR=

0.84db, indicando que o resultado obtido é sensivelmente melhorque a imagem degradada,

ao passo que, para o mesmo valor deλ, o método dos gradientes conjugados obteve∆RSR=

−6.06db, indicando que houve deterioração em relação à imagem degradada.

Os valores maiores das RSRs obtidos pelo sistema gradiente (6.14), mostrados nas tabelas

6.1 e 6.2, indicam um resultado final de melhor qualidade, em relação ao resultado obtido

pelo método dos gradientes conjugados.

A melhor qualidade das imagens restauradas pelo sistema gradiente (6.14) é devido ao

fato que este sistema minimiza a normaL1 do vetor de resíduos, ao passo que o método

dos gradientes conjugados minimiza a normaL2. Como discutido anteriormente, a solução

em normaL1 apresenta diversas vantagens em relação à solução de mínimos quadrados,

como menor sensibilidade a ruídos eoutliers [146]. Além disso, a solução em normaL1

é a mais indicada quando a distribuição do ruído é pouco conhecida [125], que é o caso
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(a) (b) (c)

(d) (e) (f) (g)

Figura 6.7: Exemplo 6.8.1. Restaurações obtidas pelo métododos gradientes conjugados–
(a) λ = 10−6, imagem restaurada com RSR= 2.16db e∆RSR = −15.93db; (b) λ =
10−4, imagem restaurada com RSR= 4.00 db e ∆RSR = −14.095db; (c) λ = 10−3,
imagem restaurada com RSR= 6.94db e ∆RSR = −11.16db; (d) λ = 10−2, imagem
restaurada com RSR= 9.77db e∆RSR= −8.32db; (e)λ = 0.1, imagem restaurada com
RSR= 11.40db e∆RSR= −6.69db; (f) λ = 2.0, imagem restaurada com RSR= 12.03db
e ∆RSR = −6.06db; (g) Comλ determinado iterativamente através da equação (6.32),
imagem restaurada com RSR= 11.90db e∆RSR= −6.19db

deste exemplo, pois nenhuma informação sobre a distribuição do ruído é utilizada no sistema

gradiente (6.14) e no método dos gradientes conjugados.

Comparamos também as restaurações obtidas pelo sistema gradiente, mostradas na fi-

gura 6.6, com as obtidas utilizando o pacote de processamento de imagens do MATLAB,

utilizando os filtros de Wiener e Lucy-Richardson. Na restauração através filtro de Wiener,

foram utilizadas as seguintes informações:

• matriz de autocorrelação da imagem original e do ruído;

• espectros de energia da imagem original e do ruído.

No caso do filtro de Lucy-Richardson, a imagem degradada foi pré-processada por um

filtro de mediana para a suavização do ruído. As figuras 6.8-(a) e 6.8-(b) mostram o resultado

obtido pela restauração da imagem degradada (fig. 6.5-(c)),utilizando o filtro de Wiener e o
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filtro de Lucy-Richardson, respectivamente.

(a) (b)

Figura 6.8: Exemplo 6.8.1– (a) Restauração obtida pelo filtrode Wiener, utilizando matrizes
de autocorrelação da imagem e do ruído,RSR = 13.48db; (b) Restauração obtida com o
filtro de Lucy-Richardson, em que a imagem degradada foi pré-processada por um filtro de
mediana para suavização de ruído,RSR = 15.43db

Observe, na tabela 6.3, que os valores da variação na RSR são negativos, indicando

que o resultado obtido apresenta qualidade inferior à imagem degradada. A qualidade dos

resultados obtidos pelos filtros de Wiener e Lucy-Richardsoné superior a dos obtidos pelo

sistema gradiente (6.14) (fig. 6.6), quandoλ < 2.0, pois apresentam valores da∆RSR

maiores. Entretanto, paraλ = 2.0, o valor da∆RSR= 0.84db obtido pelo sistema gradiente,

contra∆RSR = −4.61db e∆RSR = −2.67db, obtidos pelo filtro de Wiener e pelo filtro

de Lucy-Richardson, respectivamente, mostram que a qualidade da restauração obtida pelo

sistema gradiente é superior às obtidas por estes filtros.

Observe que, a melhor qualidade da imagem obtida pelo sistema gradiente (6.14) (fig.

6.6-(f)), em relação às obtidas pelos filtros de Wiener e Lucy-Richardson (fig. 6.8), foi con-

sequida apenas aumentando o valor do parâmetro de regularizaçãoλ. A imagem degradada

(fig. 6.5-(c)), submetida ao sistema gradiente, não sofreu qualquer tipo de pré-processamento,

e nenhuma informação sobre a imagem original e o ruído foi utilizada. Por outro lado, infor-

mações estatísticas sobre a imagem original e o ruído foram utilizadas no filtro de Wiener, e

a imagem degradada (fig. 6.5-(c)) teve o ruído atenuado por umfiltro de mediana antes de

ser submetida ao filtro de Lucy-Richardson.

Análise de desempenho

Para fins de análise de desempenho, consideramos o parâmetrode regularizaçãoλ =

10−2. A tabela 6.4 mostra os tempos de processamento necessáriospara o sistema gradiente
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(6.14) restaurar a imagem degradada, utilizando diferentes números de processadores. Ob-

serve que à medida que o número de processadores utilizados éaumentado, o tempo de pro-

cessamento é reduzido consideravelmente. A aceleração e a eficiência do algoritmo paralelo

em relação ao seqüencial são mostrados na tabela 6.4.

Tabela 6.4: Exemplo 6.8.1 – tempos de processamento, aceleração e eficiência em relação
ao algoritmo serial da implementação paralela do sistema gradiente (6.14) comλ = 10−2

Número de processadores1 proc 2 procs 4 procs 8 procs
Tempo (min.) 195.09 98.76 50.50 25.54
Aceleração 1.00 1.97 3.86 7.63
Eficiência 100% 98.76 % 96.57 % 95.48 %

Os dados de aceleração e eficiência são exibidos na figura 6.9 em relação ao número de

processadores. A figura 6.9-(a) mostra um crescimento aproximadamente linear da acelera-

ção com o aumento do número de processadores.

1 2 4 8
1
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Número de Processadores

A
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le
ra
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Aceleração obtida pela
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gradiente

1 2 4 8

100
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96.57

95.48
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E
fic

iê
nc

ia
 %

(a) (b)

Figura 6.9: Exemplo 6.8.1. Curvas de desempenho — (a) Curva de aceleração; (b) Curva de
eficiência

A aceleração quase linear apresentada na figura 6.9-(a) indica que o algoritmo paralelo

não sofreu queda de desempenho considerável nos experimentos realizados. Entretanto,

sabe-se que o desempenho de algoritmos paralelos sofre queda de desempenho a partir de

um determinado número de processadores, devido ao aumento do tempo despendido em

tarefas de comunicação e sincronização entre os processos.

Neste exemplo, a deterioração do desempenho é perceptível quando mais de 2 proces-

sadores são usados, e aumenta gradativamente com o aumento do número de processadores.
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Este fato é observado na figura 6.9-(a), onde a medida que o número de processadores é au-

mentado, os valores da aceleração obtidos pelo sistema gradiente (6.14), estão mais distantes

dos valores ideais.

A curva de eficiência é mostrada na figura 6.9-(b) e apresenta uma variação inferior a 5

pontos, o que indica que a fração do tempo total de processamento gasto em tarefas de sin-

cronização e comunicação de processos é pequena. Estes dados mostram que a paralelização

do sistema gradiente (6.14) proporcionou um ganho de desempenho considerável em relação

ao algoritmo serial.

Comparando com o método dos gradientes conjugados, os temposde processamento do

sistema gradiente são significativamente maiores. Os tempos de processamento do método

dos gradientes conjugados, em todos os experimentos deste exemplo, não excede 6 minutos.

Entretanto, a qualidade das restaurações obtidas pelo método dos gradientes conjugados é,

em todos os experimentos realizados, inferior à qualidade das imagens restauradas utilizando

o sistema gradiente (6.14).

6.8.2 Imagem de 1024× 1024 pontos

A imagem da figura 6.10-(a) foi distorcida por um embaçamentogaussiano de variância

igual a 10.0, cuja PSF tem dimensão20 × 20, e por ruído branco gaussiano de média zero e

variância igual a10−2.

Neste exemplo, o sistema gradiente (6.14) possui1.048.786 equações e1.048.786 va-

riáveis. A espessura da camada limite e o valor do parâmetro de regularização usados são

respectivamenteε = 10−1 eλ = 10−2, sendo que a simulação é repetida aumentando valor

do parâmetro de regularização paraλ = 2.0.

O sistema gradiente (6.14) foi resolvido utilizando o método de Euler, com controle

automático do passo pela fórmula de Barzilai-Borwein. O algoritmo 3.2 foi executado em

paralelo utilizando 1, 2, 4 e 8 processadores.

O método dos gradientes conjugados foi implementado em paralelo neste exemplo. Ape-

sar deste método ser de difícil paralelização, os produtos de matriz por vetor e os produtos in-

ternos presentes no algoritmo podem ser paralelizados, o que proporciona uma considerável

redução no tempo de processamento. O particionamento e a paralelização destas operações,

bem como a técnica de esparsidade aplicados ao método dos gradientes conjugados são os
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(a)

(b) (c)

Figura 6.10: Exemplo 6.8.2 — (a) Imagem original de1024 × 1024 pixels; (b) Imagem
distorcida por embaçamento gaussiano de variância igual a 10.0 e dimensão20 × 20; (c)
Imagem degradada por embaçamento gaussiano de variância igual a 10.0 e dimensão20×20
e por ruído branco gaussiano de média zero e variância igual a10−2

mesmos aplicados ao sistema gradiente (6.14).

Quando o parâmetro de regularização é aumentado para paraλ = 2.0, o método dos

gradientes conjugados pré-condicionado, descrito no algoritmo 6.2, também foi utilizado,

sem paralelização, porém utilizando as mesmas técnicas para explorar a esparsidade das

matrizesH eD. O pré-condicionamento foi feito utilizando o pré-condicionardor circulante

por blocos, descrito na seção 6.5.

Na figura 6.11-(a), é mostrado o resultado obtido pelo sistema gradiente (6.14), com

λ = 10−2 e utilizando quatro processadores. A relação sinal-ruído da imagem obtida é
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RSR= 8.90db, e o valor da variação na RSR é∆RSR= −1.94db, o que indica que houve

deterioração, em relação à imagem degradada (fig. 6.10-(c)), no processo de restauração.

A imagem restaurada pelo método dos gradientes conjugados paralelizado, sem pré-

condicionamento, comλ = 10−2 e utilizando 4 processadores, é mostrada na figura 6.11-

(b). Neste caso, o valor da relação sinal-ruído é RSR= 3.16db e a variação na RSR é

∆RSR= −3.15db, indicando que a imagem obtida apresenta qualidade inferior à imagem

degradada (fig. 6.10-(c)).

(a) (b)

Figura 6.11:Exemplo 6.8.2 (restaurações comλ = 10−2) — (a) Imagem restaurada pelo
sistema gradiente (6.14), RSR = 8.80db; (b) Imagem restaurada pelo método dos gradientes
conjugados, RSR =3.16db

Comparando os resultados obtidos pelo sistema gradiente (6.14) e pelo método dos gra-

dientes conjugados, o maior valor da∆RSR obtido pelo sistema gradiente, mostra que a

deterioração ocorrida no processo de restauração é menor que a deterioração ocorrida no

resultado obtido pela restauração através do método dos gradientes conjugados. Adicional-

mente, o maior valor da relação sinal ruído obtido pelo sistema gradiente (6.14), mostra

que a imagem obtida pelo sistema gradiente (6.14) apresentaqualidade superior à imagem

obtida pelo método dos gradientes conjugados. Neste caso particular, isto pode ser confir-

mado através de inspeção visual. Os valores da RSR e da∆RSR obtidos neste experimento

estão resumidos na tabela 6.5.

Este fato também foi verificado no exemplo anterior, cuja razão é o fato de que o sistema

gradiente (6.14) determina uma solução em normaL1 mínima do sistema de equações linea-
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Tabela 6.5: Exemplo 6.8.2 – valores da relação sinal-ruído (RSR) e da variação na RSR
(∆RSR) das imagens restauradas pelo sistema gradiente (6.14) e pelo método dos gradientes
conjugados

P
P

P
P

P
P

P
P

P
Método

λ
λ = 10−2 λ = 2.0

�
�

�
�

�
�

�
�

�

Índice

Sistema gradiente
8.80db 13.09db RSR
-1.94db 2.35db ∆RSR

Gradientes conjugados
3.16db 8.25db RSR
-3.15db -2.49db ∆RSR

res (6.14). A solução em normaL1 é menos sensível a ruídos e outliers que a solução de

mínimos quadrados, determinada pelo método dos gradientesconjugados.

A imagem degradada (fig. 6.10-(c)) também foi restaurada utilizando os filtros de Wiener

e Lucy-Richardson. Como no exemplo anterior, as matrizes de autocorrelação e os espectros

de energia da imagem original do ruído foram utilizados no filtro de Wiener. No caso do

filtro de Lucy-Richardson, a imagem degradada foi pré-processada por um filtro de mediana,

para suavização do ruído.

A figura 6.12-(a) mostra a restauração obtida através do filtro de Wiener, obtendo uma

imagem restaurada com relação sinal-ruído igual a 14.14db.A imagem mostrada na figura

6.12-(b) é o resultado da restauração através do filtro de Lucy-Richardson, que resultou em

uma imagem restaurada com relação sinal-ruído igual a 13.02db.

Os valores da RSR e∆RSR obtidos pelos filtros de Wiener e Lucy-Richardson, exibidos

na tabela 6.6, mostram que os resultados obtidos pelo sistema gradiente, quandoλ = 10−2,

apresentam qualidade inferior em relação aos obtidos por estes filtros. Os valores positivos da

∆RSR, obtidos pelos filtros de Wiener e Lucy-Richardson, mostram que as imagens obtidas

apresentam melhor qualidade que a imagem degradada.

Quando o valor do parâmetro de regularização é aumentado paraλ = 2.0, a restauração

obtida pelo sistema gradiente, mostrada na figura 6.13-(a),também apresenta melhor quali-

dade que a obtida pelo método dos gradientes conjugados, mostrada na figura 6.13-(b). A

imagem obtida pelo sistema gradiente (fig. 6.13-(a)) apresenta variação na RSR positiva,

mostrada na tabela 6.5, ao passo que a imagem obtida pelo método dos gradientes conjuga-

dos (fig. 6.13-(b)) apresenta variação na RSR negativa, o que indica que houve deterioração

em relação à imagem degradada (fig. 6.10-(c)).

Em relação aos filtros de Wiener e de Lucy-Richardson, paraλ = 2.0, a imagem restau-
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(a) (b)

Figura 6.12: Exemplo 6.8.2 — (a)Restauração obtida pelo filtro de Wiener, utilizando as
matrizes de autocorrelação e os espectros de energia da imagem original e do ruído, RSR =
14.14db; (b)Restauração obtida através do filtro de Lucy-Richardson, antes utilizando
um filtro de mediana para suavização do ruído na imagem degradada, RSR = 13.02db

rada obtida pelo sistema gradiente (6.14) apresenta∆RSR= 2.35db. Este valor é menor que

a variação da RSR obtida pelo filtro de Wiener. Por outro lado, aqualidade da restauração

obtida pelo sistema gradiente é superior à obtida pelo filtrode Lucy-Richardson, pois o valor

da variação na RSR obtido pelo sistema gradiente é maior que o valor deste índice obtido

pelo filtro de Lucy-Richardson, que é∆RSR= 2.28db.

Quando as matrizes de autocorrelação e os espectros de energia da imagem original e

do ruído não são usados no filtro de Wiener, o valor da variaçãona RSR da imagem obtida,

mostrada na figura 6.14-(a), é menor que os obtidos pelo sistema gradiente (6.14) e pelo

método dos gradientes conjugados (tabela 6.6) paraλ = 10−2 eλ = 2.0 (tabelas 6.5 e 6.6).

No caso da restauração pelo filtro de Lucy-Richardson, quandoa imagem degradada (fig.

6.10-(c)) não é pré-processada, a imagem restaurada, mostrada na figura 6.14-(b), apresenta

variação da RSR menor que a obtida pelo sistema gradiente comλ = 2.0 (tabelas 6.5 e 6.6).

O valor negativo deste índice indica que a imagem obtida apresenta qualidade inferior em

relação à imagem degradada, ao passo que a variação na RSR da imagem restaurada pelo

sistema gradiente (fig. 6.13-(a)), é positivo, indicando uma melhor qualidade em relação à

imagem degradada.

Em relação aos filtros de Wiener e Lucy-Richardson, as soluções obtidas pelo sistema

gradiente (6.14) apresentam melhor qualidade, dependendoapenas do ajuste adequado do
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(a) (b)

Figura 6.13:Exemplo 6.8.2 (restaurações comλ = 2.0) — (a) Imagem restaurada pelo
sistema gradiente (6.14), RSR = 13.09db; (b) Imagem restaurada pelo método dos gradientes
conjugados com, RSR = 8.25db

parâmetro de regularizaçãoλ. Nenhum tipo de pré-processamento à imagem degradada, e

nenhuma informação estatística sobre a imagem original e o ruído são necessários.

Tabela 6.6: Exemplo 6.8.2 – valores da relação sinal-ruído (RSR) e da variação na RSR
(∆RSR) das imagens restauradas pelos filtros de Wiener e Lucy-Richardson

P
P

P
P

P
P

P
P

P
Método

Índice
RSR ∆RSR

Filtro de Wiener
14.14(1)db 3.40(1)db
5.73db -5.02db

Filtro de Lucy-Richardson
13.02(2)db 2.28(2)db
10.16db -0.56db

(1) dados obtidos utilizando as matrizes de autocorrelação e os espectrosde energia da imagem ori-
ginal e do ruído
(2) imagem degradada foi pré-processada com um filtro de mediana

Análise de desempenho

Esta análise tem por objetivo estabelecer comparação entreo desempenho do sistema

gradiente, resolvido através do método de Euler com passo adaptativo, e o método dos gra-

dientes conjugados, utilizados para restaurar a imagem degradada da figura 6.10-(a), em

termos de velocidade de processamento.

As comparações são efetuadas utilizando os tempos de processamento dos dois algorit-
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(a) (b)

Figura 6.14: Exemplo 6.8.2 — (a)Restauração obtida pelo filtro de Wiener, sem as uti-
lizar matrizes de autocorrelação e os espectros de energia da imagem original e do ruído,
RSR = 5.73db; (b)Restauração obtida através do filtro de Lucy-Richardson, sem o pré-
processamento da imagem degradada, RSR = 10.16db

mos e os conceitos deaceleraçãoe eficiência, comumente usados na literatura como medi-

das de desempenho de algoritmos paralelos. Para este fim, os dois algoritmos considerados

foram executados utilizando 1, 2, 4 e 8 processadores da máquina paralela.

Tempos de processamento– Os tempos de processamento necessários para obter as restau-

rações das imagem da figura 6.10-(b) são mostrados na tabela 6.7. Nota-se que os tempos

de processamento do sistema gradiente (6.14) são consideravelmente menores que os do

método dos gradientes conjugados. Além disso, o resultado obtido pelo sistema gradiente

(6.14) apresenta qualidade superior ao obtido pelo método dos gradientes conjugados.

Este resultado ilustra uma vantagem do sistema gradiente (6.14), que é a flexibilidade na

escolha de um método para obter uma solução numérica. No exemplo 6.8.1, utilizamos o

método de Runge-Kutta de segunda ordem, obtendo restaurações de boa qualidade, porém

com taxa de convergência reduzida. Neste exemplo, utilizamos o método de Euler com

determinação de passo através do método de Barzilai-Borwein,o que proporcionou tempos

de convergência significativamente menores que os tempos observados utilizando o método

dos gradientes conjugados.

Quando o valor do parâmetro de regularização é aumentado paraλ = 2.0, os tempos de

processamento do sistema gradiente (6.14) e do método dos gradientes conjugados sofrem

uma considerável redução em relação aos tempos obtidos comλ = 10−2.
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Tabela 6.7: Exemplo 6.8.2 – Tempos de processamento do método dos gradientes conjuga-
dos, sem pré-condicionamento, e do sistema gradiente (6.14), comλ = 10−2

X
X

X
X

X
X

X
X

X
X

XX
Método

Num. procs.
1 proc 2 procs 4 procs 8 procs

Sistema gradiente 58h35m 45h09m 24h57m 16h24m
Gradientes conjugados 279h25m 117h29m 88h18m 65h27m

Tabela 6.8: Exemplo 6.8.2 – Tempo de processamento do métododos gradientes conjugados
e do sistema gradiente (6.14), comλ = 2.0 e utilizando 1 processador

Método Pré-condicionamentoTempo de processamento
Sistema gradiente não 5h52m

Gradientes conjugados
sim 7h07m
não 29h07m

O método dos gradientes conjugados com pré-condicionamento (algoritmo 6.2) é uti-

lizado, comλ = 2.0. O tempo de processamento é significativamente menor que o tempo de

processamento do método dos gradientes conjugados sem pré-condicionamento (algoritmo

6.1), porém é maior que o tempo de processamento do sistema gradiente (6.14), que não uti-

liza pré-condicionamento. Os tempos de processamento observados neste experimento estão

registrados na tabela 6.8.

Outros experimentos com valores deλmaiores foram realizados. Os tempos obtidos pelo

sistema gradiente (6.14) são significativamente menores que os tempos de processamento

obtidos pelo método dos gradientes conjugados em todos os experimentos realizados.

Aceleração e eficiência– o ganho obtido ao paralelizar o sistema gradiente (6.14) foi medido

através daaceleraçãoe daeficiência, definidos na página 186. Os resultados que seguem

são relativos à simulação comλ = 10−2.

A tabela 6.9 e a figura 6.15 mostram os valores da aceleração e da eficiência obtidos pela

paralelização do sistema gradiente em relação ao algoritmoserial.

Na figura 6.15-(a) é mostrada a curva de aceleração, indicando que o ganho obtido pela

paralelização do sistema gradiente em relação à implementação seqüencial é significativo.

No entanto, os valores de aceleração estão muito abaixo dos valores ideais, que são os da

aceleração linear.

A curva de eficiência é mostrada na figura 6.15-(b), e apresenta uma tendência de de-

créscimo acentuada à medida que o número de processadores é incrementado, o que indica

que a fração de tempo utilizada em tarefas de sincronização ecomunicação de processos

aumenta rapidamente para este exemplo. Observe também que os valores obtidos da eficiên-
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cia, variando de 64%, com dois processadores, até 44%, com 8 processadores, estão muito

abaixo do valor ideal, que é de 100%.

Tabela 6.9: Exemplo 6.8.2 – Medidas de desempenho da implementação em paralelo do
sistema gradiente (6.14), comλ = 10−2, em relação ao sistema gradiente seqüencial

hhhhhhhhhhhhhhhhhhhhhh
Medida desempenho

Num. processadores
1 proc 2 procs 4 procs 8 procs

Aceleração 1.00 1.30 2.35 3.57
Eficiência 100% 64.8 % 58.70 % 44.65 %

1 2 4 8
1

1.3

2.35

3.57

Número de Processadores

A
ce

le
ra

çã
o

Aceleração ideal (linear)

Aceleração obtida
pela paralelização do

sistema gradiente

1 2 4 8

44.65

58.7

64.88

100

Número de Processadores

E
fic

iê
nc

ia
 %

(a) (b)

Figura 6.15: Exemplo 6.8.2. Curvas de desempenho da paralelização do sistema gradiente
(6.14), comλ = 10−2, em relação ao sistema gradiente seqüencial — (a) Curva de acelera-
ção; (b) Curva de eficiência

Os dados de aceleração e eficiência obtidos neste exemplo mostram que, apesar da pa-

ralelização do sistema gradiente ter proporcionado ganhossignificativos de desempenho, a

fração do tempo total de processamento, gasto em tarefas de sincronização e comunicação

entre os processos paralelos é grande. A redução do tempo total gasto em tarefas de sin-

cronização é necessária, afim de otimizar o uso dos recursos computacionais disponíveis.

Isto proporcionará um aumento nos valores obtidos da aceleração e da eficiência.
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Síntese do capítulo

Neste capítulo o problema de restauração de imagens degradadas por distorções lineares

e invariantes no espaço foi apresentado e resolvido utilizando um sistema gradiente, que

obtém uma solução em normaL1 mínima do sistema de equações lineares que modela o

problema.

O sistema gradiente foi resolvido através de duas técnicas numéricas distintas – um

método de Runge-Kutta de segunda ordem com controle automático do passo através de

um controlador PID, e o método de Euler com passo determinadoatravés da fórmula de

Barzilai-Borwein. Ambos os métodos produziram soluções numéricas com boa precisão.

No entanto, o método de Euler com passo adaptativo mostrou-se mais adequado quando o

sistema gradiente é de grande porte.

Os tempos de convergência obtidos com o método de Euler, com passo controlado pelo

método de Barzilai-Borwein, são significativamente menores que os tempos de convergência

obtidos com o método dos gradientes conjugados, além de obter soluções de melhor quali-

dade. Este fato, aliado à fácil paralelização dos sistemas gradientes, mostra que redes neurais

formuladas matematicamente por sistemas gradientes são uma alternativa viável à resolução

numérica de problemas de otimização de grande porte.
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Capítulo 7

Conclusões e trabalhos futuros

Sistemas gradientes não-suaves para a resolução de problemas de otimização com restri-

ções lineares foram propostos e analisados neste trabalho.Estes sistemas são vistos como

modelos de redes neurais recorrentes com funções de ativação descontínuas, e são adequados

a um grande número de aplicações, algumas apresentadas neste trabalho.

A análise dos sistemas gradientes propostos foi feita através da forma Persidskii dos sis-

temas e funções de Lyapunov do tipo diagonal e do tipo Lure-Persidskii. Um resultado geral

de convergência para uma classe de sistemas Persidskii com segundo membro descontínuo

é apresentada no capítulo 3. Este é um resultado chave, que possibilita a análise de con-

vergência de uma ampla classe de sistemas gradientes aplicados à resolução de problemas

de otimização.

Sistemas gradientes para resolução de diversas variantes de problemas de otimização

foram apresentados no capítulo 3. Uma nova metodologia de análise de convergência, uti-

lizando a forma Persidskii dos sistemas gradientes foi proposta, e sistemas gradientes que

resolvem diversas variantes de problemas de otimização foram analisados.

No capítulo 4 um sistema gradiente foi formulado a partir de um de um problema de

programação linear com variáveis limitadas para resolver oproblema KWTA. Este problema

de programação linear é resultado de uma modificação ao modelo proposto em [70], baseado

em um problema de programação inteira. O sistema gradiente proposto no capítulo 4 apre-

senta vantagens importantes em relação ao circuito KWTA de Urahama e Nagao, como maior

resolução e escalabilidade.

O treinamento de SVMs e LS-SVMs para o problema de classificação binária foi abor-

175



dado no capítulo 5. O treinamento de SVMs é feito através da resolução de um problema de

programação quadrática com restrições lineares e consideramos duas variantes de SVMs: o

C-SVM, que foi utilizado para separação linear de duas classes e oν-SVM, que foi utilizado

para a separação não linear. O LS-SVM é formulado através de um sistema de equações li-

neares quadrado, que foi resolvido pelo sistema gradiente destinado à resolução de sistemas

de equações lineares, apresentado no capítulo 3.

No capítulo 6 o problema de restauração de imagens degradadas por distorções lineares

e invariantes no espaço foi considerado. Este problema é formulado através um sistema de

equações lineares mal-condicionado e, freqüentemente, degrande porte, que foi resolvido

eficientemente utilizando o sistema gradiente para resolução de sistemas de equações linea-

res, apresentado no capítulo 3.

Contribuições

Neste trabalho, sistemas gradientes não-suaves obtidos a partir de um método de penali-

zação exata são propostos e analisados.

Do ponto de vista teórico, uma nova metodologia de análise deconvergência, baseada

na forma Persidskii dos sistemas gradientes foi proposta. Para isso, foi provado um teorema

geral de convergência para sistemas Persidskii com o segundo membro descontínuo.

Do ponto de vista de implementação, a possibilidade de paralelização destes sistemas foi

amplamente explorada; foi mostrado que o desempenho dos sistemas gradientes é significati-

vamente melhorado pela paralelização. Nas aplicações consideradas, devido à paralelização

e/ou o uso de técnicas eficientes de integração e controle do passo, os sistemas gradientes

propostos obtiveram um desempenho superior ao de métodos consagrados na literatura.

Nos tópicos abaixo, as contribuições e vantagens dos resultados obtidos neste trabalho

são destacadas.

Sistemas Persidskii generalizados

No capítulo 3 foi proposto o sistema Persidskii generalizado, e um resultado de con-

vergência global, estabelecido pelo teorema 3.2, foi provado para este sistema.

O teorema 3.2 generaliza o teorema de convergência absolutaapresentado em Persidskii
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[19], que exige que as funções envolvidas sejam contínuas emtodo o seu domínio. Este

resultado simplifica consideravelmente as análises de convergência dos sistemas propostos

neste trabalho, bastando para isso escrever os sistemas gradientes na forma Persidskii (3.12)

e utilizar o teorema 3.2.

Análises de convergência

A resolução de problemas de programação não-linear utilizando sistemas dinâmicos com

segundo membro descontínuo através de modos deslizantes foi abordada em Korovin e Utkin

[147], onde os parâmetros de penalidade são matrizes diagonais, que são determinadas atra-

vés do método do controle hierárquico, o que resolve o problema da determinação destes

parâmetros. Este problema também foi abordado por Utkin [7], onde problemas de otimiza-

ção convexa com restrições são resolvidos através de sistemas gradientes, obtidos utilizando

um método de penalização exata. No entanto, a análise de convergência apresentada em [7]

não fornece indicações sobre o ajuste dos parâmetros de penalidade.

Por outro lado, a técnica de análise utilizando a forma Persidskii dos sistemas gradientes

apresenta as seguintes vantagens:

• Simplicidade das provas — os sistemas gradientes para resolução dos problemas pro-

postos neste trabalho podem ser escritos, equivalentemente, numa forma Persidskii

que satisfaz às condições do teorema 3.2;

• Ajuste de parâmetros— a convergência global é garantida para quaisquer valores po-

sitivos dos parâmetros de penalidade, ou resultam em condições explícitas em função

apenas dos parâmetros do problema de otimização, como é o caso dos sistemas gra-

dientes para a resolução de problemas de programação linear.

Sistema gradiente KWTA – problemas de programação linear

Os sistemas gradientes proposto para resolver o problema KWTA apresentam as seguintes

propriedades:

• Escalabilidade — os sistemas são facilmente paralelizáveis, sendo adequados à reso-

lução de problemas de grande porte;
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• Implementação através de hardware — os sistemas gradientespodem ser implementa-

dos através de circuitos analógicos, utilizando apenas resistores, capacitores, amplifi-

cadores e switches;

• Menor complexidade — a complexidade dos sistemas gradientes apresentados é menor

que a de diversos sistemas que resolvem a mesma classe de problemas, o que é uma

vantagem em termos de implementação numérica, já que o número de operações arit-

méticas executadas a cada iteração é menor. No caso de implementação através de

hardware, a quantidade de componentes necessária é menor, assim como o cabeamento

necessário para conectar os componentes [12];

• Convergência global em tempo finito — depende apenas do ajusteadequado dos pa-

râmetros de penalidade, e condições explícitas de convergência em tempo finito foram

obtidas. A análise de convergência utilizando a forma Persidskii do sistema gradiente

resultou em limites inferiores, que os parâmetros de penalidade devem satisfazer, de-

pendentes apenas dos parâmetros do problema de programaçãolinear que originou o

sistema gradiente;

• Maior resolução, em comparação com o circuito de Urahama e Nagao [70].

Os ítens destacados acima também são aplicáveis aos sistemas gradientes para a resolu-

ção de três variantes de problemas de programação linear, analisados em [20] e [21], cujos

resultados foram apresentados no capítulo 3.

Sistemas gradientes para treinamento de SVMs – programação quadrática

Os sistemas para treinamento de SVMs, propostos no capítulo5 apresentam as seguintes

vantagens:

• Convergência global — a análise através da forma Persidskii,utilizando o teorema 3.2,

garante convergência global e independente do ajuste de parâmetros;

• Menor complexidade — os sistemas gradientes foram comparados com outras redes

neurais que resolvem problemas de programação quadrática,e a análise mostra que

os sistemas propostos apresentam menor complexidade, o queé uma vantagem sob o

ponto de vista de implementação;
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• Escalabilidade — os sistemas são facilmente paralelizáveis e a análise de desempenho

apresentada na seção 5.5 mostra que os ganhos obtidos pela paralelização dos sistemas

é considerável em relação às versões seqüenciais correspondentes e a outros dois al-

goritmos seqüenciais, considerados como referência, paratreinamento de SVMs;

• Maior velocidade de processamento— os sistemas propostos apresentam melhor de-

sempenho que algoritmos consagrados na literatura para treinamento de SVMs, desde

que implementados com um algoritmo eficiente de integração econtrole de passo e/ou

sejam paralelizados;

• Desempenho de classificação equivalente ao de métodos já consagrados na literatura.

Os sistemas gradientes propostos para o treinamento de SVMstambém são adequados à

resolução de problemas gerais de programação quadrática com restrições lineares.

Sistema gradiente para sistemas de equações lineares – restauração de

imagens

No capítulo 3 um sistema gradiente destinado à resolução de sistemas subdeterminados

de equações lineares foi analisado. Este sistema determinauma solução em normaL1 do

sistema de equações lineares e apresenta as seguintes propriedades gerais:

• Convergência em tempo finito – este resultado foi obtido através da forma Persidskii

do sistema gradiente e uma função de Lyapunov do tipo diagonal e independe do ajuste

de parâmetros

• Menor sensibilidade a ruído – as soluções em normaL1 são robustas a ruído e outliers;

• Escalabilidade – é facilmente paralelizável, sendo adequado à resolução de sistemas

de equações lineares de grande porte.

Na aplicação de restauração de imagens:

• Nenhuma informação estatística sobre a imagem original e o ruído são necessárias;

• Qualidade das imagens restauradas: i) é superior à qualidade das imagens obtidas

pelo filtro Lucy-Richardson, desde que o parâmetro de regularização seja ajustado
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adequadamente; ii) supera qualidade da imagem obtida pelo filtro de Wiener, desde

que este filtro não utilize informações estatísticas sobre aimagem original e o ruído;

iii) é superior à qualidade das imagens obtidas pelo método dos gradientes conjugados

em todos os experimentos;

• Desempenho – sem utilizar qualquer técnica de pré-condicionamento, o desempenho

do sistema gradiente é superior ao do método dos gradientes conjugados com pré-

condicionamento.

Conclusão

Neste trabalho, foi mostrado que sistemas gradientes obtidos a partir de um método de

penalização exata são métodos competitivos, pois resolvemeficientemente problemas de

otimização de grande porte. A velocidade de convergência depende do ajuste adequado de

parâmetros, da técnica de integração usada e do método de controle do passo.

No aspecto teórico, a análise através da forma Persidskii é uma metodologia de análise

de convergência aplicável a uma ampla classe de problemas deotimização, resultando em

condições de convergência tratáveis.

Perspectiva de trabalhos futuros

Neste trabalho utilizamos sistemas gradientes obter a solução de diversas variantes de

problemas de otimização, e mostramos que o uso de sistemas gradientes para a resolução de

problemas de grande porte é viável. No entanto, podemos destacamos a seguir alguns ítens

relacionados a este trabalho que podem ser objetos de maiores investigações.

Melhora do desempenho dos algoritmos paralelos

Apesar da implementação em paralelo dos sistemas gradientes apresentados ter propor-

cionado considerável melhora no desempenho, o muito tempo égasto em tarefas de comu-

nicação de processos. A redução na fração de tempo utilizadaem tarefas de comunicação é

necessária para um melhor desempenho da implementação.
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Resolução de problemas de otimização não convexos com restrições não lineares

Os problemas de otimização tratados neste trabalho possuemrestrições lineares, o que

facilita a formulação das formas Persidskii dos sistemas gradientes correspondentes, facili-

tando a análise de convergência. A viabilidade das técnicasde análise utilizadas neste tra-

balho a sistemas dinâmicos destinados à resolução problemas de otimização com restrições

não lineares exige maior investigação.

Utilização de outros métodos de integração numérica

Dois métodos de integração numérica foram utilizados para resolver os sistemas gradientes–

um método de Runge-Kutta de segunda ordem e o método de Euler com passo selecionado

através do método de Barzilai-Borwein, sendo que o segundo método exige tempo de com-

putação consideravelmente menor que o primeiro. Outros métodos de integração podem ser

usados, como métodos de integração implícitos, métodos de ordem variável e os métodos de

Adams com passo variável.

Utilização de outras técnicas para eliminação ou atenuaçãodo chattering

Neste trabalho, a técnica utilizada para eliminação do chattering foi a camada limite

com espessura constante. Diversas técnicas para atenuaçãoou eliminação do chattering es-

tão disponíveis na literatura, e podem ser aplicadas aos sistemas gradientes estudados neste

trabalho, um exemplo é a camada limite com espessura variante no tempo.

Restauração de imagens coloridas

As imagens tratadas neste trabalho são imagens em preto e branco, pois o modelo matemático

de restauração de imagens é adequado ao sistema gradiente (3.51). O processamento de

imagens coloridas não foi considerado neste trabalho, poiso modelo matemático de repre-

sentação destas imagens, em princípio, não é adequada aos modelos desenvolvidos neste

trabalho.

Implementação física, utilizando circuitos VLSI

Os sistemas gradientes apresentados neste trabalho são adequados para implementação

utilizando VLSI para processamento em tempo real. As implementações são potencial-

181



mente simples e baratas, pois podem ser feitas utilizando apenas resistores, amplificadores e

switches [12].

182



Apêndice A

Conceitos básicos de computação

paralela

Apresentamos a seguir uma breve introdução aos conceitos deprocessamento paralelo

utilizados nos capítulos que seguem. Uma introdução mais detalhada à computação paralela

é apresentada por Grama et al. [98]. Roosta [148] e Freeman e Phillips [149] apresentam

abordagens mais direcionada a algoritmos paralelos.

Arquitetura de máquinas paralelas

Existem hoje diversas arquiteturas de máquinas paralelas ea classificação mais utilizada

foi proposta por Flynn [150], conhecida comotaxonomia de Flynn. Segundo Flynn, existem

quatro categorias básicas de máquinas:

1. Single Instruction Stream (SISD) – é o modelo de von Neumann, nesta categoria

encaixam-se os microcomputadores pessoais e máquinas com apenas um processador.

2. Single Instruction Stream - multiple data stream (SIMD) –inclui máquinas que su-

portam paralelismo emarrays, que consiste em máquinas com vários processadores

conectados em forma degrid. Estas máquinas possuem uma unidade de controle que

recebe e interpreta instruções, para em seguida enviá-las aos processadores conectados

em grid para processamento paralelo.

3. Multiple instruction stream - single data stream (MISD) –poucas máquinas foram
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construídas nesta categoria e nenhuma teve sucesso comercial ou algum impacto na

computação científica.

4. Multiple instruction stream - multiple data stream (MIMD) – é a categoria mais abran-

gente, cobrindo máquinas com vários processadores e que suportam paralelismo de

processos.

Em uma máquina com múltiplos processadores, cada processador é identificado por um

número, iniciando em 0 e terminando emp− 1, em quep é o número de processadores exis-

tentes na máquina. As máquinas que possuem múltiplos processadores pertencem, segundo a

taxonomia de Flynn, à categoria MIMD. É esta classe de máquinas utilizadas neste trabalho,

como exemplos pode-se citar o cluster Itautec e a SGI Altix 350, descritas nas tabelas 1.1 e

1.2. As máquinas de múltiplos processadores, de acordo com aforma de acesso à memória,

podem ser classificadas de três formas

• Sistemas de memória compartilhada– a memória é global e acessível a todos os pro-

cessadores. Esquematicamente, esta arquitetura é mostrada na figura A.1.

• Sistemas de memória distribuída ou de memória local– a memória é local, cada pro-

cessador possui uma memória separada e não é acessível aos demais processadores. O

esquema desta arquitetura é mostrado na figura A.2.

• Sistemas híbridos– possuem memória distribuída e compartilhada. Nestes sistemas,

os processadores são divididos em grupos e, cada grupo de processadores possui seu

espaço de memória, que não é acessível aos demais grupos.

Como exemplos de sistemas de memória compartilhada podemos citar o SGI Altix 350, o

Cray SV1. Como exemplos de máquinas de memória distribuída, encontram-se o IBM SP2.

Na categoria de sistemas híbridos, encontra-se o cluster Itautec, que 16 possui nós com dois

processadores cada e memória de cada nó é compartilhada entre estes dois processadores.

Software

O paralelismo em máquinas paralelas é comumente gerenciadoatravés de APIs (Appli-

cation Programming Interfaces) específicas.
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P0 P1 P2 P3

MEMÓRIA

Figura A.1: Arquitetura de memória compartilhada – esquemade uma máquina com quatro
processadores, representados pelos blocosP0 aP4, e um único barramento de memória, que
é acessível por todos os processadores.

P0 P1 P2 P3

M0 M1 M2 M3

CANAL DE COMUNICAÇÃO

Figura A.2: Arquitetura de memória distribuída – esquema deuma máquina com quatro
processadores, identificados porP0 aP4 e as memórias correspondentes, representadas por
M0 a M1; a comunicação entre os processadores é feita pelo canal de comunicação, em
geral uma rede TCP/IP.

Dependendo da arquitetura da máquina, o paralelismo pode ser obtido através da criação

de processos outhreadsparalelos, definidos como segue:

• Um processoconsiste de um conjunto de instruções que executam uma tarefa, e não

compartilham recursos alocados pelo sistema operacional,como o espaço de memória.

Um processador é o dispositivo físico de hardware que executa os processos.

• Threadssão partes de um processo, cada processo possui pelo menos umthread, que

é chamado de thread mestre e diversos threads podem existir em um processo. Os

threads podem compartilhar entre eles os recursos alocadospelo sistema operacional

para o processo, como o espaço memória, o que os torna adequados à programação

paralela em sistemas de memória compartilhada.

Em sistemas de memória distribuída, atualmente as APIs maisutilizadas são as de pas-

185



sagem de mensagem, como MPI (Message Passing Interface) e PVM (Parallel Virtual Ma-

chine). Estas APIs criam, em cada processador, processos que executam as tarefas de forma

independente. A API de passagem de mensagens é responsável por gerenciar a comunicação

entre os processos criados e também por finalizá-los.

Em sistemas de memória compartilhada, o paralelismo pode ser gerenciado através do

OpenMP (Open Multi Processing), que consiste de um conjuntode especificações e inter-

faces para paralelizar um programa. O OpenMP funciona criando um único processo com

vários threadsparalelos, o número de threads é definido pelo usuário e é recomendável

que seja igual ao número de processadores disponíveis, poisassim cada thread é executado

por um processador, evitando a execução de mais de um thread por algum processador. O

OpenMP é destinado exclusivamente a sistemas de memória compartilhada e a comunicação

entre os threads é feita através da leitura direta da área de memória em que está armazenada

a informação desejada. As APIs de passagem de mensagens também podem ser utilizadas

em máquinas de memória compartilhada, o que torna os programas que as utilizam mais

portáveis.

Medidas de desempenho

O objetivo do paralelismo é reduzir o tempo necessário para completar uma determinada

tarefa computacional. O desempenho de um algoritmo paralelo é medido pelaaceleraçãoe

pelaeficiência, definidos a seguir.

Definição A.1. Sejatp o tempo de execução de um programa paralelo emp processadores e

ts o tempo de execução do algoritmo serial mais rápido utilizando 1 processador, aacelera-

ção emp processadoresé definida pela relação

Sp =
t0
tp

A aceleração, segundo a definição A.1, mede o ganho obtido em utilizar um programa pa-

ralelo ao invés de um programa serial executado em apenas um processador. Outra definição

de aceleração é dada em função da versão seqüencial do algoritmo paralelo.

Definição A.2. Sejatp o tempo de execução de um algoritmo paralelo emp processadores e
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t1 o tempo de execução do mesmo algoritmo em 1 processador, aaceleração emp proces-

sadoresé definida por

Sp =
t1
tp

De acordo com a definição A.2, a aceleração é uma medida do ganho obtido pela para-

lelização do algoritmo, e mede diretamente os efeitos provocados pela comunicação entre

processos e sincronização. Obviamente, os processadores usados para medir a aceleração

nas definições A.1 e A.2 têm que ser iguais.

Idealmente, a aceleração deve crescer linearmente, comSp = p, no entanto isto rara-

mente é verificado na prática, pois a medida que o número de processadoresp é aumentado,

aumenta também o tempo gasto com sincronização e comunicação entre os processos. Um

gráfico típico de aceleração, em comparação com a aceleraçãoideal, é mostrado na figura

A.3. Outra medida de desempenho associada à aceleração é a eficiência, definida a seguir.
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Figura A.3: Curva de speedup ideal (linha cheia) e um exemplo de uma curva de speedup
usualmente observado na prática

Definição A.3 (Eficiência).A eficiência emp processadores é determinada pela relação

Ep = 100 × Sp

p

A eficiência mede o percentual a fração de tempo em que os recursos totais de com-
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putação recursos de computação que são utilizados, sem contar o tempo total gasto com

comunicação e sincronização. Idealmente, quando a aceleração é linear, a eficiência é igual

a100% para todop, o que raramente é verificado na prática. Em implementações reais, o que

se verifica é um decréscimo da eficiência a medida que o número de processadores utiliza-

dos é incrementado, provocado pelo aumento tempo gasto em operações de sincronização

e comunicação entre os processos. Uma curva de eficiência usualmente obtida na prática é

mostrada na figura A.4. No desenvolvimento de algoritmos paralelos, deseja-se que a ace-

leração seja mantida o mais próximo possível ap e a eficiência o mais próximo possível a

100%.
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Figura A.4: Curva de eficiência usualmente obtida na implementação de algoritmos paralelos

As medidas de desempenho apresentadas acima são dadas em função do número de pro-

cessadores utilizados no processamento e são os parâmetrosque serão utilizados para avaliar

o desempenho dos programas paralelos desenvolvidos neste trabalho.
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Apêndice B

Software utilizado

A lista dos softwares usados no desenvolvimento das implementações dos algoritmos

deste trabalho é apresentada abaixo. Todos são de código livre ou estão disponíveis gratuita-

mente na Internet, exceto os softwares proprietários da Silicon Graphics.

1. Sistema operacional: RedHat Enterprise Linux + SGI ProPack.

2. Compilador: Intel FORTRAN Compiler 9.0, disponibilizado pela própria Intel em

http://www.intel.com. Versões não comerciais gratuitas estão disponíveis para

a plataforma LINUX, e versões de teste, válidas por 30 dias, estão disponíveis para a

plataforma Windows.

3. Bibliotecas MPI: Message Passing Toolkit (MPT), proprietário da Silicon Graphics.

É compatível com as especificações 1.0, 1.1 e 1.2 do MPI, além de possuir alguns

recursos do MPI-2. Uma alternativa de código livre ao MPT é o software MPICH

2, que é uma implementação das especificações MPI-1 e MPI-2, englobando as es-

pecificações implementadas pelo MPT. O MPICH 2 é fornecido gratuitamente em

http://www-unix.mcs.anl.gov/mpi/mpich2/.

4. Bibliotecas BLAS (Basic Linear Algebra Subroutines): Goto BLAS, disponível

gratuitamente emhttp://www.tacc.utexas.edu/resources/software,

implementadas por Katsushike Goto. O BLAS foi usado para efetuar todas as opera-

ções envolvendo vetores e matrizes, maximizando o desempenho dos aplicativos, além

de proporcionar uma melhor utilização de memória através douso de subrotinas do

Sparse BLAS, incorporadas no Goto BLAS.
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5. Cálculo da FFT: FFTW 3.12 (Fastest Fourier Transform in the West), disponível

gratuitamente emhttp://www.fftw.org. Utilizado para determinar a inversa do

pré-condicionador circulante, usado no método dos gradientes conjugados.
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