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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos
necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

APRENDIZADO PROFUNDO PARA FILTRAGEM ONLINE NUMA REGIÃO
DE BAIXA RESOLUÇÃO DE UM CALORÍMETRO FINAMENTE

SEGMENTADO

Isabella Silva Ferreira
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Marcia Begalli

Programa: Engenharia Elétrica

O ATLAS é um dos experimentos do LHC, o maior acelerador de partículas
do mundo, localizado no CERN. Colisões são produzidas pelo LHC a cada 25 ns
e atingiram 13 TeV de energia em 2018. Nesse ambiente de alta taxa de eventos
(cerca de 60 TB/s), um sistema de filtragem online (Trigger) é mandatório para
selecionar quais eventos devem ser armazenados. O experimento ATLAS adotou o
algoritmo NeuralRinger na etapa rápida do segundo nível do Trigger de elétrons a
partir de 2017. Este algoritmo compacta a informação do sistema de calorimetria
através da construção de anéis concêntricos ao redor da célula mais energética do
chuveiro. Estes anéis são usados como entradas em uma ensemble de redes neurais
especialistas onde cada uma delas atua de acordo com a posição da partícula no
calorímetro e sua energia. Atualmente o Trigger de elétrons é projetado para operar
somente na região central do detector (η < 2, 5), não contemplando a região Forward
(η > 2, 5). Todavia muitos processos físicos de interesse possuem elétrons em seus
estados finais que são produzidos em ângulos menores do que 10◦ em relação ao feixe
de partículas e a seleção online destes elétrons auxiliaria no estudo de tais processos,
uma vez que isto reduziria a perda de eventos com física de interesse. Desta forma,
este trabalho busca estender a atuação do NeuralRinger para região Forward do
calorímetro mediante a emulação das características dessa região e a partir de dados
da área mais externa coberta pelo Trigger. Modelos baseados em MLP e redes
neurais convolucionais foram treinados usando dados de colisão e seu desempenho
foi comparado com objetivo de avaliar a eficiência na detecção de elétrons e se o
modelo profundo teria desempenho superior nesta etapa de filtragem.
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The ATLAS is one of the experiments at LHC, the world’s largest particle ac-
celerator, located at CERN. Collisions are produced by the LHC every 25 ns and
reached around 13 TeV of energy in 2018. In this high event rate environment
(about 60 TB/s), an online filtering system is mandatory to select which events
will be stored. The ATLAS experiment adopted the NeuralRinger algorithm in the
Fast step of the second level of the Electron Trigger in 2017. This algorithm com-
presses the calorimetry system information by building concentric rings around the
most energetic cell of shower. These rings are entries in an ensemble of expert neu-
ral networks where each of them acts according to the position in the calorimeter
and the particle energy. Currently, the online electron filtering system is developed
to operate only in the central region of the detector (η < 2.5), not including the
Forward region (η > 2.5). However, many physical processes of interest have high
pseudorapidity electrons in their final states produced at angles smaller than 10◦

relative to the particle beam. The online selection of these electrons would help to
study these processes, as it reduces the loss of events with the physics of interest.
Therefore, this work investigates extending the performance of the NeuralRinger
to the Forward calorimeter region by emulating the characteristics of this region
from data of the outermost area covered by the Trigger. Models based on MLP and
convolutional neural networks were trained using collision data to compare their
efficiency in electron detection and check if a deep learning model would have a
superior performance in the filtering task.
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Capítulo 1

Introdução

O avanço da tecnologia durante a Era da Informação propiciou o crescimento
exponencial da quantidade de dados gerados e armazenados, oriundos das mais
diversas aplicações e áreas de conhecimento. Este fenômeno, conhecido como Big
Data, é caracterizado pela grande diversidade, volume e velocidade de produção
da informação, características que tornam o processamento e gerenciamento destes
dados por software inconcebível. Neste contexto, a procura por eventos raros torna-
se desafiadora e extremante limitante. Por consequência, a criação de sistemas
de filtragem e a otimização dos processos de armazenamento da informação para
assegurar a confiabilidade e acessibilidade dos dados são impreteríveis.

Por ventura, para algumas aplicações onde o aumento do número de eventos é
imprescindível mediante a raridade do sinal de interesse, a eficiência da filtragem
deve ser alta e a tomada de decisão deve ser online assegurando a viabilidade do
armazenamento físico da informação. Neste tipo de sistema, a latência é muitas
vezes o fator impeditivo para a escolha de técnicas sofisticadas. Assim, um possível
arranjo deste sistema seria o sequenciamento de níveis mais restritivos, em que os pri-
meiros segmentos (ou níveis) utilizam sensores de leitura e métodos de classificação
rápida (online), enquanto nos últimos níveis emprega-se plenamente a capacidade
de processamento e os eventos são selecionados e armazenados para análise posterior
(offline). Em virtude disto, a versão online pode ser desenvolvida a partir de uma
adaptação da técnica aplicada ao processamento offline para as condições de latência
e velocidade da seleção online.

Algumas técnicas utilizadas em problemas de identificação e classificação de even-
tos raros utilizam o conhecimento de áreas como: Ciência de Dados; Aprendizado
de Máquinas e Inteligência Computacional. O êxito do emprego de modelos en-
volvendo, simultaneamente ou não, estas áreas de conhecimento é perceptível pela
abundância de estudos e aplicações nas mais diversas áreas do conhecimento, como
exemplo: a busca por eventos de interesse na triagem de pacientes com suspeita de
patologias; procura por falhas ou predição de anomalias em equipamentos, dutos ou
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construções civis; detecção de objetos por sistema de sonar passivo; identificação de
partículas em experimentos de Física de Altas Energias.

1.1 Motivação

Na área de Física de Altas Energias, aceleradores e detectores gigantescos são
utilizados para estudar partículas subatômicas e raios cósmicos. Aceleradores como
o LHC, (Large Hadron Collider) [1] situado no CERN (Centre Européene pour la
Rechèrche Nucleaire) localizado em Genebra, Suíça, atualmente o maior colisionador
de partículas do mundo, geram milhares de colisões por segundo em busca de eventos
raros que permitirão a compreensão sobre as partículas elementares que constituem
o universo e como são regidas as suas interações.

Em 2012, no LHC, foi observado uma nova partícula bosônica com massa em
torno de 125 GeV/c2 com características compatíveis com o modelo teórico proposto,
muitos anos antes por Peter Higgs e Robert Brout para o Bóson de Higgs [2–4]. Esta
observação foi confirmada pelos experimentos ATLAS (A Toroidal LHC Apparatus)
[5] e CMS (Compact Muon Sollenoid) [6] concomitantemente através de medidas
independentes. Tal resultado proporcionou a estes cientistas o prêmio Nobel de
física em 2013.

Para que os detectores sejam capazes de coletar dados provenientes de eventos
extremamente raros como o Bóson de Higgs, com número de amostras suficiente
para caracterizar esta assinatura mediante milhares de eventos oriundos de outros
decaimentos e interações, que podem ter assinaturas semelhantes e que constituem
uma enorme massa de ruído, o LHC concentra feixes de prótons que são acelera-
dos a altas energias e geram colisões da ordem de 13 TeV de energia de centro de
massa, a cada 25 ns. No experimento ATLAS, o armazenamento total dos eventos
na alta taxa (40 MHz) demandaria uma banda de 60 TB/s, o que é inconcebível,
além de que seriam necessários anos para completar a coleta dos dados que seria
majoritariamente composta por eventos de física ordinária. Desta forma, é indubi-
tável a necessidade de um sistema de filtragem online que remova eventos de ruído
e selecione os dados de interesse (normalmente eventos com pouca probabilidade
de ocorrência) com objetivo de atingir uma taxa factível para o armazenamento e
posterior análise offline.

O ATLAS [7, 8] possui um sistema de filtragem online, chamado Trigger [9], com
objetivo de alcançar o tempo médio de decisão (latência) necessária para operar
com a taxa de eventos produzida pelo LHC. O Trigger do ATLAS é dividido em
dois níveis de processamento sequenciais. O Primeiro Nível de Filtragem (L1) opera
em hardware e reduz o fluxo de eventos para 100 kHz e opera com latência inferior
a 2, 5 µs. O Segundo Nível de Filtragem, denominado Alto Nível de Trigger (HLT),
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é baseado em software e é dividido em duas etapas: rápida e precisa. Este nível
obteve uma taxa média de saída igual a 1 kHz durante o período de 2015 a 2018

[10].
No ATLAS, o processamento offline é utilizado como referência para a tomada

de dados, desta forma o HLT é implementado a partir de uma adaptação do modelo
offline. Esta técnica garante a conformidade entre a tomada de decisão pelo sistema
online e a referência. Todavia, é necessário utilizar técnicas para avaliar o impacto
da tomada de decisão online nas amostras, isto pode ser avaliado a partir de análises
físicas realizadas durante o processamento offline.

O Trigger do ATLAS opera a partir de técnicas de reconhecimento de padrões
para a identificação de sinais de interesse, dentre eles partículas como os elétrons que
foram fundamentais para a observação do Bóson de Higgs, além de serem importan-
tes pois constituem o produto de uma série de outros decaimentos e processos raros
que devem ser estudados pelos físicos para ajudar a compreender modelos teóricos
como por exemplo o Modelo Padrão de Partículas Elementares (MP) e teorias além
do Modelo Padrão, como a teoria da Supersimetria [11–15].

As assinaturas dos elétrons no ATLAS são oriundas do detector de traços e do
sistema de calorimetria [16, 17]. Os calorímetros são compostos por mais de 200 mil
canais com baixa latência de leitura e são responsáveis por absorver e mensurar a
energia das partículas [18]. A interação das partículas com o material ativo do calo-
rímetro produz uma cascata de partículas cujo formato é fundamental pois auxilia
na identificação da partícula incidente e é basilar para o sistema de filtragem online.

O detector de traços mede a trajetória e o momento das partículas [19, 20]. Os
sinais medidos por estes detectores estão submetidos a distorções devido a localiza-
ção da interação ou incidência no detector, a energia da partícula e o empilhamento
de sinais ocasionado pela alta luminosidade do LHC.

O aumento da luminosidade1 e a consequente elevação da taxa de colisões no
LHC, com objetivo de aumentar a estatística de eventos raros, tem amplificado
o empilhamento dos sinais devido a elevação da ocupação do detector. Este fato
assegura a necessidade da utilização de algoritmos rápidos e com alta capacidade
discriminante no início da cadeia de filtragem de elétrons. Como os calorímetros
possuem flutuações na uniformidade dos canais de leitura e as assinaturas oriundas
dos processos físicos são dependentes da energia, uma solução viável para manter
a alta detecção com uma baixa taxa de falsos positivos é o desenvolvimento de
modelos específicos para determinadas regiões de energia e posição. Mediante isto,
a construção de um ensemble de modelos dedicados a posição no calorímetro e a

1Na Física de Partículas Elementares a luminosidade (L) é definida pela multiplicação do inverso
da seção de choque (σ) de produção dos eventos pelo número de eventos (N) em função do tempo
(t). Matematicamente: L = 1

σ
dN
dt
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energia transversa da partícula é um artifício para contornar as não-linearidades do
detector durante a seleção online.

Nesse cenário, o ATLAS adotou uma nova estratégia para a etapa rápida do
sistema de filtragem online de elétrons baseada em informação de calorimetria e
que atua através da compactação da informação e conhecimento especialista, este
algoritmo é chamado de NeuralRinger [21–23]

O NeuralRinger foi proposto no início da década de 1990, numa colaboração
desenvolvida no Instituto Alberto Luiz Coimbra de Pós-graduação e Pesquisa de
Engenharia (COPPE/UFRJ) [24]. O método, adotado pelo ATLAS a partir de
20172, compacta a informação de calorimetria e a utiliza como entrada em um
ensemble de modelos neurais especialistas do tipo MLP(Multi-Layer Perceptron).
Este modelo foi adotado pelo ATLAS para a etapa rápida do HLT para energia
transversa (ET) acima de 15 GeV e para região central do detector que abrange
|η| < 2, 5. Para regiões com |η| > 2, 5, ainda não existe Trigger, nem nenhum
sistema de seleção para elétrons online. Desta maneira, a identificação de elétrons
nesta região do calorímetro é realizada apenas através do processamento offline.
A extensão do NeuralRinger para a região mais externa do detector é instigante,
uma vez que a identificação ótima de elétrons para regiões de alta pseudorapidez
do detector propiciam a expansão do espaço de fase para a realização de medidas e
pesquisa sobre processos como: Drell-Yan; QCD (difrativo e espalhamento elástico,
dinâmica de low-x partons, Monte Carlo para raios cósmicos); processos eletrofracos
em γγ; interação e física de Higgs (vector-boson-fusion e produção exclusivamente
central), tais medidas auxiliam na comprovação de teorias como o MP [25].

1.2 Objetivos

O objetivo deste trabalho é construir a filtragem online de alto nível na sua etapa
inicial de processamento com base na calorimetria para a região forward (|η| > 2, 5)
mediante a emulação das condições desta região a partir de dados da parte mais
externa do barril do sistema de calorímetros do ATLAS (2, 37 ≤ |η| < 2, 47). O
objetivo desta emulação é realizar uma redução sintética de granularidade, uma vez
que não existe reconstrução online na região Forward. Além disto, este trabalho
também avaliou o desempenho de modelos MLP e CNN 3 para tomada de decisão

2A proposta original do algoritmo NeuralRinger não era baseada em um ensemble de modelos,
mas sim em um modelo único para todo o espaço de fase. O método utilizando um ensemble de
modelos especialista para cada região de ET e η foi criado em 2016 e começou a operar no ATLAS
em 2017.

3Atualmente o NeuralRinger opera com um ensemble de modelos MLP na região central do
calorímetro, isto propiciou o estudo da performance deste modelo para as condições da região
Forward. A implementação do modelo profundo foi motivada pelo desenvolvimento deste tipo de
rede neural para a região central do calorímetro [26] e para identificação de partículas offline [27],
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online na partição mais externa do barril de modo a emular o comportamento destes
modelos para futuras aplicações no desenvolvimento de um Trigger para o setor de
alta pseudorapidez do experimento ATLAS.

1.3 Organização da dissertação

Este documento foi dividido por capítulos da seguinte forma: O Capítulo 2 in-
troduz os conhecimentos sobre física de altas energias, aceleradores e detectores de
partículas que são necessários para a compreensão deste trabalho. O Capítulo 3
apresenta o experimento ATLAS e detalha seus subsistemas e detectores que são
utilizados para coleta dos dados empregados nesta dissertação. O Capítulo 4 apre-
senta o sistema de filtragem online de elétrons do ATLAS e as estratégias empregas
na identificação de elétrons na região Forward. O Capítulo 5 descreve o método
proposto nesta dissertação. O Capítulo 6 apresenta os resultados encontrados e, por
fim, o Capítulo 7 expressa as conclusões e as perspectivas futuras de pesquisa.

ambos com resultados estimulantes.
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Capítulo 2

A física experimental e de altas
energias e o LHC

O estudo da física de partículas foi fundamento a partir do trabalho publicado
em 1935 por Yukawa [28]. A partir desta publicação as experiências com raios
cósmicos 1 foram impulsionadas e surgiram colaborações internacionais para estudo
dos mesmos, especialmente com técnicas de emulsões expostas a grandes altitudes.
Posteriormente, com a descoberta do píon por Lattes, Occhialini e Powell [29] teve
início, na década de 1950, a construção de grandes aceleradores de partículas como
o Cosmotron em Brookhaven National Laboratory (BNL), SLAC em Stanford e o
Fermi National Accelerator Laboratory (Fermilab) nos Estados Unidos, Desy na
Alemanha, Dubna e Serpukhov na União Soviética e o CERN na Suíça [11, 15].

O CERN foi criado em 1953 para estudo de física nuclear e de altas energias.
O Synchro-Cyclotron (SC) foi o primeiro acelerador do CERN e sua construção foi
iniciada em 1954 mas o programa experimental teve início em 1958. Anos depois
com o desenvolvimento do complexo de aceleradores do CERN, o SC torna-se uma
das primeiras etapas de aceleradores, fornecendo e injetando partículas diretamente
em aceleradores maiores. O LHC, atualmente o maior acelerador de partículas do
mundo, estreiou o seu programa a partir de 2008, sendo uma das últimas adições ao
complexo de aceleradores do CERN.

2.1 As partículas elementares e o Modelo Padrão

O MP descreve as partículas elementares, suas interações e três das quatro for-
ças fundamentais da natureza: a forte, a fraca e a eletromagnética. Este modelo
categoriza as partículas em dois grupos principais: os férmions e o bósons [12, 13, 30].

1Os raios cósmicos são compostos por partículas altamente energéticas provenientes do cosmos
que atingem a atmosfera terrestre e interagem com os núcleos dos gases que a compõem gerando
chuveiros de partículas.
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Figura 2.1: Modelo Padrão de Partículas Elementares. Extraído de [28]

Os férmions são partículas que obedecem à estatística de Fermi-Dirac 2. Este
grupo é composto por quarks e léptons. Os léptons, por sua vez, são partículas
de spin semi-inteiro (}/2, 3}/2, 5}/2, etc), supostamente sem estrutura interna e
que podem ser detectados isoladamente. Existem seis tipos diferentes de léptons e
seis anti-léptons, estando eles distribuídos em três gerações ou famílias. Os quarks
formam os hádrons que podem ser subdivididos em bárions e mésons. Os bárions
são formados por três quarks e os mésons são formados por um par quark-antiquark,
não sendo necessariamente o antiquark a antipartícula do quark que forma o par.
Os quarks não são detectados em estado isolado, sendo medidos apenas em estados
ligados, como os citados. Existem seis “sabores” de quarks e seis “sabores” de an-
tiquarks e estes são classificados em três famílias (gerações), como ilustra a Figura
2.1.

Os bósons são partículas de spin inteiro que obedecem a estatística de Bose-
Einstein. As interações fundamentais são mediadas por bósons. O fóton é o me-
diador da interação eletromagnética, o gráviton (supostamente) é o mediador da
interação gravitacional (ainda não foi detectado experimentalmente), o W e o Z os
mediadores da força fraca e o glúon é o mediador da força forte. Este possui carga de
cor assim como os quarks e não deve ser observado em estado de partícula isolada.

2A estatística que uma partícula obedece está associada com a simetria da função de onda que
descreve um par de partículas iguais, se porventura existe a troca entre tais partículas. A função
de onda que descreve dois bósons idênticos deve ser simétrica com relação à troca de tais partículas
e a que descreve dois férmions deve ser antissimétrica [12, 15]
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2.1.1 Interação das partículas com a matéria

A detecção de uma partícula é feita mediante a interação desta com um meio
material. As interações dependem da natureza da partícula incidente e de suas ca-
racterísticas físicas, como por exemplo massa, energia, momento, carga, etc e das
propriedades do meio tais como número atômico, massa e até mesmo a estrutura
molecular. A compreensão dos processos de interação com matéria e das probabili-
dades de decaimento das partículas são fundamentais para a construção de aparatos
capazes de detectar e identificar novas partículas com precisão e confirmar teorias
físicas sobre a origem e a composição da matéria.

Nos grandes experimentos de física de partículas, como no ATLAS, o processo
para detecção é realizado através da interação da partícula com o material que com-
põe o detector. Esta interação gera sinais que são tratados e manipulados para obter
as propriedades da partícula incidente. Usualmente os experimentos possuem vários
detectores com o objetivo de garantir precisão e devido sobretudo a complexidade
da obtenção de informações para identificação das partículas por um único detec-
tor como por exemplo: medidas de momento e energia, carga, posição no detector,
posição dos vértices de interação, dentre outras variáveis.

Para lidar com isto o ATLAS possui um conglomerado de subsistemas formado
pelo detector interno, o sistema de calorimetria e o detector de múons (o capítulo 3
apresenta os subsistemas do ATLAS com detalhes).

A interação das partículas com a matéria do calorímetro gera uma cadeia de
eventos decorrendo da multiplicação do número de partículas até sua extenuação,
este processo é chamado de chuveiro de partículas. Existem duas possibilidades para
o desenvolvimento do chuveiro. Se a partícula em questão for um elétron ou fóton,
o desenvolvimento é dado por uma cadeia de produção agregando, em sua maioria,
elétrons e fótons, ou seja, léptons. No outro caso, partículas hadrônicas (hádrons)
podem decair tanto em outras partículas hadrônicas quanto em léptons.

No ATLAS os calorímetros dedicam-se a detecção dos processos de desenvolvi-
mento do chuveiros. O ECAL é destinado a detecção de chuveiros oriundos, sobre-
tudo, de interações eletromagnéticas; o HCAL é responsável pela medida da energia
e o HAD pela contenção dos chuveiros oriundos da interação forte, a Figura 2.2
ilustra a interação das partículas nos detectores do experimento ATLAS. No caso
dos neutrinos, o desafio para sua detecção resulta da mínima seção de choque de
interação com os núcleos do material por via da interação fraca, único meio de
interação possível para essa partícula. Por isso, a estratégia para detecção de neu-
trinos é sempre indireta. Nesse caso, assume-se que toda energia faltante é dada por
neutrinos ao aplicar o conceito de conservação do momento transverso e, para isso,
propriedade de hermeticidade do detector é necessária para as demais partículas, ou
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seja, ampla cobertura em η do detector, e consequentemente dos calorímetros. No
ATLAS isto é feito a partir do FCAL.

Figura 2.2: Interação das partículas com os detectores do experimento ATLAS.
Extraído de [31]

2.1.2 Física de interesse nas regiões de alta pseudorapidez do

detector

O LHC, na Run 3, irá colidir prótons com energia de centro de massa em torno
de 14 TeV [32], inaugurando um espaço de fase sem precedentes para a produção
de partículas que abrangem ∆η ≈ 20 unidades de pseudorapidez. Muitos processos
de dispersão interessantes (a maioria mediados por interações sem cor 3 possuem
partículas emitidas em ângulos muito pequenos em relação a linha do feixe. Esses
processos são identificados por partículas Forward (jatos, prótons, léptons, íons) nos
estados finais [25].

Dois dos principais mecanismos da produção de Higgs estão relacionados dire-
tamente com a emissão de partículas com alta pseudorapidez são eles a produção
da fusão de bósons vetoriais (VBF) e o canal exclusivamente central onde o Higgs é
produzido a partir da fusão de glúons. [33]

Muitos aspectos da física da interação forte também podem ser estudados com os
detectores Forward, tais como processos difrativos suaves (soft diffrative processes),

3cor é um número quântico associado aos quarks.
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seção de choque elástica p-p, seção de choque de difração de regime duro, física de
low-x QCD, saturação de glúons, evolução da cromodinâmica quântica (QCD) não
linear, multi-parton scattering, processos de Drell-Yan [34], entre outros processos
[33]. De forma similar os processos de eletrodinâmica quântica (QED) como γγ →
l+l− e o estudo de acoplamentos anômalos de bósons de gauge também possuem
produção próxima da linha do feixe.

Ainda assim, o sistema de filtragem online de elétrons é projetado para operar
somente na região central do detector (η < 2, 5), não contemplando, portanto, a
região Forward. Todavia muitos dos processos citados possuem elétrons de alta
pseudorapidez em seus estados finais e a seleção online de elétrons para esta região
auxiliaria no estudo destes processos uma vez que isto reduziria a perda de eventos
com a física de interesse.

2.2 Large Hadron Collider (LHC)

No CERN são utilizados os maiores e mais complexos instrumentos científicos
para criar as condições necessárias na detecção e estudo dos constituintes básicos
da matéria e da antimatéria, com objetivo de possibilitar a confirmação de teorias
fundamentais da física de partículas. Para gerar essas condições, o CERN opera
um conjunto de aceleradores de partículas, entre os quais o maior acelerador de
partículas do mundo, o LHC.

O LHC acelera 2 feixes de partículas a altas energias que colidem em quatro
pontos dentro do acelerador onde estão instalados detectores de partículas para
registar os resultados destas colisões. O LHC possui 27 km de circunferência e 7 m
de diâmetro e está situado a 100 m abaixo da superfície [1].

O LHC colide feixe de prótons com energia de centro de massa equivalente até
13 TeV, bem como feixes de íons pesados (Pb) com energia de 2, 76 TeV por nucleon
(cerca de 575 TeV por íon) [35]. Essas interações ocorrem em quatro pontos ao
redor do LHC, onde estão localizados os principais experimentos. São eles: A Large
Ion Collider Experiment (ALICE), criado com objetivo de estudar a física de íons
pesados, Large Hadron Collider beauty experiment (LHCb) especializado na física
do quark b, Compact Muon Solenoid (CMS) e o ATLAS.

2.3 Inteligência computacional em física de altas

energias

O interesse pela Aprendizagem de Máquina (Machine Learning) explodiu na úl-
tima década. Com desenvolvimento tecnológico acelerado, é notória a interação cada
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vez maior das aplicações de computador com seres humanos. Software de detecção
de spam, sistemas de recomendação, marcação em fotos de redes sociais, assisten-
tes pessoais ativados por voz, carros autônomos, smartphones com reconhecimento
facial, entre outras. Fundamentalmente, a utilização de algoritmos para extrair in-
formações de um montante crescente de dados provenientes destas aplicações se faz
necessário. As Redes Neurais Artificiais têm sido amplamente utilizadas neste con-
texto e modelos como MLPs e CNNs são exemplos citados com frequência cada vez
maior pela obtenção de resultados satisfatórios para problemas de classificação e es-
timação. Encontram-se aplicações contendo Aprendizado de Máquinas em Física de
Altas Energias principalmente nos canais de busca física ou na discriminação de es-
tados finais de uma série de partículas. As principais técnicas aplicadas são Boosted
Decision Tree (BDT), Perceptron de Múltiplas Camadas (MLP) e Rede Bayesiana
[36–39].

Especificamente para identificação de elétrons, as primeiras propostas com apli-
cação de redes neurais envolveram: a aplicação na análise física e proposta para
atuação na filtragem online de elétrons no d0 [40]; exercício considerando a separa-
ção elétron-fóton em dados do experimento E734 [41] dedicado a medição de espa-
lhamento elástico do neutrino do elétron. Os resultados mostram superioridade de
eficiência de seleção comMLP em relação às referências em todos os casos abordados.

O Experimento (H1) [42] desenvolveu redes neurais [43–45] para a filtragem
online em objetos físicos de interesse do experimento. A implementação foi realizada
em hardware para a atuação no segundo nível de filtragem com 20 µs de latência.
O sistema operou em paralelo desde o início do experimento com outra decisão
baseada em cortes lineares, complementando-a e possibilitando coletar estatística
para processos de difícil análise, onde é citado o caso de processos de produção de
mésons.

No ATLAS, em especial na identificação de elétrons, a partir de 2017, uma es-
tratégia para filtragem online de elétrons baseado um ensemble de redes neurais
artificiais foi adotado mediante o emprego do algoritmo NeuralRinger para a região
central do detector e energias transversas acima de 15 GeV. A adoção desta técnica
permitiu a redução significativa da taxa de falsos positivos (PF ), enquanto a detec-
ção (PD) foi mantida em comparação ao método anterior que baseava-se em cortes
lineares em variáveis físicas extremamente discriminantes (Cut-Based) [21, 22, 26].

O ATLAS também realizou estudos utilizando um modelo neural profundo
(DNN) na identificação offline. O modelo proposto em [27] contém 10 camadas
escondidas (cada uma com 256 neurônios) e uma camada de saída com apenas um
neurônio. Os resultados para classificação que foram apresentados demostraram
grande superioridade em relação a estratégia de seleção offline atualmente utilizada
[46] (máxima verossimilhança). Recentemente, uma versão simplificada, com menos
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camadas, do DNN foi proposta para atuar no último estágio de seleção de elétrons
no online. Todavia, essa proposta ainda encontra-se em desenvolvimento.
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Capítulo 3

O Experimento ATLAS

A Toroidal LHC Apparatus (ATLAS),[47] ilustrado na Figura 3.1, é um expe-
rimento de propósito geral, ou seja, foi construído para estudar e medir a maior
variedade possível de sinais, isto permite que novos processos ou partículas físicas
possam ser detectados e suas propriedades medidas.

O ATLAS tem 44 m de comprimento, 25 m de altura e pesa em torno de 7000

T. Ele possui formato cilíndrico e é formado por um conjunto de sub-sistemas, cada
um com características e finalidades próprias. Os principais são: o detector interno
(inner detector), o sistema de calorimetria e o sistema de múons.

A colaboração internacional ATLAS envolve mais de 3000 pesquisadores de
mais de 174 instituições e laboratórios de 38 países. Esses números incluem a
COPPE/UFRJ, Instituto de Física da UFRJ e o Instituto de Física da UERJ.

Figura 3.1: Experimento ATLAS. Extraído de [48]
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3.1 Sistema de Coordenadas do ATLAS

O ATLAS utiliza um sistema de coordenadas cilíndricas baseada em duas va-
riáveis: η e φ (Figura 3.2).O ângulo φ é definido como o ângulo radial, ou seja é
formado pela projeção da trajetória da partícula no plano perpendicular ao eixo
formado pelo feixe de partículas no ponto de colisão. A pseudorapidez η permite
mapear qualquer ponto no espaço do detector e é dada pela Equação (3.1). O ângulo
formado entre a direção do feixe e a trajetória da partícula é chamado θ.

η = − log

(
θ

2

)
(3.1)

Figura 3.2: Sistema de coordenadas do experimento ATLAS. Extraído de [49]

3.2 Detector Interno

O Detector Interno (ID) [19, 20] (Figura 3.3) é composto por um conjunto de
detectores de alta precisão posicionados em torno do eixo de colisão: o Detector de
Pixel [50], o Detector de Rastreamento por Semicondutores (SCT) [51] e o Detector
de Rastreamento por Transição de Radiação (TRT) [52]. O ID foi desenvolvido
com o propósito de rastrear a trajetória das partículas eletricamente carregadas,
medir a sua carga, o momento e os vértices primário e secundário que correspondem
respectivamente ao ponto de interação p-p e o ponto de decaimento de uma partícula
gerada após a interação primária. Este detector possui cobertura simétrica em φ

para |η| < 2, 5, esta limitação está relacionada à região com nível de incidência de
radiação tolerável pelo equipamento.
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Figura 3.3: Detector Interno do experimento ATLAS. Extraído de [53]

3.2.1 O Detector de Pixel

O Detector de Pixel é constituído por uma estrutura de pixels de silício e foi
projetado para fornecer três pontos de alta precisão. O sistema possui três barris a
uma distância radial média de aproximadamente 5 cm, 10 cm e 13 cm, as três tampas,
por sua vez, estão posicionadas em cada um dos lados com distância radial de 11 e 20

cm. A camada mais interna deste detector está localizada o mais próximo possível
do ponto de interação com objetivo de fornecer a resolução ideal do parâmetro de
impacto. O Detector de pixel fornece a informação de rastreamento crítica para o
reconhecimento de padrão próximo ao ponto de colisão e é responsável, em grande
parte, pela identificação de vértices secundários.

3.2.2 SCT

O SCT é composto por quatro camadas duplas de microfibras de silicone. Cada
componente possui em torno de 768 canais de leitura com 80 µm de afastamento. As
tampas possuem construção semelhante mas utilizam tiras cilíndricas para formar
um conjunto radialmente alinhado e com cerca de 6, 3 M de canais que permitem
distinguir traços separados a uma distância de 200 µm.

3.2.3 TRT

O TRT possui fibras preenchidas com um material que emite radiação de tran-
sição quando uma partícula o atravessa. A reação gerada pela partícula carregada
ao passar pela fibra preenchida permite a leitura dos dados do traço nesta região.
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O barril contém cerca de 50 mil canais, divididos ao meio para reduzir a ocupação
e sua leitura em cada ponta. A tampa contém 300 sensores radiais, com a leitura
na ponta externa. As medições realizadas pelos canais são em formas de impulsos e
dão uma resolução espacial de 170 µm por canudo.

3.3 Sistema de Calorimetria

Figura 3.4: Sistema de calorimetria do experimento ATLAS. Extraído de [53]

O sistema de calorimetria do ATLAS [7, 8, 16] é constituído por calorímetros
de amostragem com simetria em relação ao ângulo azimutal φ e formados por cé-
lulas com geometria aproximadamente retangular no plano η × φ. Os calorímetros
do ATLAS são subdivididos em duas partes principais, a parte eletromagnética é
composta pelo calorímetro de Argônio Líquido (LAr) [17] e a parte hadrônica pelo
Calorímetro Hadrônico de Telhas (TileCal) e pelas tampas (HEC). Para fornecer
hermeticidade e cobrir a região mais próxima do feixe o ATLAS utiliza um calorí-
metro com granularidade menor, o FCAL. Na região com pseudorapidez |η| < 1, 8,
situado antes dos calorímetros, está o Pré-Amostrador (PS) que é formado por uma
camada fina de LAr e com ausência de meio passivo, por este motivo não caracteriza
um calorímetro. A função do PS é absorver as partículas que provém de chuveiros
formados antes dos calorímetros.

A Tabela 3.1 apresenta o número de canais de leitura, a segmentação e a gra-
nularidade utilizada em cada seção do sistema de calorimetria. A granularidade é
reduzida para as camadas mais externas já que estas possuem células maiores e isto
afeta a precisão da medida de energia.
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Pré-amostrador (PS) Barril Tampa
Cobertura |η| < 1, 52 1, 5 < |η| < 1, 8
Segmentação Longitudinal 1 camada 1 camada
Granularidade (∆η ×∆φ) 0, 025× 0, 1 0, 025× 0, 1
Canais de Leitura 7808 1536 (ambos os lados)
Eletromagnético Barril Tampa (EMEC)
Cobertura |η| < 1, 475 1, 375 < |η| < 3, 2
Segmentação Longitudinal 3 camadas 3 camadas 1, 5 < |η| < 2, 5

2 camadas 1, 375 < |η| < 1, 5
2 camadas 2, 5 < |η| < 3, 2

Granularidade (∆η ×∆φ)
Camada 1 0, 003× 0, 1 0.025× 0.1 1, 375 < |η| < 1, 5

0, 003× 0, 1 1, 5 < |η| < 1, 8
0, 004× 0, 1 1, 8 < |η| < 2, 0
0, 006× 0, 1 2, 0 < |η| < 2, 5
0, 1× 0, 1 2, 5 < |η| < 3, 2

Camada 2 0, 025× 0, 025 0, 025× 0, 025 1, 375 < |η| < 2, 5
0, 1× 0, 1 2, 5 < |η| < 3, 2

Camada 3 0, 050× 0, 025 0, 050× 0, 025 1, 5 < |η| < 2, 5
Canais de Leitura 101760 62208 (ambos os lados)
Had. Telhas Cintilantes (Tile-
Cal)

Barril Barril estendido

Cobertura |η| < 1, 0 0, 8 < |η| < 1, 7
Segmentação Longitudinal 3 camadas 3 camadas
Granularidade (∆η ×∆φ)
Camadas 1, e 2 0, 1× 0, 1 0, 1× 0, 1
Camada 3 0, 2× 0, 1 0, 2× 0, 1
Canais de Leitura 5760 4092 (ambos os lados)
Had. Argônio Líquido (HEC) Tampa
Cobertura 1, 5 < |η| < 3, 2
Segmentação Longitudinal 4 camadas
Granularidade (∆η ×∆φ) 0, 1× 0, 1 1, 5 < |η| < 2, 5

0, 2× 0, 2 2, 5 < |η| < 3, 2
Canais de Leitura 5632 (ambos os lados)
Calorímetro Dianteiro (FCal) Dianteiro
Cobertura 3, 1 < |η| < 4, 9
Segmentação Longitudinal 3 camadas
Granularidade (∆η ×∆φ) ∼ 0, 2× 0, 2
Canais de Leitura 1762 (ambos os lados)

Tabela 3.1: Região de cobertura em η, granularidade e número de canais de leitura
das camadas dos calorímetros. Adaptado de [54].
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3.3.1 Calorímetro Eletromagnético

O Calorímetro Eletromagnético do ATLAS divide-se em duas partes: a região
central (também chamada de barril) que abrange |η| < 1, 475 e as tampas que co-
brem 1, 375 < |η| < 3, 2. O ECAL utiliza argônio líquido como material ativo,
eletrodos de cobre como material absorvedor e placas de chumbo como meio pas-
sivo. A estrutura deste calorímetro lembra o formato de um acordeão, este formato
garante uma cobertura natural e sem fissuras para φ e possibilita a leitura rápida
dos sinais originados a partir de eletrodos localizados na parte frontal e traseira. En-
tretanto, devido a complexidade da estrutura, a granularidade na região das tampas
é menor em relação à φ, uma vez que a proporção das ondas do acordeão cresce
proporcionalmente ao raio. Esta estrutura possibilita a segmentação do calorímetro
a partir de camadas com diferentes granularidades. Ao todo o ECAL possui três
camadas.

• A primeira camada do ECAL (E1)

A primeira camada do ECAL também é chamada de camada de tiras, em inglês
strips, tendo em vista que é composta por tiras finas com alta granularidade
em η. A alta precisão permite uma boa leitura da posição das partículas, o que
é fundamental para a identificação de fótons, visto que estes não são medidos
no detector interno.

• A segunda camada do ECAL (E2)

A segunda camada, ou camada central, é seccionada transversalmente em tor-
res quadradas de (∆η×∆φ) ≈ (0, 025×0, 025). Esta camada permite a ótima
contenção do perfil do chuveiro eletromagnético para a medição de energia e
é responsável pela maior parte de sua absorção.

• A terceira camada do ECAL (E3)

A camada E3, ou camada traseira, é a última camada do ECAL e contribui
para a classificação elétron-jato para chuveiros com energias mais altas. A
granularidade nesta região é idêntica a da camada central para φ mas é duas
vezes menos precisa em relação a η. Na a região das tampas (2, 5 < |η| < 3, 2)
existem apenas duas camadas com granularidade de (∆η×∆φ) = (0, 1×0, 1).

3.3.2 Calorímetro Hadrônico

Ao redor do ECAL, encontra-se o calorímetro hadrônico (HCAL). O calorímetro
hadrônico do ATLAS é subdividido em duas partes: o barril, chamado de TileCal e
as tampas (HEC).
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Figura 3.5: Esboço das camadas do barril do LAr para |η| = 0. Extraído de [16]

O TileCal é composto por telhas de cintiladores de plástico que atuam como
material ativo e aço como material passivo. A região central do detector é segmen-
tada longitudinalmente com objetivo de melhorar a resolução de energia e melhorar
a identificação das partículas através da calibração realizada pela ponderação do
depósito em cada uma das camadas. O TileCal possui três camadas, a camada H0,
a H1 e a H2.

As tampas do calorímetro hadrônico utilizam LAr como meio ativo e cobre como
elemento passivo. Cada HEC é composto por duas tampas e cada uma delas pos-
sui 32 módulos idênticos. A primeira tampa é formada por 24 chapas de cobre e
a segunda por 16 e estão separadas por uma fissura de 8, 5 mm onde localiza-se o
argônio líquido e três eletrodos. As tampas possuem 4 camadas, sendo as duas cen-
trais agrupadas em uma única camada para manter a uniformidade e a segmentação
longitudinal do HCAL.

3.3.3 FCAL

O FCAL (Figura 3.6)[33, 55] está localizado próximo do feixe com objetivo de
cobrir partículas com alto momento transverso oriundas das colisões próton-próton
no ATLAS. A estrutura utilizada no FCAL foi desenvolvida especificamente para
ambientes com alta taxa com objetivo de fornecer hermeticidade para medida de
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energia transversa e também para identificação de jatos e partículas na região dian-
teira. O FCAL utiliza LAr como meio amostrador e é subdividido em três camadas.
A primeira camada (F1CAL) utiliza uma matriz de cobre contendo buracos distri-
buídos igualmente como material absorvedor. Estruturas de hastes coaxiais e tubos
de cobre são colocados neste buracos e separados por fibras de plástico resistente
a radiação, como ilustra a Figura 3.7. A matriz e o tubo são o material passivo
enquanto os espaços entre o tubo e as hastes com aproximadamente 269 µm são
preenchidos com Lar que constitui o meio de amostragem. O efeito capacitivo é
criado visto que as hastes estão sujeitas a alta tensão e o tubo está aterrado. A
primeira camada possui em torno de 2016 canais e 24520 eletrodos.

Figura 3.6: Corte lateral do FCAL no tubo de suporte do criostato. O ponto de
iteração está à esquerda. Da esquerda para a direita estão FCal1, FCal2, FCal3.
Extraído de [33]

A segunda (F2CAL) e a terceira (F3CAL) possuem módulos hadrônicos mais
densos que utilizam tungstênio como material absorvedor. A Figura 3.8 mostra a
estrutura do eletrodo que consiste em um tubo de cobre que contém uma haste de
tungstênio com um ânodo encaixado na sua extremidade. Os eletrodos são cercados
por um grande número de peças de tungstênio que preenchem o espaço entre os
tubos em um padrão hexagonal, esta estrutura é mostrada à direita na Figura 3.8.

A segunda camada possui um gap de 376 µm preenchidos com LAr, 20400 ele-
trodos e em torno de 1000 canais. A terceira camada possui uma fissura com apro-
ximadamente 508 µm preenchida com LAr, 16448 eletrodos e aproximadamente 508

canais.

20



Figura 3.7: Ilustração da frente do módulo FCal1 durante a sua construção. Extraído
de [33]

Figura 3.8: À esquerda: desenho do esquema da seção hadrônica do FCAL mos-
trando as hastes e os ânodos de cobre. Na imagem à direita temos uma foto ilus-
trando o arranjo entre as peças de tungstênio ao redor dos eletrodos de cobre. Ex-
traído de [33]

3.4 Sistema de Trigger

O Trigger e Sistema de Aquisição de Dados (TDAQ) [56–58] é uma parte fun-
damental do experimento ATLAS uma vez que realiza o processamento online e
decide sobre o armazenamento de dados de uma determinada colisão. O experi-
mento ATLAS produz um volume enorme de informação a cada colisão. A taxa de
eventos gerados é de 40 MHz, cada evento carrega no máximo 1, 5 MB de informação
desta forma o fluxo de dados é da ordem de 60 TB/s [59], o que inviabiliza o armaze-
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namento pleno dos dados gerados no experimento e torna indispensável a existência
de sistema de filtragem online para a análise posterior dos eventos (offline), esta
decisão tem um grande impacto nos dados que são utilizados para análises físicas.

O TDAQ (Figura 3.9) é responsável pelo processamento, seleção e armazena-
mento de eventos de interesse para análises offline. A seleção de eventos é realizada
a partir do sistema de Trigger que é dividido em duas etapas. A primeira etapa,
chamada de Primeiro Nível de Filtragem (L1) é baseada em hardware e capaz de
reduzir a taxa de eventos de 40 MHz para 100 KHz selecionando as possíveis regiões
de interesse (RoI), com granularidade reduzida, através de cortes em energia.

O segundo estágio do Trigger, o HLT, é baseado em software. Um típica sequên-
cia de reconstrução utiliza algoritmos rápidos dedicados para evitar a rejeição pre-
matura seguida por outros algoritmos ainda mais precisos e com mais custo compu-
tacional para realizar a seleção final que são similares aos utilizados na reconstrução
offline mas com adaptações necessárias ao ambiente online, como as restrições de
tempo e processamento. Estes algoritmos são executados em uma computing Farm
dedicada com aproximadamente 40000 unidades de processamento para seleção de
aplicações (PUs). O HLT é baseado no software Athena 1 [60], que por sua vez foi
inspirado em um framework para processamento de dados de física de partículas e
altas energias chamado Gaudi. Se um evento for aceito pelo HLT este será enviado
para armazenamento permanente e para reconstrução offline.

O sistema de filtragem offline do ATLAS é responsável por analisar os eventos
que foram selecionados pelo sistema online e armazenados em disco. Tal sistema é
capaz de acessar todos os sinais do detector no momento em que foram produzidos
e reconstruí-los com granularidade plena. Como o offline não possui a restrição de
tempo que é imposta no sistema online, torna-se possível a utilização de algoritmos
de reconstrução de maior custo computacional para reconstruir o evento com maior
precisão e etiquetá-lo com maior acurácia.

1O Athena é software desenvolvido pelo ATLAS para as seguintes funções: geração de eventos,
simulação, reconstrução, produção de derivações, além de ser utilizado no segundo estágio do
Trigger do ATLAS.
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Figura 3.9: O TDAQ do ATLAS em atuação durante a Run 2. Extraído de [58]
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Capítulo 4

Sistema de Filtragem Online de
Elétrons do ATLAS

Os elétrons são partículas elementares que estão presentes em vários processos
físicos raros de interesse dentre eles o bóson de Higgs e pesquisas de nova física
(beyond standard model) como a Teoria de Supersimetria (SUSY) e dark matter. A
detecção de elétrons é extremamente importante tanto para a identificação destes
eventos raros quanto para a operação do experimento, uma vez que os elétrons são
utilizados para alinhamento e calibração dos sensores quando a tomada de dados é
iniciada. O ATLAS utiliza um sistema de filtragem de elétrons desenvolvido para
lidar com alta taxa de eventos, grande volume de ruído de fundo gerado nas colisões
e com o elevado número de canais de leitura proveniente dos detectores. A Figura
4.1 ilustra o fluxo de dados produzidos através do sistema de filtragem online do
ATLAS.

Figura 4.1: Esquema do sistema de filtragem online de elétrons do ATLAS. Adaptado
de [21]

O sistema de filtragem online de elétrons do ATLAS é estruturado hierarquica-
mente de forma que os níveis superiores validam a decisão dos níveis abaixo. Neste
sistema os níveis inferiores aplicam cortes mais simples enquanto os níveis mais altos
dispõem de uma maior latência para análise e podem empregar critérios de seleção
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mais sofisticados.

4.1 L1Calo

O Primeiro Nível de Filtragem para o Sistema de Calorimetria (L1Calo) utiliza
a informação obtida a partir de um subconjunto de detectores com granularidade re-
duzida para realizar a seleção inicial. O primeiro nível do Trigger de elétrons utiliza
apenas a informação oriunda do sistema de calorimetria, uma vez que o custo com-
putacional necessário para agregar a informação de traços fornecida pelo detector
interno seria muito alta. A principal característica do L1Calo é a latência. O tempo
para tomada de decisão neste nível é da ordem de microssegundos, isto torna fun-
damental a redução da informação e por este motivo as células dos calorímetros são
agrupadas em conjuntos de seis células que tem seus sinais somados analogicamente
para produzir apenas um único sinal por conjunto. O sinal resultante é comparado
com um limiar de corte de energia que é pré-definido e apenas eventos que possuem
características extremamente distintas dos canais de interesse são descartados.

O L1Calo é implementado em hardware e utiliza algoritmos complexos e infor-
mações como energia, perfil longitudinal e lateral do evento para realizar a filtragem
de elétrons. Este algoritmo realiza o processamento a partir de janelas deslizantes
que separam as regiões de RoI no sistema de calorimetria.

O L1Calo utiliza torres de Trigger (Torre de Filtragem (TT)) com granularidade
de 0, 1 × 0, 1 em η × φ ao longo de todo calorímetro para realizar uma busca pela
máxima energia medida na região do calorímetro eletromagnético em uma janela 2×2

contida em uma janela de 4 × 4 no ECAL [9, 58]. Quando a RoI é encontrada um
corte em η e ET é aplicado. A Figura 4.2 apresenta o esquema utilizado pela janela
deslizante no L1Calo para seleção de elétrons. Todavia existem mais três outros
testes que podem ser avaliados para seleção de elétrons [61] e que são aplicados
sequencialmente, são eles:

• Isolamento Eletromagnético (EMisol): Se o valor resultante da soma da energia
transversa de 12 torres eletromagnéticas posicionadas ao redor dos quatro clus-
ters eletromagnéticos for inferior ou igual ao patamar de decisão estabelecido
este critério é aprovado.

• Isolamento Hadrônico (HADisol): Para o caso em que o valor resultante da
soma da energia transversa de 12 torres hadrônicas posicionadas ao redor do
núcleo hadrônico for menor ou igual ao patamar de decisão estabelecido este
teste é aprovado.

• Núcleo hadrônico (HADcore): Quando a soma das quatro torres do calorímetro
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hadrônico, posicionadas atrás dos clusters eletromagnéticos, for menor ou igual
a um determinado patamar este teste é aprovado.

Se porventura a RoI for aprovada em todos os critérios pré-estabelecidos, a
mesma será etiquetada e enviada ao HLT.

Figura 4.2: Torres de filtragem utilizadas para a seleção de elétrons no L1Calo do
ATLAS. Extraído de [61]

4.2 HLT

O Trigger de alto nível é dividido em duas etapas, como ilustra a Figura 4.3: a
etapa rápida e a etapa precisa. Na primeira etapa algoritmos de reconstrução com
baixa latência são empregados para reduzir o número de eventos sem relevância no
início da cadeia. Os eventos que forem aprovados nesta etapa seguem para a etapa
precisa, onde é realizada a calibração de energia das células e a reconstrução das
informações de traço e calorimetria. Se um dado elemento for aprovado pelo algo-
ritmo de seleção a cadeia sinaliza o sistema de Trigger e todo o evento pertencente
àquela RoI é salvo em disco.
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Figura 4.3: Fluxograma empregado para seleção de elétrons no HLT do ATLAS
durante o período de 2017 e 2018 para elétrons com ET > 15 GeV. Extraído de [26]

4.2.1 Reconstrução rápida do calorímetro e etapa de pré-

seleção

A reconstrução rápida das cadeias de identificação de elétrons é executada pelo
Algoritmo de Extração de Característica (FEX) baseado na informação de calorime-
tria. A partir de células da segunda camada do calorímetro eletromagnético (EM2)
o algoritmo aperfeiçoa a medida da posição da RoI em relação a η × φ por meio
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do cálculo do seu baricentro. Ulteriormente, o FEX inicia o processo de reconstru-
ção de um conjunto de variáveis físicas extremamente discriminantes baseadas na
informação de calorimetria. As principais grandezas calculadas nesta etapa são:

• Vazamento em η (Rη): é expresso pela seguinte Equação (4.1) medida na
segunda camada eletromagnética. Nesta Em×n é a energia depositada numa
região de m× n células ao redor da célula mais quente.

Rη =
E3×7

E7×7

(4.1)

• (Eratio): é definida como a razão entre a diferença de energia do maior e do
segundo maior depósito de energia e a soma destes na primeira camada do
calorímetro eletromagnético (EM1), como mostra a Equação (4.2).

Eratio =
ES1
max,1 − ES1

max,2

ES1
max,1 + ES1

max,2

(4.2)

• Energia transversa eletromagnética (EEM1): é a energia transversa total que
foi depositada nas três camadas do calorímetro eletromagnético (EM1, EM2,
EM3) ao redor da célula mais quente na camada EM2 numa região contendo
3× 7 células.

• Vazamento hadrônico (Rhad): é a razão entre a energia transversa medida no
HCAL e a energia transversa medida no ECAL, conforme a Equação (4.3).

Rhad =
Ehad
T

EEM
T

(4.3)

• Anéis de energia (Rings): os anéis são construídos a partir da posição em η×φ
da célula mais quente na segunda camada eletromagnética (EM2), esta célula
constitui o primeiro anel. O segundo anel é construído mediante a soma da
energia das células adjacentes ao primeiro anel. O processo segue por meio da
extrapolação da célula mais quente da EM2 para as demais camadas e esta
técnica é repetida até que seja obtido um número predefinido de anéis por
camada.

Mediante a reconstrução das variáveis citadas acima, o Algoritmo de Hipótese
(HYPO) é inicializado pelo sistema de filtragem. Este algoritmo baseia-se em pata-
mares de cortes que estão associados ao tipo de objeto físico, a região do calorímetro,
o ponto de operação da cadeia do Trigger e a região de energia do cluster. No RunII,
o ATLAS aplicou duas estratégias para a tomada de decisão, são elas o CutBased e
o algoritmo NeuralRinger.
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4.2.1.1 CutBased

O CutBased opera através da aplicação de uma sequência de cortes nas variáveis
de calorimetria para a região ET > 15 GeV. Especificamente o CutBased aplica
cortes sequenciais nas variáveis Rη, Eratio, ET,EM e Rhad, seguindo respectivamente
a ordem em que foram citadas. Os cortes são subdivididos em três regiões de ET

(ET < 12 GeV, 12 ≤ ET < 22 GeV e ET ≥ 22 GeV) e nove regiões de η (Tabela
4.1).

Tal estratégia de seleção foi utilizada apenas para cadeias de baixa energia com
ET < 15 GeV e para algumas cadeias duplicadas para ET > 15 GeV. A seleção
da região de ET empregada para a tomada de decisão é obtida através do corte
nominal da cadeia a ser processada, entretanto a região de η é obtida da posição do
candidato.

|η| 0,0 0,6 0,8 1,15 1,37 1,52 1,81 2,01 2,37 2,47

Tabela 4.1: Fronteiras de η adotadas para o ensemble de cortes do ATLAS na etapa
de pré-seleção rápida.

4.2.1.2 NeuralRinger

O NeuralRinger é uma abordagem multivariável baseada em redes neurais que foi
adotada a partir de 2017 para ET > 15 GeV e η < 2, 5 1. Esta estratégia demonstrou
grande capacidade de discriminação de elétrons e redução da taxa de falsos positivos
utilizando apenas informação anelada de calorimetria (Rings) [10, 26].

4.2.1.2.1 Informação anelada de calorimetria
A estrutura do chuveiro gerado pela interação de partículas eletromagnéticas

com o material do detector é aproximadamente cônica e assemelha-se ao formato
de um lápis (comumente referido pelo termo em inglês pencil-like) e difere-se neste
aspecto do chuveiro gerado por partículas hadrônicas que é mais amplo ao longo
do seu desenvolvimento longitudinal, como podemos notar através da Figura 4.4.
Desta forma, algumas grandezas físicas são extremamente importantes para a ca-
racterização dos chuveiros e a identificação destas partículas, dentre elas a largura
lateral e longitudinal do chuveiro [18].

Os anéis concêntricos de deposição de energia nos calorímetros são outro método
eficiente para descrever os chuveiros eletromagnéticos [24]. A informação anelada
é composta pela soma da energia das células de uma região delimitada do calorí-
metro de forma a manter a representação da largura lateral do chuveiro. Os anéis

1A partir da Run3 o NeuralRinger também será o algoritmo padrão para decisão da etapa
rápida de calorimetria para as cadeias com ET < 15 GeV [22].

29



concêntricos de deposição de energia nos calorímetros são outro método eficiente
para descrever os chuveiros eletromagnéticos. A informação anelada é composta
pela soma da energia das células de uma região delimitada do calorímetro de forma
a manter a representação da largura lateral e caracterizar a largura longitudinal do
chuveiro. Isto permite a caracterização do chuveiro numa dimensão menor do que a
reconstrução total das células de leitura do calorímetro [10].

A estratégia de anelamento do ATLAS abrange toda a RoI de 0, 4× 0, 4 (η× φ)
totalizando 100 anéis. Dessarte os anéis de energia concêntricos (rings) fornecem a
redução da dimensionalidade do espaço de entrada de 1000 a 1200 células por RoI
para 100 anéis compactando a informação de calorimetria. O algoritmo responsável
pelo anelamento da informação de calorimetria utilizado no experimento ATLAS é
descrito com mais detalhes em [21, 26]. A Figura 4.5 ilustra o processo de anelamento
do ATLAS.

Figura 4.4: Simulação do desenvolvimento dos chuveiros hadrônico e eletromagnético
na atmosfera terrestre oriundos da interação de um próton (figura da esquerda) e
um fóton (figura da direita) com energia de 250 GeV cada. Extraído de [62]

4.2.1.2.2 Método de filtragem online de elétrons
O NeuralRinger emprega um ensemble de classificadores do tipo MLP construído

de forma a garantir a estatística em função da granularidade e preservar a transição
dos materiais que constituem o detector. A escolha por um ensemble de modelos
especialistas para as regiões de ET e η é conveniente devido a influência da primeira
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Figura 4.5: Ilustração do processo de anelamento em uma dada região dos caloríme-
tros do ATLAS. Em vermelho destaca-se a célula mais energética que é o primeiro
anel construído, os anéis consecutivos são formados pela soma das células presentes
na RoI. Extraído de [10]

variável no desenvolvimento do chuveiro e das mudanças relativas a instrumentação
do calorímetro que podem ser expressas em termos da segunda variável mencionada
e principalmente do impacto da limitação destes espaços de fase para tomada de
decisão pelo modelo neural. A Tabela 4.2 apresenta as regiões em η e ET empregadas
para a construção do ensemble de modelos MLP.

Tabela 4.2: Fronteiras para as regiões em η e ET empregados pelo ensemble de
redes neurais acima de 15 GeV. Na tabela K representa o valor máximo da energia
de centro de massa obtida durante as colisões no LHC. Adaptado de [26]

Regiões do ensemble e patamares de corte
Fronteira das Regiões em ET [GeV]

15 20 30 40 50 K
Fronteiras das Regiões em |η|

0 ≤ |η| < 0, 8 Barril
0, 8 ≤ |η| < 1, 37 Barril Estendido
1, 37 ≤ |η| < 1, 54 Crack
1, 54 ≤ |η| < 2, 37 Tampa
2, 37 ≤ |η| < 2, 5 Final da Tampa

O NeuralRinger é constituído por 25 modelos neurais do tipo MLP que abran-
gem a região de ET > 15 GeV e η < 2, 5 e atuam de forma independente para cada
região do espaço de fase e tomam a decisão a partir apenas da informação anelada de
calorimetria (Rings). A topologia utilizada para o treinamento dos modelos inclui 1

camada escondida com 5 neurônios com função de ativação tangente hiperbólica e
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um neurônio na camada de saída também com a tangente hiperbólica como função
de ativação. Durante a operação a função de ativação da camada de saída é substi-
tuída (sem alteração dos pesos obtidos após o treinamento) por uma função linear
com objetivo de ajustar a eficiência do classificador em função do pile-up, conforme
descrito em detalhes na seção 5.2.1.

O pré-processamento foi realizado a partir da normalização das entradas2 pela
divisão do valor de cada anel pelo somatório de todos os anéis. As amostras de sinal
utilizadas no treinamento foram provenientes do decaimento do bóson Z em um par
elétron-pósitron selecionadas a partir do método Tag and Probe (T&P) enquanto as
amostras de background são compostas por candidatos reprovados pelo T&P para o
decaimento do bóson Z.

O algoritmo Resilient Back-propagation (RPROP) [63] foi aplicado com objetivo
de obter uma rápida convergência e os pesos foram iniciados conforme citado em
[64]. A validação cruzada [65] foi empregada através do método jack-knife. No total
100 inicializações foram realizadas com objetivo de evitar mínimos locais. Detalhes
sobre a seleção e desenvolvimento do NeuralRinger encontram-se em [26].

4.2.2 Reconstrução rápida do traço e seleção de elétrons

Na etapa de reconstrução rápida de traços o Fast TracKer (FTK) (desenvolvido
em hardware e implementado a partir da Run2 ) é utilizado para encontrar can-
didatos a traço com latência máxima de aproximadamente 70 µs. O FTK aplica
técnicas de reconhecimento de padrões para obter a trajetória das partículas can-
didatas nas RoI avaliadas. Para cada possível partícula são aplicados cortes nas
seguintes variáveis:

• ∆η: corresponde a diferença entre a posição em relação a η da partícula e a
posição em η da RoI. Quando este valor é inferior a um limite pré-estabelecido
a partícula é rejeitada.

• ∆φ: esta variável é calculada conforme a citada anteriormente substituindo η
pela posição em relação à φ. Da mesma forma, se esta diferença for menor que
um determinado valor, o candidato é descartado.

• PT,cut: representa um corte em relação ao momento transverso do candidato
dado um limiar configurado pela chain. Se o valor do momento for inferior ao
designado a partícula é descartada.

• ET

pT
: é a razão entre a energia transversa da RoI medida na etapa rápida de

calorimetria e o momento transverso do candidato. Se o resultado obtido for
discrepante em relação ao limite pré-estabelecido o candidato é rejeitado.

2As entradas correspondem a um vetor composto por 100 anéis de energia (Rings).
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Se candidatos forem aprovados pelos cortes citados anteriormente a etapa de
precisão é iniciada, caso contrário a RoI é descartada.

4.2.3 Etapa precisa do HLT

A etapa precisa dispõe de técnicas multivariadas para calibrar a energia das
células balizadas pela região do cluster [66] com intuito de tornar a medida de
energia mais precisa. Posteriormente é realizada a etapa de reconstrução, onde
a energia transversa é calculada para as camadas eletromagnéticas, em seguida é
realizado um corte de energia designado previamente pela cadeia. Quando o valor
de ET medido é inferior ao patamar pré-estabelecido o processo é finalizado, senão
a etapa de reconstrução prossegue.

Enfim, após a calibração, a etapa de reconstrução precisa dos traços é iniciada.
Esta etapa busca o casamento (match) do candidato a traço com o chuveiro no
ECAL, o que indica que a partícula pode ser um elétron. Posteriormente as gran-
dezas físicas de calorimetria e traços listadas na Tabela 4.3 são calculadas (com
exceção da variável relacionada a perda de momento transverso por bremsstrahlung
3 ∆p/p que está disponível apenas durante a reconstrução offline). Se o candidato
for aprovado pelo HYPO a toda a informação produzida pelo evento será salva em
disco para análise offline.

Na etapa precisa, o HYPO realiza a seleção de elétrons através da likelihood [67],
esta é a mesma técnica que é aplicada para a identificação offline com adaptações
às restrições de tempo e memória associadas ao ambiente online. A likelihood do
ATLAS estima as funções de densidade e probabilidade marginais para as grandezas
físicas utilizadas para a seleção (descritas na Tabela 4.3) a partir da Estimação
de Densidade por Kernel (KDE) gaussiano [67] para o sinal (elétron) e para o
background (jato) mediante a suposição de que as variáveis são independentes entre
si. A combinação das probabilidades para elétron e jato geram um discriminante,
dado pela Equação 4.4.

dL =
LS

LS + LB
, LS(B)(~x) =

n∏
i=1

PS(B),i(xi) (4.4)

onde ~x é representado pelas variáveis discriminantes da Tabela 4.3 e PS,i(xi) é o
valor da pdf referente ao sinal (elétron) da i-ésima variável dada por xi. Da mesma
forma, PB,i(xi) refere-se ao valor da pdf para o ruído (jato).

A adoção da likelihood na etapa precisa, em virtude do aumento do empilha-
3O bremsstrahlung (radiação de frenagem) é o processo no qual uma partícula carregada ao

atravessar a matéria perde energia pela interação com o campo elétrico de um núcleo através da
irradiação de fótons. A radiação de frenagem é uma contribuição particularmente importante para
a perda de energia de elétrons e pósitrons. [13]
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mento, torna essencial a utilização de um ajuste para manter a eficiência em função
do mesmo. O melhor estimador para o empilhamento é o número de vértices (nvtx)
reconstruídos do evento, tal variável é utilizada pela likelihood para realizar tal
ajuste. O NeuralRinger também executa uma correção em função do empilhamento
mas baseado na variável número médio de interações por cruzamento de pacote
(〈µ〉), uma vez que este algoritmo atua na etapa rápida de calorimetria e a variável
nvtx está disponível apenas a partir da etapa precisa do HLT.
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Tabela 4.3: Grandezas empregadas pelo ATLAS para discriminação de elétrons. Extraído de [26].

Tipo Descrição Nome

Vazamento Hadrônico

Razão em ET da primeira camada do calorímetro hadrônico para a ET do cluster EM (empregado
para a região |η| < 0, 8 ou |η| > 1, 37) Rhad1

Razão em ET no calorímetro hadrônico para a ET a ET do cluster EM (empregado para a região
0, 8 < |η| < 1, 37), dada em (4.3) Rhad

Região Traseira do
Calorímetro EM

Razão de energia da camada traseira para a energia total do calorímetro de acordeão EM. Essa
variável é somente empregada abaixo de 100 GeV pois se sabe que ela é ineficiente em altas energias. f3

Largura lateral do chuveiro,
√

(
∑
Eiη2

i )/(
∑
Ei)− ((

∑
Eiηi)/(

∑
Ei))2, onde Ei é a energia e ηi a

pseudorapidez da célula i e a soma é calcula dentro de uma janela com 3× 5 células.
wη2

Razão de energia em 3 × 3 células para a energia em 3 × 7 células centradas na posição do cluster
do elétron Rφ

Camada Central do
Calorímetro EM

Razão de energia em 3 × 7 células para a energia em 7 × 7 células centradas na posição do cluster
do elétron, dada em (4.1) Rη

Camada de Tiras do
Calorímetro EM

Largura do chuveiro,
√

(
∑
Ei(i− imax)2)/(

∑
Ei)), onde i percorre todas as tiras na janela ∆η×∆φ ≈

0, 0625 × 0, 2, correspondendo tipicamente a 20 tiras em η. imax é o índice da tira com a maior
deposição de energia.

wstot

Razão de energia da diferença entre os depósitos de maior e a de segunda maior energia no cluster
para a soma dessas energias, dada em (4.2) Eratio

Razão da energia na camada de tiras para o total de energia no acordeão EM do calorímetro. f1

Condições do Traço

Número de pontos na camada mais interna de pixel; discriminante contra conversões de fótons. nblayer
Número de pontos no detector de pixel. npixel
Número total de pontos nos detectores de pixel e SCT. nSi
Parâmetro transverso do ponto de impacto em relação ao feixe de colisão d0

Significância do parâmetro transverso do ponto de impacto definido como a razão de d0 e sua incerteza d0/σd0
Perda de momento do traço entre o ponto originário e final de medida divididos pelo momento original ∆p/p

TRT Probabilidade de verossimilhança baseada na radiação de transição no TRT eProbabilityHT
Transformação em eProbabilityHT: TRT_PID = − log((1.0/eProbabilityHT )−1.0)

15
TRT_PID

Casamento
cluster -traço

∆η entre a posição do cluster na camada de tiras e o traço extrapolado ∆η1

∆φ entre a posição do cluster na camada central e o traço extrapolado do ponto originário ∆φ2

Definido como ∆φ2, mas o momento do traço é reescalado para a energia do cluster antes de extra-
polar o traço do ponto originário até a camada central do calorímetro ∆φres

Razão da energia do cluster para o momento do traço E/p
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4.3 Estratégias de identificação de elétrons para re-

giões de alta pseudorapidez

O sistema de filtragem online do ATLAS é restrito a região |η| < 2, 5. Posto
isto, não existe seleção online de elétrons para a região Forward do detector sendo
necessário realizar a identificação de elétrons offline a partir dos eventos que foram
salvos pelas cadeias de filtragem que atuam em |η| < 2, 5. Nesta região não existe
detectores de traço, assim o candidato a elétron deve ser reconstruído apenas com
a energia depositada em um agrupamento (cluster) de células nos calorímetros que
se baseiam na significância desta energia em relação ao ruído esperado [68]. Estes
clusters possuem um número variável de células em contraste com o tamanho fixo
utilizado na região central [69]. Desta forma a direção do elétron Forward é definida
pelo baricentro das células que pertencem ao cluster e a energia do elétron é dada
pelo somatório das energias destas células seguido de uma correção para a energia
perdida no material passivo antes do calorímetro. Um candidato à elétron na região
Forward é reconstruído, se e somente se, possuir um pequena energia hadrônica e
ET > 5 GeV.

A partir da reconstrução do cluster é possível definir o seu momento de grau n
para uma variável x da seguinte forma:

〈xn〉 =

∑
iEix

n
i∑

iEi
(4.5)

onde o somatório abrange todas as células do cluster.
A identificação de elétrons na região com |η| > 2, 5 é baseada apenas nos mo-

mentos dos agrupamentos (cluster) e nas variáveis características do chuveiros de
partículas (shower-shapes) [70]. Este conjunto de variáveis proporciona a discrimi-
nação entre elétron e hádrons devido a boa segmentação longitudinal e transversa
dos calorímetros, porém não possibilita a distinção entre elétrons e fótons. O ATLAS
possui dois conjuntos de cortes para identificação de elétrons Forward, chamadas de
Forward tight e Forward loose. As variáveis utilizadas no processo de identificação
de elétrons Forward estão dispostas na Tabela 4.4.
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Tabela 4.4: Grandezas empregadas pelo ATLAS para discriminação de elétrons na região Forward. A letras (T) e (L) indicam,
respectivamente, Forward tight e Foward loose indicando em qual operação a variável é utilizada, sendo (TL) para quando a variável é
utilizada em ambos os critérios. Adaptado de [68].

Tipo Descrição Nome
Profundidade do chuveiro (L) Distância do baricentro do chuveiro a partir da face frontal do calorímetro medida ao longo do eixo do chuveiro λcenter

Segundo momento longitudinal (L) Segundo momento da distância de cada célula ao centro do chuveiro na direção longitudinal (λi). 〈λ2〉
Segundo momento transverso (L) Segundo momento da distância de cada célula ao centro do chuveiro na direção transversa (ri). 〈r2〉
Energia máxima da célula (TL) Fração de energia do cluster na célula mais energética fmax

Momento lateral normalizado (TL) Cacula-se o segundo momento para ri igualando-o à zero para as duas células mais energéticas (w2) e novamente calcula-se o segundo
momento de ri mas desta vez para duas células mais energéticas faz-se ri = 4 cm e 0 para todas as outras células (wmax)

w2
w2+wmax

Momento lateral normalizado (TL) Cacula-se o segundo momento para λi igualando-o à zero para as duas células mais energéticas (l2) e em seguida calcula-se o segundo
momento de λi mas desta vez para duas células mais energéticas faz-se λi = 4 cm e 0 para todas as outras células (lmax)

l2
l2+lmax
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O CMS [71] possui um sistema de filtragem de elétrons semelhante ao do expe-
rimento ATLAS, com uma estratégia baseada em etapas, onde o primeiro nível é
baseado em hardware e o segundo chama-se HLT [72–76]. No primeiro nível, cha-
mado de Level-1.0, a taxa de eventos é reduzida para 100kHz. Este nível tem como
elementos básicos matrizes de 5 × 5 em η e φ que são combinadas em torres de
energia e cobrem a região do barril e das tampas do detector. Na região das tampas,
a geometria do detector é diferente mas as torres possuem um layout similar ao da
região do barril. As torres do Level-1.0 são responsáveis pela medida de ET que é
somada e enviada para um Trigger que constrói e identifica os candidatos a elétron
e fóton através de medidas de energia e isolamento.

O HLT do experimento CMS é implementado em software e utiliza uma fazenda
de computadores para reduzir a taxa de saída da informação do Level-1.0, assim
como no ATLAS este algoritmo é uma versão degradada do ambiente de análise
offline. O sistema de Trigger online de elétrons do CMS é baseado em cortes de
variáveis extremamente discriminantes obtidas pelo sistema de calorimetria e de-
tector de traços [77–81]. Não foi encontrado na literatura menção a utilização de
redes neurais em ambiente online no sistema de filtragem de elétrons do CMS e nem
citação a seleção de elétrons online em regiões de alta pseudorapidez, visto que a
identificação de elétrons e fótons no CMS se estende até a região de |η| = 3, 0 [82].

O acelerador Tevatron, localizado no Fermi National Accelerator Laboratory
(Fermilab), nos Estados Unidos, possuia dois detectores, o The Collider Detector
at Fermilab (CDF) [83] e o D∅ Experiment (D∅) [84], e operou até 2011. O experi-
mento CDF possuía um sistema de Trigger [85, 86] de três níveis, onde cada nível
fornece uma redução de taxa suficiente para o processamento do próximo nível. A
Figura 4.6 ilustra o sistema de Trigger para o experimento. Os dois primeiros níveis
do sistema de seleção são baseados em hardware e o último nível é composto por
um software de seleção que é processado em uma fazenda de computadores Linux.
O nível 1 utiliza um hardware customizado para encontrar objetos físicos baseado
num subconjunto do detector. O hardware consiste do processamento síncrono e
paralelo de três vias: uma para identificar objetos baseados em calorimetria, outro
para identificar múons e uma terceira faz o rastreamento dos traços. Se um evento
é aceito pelo nível 1 do Trigger, os dados são movidos para o nível 2.

O nível 2 faz uma reconstrução limitada através de um hardware que contém vá-
rios subsistemas que encontram regiões de interesse (clusters) a partir da informação
de calorimetria. Para a identificação de elétrons e fótons a informação do detector
Shower Maximum Detector [87] é utilizada para aperfeiçoar as medidas. O Trigger
no nível 2 aceita em torno de 300 eventos por segundo, estes são transferidos para a
fazenda de processamento do nível 3. Na fazenda de processamento os eventos são
reconstruídos e filtrados utilizando algoritmos de reconstrução offline e são salvos
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Figura 4.6: Esquema da aquisição de dados eTriggerdo experimento CDF. Extraída
de [86].

permanentemente no storage.
O CDF não possuia um algoritmo específico para seleção online de elétrons na

região Forward do experimento, entretanto redes neurais artificiais utilizavam va-
riáveis de traços e de calorimetria para a identificação offline de elétrons Forward
[86]. Esta seleção offline favorece as análises físicas de single-top e da produção de
elétrons a partir do decaimento de bósons W .

O detector D∅ também possui um sistema de filtragem online de elétrons base-
ado em níveis [88–91], como podemos ver na Figura 4.7. O primeiro nível possui
implementação em harware e são feitos cortes em ET a partir da informação de tra-
ços e calorimetria. Neste estágio a tomada de decisão leva cerca de 4 µs para uma
taxa de 10 kHz. O segundo nível tem uma latência de 100 µs reduzindo a taxa para
1 kHz. Esta etapa é implementada em hardware e é subdividida em dois estágios
distintos: primeiro, são preparados os dados recebidos do nível 1 e na etapa seguinte
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são feitas combinações de informações provenientes dos subsistemas do detector e a
decisão é tomada a partir de cortes baseados em correlação, energia, etc. O terceiro
e último nível realiza a leitura de todo o detector a partir dos eventos aprovados nos
níveis 1 e 2, isto aumenta a rejeição aos eventos de fundo.

Figura 4.7: Ilustração do esquema de Trigger do experimento D∅. Extraída de [88].

Não foi encontrado na literatura nenhuma menção sobre um sistema de filtragem
online para elétrons na região Forward, nem sobre a utilização de redes neurais
artificiais no ambiente online. Entretanto, existem estudos que apontam a utilização
de modelos neurais para identificação offline de elétrons a partir da informação de
calorimetria, em particular de depósitos observados nas cinco primeiras camadas do
calorímetro e quatro bins radiais sobre o pico do chuveiro de partículas para 0.1 (δη
δφ) [40, 92].
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Capítulo 5

Método

Neste capítulo serão descritos os aspectos relativos a seleção de amostras, o pré-
processamento para redução sintética de granularidade com o objetivo de emular o
comportamento da região com |η| > 2, 5 a partir da região mais externa em η do
barril (veja Tabela 4.2), além do processo de treinamento e avaliação dos modelos
neurais. A primeira etapa consiste na seleção de amostras através do método T&P
do bóson Z. Adiante são apresentados os modelos, os respectivos parâmetros de
treinamento e os pontos de operação que foram ajustados de acordo com o Trigger
e tendo como referência o CutBased. Posteriormente os modelos são avaliados e
comparados com a versão em operação do NeuralRinger (V 8) e a versão (V 8F ) que
consiste em uma adaptação do V 8 cujas entradas relativas aos anéis da camada PS
e EM3 foram zerados. Por fim é realizada a emulação local do Trigger com objetivo
de avaliar os modelos numa hipotética operação online.

5.1 Seleção de Amostras e Redução Sintética de

Granularidade

As amostras de sinal utilizadas neste trabalho foram pré-selecionadas a partir do
método T&P. Este método é baseado em decaimentos de pares de partículas, como
por exemplo: Z → e+e−, J/Ψ → e+e− e possibilita que a pré-seleção de amostras
seja baseada no conhecimento especialista do decaimento sem qualquer influência
de discriminadores [93].

O T&P do Z exige que exista pelo menos dois candidatos à elétron reconstruídos
de forma offline no evento. Satisfeito este requisito, inicia-se uma busca por pares
de elétrons onde um dos candidatos, chamado de tag, é aprovado como elétron pelo
offline sobre a condição mais restrita (não sendo permitido que o mesmo encontre-
se na região de crack); enquanto o outro, nomeado de probe, precisa atender aos
requisitos mínimos com relação a qualidade e a paridade com o tag que deve estar
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contido no intervalo de massa esperado para o bóson Z, neste caso 80 GeV <

Me+e− < 100 GeV como descrito em [21, 26]. Atendida estas restrições apenas o
probe é salvo para posterior análise.

Nas amostras que compõem o background é empregado o método T&P inverso.
Neste caso, o candidato à elétron offline que é selecionado não pode compor quais-
quer dos pares tag e probe proveniente do bóson Z, conforme descrito em [21, 26].

O ATLAS possui diversos grupos de pesquisa, formados por interesses em pro-
cessos físicos distintos, haja vista que este é um experimento de propósito geral, ou
seja, busca estudar toda a física disponível na faixa de energia proporcionada pelo
LHC. Isto posto é compreensível que o ATLAS assuma inúmeros critérios para a
aquisição de dados. Tais critérios têm o objetivo de garantir o balanceamento entre
a qualidade da amostra e a quantidade, visto que, para um determinados grupos
que estudam processos físicos muito raros, a quantidade de amostras é fundamental
para a realização das análises físicas. Por outro lado, a pureza das amostras pode
ser crucial para certas análises em detrimento da quantidade, ou mesmo o equilíbrio
entre a pureza e a quantidade podem ser almejados em certos estudos. Posto isto,
o ATLAS emprega alguns critérios para identificação de elétrons offline (e online)
visam cobrir satisfazer as diferentes demandas de amostragem, são eles:

• Tight : é o critério que prioriza a qualidade da amostra em detrimento da
quantidade e apresenta baixos níveis de contaminação.

• Medium: é o critério que busca o equilíbrio entre a qualidade da amostra e
sua quantidade.

• Loose: neste critério é priorizado a quantidade da amostra, o que implica em
maiores contaminações.

• Very Loose: este é o critério menos restritivo e por isto possui o maior nível
de contaminação em suas amostras.

Este trabalho emprega o uso de dados de colisões, especificamente amostras
obtidas nos anos de 2017 e 2018. Desta forma, não existe uma etiquetagem das
amostras utilizadas para o treinamento dos modelos que compõem o ensemble e
para contornar isto foram adotados os critérios de amostragem do offline.

Assim posto, para as amostras de sinal obtidas pelo método T&P, com objetivo
de obter o equilíbrio entre a amostragem e o quantitativo de ruído, a aprovação pelo
critério Medium do offline foi exigida. Para o background, pré-selecionado pelo T&P
inverso, a reprovação do critério Very Loose do offline foi imposta.

Devido às restrições do trigger não é possível realizar reconstruções à nível online
para regiões com |η| > 2, 5, uma vez que o L1Calo seleciona a RoI até |η| < 2, 5.
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Posto isso, optou-se pela adaptação sintética das cinco regiões de energia da camada
mais externa do ensemble do NeuralRinger, estas estão listadas na Tabela 4.2. Cada
uma das regiões de ET é construída ao longo das sete camadas de amostragem do
sistema de calorimetria, totalizando 100 anéis. Conforme disposto na Tabela 5.1.
Com o objetivo de emular o comportamento na região |η| > 2, 5, os anéis relativos
as camadas PS e EM3 foram removidos já que não estão disponíveis na região de
alta pseudorapidez (Tabela 3.1), logo o número de anéis foi reduzido de 100 para
84, como mostra a Tabela 5.2.

Tabela 5.1: Número de anéis em cada camada do sistema de calorimetria do ATLAS.

Camadas Secção Eletromagnética Secção Hadrônica
Pre-Sampler EM1 EM2 EM3 HAD1 HAD2 HAD3

# anéis 8 64 8 8 4 4 4

Tabela 5.2: Número de anéis em cada camada do sistema de calorimetria do ATLAS
após a redução de granularidade.

Camadas Secção Eletromagnética Secção Hadrônica
EM1 EM2 HAD1 HAD2 HAD3

# anéis 64 8 4 4 4

5.2 Modelos Utilizados

Neste trabalho dois tipos de modelos foram desenvolvidos: um modelo MLP e
um modelo CNN. No modelo MLP foram testadas algumas variações com relação
ao número de neurônios na camada escondida. Foram treinados modelos com 2, 5,
10 e 15, todos com um nerônio na camada de saída, conforme ilustra Figura 5.1.

O modelo CNN utilizado possui camadas convolucionais unidimensionais e uma
camada totalmente conectada com 16 neurônios. A camada de saída possui um
único neurônio, totalizando 10613 parâmetros treináveis, conforme Figura 5.2. Esta
topologia foi desenvolvida para a região do barril do calorímetro e obteve um bom
desempenho [26] sendo adaptada para a região textitForward neste trabalho.

A função de ativação para as camadas intermediárias aplicada para cada um dos
modelos foi a ReLU [94] enquanto nas camadas de saída foi empregada a função sig-
móide. O treinamento utilizou o algoritmo Adaptive Moment Estimation (ADAM)
[95], os parâmetros que foram aplicados estão dispostos com detalhes na Tabela
5.3. O pré-processamento foi realizado normalizando os anéis pela energia total, de
acordo com a Equação (5.1).

r′i =
ri∑N
j=1 rj

∀i = 1, 2, ..., N (5.1)
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Figura 5.1: Modelo MLP com 5 neurônios na camada escondida.

onde N é o número de anéis.

Tabela 5.3: Parâmetros do algoritmo ADAM utilizados no treinamento.

Parâmetros Utilizados no ADAM
Taxa de Aprendizado (lr) 0, 001
β1 0, 9
β2 0, 999

A função objetivo utilizada para o treinamento dos modelos foi o Erro Quadrático
Médio (MSE). O índice soma-produto (SP ) [96], dado na Equação (5.2), expressa o
equilíbrio entre a probabilidade de detecção de sinal (PD) e a probabilidade de falso
alarme (PF ), o valor máximo desta variável (SPmax) foi adotado como critério de
parada do treinamento.

SP =

√√
PD(1− PF ) · PD + (1− PF )

2
(5.2)

Para estimar a incerteza associada aos modelos foi utilizado como método de
validação cruzada [65, 97] o Stratified K-Fold [97, 98]. Esse método estratifica as
classes dentro de cada um dos folds o que garante a proporção de cada classe e
impede que ocorram casos onde um fold não possui dados de alguma das classes.

Os pesos específicos para cada classe foram calculados conforme [99]. Definiu-se
K = 10 e a partir dos dados de colisão de 2017 foram criados dez folds, de forma que
9 foram utilizados para o ajuste dos parâmetros do modelo e 1 foi aplicado como
teste. Para cada fold foram realizadas 10 inicializações dos pesos com base na técnica
de inicialização uniforme de Xavier [100] para evitar um possível mínimo local. O
número máximo de épocas em cada inicialização foi de 5000 e o tamanho da batelada
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Figura 5.2: Ilustração do modelo CNN com a quantidade parâmetros em cada ca-
mada.

foi de 1024 eventos. Este processo é repetido para cada modelo até que todos os
dados participem do conjunto de teste ao menos uma vez. Finalizado o processo
de treinamento, com base no SP do conjunto de teste, a melhor inicialização de
cada fold é mantida e são calculadas as eficiências dos modelos em cada região do
ensemble, bem como a incerteza estatística associada.

Os modelos MLP foram testados com diferentes configurações de neurônios na
camada escondida. A escolha da melhor configuração para a MLP foi feita avaliando
o SP medido no processo de validação cruzada para os conjuntos de teste com o
auxílio de diagramas de caixa (boxplots) e priorizando o maior valor obtido para o
índice SP , considerando a incerteza estatística de cada modelo. Quando o desem-
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penho dos modelos era similar optava-se pelo modelo com a menor complexidade
(critério de parcimônia). Após a finalização do processo de treinamento dos mode-
los é necessário ajustá-los em relação a referência CutBased para que atendam aos
pontos de operação do trigger.

5.2.1 Ajuste em Função de 〈µ〉

O aumento da luminosidade leva à maior ocupação do detector o que afeta a
reconstrução das partículas, tal processo é conhecido como empilhamento de sinais
(pile-up). Este é um efeito que afeta os elétrons, descaracterizando os chuveiros
eletromagnéticos e tornando-os mais parecidos com chuveiros hadrônicos.

Para mitigar este problema o ATLAS realiza um ajuste linear da eficiência em
função do estimador de pile-up. Este ajuste é feito a partir do método do χ2 [101]:

χ2 =
(y − f(x))2

e2
y + (0, 5 · (exl + exh)f ′(x))2

(5.3)

onde f(x) é a função linear a ser ajustada; ey é o erro no eixo das ordenadas e exl
(exh) é o erro no eixo das abscissas.

Para realizar este ajuste é necessário remover a não-linearidade presente nas
camadas de saída dos modelos para evitar colapsos quando 〈µ〉 tiver valores elevados,
conforme ilustra Figura 5.3. Após a remoção da não-linearidade são utilizados os
mesmos folds, o ajuste é realizado utilizando o conjunto de treino e uma nova medida
da incerteza associada aos modelos é feita para o conjunto de teste.
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Figura 5.3: Saída do modelo MLP com 5 neurônios em função de 〈µ〉. Os pontos
azuis indicam os patamares de corte para cada valor de 〈µ〉 para que seja obtido o
PD da referência. A linha preta indica o ajuste linear obtido para os patamares. Na
Figura (a) temos o ajuste realizado no modelo sem a sigmóide enquanto a Figura
(b) o modelo utiliza a sigmóide na camada de saída.

5.3 Seleção e Avaliação dos Modelos

Para cada região de ET foram gerados 10 modelos, mediante o processo de va-
lidação cruzada, o que torna necessário a adoção de um critério para escolher qual
seria o melhor modelo dentre estes. A escolha foi feita a partir do maior valor do
SP medido no conjunto de treinamento considerando os 10 folds.

A partir da seleção dos modelos (1 modelo MLP e 1 modelo CNN), foi avaliado
se as saídas produzidas pelos mesmos eram distintas das obtidas pela versão V 8F do
NeuralRinger. Para isto foi utilizado o teste estatístico de Wilcoxon [102, 103] com
a aproximação Normal e nível de significância de 1% (α = 0.01) sob as seguintes
hipóteses:

H0 :
A diferença entre as saídas segue uma distribuição

simétrica em torno de zero;

H1 :
A diferença entre as saídas não segue uma distribuição

simétrica em torno de zero.

(5.4)

A partir da aproximação Normal, é possível calcular o P-value como:

P-value = 2 · P (W ′ < W ′
calculado) (5.5)
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onde W ′ é a aproximação do valor da estatística do teste para grandes amostras,
dada pela Equação (5.6).

W ′ =

∑n
i=1 ZiRi − n(n+1)

4√
n(n+1)(2n+1)

24

(5.6)

Desta forma é possível negar a hipótese H0 quando o P-value for menor do que
α.

Além do teste de Wilcoxon também foi utilizado o teste de McNemar [104] com
a correção de continuidade proposta em [105] e o nível de significância α = 0.01.
O objetivo era verificar qual dos modelos performa melhor nas condições impostas
pelo Trigger. As hipóteses a serem testadas são:H0 : Nenhum dos modelos performa melhor do que o outro;

H1 : A performance dos modelos é diferente.
(5.7)

A estatística do teste de McNemar é dada na Equação (5.8) e segue aproxima-
damente uma distribuição χ2 com 1 grau de liberdade.

χ2 =
(|C0,1 − C1,0| − 1)2

(C0,1 + C1,0)
∼ χ2

1 (5.8)

onde C é a matriz de contingência.
O valor do P-value para o teste de McNemar pode ser aproximado da seguinte

maneira:

P-value ∼ f(x, k) =
1

2k/2Γ(k/2)
xk/2−1e−x/2 (5.9)

onde x > 0 é a estatística do teste de McNemar dada na Equação (5.8) e k são os
graus de liberdade. Neste caso, para o teste de McNemar k = 1.

Assim, novamente, é possível negar a hipótese H0 quando o P-value for menor
do que α.

Outra maneira de avaliar os modelos é a através da análise de quadrante. Nesta
análise é verificado se os modelos concordam ou discordam a partir do ponto de vista
das distribuições das variáveis de calorimetria utilizadas na identificação offline de
elétrons.

Com esta análise é possível avaliar quatro possibilidades mutuamente exclusivas
para dois modelos (A e B): ambos os modelos aceitam o candidato (caso 1); ambos
os modelos rejeitam o candidato (caso 2); apenas o modelo A aceita o candidato
(caso 3); apenas o modelo B aceita o candidato (caso 4).

A última forma de avaliar os modelos é a partir da emulação das cadeias de Trig-
ger. Para isto foi emulado um conjunto de cadeias de filtragem, conforme disposto
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na Tabela 5.4.
Para cada uma das cadeias da Tabela 5.4 o classificador da etapa FastCalo foi

substituído pelos modelos avaliados e o V 8F . Assim, para uma mesma cadeia foram
obtidas cinco variações que operam com diferentes estratégias de seleção no FastCalo.
O PD e o PF , para cada uma das etapas de uma dada cadeia de filtragem (chain),
pode ser definido como:

PDchain = P (canditado = elétron|condição do offline) =
Naprovados na chain

Noffline

PF chain = P (canditado = elétron|rejeitado pelo offline) =
Naprovados na chain

Nrejeitados

(5.10)

Tabela 5.4: Cadeias de filtragem utilizadas no processo de emulação local.

Cadeias Emuladas
HLT_e17_lhtight_nod0_L1_EM15VHI

HLT_e17_lhmedium_nod0_L1_EM15VHI
HLT_e17_lhloose_nod0_L1_EM15VHI
HLT_e17_lhvloose_nod0_L1_EM15VHI

As cadeias de filtragem do ATLAS aplicam diferentes critérios para seleção du-
rante a coleta de dados, tais configurações estão expostas de forma explícita no nome
das cadeias (chains). A nomenclatura das cadeias indica qual o patamar mínimo
de energia, a assinatura em questão (os elétrons, por exemplo, tem um prefixo e),
os critérios de qualidade, algumas informações extras para seleção do HLT e em
letras maiúsculas estão dispostos os critérios para o L1Calo. Assim, para as cadeias
dispostas na Tabela 5.4 são exigidos elétrons com no mínimo de 17 GeV de ET e
selecionados por critérios Tight, Medium, Loose ou Very Loose. A informação extra
presente nas cadeias, nod0, indica que a estratégia de seleção via Likelihood não
utiliza a variável d0. Por fim, os objetos do L1Calo selecionados para estas cadeias
precisam ter pelo menos ET > 15 GeV e as letras V, H e I indicam respectivamente
que os limiares de corte variam em função de η, do isolamento do núcleo hadrônico
e do isolamento eletromagnético.
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Capítulo 6

Resultados

Neste capítulo serão expostos os resultados obtidos com base no método proposto
no Capítulo 5. A quantidade de amostras disponíveis para realizar os treinamentos
dos modelos que compõem o ensemble e também sua avaliação, além do ajuste
em função 〈µ〉 para manter a eficiência aproximadamente constante em função do
empilhamento. Os testes de hipóteses realizados para avaliar semelhanças entre
o modelo V 8F e os modelos treinados sobre a redução sintética da granularidade,
bem como a análise do ponto de vista do quadrante serão exploradas. Por fim, os
resultados de emulação das chains mencionadas na Tabela 5.4 são exibidos.

A seleção empregada nos dados de colisão de 2017 que foram utilizados para o
treinamento e nos de 2018 utilizados para validação estão descritos na Seção 5.1 e na
Tabela 6.1. Os dados obtidos foram submetidos a redução sintética de granularidade
com objetivo de simular condições mais próximas da região com |η| > 2, 5. Na
Figura 6.1a é apresentado o perfil médio dos anéis antes da redução sintética de
granularidade e na Figura 6.1b está disposto o perfil médio das amostras após a
remoção dos anéis do PS e EM3.

Tabela 6.1: Amostras de colisão obtidas dos dados de 2017 e 2018. A amostra de
sinal é composta por candidatos aprovados pelo critério Medium do offline e a
quantidade está azul na tabela. Já as amostras de evento de jatos é composta por
candidatos reprovados pelo critério Very Loose do offline e as quantidades estão
dispostas em vermelho

# Quantidade de amostras Período de colisão 15 ≤ ET [Gev] < 20 20 ≤ ET [Gev] < 30 30 ≤ ET [ GeV ] < 45 40 ≤ ET [Gev] < 50 ET [Gev] ≥ 50
19765 83992 164364 187727 897822017 15512 36522 24980 16100 93785
20412 85546 164810 185350 874272, 37 ≤ η < 2, 47

2018 13184 27966 19260 12077 74847
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(a)

(b)

Figura 6.1: Perfil médio dos anéis em dados de colisão de 2017 para região de
20 ≤ ET < 30 GeV e 2, 37 ≤ |η| < 2, 47 do ensemble. 6.1a mostra o perfil com os
100 anéis, onde em azul está representado o sinal e em vermelho está representado
o ruído de fundo. 6.1b mostra o perfil já com a redução sintética da granularidade,
totalizando 84 anéis. As áreas sombreadas em azul e vermelho indicam os valores
da raiz quadrada da variância para o sinal e para os jatos, respectivamente.

6.1 Resultados da Validação Cruzada e Seleção dos

Modelos

O treinamento dos modelos aplicou o K-Fold estratificado com K = 10 como
método de validação cruzada para realizar a estimação da incerteza estatística dos
modelos. Para auxiliar a escolha da topologia para os modelos MLP foram criados
boxplots em função do SPmax, conforme pode ser visto na Figura 6.2 para cada
região do ensemble com o conjunto de teste de cada fold para a melhor inicialização.
Conforme pode-se observar na Figura 6.2 o modelo MLP com 2 neurônios na camada
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escondida possui performance similar aos outros modelos MLP e pelo critério de
parcimônia optou-se por utilizar este modelo com 2 neurônios para realizar as demais
análises.
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Figura 6.2: Boxplot do SPmax para cada região do ensemble.
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Selecionada a topologia do modelo MLP, são realizados ajustes para que estes
operem segundo os critérios do ATLAS. O ajuste é realizado a partir do PD do
CutBased em cada uma das regiões do ensemble e com isso é possível avaliar a
incerteza dos modelos em relação ao PF . Na Tabela 6.2 estão dispostos os valores da
média e da incerteza em cada região do ensemble para cada ponto de operação. Em
verde está a coluna do PD indicando que todos os modelos devem operar seguindo a
referência do CutBased. Ao analisar os PF obtidos pelos modelos CNN e MLP2 nota-
se que ambos possuem performance similar, embora o modelo CNN apresente uma
incerteza associada a medida menor. Cabe destacar que houve grande redução do
PF para ambos os modelos em comparação ao CutBased, em alguns casos a redução
foi maior do que 50%. Com relação aos dados de 2018 também foi observado redução
no valor do PF e pequenas flutuações no PD.
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Operation Tight Medium Loose Very Loose
Det. Region 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47

kinematic region Method Type PD% SP% PF % PD% SP% PF % PD% SP% PF % PD% SP% PF %

15 ≤ ET[Gev] < 20

Cut-Based (2017) 93, 51 71, 19 48, 06 93, 54 70, 45 49, 34 93, 92 61, 82 63, 46 93, 95 59, 24 67, 31
MLP2 Ringer (2017) 93, 51± 0, 15 94, 26± 0, 21 4, 99± 0, 38 93, 53± 0, 15 94, 26± 0, 21 5, 01± 0, 35 93, 97± 0, 14 94, 40± 0, 20 5, 18± 0, 35 94, 02± 0, 11 94, 41± 0, 21 5, 19± 0, 34
CNN Ringer (2017) 93, 51± 0, 10 94, 39± 0, 22 4, 73± 0, 42 93, 57± 0, 09 94, 41± 0, 21 4, 74± 0, 43 93, 90± 0, 08 94, 50± 0, 22 4, 90± 0, 39 93, 91± 0, 08 94, 50± 0, 22 4, 91± 0, 40

Cut-Based (2018) 93, 92 70, 49 49, 55 93, 94 69, 60 51, 05 94, 34 61, 25 64, 57 94, 35 58, 68 68, 34
MLP2 Ringer (2018) 93, 60 93, 61 6, 39 93, 62 93, 61 6, 39 93, 95 93, 68 6, 58 93, 98 93, 69 6, 60
CNN Ringer (2018) 93, 61 93, 72 6, 17 93, 62 93, 72 6, 18 93, 90 93, 80 6, 30 93, 90 93, 79 6, 31

20 ≤ ET[Gev] < 30

Cut-Based (2017) 95, 74 74, 48 44, 10 95, 74 74, 23 44, 52 95, 75 71, 90 48, 50 95, 79 69, 32 52, 82
MLP2 Ringer (2017) 95, 75± 0, 04 95, 92± 0, 18 3, 92± 0, 35 95, 76± 0, 03 95, 91± 0, 18 3, 93± 0, 35 95, 76± 0, 03 95, 91± 0, 18 3, 93± 0, 35 95, 79± 0, 03 95, 92± 0, 17 3, 95± 0, 35
CNN Ringer (2017) 95, 76± 0, 03 96, 18± 0, 17 3, 40± 0, 34 95, 76± 0, 03 96, 18± 0, 17 3, 40± 0, 34 95, 76± 0, 03 96, 18± 0, 17 3, 40± 0, 34 95, 78± 0, 03 96, 18± 0, 17 3, 42± 0, 34

Cut-Based (2018) 95, 73 74, 63 43, 82 95, 73 74, 40 44, 22 95, 74 72, 06 48, 23 95, 79 69, 47 52, 58
MLP2 Ringer (2018) 95, 83 95, 73 4, 37 95, 83 95, 73 4, 37 95, 83 95, 73 4, 37 95, 87 95, 74 4, 39
CNN Ringer (2018) 95, 75 95, 94 3, 87 95, 75 95, 94 3, 87 95, 75 95, 94 3, 87 95, 80 95, 96 3, 89

30 ≤ ET[Gev] < 40

Cut-Based (2017) 96, 70 77, 12 48, 06 96, 70 77, 02 40, 42 96, 70 76, 43 41, 45 96, 72 73, 78 46, 03
MLP2 Ringer (2017) 96, 69± 0, 12 97, 13± 0, 17 2, 44± 0, 31 96, 69± 0, 12 97, 13± 0, 17 2, 44± 0, 31 96, 69± 0, 12 97, 13± 0, 17 2, 44± 0, 31 96, 73± 0, 12 97, 14± 0, 15 2, 44± 0, 31
CNN Ringer (2017) 96, 81± 0, 12 97, 26± 0, 14 2, 29± 0, 29 96, 81± 0, 12 97, 26± 0, 14 2, 29± 0, 29 96, 81± 0, 12 97, 26± 0, 14 2, 29± 0, 29 96, 81± 0, 12 97, 26± 0, 14 2, 29± 0, 29

Cut-Based (2018) 96, 61 77, 21 40, 01 96, 61 77, 10 40, 20 96, 61 76, 51 41, 24 96, 62 73, 63 46, 21
MLP2 Ringer (2018) 96, 82 96, 96 2, 90 96, 82 96, 96 2, 90 96, 82 96, 96 2, 90 96, 82 96, 96 2, 90
CNN Ringer (2018) 96, 82 97, 04 2, 75 96, 82 97, 04 2, 75 96, 82 97, 04 2, 75 96, 82 97, 04 2, 75

40 ≤ ET[Gev] < 50

Cut-Based (2017) 97, 13 77, 32 40, 22 97, 13 77, 23 40, 38 97, 13 76, 63 41, 43 97, 13 73, 80 46, 31
MLP2 Ringer (2017) 97, 28± 0, 27 97, 84± 0, 23 1, 61± 0, 22 97, 28± 0, 27 97, 84± 0, 23 1, 61± 0, 22 97, 28± 0, 27 97, 84± 0, 23 1, 61± 0, 22 97, 28± 0, 27 97, 84± 0, 23 1, 61± 0, 22
CNN Ringer (2017) 97, 15± 0, 16 97, 82± 0, 11 1, 50± 0, 19 97, 15± 0, 16 97, 82± 0, 11 1, 50± 0, 19 97, 15± 0, 16 97, 82± 0, 11 1, 50± 0, 19 97, 15± 0, 16 97, 82± 0, 11 1, 50± 0, 19

Cut-Based (2018) 97, 11 77, 22 40, 38 97, 11 77, 14 40, 52 97, 11 76, 68 41, 33 97, 11 73, 82 46, 25
MLP2 Ringer (2018) 97, 32 97, 56 2, 20 97, 32 97, 56 2, 20 97, 32 97, 56 2, 20 97, 32 97, 56 2, 20
CNN Ringer (2018) 97, 25 97, 61 2, 03 97, 25 97, 61 2, 03 97, 25 97, 61 2, 03 97, 25 97, 61 2, 03

ET [Gev] > 50

Cut-Based (2017) 96, 02 52, 49 77, 49 96, 02 52, 39 77, 61 96, 02 51, 79 78, 35 96, 02 50, 46 79, 95
MLP2 Ringer (2017) 95, 99± 0, 13 97, 57± 0, 10 0, 83± 0, 11 95, 99± 0, 13 97, 57± 0, 10 0, 83± 0, 11 95, 99± 0, 13 97, 57± 0, 10 0, 83± 0, 11 95, 99± 0, 13 97, 57± 0, 10 0, 83± 0, 11
CNN Ringer (2017) 96, 00± 0, 05 97, 76± 0, 04 0, 46± 0, 07 96, 00± 0, 05 97, 76± 0, 04 0, 46± 0, 07 96, 00± 0, 05 97, 76± 0, 04 0, 46± 0, 07 96, 00± 0, 05 97, 76± 0, 04 0, 46± 0, 07

Cut-Based (2018) 96, 01 52, 50 77, 47 96, 01 52, 39 77, 61 96, 01 51, 82 78, 31 96, 01 50, 54 79, 85
MLP2 Ringer (2018) 96, 11 97, 57 0, 954 96, 11 97, 57 0, 95 96, 11 97, 57 0, 95 96, 11 97, 57 0, 95
CNN Ringer (2018) 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54

Tabela 6.2: Valores PD, PF e SP para cada região do ensemble para e para todos os critérios de operação do Trigger antes do ajuste
em função de 〈µ〉 seguindo a referência do Cut-Based as incertezas são estimadas do conjunto dos folds de treinamento (dados de 2017)
e na validação out-of-sample (2018).
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As Figuras 6.3 e 6.4 mostram, respectivamente, a evolução do treinamento do
modelo MLP2 e do modelo CNN para a região 20 ≤ ET GeV < 30 para um dado
fold. Nestas figuras é possível avaliar o MSE, o PD, o SP e o PF ao longo das
épocas, bem como a Receiver Operation Curve (ROC) obtida no conjunto de teste
com marcações para os pontos de operação, além do histograma do neurônio de
saída dos modelos com os patamares representados por linhas verticais. Conforme
o esperado, na medida em que o SP aumenta, os níveis de PD e PF estabilizam-se
durante o treinamento.

56



Figura 6.3: Evolução do treinamento do modelo MLP2 em um fold para cada região de 20 ≤ ET < 30 GeV. Os gráficos da parte
superior são, respectivamente, o MSE ao longo das épocas, a ROC e o histograma do neurônios da camada de saída. Na parte inferior
estão a evolução do PD, do SP e do PF ao longo das épocas do treinamento.
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Figura 6.4: Evolução do treinamento do modelo CNN em um fold para cada região de 20 ≤ ET < 30 GeV. Os gráficos da parte superior
são, respectivamente, o MSE ao longo das épocas, a ROC e o histograma do neurônios da camada de saída. Na parte inferior estão a
evolução do PD, do SP e do PF ao longo das épocas do treinamento.
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6.2 Ajuste de Eficiência em Função de 〈µ〉

O Capítulo 5 menciona a necessidade de corrigir os modelos para que não haja
perda na eficiência conforme o empilhamento aumenta durante as colisões. A adoção
da estratégia baseada em um ajuste linear na saída do classificador torna os modelos
resistentes a este efeito.

Na Figura 6.5 temos um exemplo da correção em função de 〈µ〉 para região
20 ≤ ET < 30 GeV para os modelos MLP2 e CNN
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Figura 6.5: Saída dos modelos em função de 〈µ〉. Nas Figuras (a) e (b) temos saída
do modelo MLP2 onde na esquerda está o background e à direita estão as amostras
de sinal. Já nas Figura (c) e (d) temos saída do modelo CNN onde à esquerda está
o background e à direita estão as amostras de sinal.
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Mediante a obtenção dos ajustes em função de 〈µ〉, os valores da Tabela 6.4 são
recalculados, desta vez utilizando o ajuste linear obtido. Os resultados para cada
uma das regiões do ensemble estão expostos na Tabela 6.3 e na Tabela 6.4 estão
os valores integrados, ou seja, para todo o ensemble. Os resultados mostram um
aumento no PF , o que é esperado devido ao ajuste em função do empilhamento. A
remoção da não-linearidade da camada de saída ocasionou um aumento nas incer-
tezas obtidas na validação cruzada, porém ao avaliar os valores integrados nota-se
que os modelos MLP2 e CNN obtiveram valores próximos ao da referência.
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Operation Tight Medium Loose Very Loose
Det. Region 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47 2, 37 ≤ |η| < 2, 47

kinematic region Method Type PD% SP% PF % PD% SP% PF % PD% SP% PF % PD% SP% PF %

15 ≤ ET [Gev] < 20

Cut-Based (2017) 93, 51 71, 19 48, 06 93, 54 70, 45 49, 34 93, 92 61, 82 63, 46 93, 95 59, 24 67, 31
V 8 Ringer (2017) 94, 26 94, 69 4, 88 96, 57 94, 81 6, 94 95, 97 94, 89 6, 19 97, 54 94, 00 9, 48
V 8F Ringer (2017) 96, 76 94, 48 7, 77 97, 79 93, 57 10, 55 97, 49 93, 98 9, 46 98, 24 92, 09 13, 87

MLP2 Ringer (2017) 94, 71± 2, 78 93, 52± 1, 05 7, 60± 4, 38 94, 72± 2, 77 93, 52± 1, 05 7, 61± 4, 37 95, 00± 2, 64 93, 47± 1, 23 7, 98± 4, 65 95, 05± 2, 61 93, 46± 1, 28 8, 06± 4, 72
CNN Ringer (2017) 94, 11± 1, 11 94, 47± 0, 19 5, 16± 1, 05 94, 13± 1, 11 94, 47± 0, 19 5, 18± 1, 04 94, 50± 1, 00 94, 56± 0, 17 5, 38± 1, 11 94, 54± 0, 99 94, 58± 0, 17 5, 38± 1, 13

Cut-Based (2018) 93, 92 70, 49 49, 55 93, 94 69, 60 51, 05 94, 34 61, 25 64, 57 94, 35 58, 68 68, 34
V8 Ringer (2018) 94, 38 93, 95 6, 47 96, 52 93, 77 8, 94 95, 90 93, 91 8, 07 97, 70 93, 01 11, 56
V 8F Ringer (2018) 96, 81 93, 61 9, 53 97, 91 92, 60 12, 56 97, 59 92, 99 11, 50 98, 46 91, 14 15, 89

MLP2 Ringer (2018) 93, 56 93, 57 6, 42 93, 58 93, 58 6, 42 94, 47 93, 67 7, 12 94, 06 93, 66 6, 74
CNN Ringer (2018) 95, 66 94, 01 7, 62 95, 68 94, 02 7, 62 96, 00 94, 00 7, 98 96, 02 94, 01 7, 99

20 ≤ ET [Gev] < 30

Cut-Based (2017) 95, 74 74, 48 44, 10 95, 74 74, 23 44, 52 95, 75 71, 90 48, 50 95, 79 69, 32 52, 82
V 8 Ringer (2017) 94, 84 95, 81 3, 20 97, 41 96, 54 4, 33 96, 76 96, 40 3, 95 98, 32 96, 57 5, 17
V 8F Ringer (2017) 98, 65 96, 26 6, 09 99, 29 95, 72 7, 78 99, 13 95, 98 7, 13 99, 50 95, 21 8, 99

MLP2 Ringer (2017) 97, 35± 1, 54 96, 09± 0, 27 5, 15± 1, 32 97, 35± 1, 55 96, 09± 0, 28 5, 15± 1, 32 97, 35± 1, 55 96, 09± 0, 28 5, 15± 1, 32 97, 38± 1, 53 96, 09± 0, 27 5, 17± 1, 33
CNN Ringer (2017) 95, 57± 0, 39 96, 14± 0, 20 3, 28± 0, 36 95, 57± 0, 38 96, 15± 0, 20 3, 28± 0, 36 95, 57± 0, 38 96, 15± 0, 20 3, 28± 0, 36 95, 62± 0, 38 96, 16± 0, 21 3, 30± 0, 35

Cut-Based (2018) 95, 73 74, 63 43, 82 95, 73 74, 40 44, 22 95, 74 72, 06 48, 23 95, 79 69, 47 52, 58
V 8 Ringer (2018) 94, 94 95, 58 3, 77 97, 45 96, 28 4, 89 96, 79 96, 15 4, 48 98, 36 96, 33 5, 67
V 8F Ringer (2018) 98, 71 96, 04 6, 60 99, 34 95, 51 8, 23 99, 20 95, 72 7, 70 99, 55 95, 01 9, 42

MLP2 Ringer (2018) 98, 39 96, 15 6, 07 98, 39 96, 15 6, 07 98, 39 96, 15 6, 07 98, 40 96, 14 6, 09
CNN Ringer (2018) 95, 87 96, 04 3, 79 95, 87 96, 04 3, 79 95, 87 96, 04 3, 79 95, 91 96, 05 3, 80

30 ≤ ET [Gev] < 40

Cut-Based (2017) 96, 70 77, 12 48, 06 96, 70 77, 02 40, 42 96, 70 76, 43 41, 45 96, 72 73, 78 46, 03
V 8 Ringer (2017) 95, 72 96, 80 2, 11 97, 23 97, 41 2, 41 97, 14 97, 37 2, 39 98, 59 97, 82 2, 95
V 8F Ringer (2017) 98, 93 97, 71 3, 50 99, 32 97, 63 4, 05 99, 30 97, 64 4, 02 99, 64 97, 31 4, 98

MLP2 Ringer (2017) 97, 29± 1, 20 97, 20± 0, 33 2, 87± 0, 71 97, 29± 1, 20 97, 20± 0, 33 2, 87± 0, 71 97, 29± 1, 20 97, 20± 0, 33 2, 87± 0, 71 97, 29± 1, 20 97, 20± 0, 33 2, 88± 0, 70
CNN Ringer (2017) 96, 59± 0, 23 97, 17± 0, 17 2, 25± 0, 34 96, 59± 0, 23 97, 17± 0, 17 2, 25± 0, 34 96, 59± 0, 23 97, 17± 0, 17 2, 25± 0, 34 96, 60± 0, 22 97, 17± 0, 17 2, 26± 0, 35

Cut-Based (2018) 96, 61 77, 21 40, 01 96, 61 77, 10 40, 20 96, 61 76, 51 41, 24 96, 62 73, 63 46, 21
V 8 Ringer (2018) 95, 86 96, 69 2, 48 97, 35 97, 23 2, 88 97, 27 97, 20 2, 87 98, 67 97, 56 3, 55
V 8F Ringer (2018) 99, 02 97, 43 4, 14 99, 38 97, 33 4, 70 99, 37 97, 34 4, 66 99, 66 96, 92 5, 78

MLP2 Ringer (2018) 99, 03 97, 49 4, 04 99, 03 97, 49 4, 04 99, 03 97, 49 4, 04 99, 03 97, 49 4, 04
CNN Ringer (2018) 96, 90 97, 09 2, 72 96, 90 97, 09 2, 72 96, 90 97, 09 2, 72 96, 91 97, 10 2, 72

40 ≤ ET [Gev] < 50

Cut-Based (2017) 97, 13 77, 32 40, 22 97, 13 77, 23 40, 38 97, 13 76, 63 41, 43 97, 13 73, 80 46, 31
V 8 Ringer (2017) 95, 98 97, 34 1, 29 96, 34 97, 50 1, 32 97, 72 98, 06 1, 60 97, 86 98, 12 1, 62
V 8F Ringer (2017) 99, 36 98, 34 2, 68 99, 43 98, 33 2, 76 99, 66 98, 26 3, 12 99, 68 98, 25 3, 16

MLP2 Ringer (2017) 98, 36± 1, 27 98, 11± 0, 44 2, 14± 0, 44 98, 36± 1, 27 98, 11± 0, 44 2, 14± 0, 44 98, 36± 1, 27 98, 11± 0, 44 2, 14± 0, 44 98, 36± 1, 27 98, 11± 0, 44 2, 14± 0, 44
CNN Ringer (2017) 97, 08± 0, 29 97, 80± 0, 17 1, 47± 0, 14 97, 08± 0, 29 97, 80± 0, 17 1, 47± 0, 14 97, 08± 0, 29 97, 80± 0, 17 1, 47± 0, 14 97, 08± 0, 29 97, 81± 0, 17 1, 47± 0, 14

Cut-Based (2018) 97, 11 77, 22 40, 38 97, 11 77, 14 40, 52 97, 11 76, 68 41, 33 97, 11 73, 82 46, 25
V 8 Ringer (2018) 96, 09 97, 12 1, 84 96, 46 97, 30 1, 86 97, 79 97, 81 2, 17 97, 91 97, 87 2, 18
V 8F Ringer (2018) 99, 40 98, 11 3, 16 99, 46 98, 11 3, 23 99, 68 98, 00 3, 66 99, 70 98, 00 3, 69

MLP2 Ringer (2018) 99, 42 98, 17 3, 06 99, 42 98, 17 3, 06 99, 42 98, 17 3, 06 99, 42 98, 17 3, 06
CNN Ringer (2018) 97, 09 97, 61 1, 87 97, 09 97, 61 1, 87 97, 09 97, 61 1, 87 97, 09 97, 61 1, 87

ET [Gev] ≥ 50

Cut-Based (2017) 96, 02 52, 49 77, 49 96, 02 52, 39 77, 61 96, 02 51, 79 78, 35 96, 02 50, 46 79, 95
V 8 Ringer (2017) 97, 48 98, 27 0, 93 98, 80 98, 78 1, 24 99, 13 98, 88 1, 36 99, 47 98, 92 1, 63
V 8F Ringer (2017) 99, 62 98, 80 2, 02 99, 80 98, 64 2, 52 99, 85 98, 54 2, 77 99, 89 98, 33 3, 21

MLP2 Ringer (2017) 97, 11± 1, 57 98, 05± 0, 69 1, 01± 0, 22 97, 11± 1, 57 98, 05± 0, 69 1, 01± 0, 22 97, 11± 1, 57 98, 05± 0, 69 1, 01± 0, 22 97, 11± 1, 57 98, 05± 0, 69 1, 01± 0, 22
CNN Ringer (2017) 95, 95± 0, 24 97, 73± 0, 14 0, 46± 0, 08 95, 95± 0, 24 97, 73± 0, 14 0, 46± 0, 08 95, 95± 0, 24 97, 73± 0, 14 0, 46± 0, 08 95, 95± 0, 24 97, 73± 0, 14 0, 46± 0, 08

Cut-Based (2018) 96, 01 52, 50 77, 47 96, 01 52, 39 77, 61 96, 01 51, 82 78, 31 96, 01 50, 54 79, 85
V 8 Ringer (2018) 97, 55 98, 26 1, 02 98, 84 98, 76 1, 32 99, 16 98, 86 1, 43 99, 48 98, 91 1, 65
V 8F Ringer (2018) 99, 63 98, 81 2, 02 99, 80 98, 65 2, 49 99, 85 98, 55 2, 75 99, 89 98, 38 3, 11

MLP2 Ringer (2018) 99, 01 98, 81 1, 40 99, 01 98, 81 1, 40 99, 01 98, 81 1, 40 99, 01 98, 81 1, 40
CNN Ringer (2018) 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54 96, 14 97, 79 0, 54

Tabela 6.3: Valores PD, PF e SP para cada região do ensemble para e para todos os critérios de operação do Trigger após do ajuste em
função de 〈µ〉 seguindo a referência do Cut-Based as incertezas são estimadas do conjunto dos folds de treinamento (dados de 2017) e
na validação out-of-sample (2018). Também estão dispostas na tabela os valores de eficiência obtidos para o modelo V 8 e V 8F .
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Tabela 6.4: Resultados integrados obtidos pelo NeuralRinger após o ajuste dos
modelos em função de 〈µ〉 para todos os pontos de operação do ATLAS. As incertezas
são obtidas dos folds.

Critério Tipo PD PF

Tight

Cut-Based (2017) 96, 48 60, 33
Ringer V 8 (2017) 95, 91 1, 89
Ringer V 8F (2017) 99, 07 3, 55
MLP 2 neurônios (2017) 97, 54± 0, 56 2, 71± 0, 47
CNN (2017) 96, 40± 0, 16 1, 73± 0, 11
Cut-Based (2018) 96, 45 60, 65
Ringer V 8 (2018) 96, 01 2, 29
Ringer V 8F (2018) 99, 12 3, 93
MLP 2 neurônios (2018) 98, 85 3, 22
CNN (2018) 96, 63 2, 18

Medium

Cut-Based (2017) 96, 48 60, 62
Ringer V 8 (2017) 97, 19 2, 48
Ringer V 8F (2017) 99, 38 4, 44
MLP 2 neurônios (2017) 97, 55± 0, 56 2, 71± 0, 47
CNN (2017) 96, 41± 0, 16 1, 73± 0, 11
Cut-Based (2018) 96, 45 60, 96
Ringer V 8 (2018) 97, 27 2, 93
Ringer V 8F (2018) 99, 41 4, 83
MLP 2 neurônios (2018) 98, 85 3, 22
CNN (2018) 96, 63 2, 18

Loose

Cut-Based (2017) 96, 49 63, 17
Ringer V 8 (2017) 97, 57 2, 43
Ringer V 8F (2017) 99, 42 4, 37
MLP 2 neurônios (2017) 97, 56± 0, 55 2, 74± 0, 48
CNN (2017) 96, 42± 0, 16 1, 75± 0, 11
Cut-Based (2018) 96, 46 63, 49
Ringer V 8 (2018) 97, 62 2, 85
Ringer V 8F (2018) 99, 46 4, 80
MLP 2 neurônios (2018) 98, 89 3, 28
CNN (2018) 96, 65 2, 22

Very Loose

Cut-Based (2017) 96, 50 66, 17
Ringer V 8 (2017) 98, 40 3, 15
Ringer V 8F (2017) 99, 62 5, 45
MLP 2 neurônios (2017) 97, 56± 0, 55 2, 76± 0, 49
CNN (2017) 96, 43± 0, 16 1, 75± 0, 11
Cut-Based (2018) 96, 48 66, 49
Ringer V 8 (2018) 98, 46 3, 59
Ringer V 8F (2018) 99, 65 5, 85
MLP 2 neurônios (2018) 98, 87 3, 25
CNN (2018) 96, 66 2, 22
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6.3 Testes de Hipóteses

Os modelos MLP2 e CNN foram submetidos a dois testes de hipóteses conforme
mencionado no Capítulo 5 utilizando os dado de colisão de 2018. Para comparar a
saída do V 8F com a dos modelos foi realizado o teste de Wilcoxon com aproximação
Normal para o cálculo do P −value e foi adotado um nível de significância α = 0, 01

para rejeição da hipótese H0. Este teste foi realizado para cada uma das regiões
do ensemble e os respectivos P − values encontrados estão dispostos na Tabela 6.5.
Nota-se que há evidências suficientes para negar H0 em todas as regiões do ensemble,
assim podemos concluir que as saídas dos modelos não são iguais à produzida pelo
V 8F .

Tabela 6.5: Resultados para o teste de Wilcoxon para a comparação da saída do
modelo V 8F em relação aos modelos MLP com 2 neurônios e CNN.

α = 0, 010 15 ≤ ET [Gev] < 20 20 ≤ ET [Gev] < 30 30 ≤ ET [Gev] < 40 40 ≤ ET [Gev] < 50 50 ≥ ET [Gev]
P − value Rejeita H0 P − value Reijeta H0 P − value Reijeta H0 P − value Reijeta H0 P − value Reijeta H0

Ringer V 8F | Ringer MLP2 0 Sim 0 Sim 0 Sim 0 Sim 0 Sim
Ringer V 8F | Ringer CNN 0 Sim 0 Sim 0 Sim 0 Sim 0 Sim

Outro teste estatístico aplicado foi o teste de McNemar. Este teste permitiu
avaliar existe diferença entre os classificadores MLP2 e CNN em relação ao V 8F

para cada região do ensemble e para cada um dos pontos de operação. Na Tabela
6.6 estão os resultados do valor do P − value calculado a partir da aproximação de
uma distribuição χ2 considerando α = 0, 01. Nota-se que para a dos casos a hipótese
H0 pode ser rejeitada, indicando que existem diferenças em relação a performance
dos classificadores.

Tabela 6.6: Resultados para o teste de McNemar para a comparação modelo V 8F
em relação aos modelos MLP com 2 neurônios e CNN com o modelo V 8F em cada
um dos pontos de operação.

α = 0, 010 Operação 15 ≤ ET [Gev] < 20 20 ≤ ET [Gev] < 30 30 ≤ ET [Gev] < 40 40 ≤ ET [Gev] < 50 50 ≥ ET [Gev]
P − value Rejeita H0 P − value Reijeta H0 P − value Reijeta H0 P − value Reijeta H0 P − value Reijeta H0

Ringer V 8F | Ringer MLP2

Tight 0 Sim 0 Sim 0, 144 Não 0, 042 Sim 0, 016 Não
Medium 0, 072 Não 0 Sim 0 Sim 0, 008 Sim 0, 001 Sim
Loose 0, 099 Não 0 Sim 0 Sim 0 Sim 0 Sim

Very Loose 0 Sim 0, 263 Não 0 Sim 0 Sim 0 Sim

Ringer V 8F | Ringer CNN

Tight 0, 474 Não 0 Sim 0 Sim 0 Sim 0 Sim
Medium 0 Sim 0 Sim 0 Sim 0 Sim 0 Sim
Loose 0 Sim 0 Sim 0 Sim 0 Sim 0 Sim

Very Loose 0 Sim 0 Sim 0 Sim 0 Sim 0 Sim

Tais resultados são demonstrados na Figura 6.6 onde é possível ver a comparação
da saída dos modelos. No gráfico à esquerda temos a comparação da distribuição da
saída dos modelos MLP2 e CNN com o V 8F para a região 15 ≤ ET < 20 GeV, além
das matrizes de contingência utilizadas no teste de McNemar. Os gráficos obtidos
para as outras regiões do ensemble encontram-se no Apêndice A.
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(a)

(b)

Figura 6.6: Testes estatísticos de Wilcoxon e McNemar para região 15 ≤ ET < 20 GeV. Na Figura (a) estão as comparações entre o
modelo MLP2 e V 8F e na Figura (b) está a comparação entre o modelo CNN e o V 8F .
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6.4 Análise de Quadrante

A análise de quadrante possibilita avaliar o acordo e o desacordo entre dois
modelos de seleção de elétrons. Dada a resposta de dois classificadores A e B, apenas
um dos seguintes casos pode acontecer: ambos os classificadores aceitam (caso 1);
ambos classificadores rejeitam (caso 2); apenas o classificador A aceita (caso 3); ou
apenas o classificador B aceita (caso 4). Estes casos são mutuamente exclusivos
e podem ser visualizados através de variáveis padrões da calorimetria descritas na
Tabela 4.3. A partir desta análise é possível verificar em quais regiões existe o maior
acordo (ou desacordo) entre os classificadores.

Na Figura 6.7 estão as comparações entre os classificadores para a operação
Medium nos dados de sinal obtidos em 2018 para a variável Eratio. Espera-se que o
valor do Eratio para um elétron seja próximo de 1 e isto é observado em cada uma
das comparações, visto que o resultado dos classificadores se concentra nesta região.
Entretanto, nota-se que os modelos MLP2 e CNN coletam menos amostras do que
os modelos V 8F e o CutBased, apesar da taxa de desacordo na região próxima de 1

ser inferior a 5% para todas as comparações. A análise de quadrante indica que a
modificação feita no modelo V 8F acarretou em um aumento no PD.

Outra variável avaliada foi a Rη (Figura 6.8). Assim como no caso da variável
Eratio, espera-se que o valor da variável Rη esteja próximo de 1 para a distribuição do
sinal. As comparações realizadas a partir desta variável indicam que o modelo CNN
e o modelo MLP2 coletam mais elétrons com valores próximos à 1 do que o CutBased
(Vide Figuras 6.8c e 6.8a). Entretanto, quando comparados estes modelos entre si
foi observado que a MLP2 coleta mais elétrons do que a CNN. Os desacordos, por
sua vez, mantiveram-se abaixo de 5%.
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A última variável avaliada foi a variável Rhad (Figura 6.9). Chamada de hadro-
nic leakage esta variável mede a quantidade de energia hadrônica contida em um
chuveiro e espera-se que elétrons possuam valores próximos de 0 para esta variável.
Novamente é obtido um alto nível de acordo entre os classificadores, porém nota-se
que o modelo CNN possui uma queda mais acentuada para valores positivos da va-
riável (Figura 6.8c), este tipo de comportamento também foi observado no modelo
MLP2 porém de forma mais discreta. Como esperado, o V 8F coleta mais amostras
na região próxima de 0, todavia as amostras selecionadas possuem maior vazamento
hadrônico (Figuras 6.9e e 6.9d). Os desacordos na região próximo a 0 são da ordem
de 5%.
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(a) Comparação MLP2 com CutBased (b) Comparação MLP2 com V 8F

(c) Comparação CNN com CutBased (d) Comparação CNN com V 8F

(e) Comparação V 8F com V 8 (f) Comparação MLP2 com CNN

Figura 6.7: Análise de quadrante para o critério Medium em dados de 2018 para
a variável Eratio. As comparações foram realizadas em duplas para os modelos
MLP2, CNN, V 8, V 8F e CutBased. A análise de quadrante foi obtida com elétrons
(pósitrons) do decaimento do bóson Z através do método T&P. O probe reconstruído
deve estar na região mais externa do ATLAS (2, 37 ≤ |η| < 2, 47). Em preto
encontra-se o caso 1; em azul o caso 2; em vermelho o caso 3 e em cinza o caso 4.
Na parte inferior, em verde, esta a taxa de acordo entre estratégias (caso 1 + caso
2) e em roxo está o desacordo entre as mesmas (caso 3 + caso 4).
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(a) Comparação MLP2 com CutBased (b) Comparação MLP2 com V 8F

(c) Comparação CNN com CutBased (d) Comparação CNN com V 8F

(e) Comparação V 8F com V 8 (f) Comparação MLP2 com CNN

Figura 6.8: Análise de quadrante para o critério Medium em dados de 2018 para a
variável Rη. As comparações foram realizadas em duplas para os modelos MLP2,
CNN, V 8, V 8F e CutBased. A análise de quadrante foi obtida com elétrons (pósi-
trons) do decaimento do bóson Z através do método T&P. O probe reconstruído deve
estar na região mais externa do ATLAS (2, 37 ≤ |η| < 2, 47). Em preto encontra-se
o caso 1; em azul o caso 2; em vermelho o caso 3 e em cinza o caso 4. Na parte
inferior em verde esta a taxa de acordo entre estratégias (caso 1 + caso 2) e em roxo
está o desacordo entre as mesmas (caso 3 + caso 4).
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(a) Comparação MLP2 com CutBased (b) Comparação MLP2 com V 8F

(c) Comparação CNN com CutBased (d) Comparação CNN com V 8F

(e) Comparação V 8F com V 8 (f) Comparação MLP2 com CNN

Figura 6.9: Análise de quadrante para o critério Medium em dados de 2018 par a
variável Rhad. As comparações foram realizadas em duplas para os modelos MLP2,
CNN, V 8, V 8F e CutBased. A análise de quadrante foi obtida com elétrons (pósi-
trons) do decaimento do bóson Z através do método T&P. O probe reconstruído deve
estar na região mais externa do ATLAS (2, 37 ≤ |η| < 2, 47). Em preto encontra-se
o caso 1; em azul o caso 2; em vermelho o caso 3 e em cinza o caso 4. Na parte
inferior em verde esta a taxa de acordo entre estratégias (caso 1 + caso 2) e em roxo
está o desacordo entre as mesmas (caso 3 + caso 4).
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6.5 Emulação das Cadeias de Filtragem

O processo de emulação local das cadeias descritas na Tabela 5.4 foi realizado e
o PD e o PF para as etapas FastCalo e HLT estão dispostos na Tabela 6.7. Para as
cadeias com operação Tight e Medium os resultados indicam que os modelos MLP2

e CNN conseguiram operar mantendo a eficiência ao final do HLT próxima à do
CutBased, o que é um requisito para operação no Trigger [26]. As diferenças em
função de PD para estas cadeias são de ≈ ±1 ponto percentual, o que é admissível
para operação. Na Figura 6.10b é possível observar a eficiência da cadeia em função
da ET. O modelo CNN tem quedas na eficiência para ET > 60 tanto para amostras
de 2017 quanto para amostras de 2018. Esta queda é menor em relação a cadeia Tight
(vide Figura 6.10a). Entretanto nas operações Loose e Very Loose as diferenças
cresceram para≈ ±2 pontos percentuais para as cadeias que operaram com o modelo
CNN o que indica a necessidade de reajuste dos patamares.
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(b) Medium
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(c) Loose
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Figura 6.10: Eficiência das cadeias em função de ET para as diferentes operações.

O PF das cadeias é substancialmente reduzido na etapa FastCalo quando com-
parado com o CutBased enquanto a MLP2 obtém valores próximos aos obtidos pelo
V 8F . Embora a CNN tenha o menor PF entre todas as estratégias, a mesma não
obteve os valores de PD necessário para operação nos critérios Loose e Very Loose.
Na Figura 6.11 é possível observar que todos os modelos com a exceção do CutBased
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possuem PF menores do que 10%.
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Figura 6.11: PF das cadeias em função de η para as diferentes operações.
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Tabela 6.7: Resultados da emulação das cadeias de Trigger utilizando dados de 2017 e 2018.

Assinaturas Seleção no FastCalo Periodo de colisão Z → ee Jatos
FastCalo [%] HLT [%] FastCalo [%] HLT[%]

HLT_e17_lhtight_nod0_L1EM15VHI

Cut-Based 2017 95, 26 82, 88 56, 74 0, 02
2018 95, 05 85, 49 56, 74 0, 24

Ringer V 8
2017 94, 49 82, 76 1, 43 0, 01
2018 94, 36 85, 38 1, 71 0, 07

Ringer V 8F
2017 96, 52 83, 94 2, 73 0, 02
2018 96, 39 86, 74 2, 94 0, 10

Ringer MLP2
2017 96, 39 83, 91 2, 26 0, 02
2018 96, 29 86, 69 2, 52 0, 09

Ringer CNN 2017 94, 91 82, 99 1, 13 0, 01
2018 94, 81 85, 69 1, 47 0, 05

HLT_e17_lhmedium_nod0_L1EM15VHI

Cut-Based 2017 94, 97 83, 96 57, 35 0, 05
2018 94, 97 84, 64 58, 03 0, 13

Ringer V 8
2017 94, 43 84, 29 1, 81 0, 02
2018 94, 43 84, 75 2, 10 0, 09

Ringer V 8F
2017 96, 41 85, 54 3, 34 0, 03
2018 96, 26 86, 02 3, 54 0, 11

Ringer MLP2
2017 96, 03 85, 35 2, 26 0, 03
2018 95, 89 85, 35 2, 52 0, 09

Ringer CNN 2017 93, 88 83, 96 1, 13 0, 01
2018 93, 76 84, 43 1, 47 0, 06

HLT_e17_lhloose_nod0_L1EM15VHI

Cunt-Based 2017 94, 65 86, 36 62, 02 0, 33
2018 94, 43 86, 61 62, 53 0, 93

Ringer V 8
2017 93, 85 86, 11 1, 83 0, 17
2018 93, 72 86, 49 2, 11 0, 49

Ringer V 8F
2017 96, 05 87, 60 3, 38 0, 24
2018 95, 89 88, 03 3, 61 0, 65

Ringer MLP2
2017 95, 40 87, 18 2, 26 0, 19
2018 95, 24 87, 59 2, 52 0, 52

Ringer CNN 2017 92, 53 85, 20 1, 13 0, 11
2018 92, 44 85, 55 1, 47 0, 34

HLT_e17_lhvloose_nod0_L1EM15VHI

Cut-Based 2017 94, 49 86, 09 63, 11 0, 54
2018 94, 27 88, 05 63, 63 1, 33

Ringer V 8
2017 94, 27 86, 04 2, 28 0, 32
2018 93, 72 87, 99 2, 28 0, 78

Ringer V 8F
2017 95, 89 87, 38 4, 06 0, 42
2018 95, 75 89, 54 4, 21 1, 00

Ringer MLP2
2017 94, 62 86, 63 2, 26 0, 31
2018 94, 54 88, 66 2, 26 0, 77

Ringer CNN 2017 90, 88 84, 06 1, 13 0, 18
2018 90, 91 85, 74 1, 47 0, 51
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Capítulo 7

Conclusões e trabalhos futuros

A física experimental e de altas energias proporciona um ambiente ímpar para
o desenvolvimento de técnicas de Inteligência Computacional devido as suas carac-
terísticas como a alta segmentação da informação nos experimentos, a elevada taxa
de eventos e problemas de empilhamento de sinais.

Este trabalho desenvolveu uma redução sintética da granularidade da informação
dos anéis do NeuralRinger com objetivo de simular as condições de um Trigger de
elétrons na região de alta pseudorapidez do calorímetro tendo em vista uma possível
extensão do sistema de filtragem para a região com |η| > 2, 5. Para isso foram
treinados dois tipos de classificadores, MLP e CNN como estratégias de seleção da
etapa FastCalo com base apenas na calorimetria sendo os mesmos comparados com
o NeuralRinger padrão e uma versão onde as entradas são modificadas e os anéis
removidos na abordagem deste trabalho tem seus valores zerados.

Os resultados obtidos demonstram que embora os modelos tenham produzido
saídas bem diferentes entre si, a eficiência foi mantida para a maioria dos critérios
empregados. Com relação ao PF foi observado a redução do mesmo em relação
à estratégia CutBased, enquanto o modelo MLP2 atingiu performance similar ao
modelo V 8 mesmo tendo apenas 2 neurônios na camada escondida. Embora a
escolha pelos melhores modelos da validação cruzada tenha feito uso apenas do SP
esta escolha não leva em consideração a qualidade do ajuste em função de 〈µ〉,
motivando o estudos de um método de seleção que também priorize um melhor
ajuste em função de 〈µ〉.

Os testes estatísticos de Wilcoxon e de McNemar possibilitaram avaliar a hipótese
de que os modelos treinados neste trabalho diferem do modelo V 8F , com relação
à saída do classificador e a decisão para os diferentes níveis de operação. Tais
diferenças também são explicitadas na análise de quadrante, onde o modelo CNN,
apesar do alto nível de acordo com o modelo V 8F , coletou menos amostras na
região esperada para a variável Eratio. Todavia, do ponto de vista das variáveis que
representam o vazamento em η e o vazamento hadrônico, o modelo CNN aceitou
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elétrons com menos vazamentos do que as outras estratégias.
Os resultados de emulação das chains da Tabela 5.4 mostram que para critérios

menos restritos o modelo CNN tem seu PD reduzido o que é um problema do ponto
de vista do Trigger. Com relação aos critérios mais restritivos ambos os modelos,
MLP2 e CNN obtiveram resultados promissores atingindo a operação necessária
para o HLT e com baixos níveis de PF . Posto isto, é necessário reajustar os pontos
de operação para os critérios menos restritivos do modelo CNN a fim de atingir os
níveis de operação determinados pelo Trigger.

7.1 Trabalhos futuros

Este é um trabalho em andamento. Os resultados obtidos indicam a possibilidade
da aplicação do NeuralRinger em regiões de baixa granularidade. Entretanto, a
ausência de seleção do L1Calo para região com |η > 2, 5 é o maior impedimento para
a construção dos anéis online e o desenvolvimento do Trigger para região Forward.

O modelo de aprendizado profundo desenvolvido neste trabalho teve dificuldade
para manter a eficiência exigida pelo HLT nos critérios menos restritivos Loose e
Very Loose durante a emulação das cadeias de filtragem. A comparação entre os
modelos nestes critérios não pode ser realizada, uma vez que o modelos CNN não está
ajustado para operar com o PD necessário. Assim, um estudo deve ser realizado com
o objetivo de reajustar os patamares destes critérios para o modelo CNN visando
atingir a eficiência imposta.

Outra maneira de simular a granularidade da região Forward seria remover as
camadas PS e EM3 e agrupar os anéis das camadas restantes para criar um efeito
que simule, não só a ausência de camadas dos calorímetros na região Forward (em
comparação com a região do barril), mas também a granularidade mais grosseira e
característica da região de alta pseudorapidez.
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Apêndice A

Resultados dos Testes de Hipóteses

Neste apêndice encontram-se as ilustrações para o testes de hipótese de Wilcoxon
e McNemar para todas as regiões do ensemble.

(a)

(b)

Figura A.1: Testes estatísticos de Wilcoxon e McNemar para região 20 ≤ ET < 30.
Na Figura (a) estão as comparações entre o modelo MLP2 e V 8F e na Figura (b)
está a comparação entre o modelo CNN e o V 8F .
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(a)

(b)

Figura A.2: Testes estatísticos de Wilcoxon e McNemar para região 30 ≤ ET < 40
GeV. Na Figura (a) estão as comparações entre o modelo MLP2 e V 8F e na Figura
(b) está a comparação entre o modelo CNN e o V 8F .

(a)

(b)

Figura A.3: Testes estatísticos de Wilcoxon e McNemar para região 40 ≤ ET < 50
GeV. Na Figura (a) estão as comparações entre o modelo MLP2 e V 8F e na Figura
(b) está a comparação entre o modelo CNN e o V 8F .
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(a)

(b)

Figura A.4: Testes estatísticos de Wilcoxon e McNemar para região ET ≥ 50 GeV.
Na Figura (a) estão as comparações entre o modelo MLP2 e V 8F e na Figura (b)
está a comparação entre o modelo CNN e o V 8F .
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Apêndice B

Produção Acadêmica

Abaixo estão listadas as produções acadêmicas publicadas durante o mestrado.

B.1 Resumos Publicados em Anais de Congresso

1. Ferreira, I.S.; Pinto, J.V.F.; Araújo, M.V.; Seixas, J.M. “Identificação Online
de Elétrons da Região Forward do Calorímetro do Experimento ATLAS” XLI
Encontro Nacional de Física de Partículas e Campos, 2021.

O experimento ATLAS utiliza o algoritmo NeuralRinger na etapa rápida do
segundo nível de Trigger. Este algoritmo compacta a informação do sistema
de calorimetria através da construção de anéis concêntricos ao redor da célula
mais energética do chuveiro. Estes anéis são usados como entradas em uma
ensemble de redes neurais especialistas onde cada uma das redes neurais atua
em uma região de η e de ET atuando no intervalo de 0 < η < 2, 5. A re-
gião Forward η > 2, 5 é subdividida em três partes, o EMEC (Eletromagnetic
End-Cap), o crack e o FCAL (Forward Calorimeter). Não existe informação
de traços e nem seleção para o Trigger nesta região. Dito isto, este trabalho
busca estender o NeuralRinger para a região EMEC através de uma emulação
das condições desta região, isto permitirá investigar a produção de Drell-Yan,
aumentar o espaço de fase e o número de medidas relacionados ao Modelo
Padrão de Partículas. Este trabalho utilizou dados coletados em 2017 prove-
nientes do decaimento do bóson Z em um par elétron-pósitron para ET > 15

GeV e 2, 37 < η < 2, 47. Para emular o comportamento da região Forward fo-
ram removidos os anéis oriundos das camadas PreSampler e EM3. Os 84 anéis
restantes foram utilizados como entradas em três modelos de aprendizado de
máquina: um modelo MLP (Multi Layer Perceptron), um modelo convolu-
cional mais complexo e um outro modelo convolucional desenvolvido para a
região central do detector. O treinamento foi supervisionado baseando-se na
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etiquetagem offline seguindo o critério de pureza Medium. O K-fold estrati-
ficado foi utilizado para avaliar a incerteza estatística associada aos modelos.
Os resultados obtidos mostraram que foi possível manter a mesma taxa de
detecção e o falso alarme foi reduzido substancialmente para todos os mode-
los testados, comparando com a referência para a região central do detector
(CutBased). As próximas etapas incluem o estudo qualitativo dos modelos já
treinados e a validação dos mesmos com os dados coletados em 2018.

2. Isabella S. Ferreira.; Eduardo Aguiar; Victor Assis; Micael V. de Araújo; Hans
P. Beck; Márcia Begalli; Augusto S. Cerqueira; Paulo C. M. A. Farias; Vic-
tor A. Ferraz; Jefferson Horácio; Pedro H. G. Lima; Fernando P. Marciano;
Juan L. Marin; Natanael Moura Júnior; Bernardo S. M. Peralva; Lucas B.
A. Nunes; João V. F. Pinto; Eduardo Santos; Meinrad Schefer; José M. de
Seixas; Eduardo F. de Simas Filho; Edmar E. P. de Souza; Rafael R. Vianna.
“The High Level Trigger for Electrons and Photons in the ATLAS Experiment:
The NeuralRinger’s Strategy for Decision Making and Calibration in the Fast
Step” XLV Reunião de Trabalho sobre Física Nuclear no Brasil (RTFNB) e
o XLII Encontro Nacional de Física de Partículas e Campos (ENFPC), 2022,
Natal-RN.

With the increasing luminosity of the LHC, an increase in the stacking effect
in the systems responsible for detecting particles of the ATLAS experiment
is expected. Currently, collisions are produced every 25 ns, producing about
60 TB/s of information. Thus, the need to reject already known events is
increasingly latent, especially where a lot of information is produced. To deal
with this high rate of event production, the ATLAS experiment relies on an
event selection system (trigger), responsible for accepting events of interest.
In particular, the trigger of electrons and photons plays an important role in
the many findings of the ATLAS experiment. To ensure that problems in the
trigger of electrons and photons can be detected, a framework was developed
for the monitoring of calorimetry variables that describe the energy deposition
profile, the interaction points of the particles in the calorimeter and decision
variables of the hypothesis algorithms in the different stages of the trigger of
electrons and photons. The online monitoring provides the histograms of the
variables that describe the shower of particles in the control room of the expe-
riment during data collection. The developed framework is in operation in the
main analysis software of the experiment and has met the different demands
presented by the different subgroups of the ATLAS experiment. The identifi-
cation of electrons with energy greater than 15 GeV has been carried out, since
2017, by the NeuralRinger algorithm in the first stage of the trigger. Due to its
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effectiveness, the algorithm was adapted for selection of electrons with energy
lower than 15 GeV and also for photons. In both cases, preliminary studies
showed a reduction in the acceptance of false candidates with collision data for
low-energy electrons and simulated data for photons, emulating the ATLAS
trigger. In parallel, the use of the NeuralRinger was also proposed for the
forward region of the ATLAS experiment, between 2.5 < |η| < 3.2, also redu-
cing the false electron acceptance rate. Recently, the use of the NeuralRinger
for the identification of highly collimated (boosted) electrons was evaluated.
Therefore, the number of rings used was reduced, leading to an increase in the
identification rate of these candidates, proving to be useful for the selection
of isolated particles. Due to the fact that the NeuralRinger uses the energy
information from the shower developed by the particle to generate the signa-
tures, its use was evaluated in the energy calibration problem, through the
use of binary decision trees. An alternative version of the signatures, called
asymmetric, is also evaluated in order to capture the asymmetries present in
electromagnetic showers. Preliminary results show that there is a decrease
in energy error after calibration measured with respect to the energy of the
particle generated in simulated events.

90


	Lista de Figuras
	Lista de Tabelas
	Lista de Símbolos
	Lista de Abreviaturas
	Introdução
	Motivação
	Objetivos
	Organização da dissertação

	A física experimental e de altas energias e o LHC
	As partículas elementares e o Modelo Padrão
	Interação das partículas com a matéria
	Física de interesse nas regiões de alta pseudorapidez do detector

	Large Hadron Collider (LHC)
	Inteligência computacional em física de altas energias

	O Experimento ATLAS
	Sistema de Coordenadas do atlas
	Detector Interno
	O Detector de Pixel
	sct
	trt

	Sistema de Calorimetria
	Calorímetro Eletromagnético
	Calorímetro Hadrônico
	fcal

	Sistema de Trigger

	Sistema de Filtragem Online de Elétrons do atlas
	l1calo
	hlt
	Reconstrução rápida do calorímetro e etapa de pré-seleção
	CutBased
	NeuralRinger
	Informação anelada de calorimetria
	Método de filtragem online de elétrons


	Reconstrução rápida do traço e seleção de elétrons
	Etapa precisa do hlt

	Estratégias de identificação de elétrons para regiões de alta pseudorapidez

	Método
	Seleção de Amostras e Redução Sintética de Granularidade
	Modelos Utilizados
	Ajuste em Função de mu

	Seleção e Avaliação dos Modelos

	Resultados
	Resultados da Validação Cruzada e Seleção dos Modelos
	Ajuste de Eficiência em Função de mu
	Testes de Hipóteses
	Análise de Quadrante
	Emulação das Cadeias de Filtragem

	Conclusões e trabalhos futuros
	Trabalhos futuros

	Referências Bibliográficas
	Resultados dos Testes de Hipóteses
	Produção Acadêmica
	Resumos Publicados em Anais de Congresso


