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Com o advento da Industria 4.0 e da busca pela manutencao preditiva, baseada
no acompanhamento periédico e analise de dados reais do equipamento, tornou-se
natural a aplicacao de modelos de aprendizado de maquina para a predigao de falha
em equipamentos industriais. Todavia, para um bom funcionamento, muita das
técnicas utilizadas nessa area querem estratégias que buscam ensinar aos modelos
pelo menos duas situagoes de operagao: uma correspondente a periodos normais, em
que nao ha indicios de falha, e outra cobrindo periodos anteriores a um evento de
falha. Porém, em diversos tipos de equipamentos, a realidade é que a repetibilidade
de eventos de falha é baixa: visto que as industrias realizam procedimentos de
manutencao e revisao peridédicos para evitar uma falha, bem como os fabricantes
buscam a robustez em seus projetos para que elas nao acontecam - ou levem anos
até acontecer.

Nesse trabalho uma estratégia de modelagem que busca modelar o padrao dos
dados durante o periodo normal é apresentado. A utilizacao de dados de eventos
de falha serve apenas para validagao e ajuste de limiares de decisdo. Assim, essa
estratégia ¢ interessante para situacoes com baixa recorréncia de eventos de falha.
E importante ressaltar essa estratégia constitui um framework, genérico o suficiente
para ser aplicado a diferentes equipamentos, e que ela se encontra embarcada em
projetos de manutencao preditiva desenvolvidos para diferentes familias de equipa-
mentos: valvula de controle, compressores alternativos e bombas.

A construcao da abordagem ¢é feita no topo de uma arquitetura de Redes Neurais
Artificiais (RNA), que se encarrega do aprendizado do padrao normal de operagao

e, posteriormente, ¢ utilizada como um baseline comparativo para diagnostico do

vi



equipamento, efetivamente implementando um gémeo digital (digital twin) de sua
resposta. Um estudo de caso é realizado em dados reais, coletados no periodo de
2015-2018, de sensores relacionados a uma das valvulas de controle de uma grande
industria quimica brasileira. Toda a etapa de pré-processamento, limpeza, cons-
trugao do modelo e tomada de decisao é apresentada e discutida.

A estratégia apresentada foi capaz de identificar tendéncias de degradacao em
6 de 10 registros de falha que, em conjunto com a geracao de alarmes baseado em
limiares fixos, possibilitaria a geragao de alarmes de 1 a 20 dias de antecedéncia caso

o modelo estivesse em operando em producao (online).
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

THESIS TITLE

Jean Americo Tomé

August/2020

Advisor: Luiz Pereira Caloba

Department: Electrical Engineering

With the advent of Industry 4.0 and the search of predictive maintenance (based
on the periodic monitoring and analysis of actual equipment data), it was common
to apply machine learning models for predicting failures in industrial equipment.
However, for a good performance, many of the techniques used by this area include
strategies that seek to teach these models at least two operational scenarios: normal
periods, where there is no evidence of failure, and those periods before a failure
event. However, in several types of equipment, the reality is that the repeatability
of failure events is low, since industries perform periodic maintenance and revision
procedures to avoid a failure, as well as the manufacturers seek robustness in their
projects so that such occurences tend not to happen - or take years to.

In this work, a modeling strategy that seeks to model only data patterns during
the normal period is presented. The use of failure event data serves only to validate
and adjust the decision thresholds. Thus, this strategy is interesting for situations
with a low recurrence of failure events. It is important to emphasize that this strat-
egy constitutes a framework, generic enough to be applied to different equipment,
and that it is currently embedded in predictive maintenance softwares developed
for different families of equipment, such as control valves, reciprocating compressors
and pumps.

The proposed approach makes use of an Artificial Neural Networks (ANN) ar-
chitecture, which is in charge of learning the normal standard of operation and,
later, it is used as a baseline for a comparative diagnosis of the equipment, therefore
corresponds to a digital twin. A case study is conducted on actual data, collected
in the period 2015-2018, from sensors related to a control valve of a large Brazilian
chemical industry. The whole flux of pre-processing, cleaning, model building and

decision making stages are presented and discussed.
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The presented strategy is able to identify degradation trends in 6 from 10 failure
records which, together with an alarm generation based on fixed thresholds, would
enable the generation of alarms from 1 to 20 days before fault ocurrence if the model

is operating in production (online).
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Capitulo 1

1.1 Introducao

A Industria 4.0, conforme (Forbes: Why Everyone Must Get Ready For The 4th

Industrial Revolution, [2016), conceito origindrio da chamada Quarta Revolugao In-

dustrial, é uma expressao que engloba o conjunto de transformagcoes digitais para
a industria com o uso de tecnologia e sensoreamento inteligente. A Figura [1.1
representa as 4 revolugoes industriais salientando alguma das suas principais contri-

buigoes.

REVOLUCOES INDUSTRIAIS

% 0
fazs, 2 %Tﬂ

@ (L] |

PRIMEIRA

Mecanizac3o, TERCEIRA

Computacor

forca hidraulica, e automagio

magquina a vapor

Século XVIII Século XIX Século XX Século XXI

Figura 1.1: Representacao das 4 revolugoes industriais, salientando alguma das res-

pectivas principais, retirado de Estadao| (2019)) e adaptado.

A Quarta Revolugao Industrial possui uma série de objetivos estratégicos, in-
cluindo operagao remota, simulacao, otimizacao e suporte a operagao. Dentro desse
ultimo aspecto, encontra-se a utilizagao de sistemas inteligentes e a aplicacao de
técnicas de aprendizado de maquina.

Esse tipo de abordagem tem sido amplamente utilizada na area de manutencao
preditiva, considerada o estado da arte da area de manutencao de equipamentos,
em que se realiza a manutencao baseada no acompanhamento periédico na anélise

de dados reais do equipamento, e ndo mais de forma tardia (corretiva) ou por an-



tecipagao (preventiva) Gouriveau et al| (2016)). A representacao desta evolugao é

apresentada na Figura [1.2

¥ Limblecuus
REACTIVE PREVENTIVE PREDICTIVE PRESCRIPTIVE

|

:

g
.
-
o

E

Fix¢ IT WHEN [T BREAKS! MAINTAIN IT AT REGULAR PREDICT EXACTLY WHEN IT WILL LET THE MACHINES HELP YOU
INTERVALS SO T DOESN'T BREAK! EREAK AND MAINTAIN IT DECIDE HOW TO AVOID
ACCORDINGLY PREDICTED FAILURES!

Figura 1.2: Representacao da evolucao das estratégias de manutencao, retirado de
Limble CMMS| (2019)

O objetivo final da manutencao preditiva, portanto, é definir o estado atual e
futuro do equipamento, bem como o seu tempo restante de utilizacao, permitindo
uma pausa para manutencao agendada, com poucos riscos e de forma a otimizar o
planejamento de operacao.

Com esses objetivos em mente, é natural e pode ser bem sucedida a aplicacao de
modelos de aprendizado de maquina, os quais possuem a capacidade de reconhecer
padroes.

Todavia, para um correto funcionamento, muita das técnicas utilizadas nesta area
passam por estratégias que buscam construir modelos baseado em dados, em pelo
menos duas situacoes de operacao: em periodos normais, em que nao hé indicios
de falha, e em periodos anteriores a um evento de falha, de forma que os dados
representem, ainda que parcialmente, um padrao ou caracteristica que permita o
modelo realizar a distingao entre momentos normais e de pré-falha.

Naturalmente, a acuracia dos modelos em realizar a distingao e o reconhecimento
dos padroes que antecedem uma falha é tanto maior quanto ha mais eventos do
mesmo tipo de falha, o que chamamos de repetibilidade do evento. Porém, em
diversos tipos de equipamentos, a realidade é que esta repetibilidade é baixa: tanto
as industrias realizam procedimentos de manutencao e revisao periddicos para evitar
a ocorréncia de uma falha, quanto os fabricantes buscam uma robustez em seus
projetos para que tais falhas nao acontecam - ou levem anos até ocorrer. FKEssa

desproporcao é representada na Figura|l.3



Dados abundantes

Dados em
condigbes
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Predicao
Machine Learning —
Dados em
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proximos a falha

|
Dados escassos

Figura 1.3: Representagao da desproporgao de dados entre periodos normais (sem
indicios de falha) e em periodos anteriores um a evento de falha para o treinamento

de modelos de aprendizado de méquina.

Um estudo de caso sera realizado em dados reais, coletados no periodo de 2015-
2018, de sensores relacionados a uma valvula de controle de uma grande industria
quimica brasileira. Toda a etapa de pré-processamento, limpeza, construcao do

modelo e tomada de decisao sera apresentada e discutida.

1.2 Metodologia

Nesse trabalho uma estratégia de modelagem que busca absorver apenas o padrao
dos dados durante o periodo normal serda apresentada. A utilizacdo de dados de
eventos de falha serve apenas para validacao e ajuste de limiares de decisao. Assim,
essa estratégia é interessante para situacoes com baixa recorréncia de eventos de
falha.

E importante ressaltar essa estratégia constitui um framework, genérico o sufici-
ente para ser aplicada para diferentes equipamentos, e que ela se encontra embarcada
em projetos manutencgao preditiva desenvolvidos para diferentes familias de equipa-
mentos: valvula de controle, compressores alternativos e bombas.

A construgao da abordagem é feita no topo de uma arquitetura de Redes Neurais
Artificiais (RNA), que se encarrega do aprendizado do padrao normal de operagao
e, posteriormente, é utilizada como um baseline comparativo para diagnostico do
equipamento, efetivamente implementando um gémeo digital (digital twin) de sua
resposta. O uso de outras técnicas de regressao também é possivel, mas as RNA sao

preferiveis para esse tipo de abordagem devido a sua capacidade de generalizagao

(2009).



1.3 Contribuicoes

A maior contribuicao desse trabalho é a apresentacao e andlise de uma aplicagao
real de um framework para a deteccao de falhas em equipamentos industriais com
baixa repetibilidade de eventos, possibilitando a andlise do equipamento de forma
comparativa.

Um estudo de caso € realizado com dados reais de uma valvula de controle de uma
grande industria quimica brasileira, e todo o procedimento - preparagao e limpeza
dos dados, treinamento e dimensionamento do modelo e a definicao dos patamares
de decisao sao apresentados, tornando esse trabalho original e o primeiro a lidar com
esse tipo de problema em um equipamento do tipo valvula de controle.

Além disso, essa estratégia também foi testada e utilizada com equipamentos
de outras familias, tais como compressores alternativos e bombas, sendo bem suce-
dida, e hoje é uma das estratégias de um grande software industrial voltado para a
deteccao de falhas.

Por fim, um artigo desse trabalho serd apresentado no congresso do evento Rio
Oil and Gas 2020.



Capitulo 2

Estratégia para Predicao de Falhas

Proposta

2.1 Apresentacao

Considere que um equipamento, ou suas partes, possam ser representadas como um
sistema dinamico, e suas variaveis possam ser identificadas como sinais de entrada do
modelo no tempo, aqui representadas vetorialmente como X (¢), isto é, sdo estimulos
- ou condigoes - a fim de levar seu sinal de saida, y(t) para um determinado patamar.

Em equipamentos submetidos a uma malha de controle, como uma valvula di-
gital, essa relagao é clara: o sinal de entrada é a saida do controlador e o sinal de
saida € o seu nivel de abertura, implicando diretamente na vazao do fluido que passa
por ela.

O mesmo conceito pode ser aplicado a partes de equipamentos complexos. Os
cilindros de um compressor industrial, por exemplo, podem ser pensados como um
sistema que, dadas a pressao e temperatura de succao, a densidade do gas e a
poténcia do motor como entrada, entrega uma pressao (ou temperatura) de descarga
como sinal de saida.

Esse mapeamento, X (t) — y(t), classificado como sistema M I.SO, também pode
conter diversas formas de nao-linearidades, tais como zona morta e atraso de trans-
porte que, quando somado ao ruido dos sensores industriais, torna muito dificil a
modelagem do ponto de vista fenomenolégico.

Uma proposta para a deteccao de falhas nesses sistemas é o uso de redes neurais
para o aprendizado do mapeamento X (t) — y(t) em condi¢oes normais, fornecendo
uma referéncia de como o sistema se comportava em periodos normais de operagao
para comparacao. Assim, é possivel a deteccao de um mau funcionamento e de
um cendrio de principio de falha através do distanciamento (em tendéncia) entre o

comportamento observado no sistema versus a resposta fornecida pelo do modelo.



Do ponto de vista da Industria 4.0, esse tipo de abordagem pode ser considerado
uma forma de Digital Twin, uma vez que o modelo representa um gémeo digital do
comportamento normal e da dinamica do equipamento.

Um desenho esquematico dessa arquitetura é apresentado na Figura [2.1

¥(t)

X@® »  Sistema

residuo _|Logica de Alarme
Deciséo

— Rede_s ypred(t)
Neurais

Figura 2.1: Desenho esquematico da arquitetura de operacao da rede em paralelo
com o sistema, fornecendo uma linha de referéncia para o funcionamento do sistema,
portanto treinada apenas no periodo normal de operacao. A partir do residuo (di-
ferenga entre o predito e o real), definem-se as 16gicas de decisao para a geragao de

alarmes.

O equipamento, ou uma de suas partes individuais, é retratada como um sistema,
onde X (t) representa suas entradas e y(t) sua resposta. Um modelo baseado em
redes neurais é operado em paralelo com o equipamento, logo recebendo X (t) e
entregando Yy eq(t). A quantidade y(t) — yprea(t) é computada e constitui o chamado
residuo, que define a entrada para um bloco de tomada de decisao. Por fim, a saida
desse bloco corresponde a um alarme (ou diversos alarmes), definidos conforme a

natureza do problema ou dos equipamentos.

2.1.1 Viés do Passado do Sistema no Modelo

Uma proposta natural - a partir do que foi apresentado - seria, para equipamentos
mais complexos ou com caracteristicas dinamicas, utilizar como entrada do modelo
o passado (através de um buffer e apresentado através de um atraso AT), alter-
nando a arquitetura conforme Figura [2.2] Fazendo isso, estarfamos adicionando a
memoria do sistema no modelo. Todavia, a memoria é justamente a evolugao do
defeito (degradacao/falha), exatamente o que nao queremos que o modelo aprenda.
Pelo contrario, o modelo deve ser uma referéncia sem qualquer viés gerado pelo

equipamento.
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Figura 2.2: Exemplo de alteracao nao recomendavel: colocar o passado do sistema
como entrada para a rede. A memoria é a evolugao do defeito de degradagao/falha,

exatamente o que nao queremos que o modelo aprenda.

No desenvolvimento da abordagem desse trabalho essa proposta foi avaliada,
porém o resultado tornou o modelo altamente dependente da resposta atrasada do
equipamento, uma vez que sua autocorrelacao é altissima. Assim, o modelo nao se
afastava do equipamento em momentos anteriores a falha, mas continuava seguindo
seus padroes.

Uma outra possibilidade seria adicionar o vetor de entradas passadas X (t—n) na
rede neural. Nos equipamentos contemplados com essa abordagem essa possibilidade
nao gerou um ganho significativo para o modelo, uma vez que a taxa de amostragem
dos dados era muito maior do que a dinamica do equipamento, implicando que a
mudanca de estado se completava dentro de um intervalo de aquisicao. Todavia, se
ha dados disponiveis em alta frequéncia essa abordagem deve ser avaliada, uma vez

que possibilita a captura de mais informacoes sobre a dinamica do sistema.

2.2 Revisao da Literatura

A presente revisao serd focada em estratégias de deteccao de falha em equipamentos
do tipo valvula de controle, que é o abordado no estudo de caso e que sera apresen-
tado adiante neste trabalho. Desa forma, pode-se fornecer uma visao geral do estado
da arte para essa familia de equipamentos. Uma visao geral de outras estratégias
considerando diferentes familias de equipamentos é reservada para trabalhos futuros.

Em estratégias similares, destaca-se o trabalho desenvolvido em |Karpenko and
Sepehri (2001), onde o autor propoe uma estrutura de redes neurais para simular a
dinamica do equipamento pods-atuacao. Em sintese, baseado-se na parametrizagao
da resposta do equipamento a um degrau, portanto considerando medidas tais como
o tempo morto, o tempo de pico, o percentual de overshoot, o erro de steady-state,

¢ realizada a predicao dos sinais que causaram essa resposta, tais como a pressao de



alimentacao e a posicao de valvulas de agulha relacionadas ao bloqueio da abertura
de ar para o atuador e diafragma. O autor realiza diversos testes experimentais
para cada condicao de falha (pressao de alimentagao, bloqueio de abertura de ar no
atuador e vazamento pelo diafragma), buscando a resposta do equipamento nessas
condigoes para a criacao de uma base de dados. Apos a realizacao do treinamento
e do dimensionamento da rede, os resultados sao bastante promissores para a iden-
tificacao de cada falha. Todavia, sua grande dificuldade de expansao para outras
valvulas ¢ a necessidade de se realizar ensaios, visto se tratar uma abordagem in-
trusiva.

O mesmo tipo de abordagem é utilizado pelo autor Karpenko et al.| (2003), mas
agora focando na identificagao de falhas em um posicionador de uma valvula de
controle pneumatica. Naturalmente, para essa aplicacao, as variaveis de entrada
sao diferentes, relacionadas a performance do atuador na curva pressao x posicao do
equipamento. A metodologia também se mostra bem sucedida, tornando possivel a
modelagem do da resposta do equipamento através de RNA, apesar de permanecer
com seus aspectos negativos, necessitando de ensaios no equipamento.

Em [Prabakaran et al.| (2013), o autor utiliza o pacote Actuator Diagnosis in
Industrial Control Systems (DAMADICS) para simular os efeitos de falha no equi-
pamento e utiliza de uma arquitetura de redes neurais para aprender a resposta
do equipamento e posteriormente utilizar a estratégia de comparacao (residuo), sa-
lientando que, no fundo, o modelo esta fazendo, internamente, uma aproximagao
de 5 parametros naturalmente dificeis de serem estimados devido a sua natureza
dinamica, frente aos diversos pontos de operacao do equipamento, para conseguir
predizer sua saida. O autor mostra que o treinamento do modelo (2 camadas in-
termedidrias) foi bem sucedido, porém encerra o artigo sem apresentar o resultado
da operacao do modelo, a quantidade e quais foram as falhas detectadas a partir de
alguma tomada de decisao, que também nao foi apresentada.

No mesmo ano, o trabalho desenvolvido em |[Hafaifa et al. (2013)) apresenta a
mesma estratégia aplicada a um estudo de caso de uma vélvula de controle de
vazao em uma linha de bombeamento. O autor utiliza duas redes neurais para
a geracao de dois sinais de saida do equipamento, porém nao entra em detalhes
do que eles representam no mundo real. Entre as entradas do modelo estao as
pressoes e temperaturas no equipamento. Este trabalho autor demonstra uma reacao
clara do residuo para algumas situacoes de falha e salienta que estes carregam uma
informagao valiosa, que pode ser utilizada para a tomada de decisao. Para a geragao
de alertas, o autor sugere uma segunda rede neural atuando a partir da magnitude
do residuo; bem como uma terceira, buscando distin¢cao entre os modos de falhas.
Todavia, o autor encerra o artigo sem demonstrar a metodologia ou como realizaria

o treinamento dessas duas redes adicionais.



Em termos de estratégias alternativas, em MOUTINHO), (2016) ha uma pro-
posta interessante de deteccao de falha baseada em clusterizacao (por distancia de
Mahalanobis) e redugao de dimensionalidade (PCA). A estratégia é memorizar os
padroes dos periodos normais (pré-definidos) de operacao de forma a buscar um
distanciamento desses clusters nos periodos de falha. Novamente, ha a utilizagao
do framework DAMADICS e os testes realizados foram considerando dados de si-
mulagao. A metodologia apresenta resultados consistentes.

Venceslau| (2013)), que aborda falhas de agarramento de valvulas de controle, o au-
tor faz um resumo interessante de diferentes estratégias de classificacao e predicao de
falhas. Entre as estratégias apresentadas, faz referéncia a metodologia via equacoes
de paridade, conforme Figura 2.3 salientando seu grande potencial em identificar

anomalias.

> Processo

Equacgdo de
Paridade

il

Figura 2.3: Estratégia baseada em equacao de paridade, retirada de |[Venceslau
(2013).

Note que esse tipo de abordagem ¢ similar a utilizada nesse trabalho, porém o
equacionamento é substituido por um modelo de aprendizado de maquina que faz
uso de dados reais histéricos. A metodologia apresentada pelo autor é relacionada
a deteccao de agarramento, com duas estratégias, pelas quais sao estimadas duas
variaveis latentes utilizadas para a deteccao do grau de agarramento. A primeira
considera a distancia média dos pontos ao centroide a curva de process value x ope-
ration value PV-OP do equipamento como entrada da rede; enquanto a segunda
estratégia utiliza o dominio frequencial, realizando a transformacao do sinal de pro-
cess value e usando a caracterizacao das frequéncias mais atuantes como entrada da
rede. No geral é um trabalho interessante, mas que carece de testes em dados reais

de equipamentos, uma vez que todo o dataset foi gerado através de modelos tedricos



de agarramento.
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Capitulo 3

Descricao do Estudo de Caso

3.1 Introducao

A estratégia de deteccao de falha apresentada serd avaliada em um equipamento real
do tipo Vélvula de Controle que atua no fornecimento de agua de resfriamento da
camisa de um reator para uma grande industria quimica brasileira. Mais detalhes
do equipamento e do sensoriamento disponivel serd apresentado na secao [3.2 bem

como seu funcionamento descrito na secao [3.3]

3.2 O Equipamento

A vélvula de controle é do modelo Fischer 8580, do fabricante EMERSON, similar ao
mostrado na Figura |3.1} Este dispositivo possui um posicionador eletropneumatico
sendo caracterizada como Falha Aberta (Ar para Fechar), isto é, em caso de falha

no sistema pressao, esta permanece totalmente aberta, permitindo a vazao de agua.

Figura 3.1: Representacdo do equipamento retirado do site do fabricante (Emerson,
5019).
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O equipamento possui um sistema de posicionamento inteligente, que reduz efei-
tos de friccao e de histerese, através de uma malha de realimentacao interna. Infe-
lizmente, porém, os dados dos sensores do posicionador nao sao historiados (arma-
zenados em um sistema historiador) e, dessa forma, nado ha como se utilizar dessas
informacoes.

Um resumo das caracteristicas do equipamento pode ser visto na Tabela [3.1]

Equipamento: FV-41010B (Vélvula de controle)
Modelo: Fischer 8580 (Tamanho 60)
Corpo: Borboleta

Tipo de Posicionador: Inteligente eletropneumatico
Modelo Posicionador: Emerson DVC6200f
Tipo de Atuador: Mola Diafragma
Falha: Aberta

Tabela 3.1: Caracteristicas do equipamento.

3.3 Aspectos Operacionais

A véalvula atua sob uma malha escrava de um sistema de controle que opera em
bateladas, isto é, a operacao segue uma receita para as diferentes etapas que ocorrem
no reator.

Essas etapas sao 6, que aqui serao numeradas de 0 a 6. Um descritivo das agoes

tomadas e a duragao (média) de cada etapa sao apresentadas na Tabela

Duragdo média (normalizada)

0 Preparacdo e verificacdo de seguranga para a préxima batelada. 0,03
1 Todos os materiais sdo carregados para o reator 0,09
2 Reator é aquecido até a temperatura de inicio da reacdo 0,06
3 Reacgdo é iniciada e mantida até atingir o percentual de conversdo desejado. 0,64
4 Conteudo do reator é esvaziado. 0,09
5 Limpeza do reator em preparagdo para a préxima batelada. 0,07
6 Opcional, realizagdo de um procedimento de purga no reator 0,03

Tabela 3.2: Tabela esquematica demonstrando a duracao média das diferentes etapas

de uma batelada.

Note que a duracao da etapa 3 é responsavel por 64% do tempo de producao,
conforme pode ser visto na Figura |3.2] sendo a etapa predominante e a mais inte-

ressante para modelagem, uma vez que é o coracao do processo.
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Figura 3.2: Duracao normalizada das etapas da batelada.

Naturalmente, a operacao da valvula muda consideravelmente entre uma etapa e
outra. Além disso, o funcionamento do controle ao qual o equipamento esta subme-
tido também é alterado dependendo da etapa, modificando completamente a relagao
de ganhos e de abertura do equipamento, o que dificulta a andlise e, consequente-
mente, a construcao do modelo.

Uma figura da vazao da valvula (normalizada para um méximo em 1000 unida-
des) ao longo da batelada (com a separagao etapas) é apresentado na Figura .
Note que em momentos anteriores ao inicio da regiao de reagao (em azul), a valvula
permanece quase o tempo inteiro fechada mas possui um pico de abertura de 950

unidades, que nao se repete em nenhum outro momento durante a batelada.

1000
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Figura 3.3: Figura esquematica mostrando a vazao da valvula de controle ao longo

de uma batelada .

Repare ainda que a etapa de reacdo (apresentada na Figura como "regiao 3”)
¢ a que apresenta mais variabilidade operacional no equipamento, além de periodos
de baixas amplitudes de abertura - aspecto 1util para a deteccao de agarramento.
Ainda, ¢ o trecho de maior duragao do batelada, conforme Figura |3.2]

Por esses motivos, apenas a etapa 3 de cada batelada sera considerada para a
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analise. Todavia, vale salientar que apesar de se tratar da mesma etapa, sua duragao
ou a intensidade de atuacao no equipamento muda drasticamente, uma vez que ha
grandes mudancas no nivel de carga e da composicao do reator demandando mais

da malha de resfriamento.
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Capitulo 4

4.1 Pré-processamento

4.1.1 Normalizacao

A fim de preservar o sigilo nos dados do equipamento (que sao informagoes referentes
ao processo da industria quimica), todos os dados exibidos serao normalizados, de
forma a resultar em uma distribuigao na escala [0,1] (min-maz) por serem de mais
facil interpretacao, uma vez que nao existem vazoes negativas e a valvula de controle
possui um limite maximo de abertura. Assim, os dados serao transformados através

da Equacao {4.1]

x; — min(x)

i = (4.1)

max(zx) — min(x)

mazx(x) e min(x) representam, respectivamente, o maximo e o minimo da dis-

tribuicao x e £ o seu valor pés normalizacao. Na biblioteca Scikit-learn, existe uma

implementagao padrao desse estilo de normalizacao e pode ser acessada através da
classe MinMaxScaler(), do pacote sklearn.preprocessing.MinMaxScaler.

Um exemplo pratico do efeito da normalizagao nos dados pode ser visto na Figura

4.1k
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Figura 4.1: Comparativo entre a normaliza¢cao min-max e a normaliza¢ado min-max,
retirado de (Ben Alex Keen| 2019).

Uma demonstracao do efeito da normalizacao da varidvel FC41010B.OUT (sinal

de abertura da vélvula) pode ser visto na Figura . Como esperado, o formato da
distribuicao da variavel transformada é similar ao da variavel original, sem prejuizo

aos resultados e discussoes que serao apresentados neste trabalho.

Distribuigao Original Distribuigdo Normalizada

0.08
0.06
0.04

0.02

0.00

0.0 0.2 0.4 0.6 0.8 1.0
FC41010B.0UT

Figura 4.2: Distribuigao original (valores propositalmente omitidos) e distribuicao
transformada através da normalizacao min-max.

4.1.2 A Base de Dados de Sensores

A base de dados é constituida por dados de sensores ao longo da linha de producao

de uma industria quimica nacional no periodo de 2014/11-2018/11, com intervalo de
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aquisicao de 1 minuto. Os sensores que agregam informacoes sobre o funcionamento

da vélvula de controle em questao sao 3:

e F(C41010B.0UT
e 'C41010B.PV

e 'C41010B.5P

O significado, a distribuicao e suas estatisticas, de cada um deles sera apresentada
a seguir.

O sensor FC41010B.OUT mede o sinal de abertura da valvula de controle enviado
pelo controlador, como pode ser visto na Figura [4.3] Sua faixa real em operagao é
de 0 a aproximadamente 0.6. Valores acima de 0.6 sao momentos de operacao com
a valvula em outro modo de controle e serao excluidos posteriormente, na fase de
remocao de outliers (seao [1.1.5)).

Distribuigdo Normalizada

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
FC41010B.0UT

Figura 4.3: Distribuicao do sinal de controle de abertura enviado a valvula
(FC41010B.OUT) no periodo de 4 anos.

Além disso, é possivel notar que se trata de uma distribuicao bimodal, sendo a
primeira moda em torno de 0, correspondente a situacao da valvula completamente
fechada; e a segunda, em 0.45, associada a véalvula aberta e estavel em um patamar
especifico durante o processo. Repare também que hda uma quantidade relevante de
dados quando o equipamento estd quase completamente fechado (entre 0 e 0.15).

Algumas estatisticas desta distribui¢ao sao apresentadas na Tabela [4.1]
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FC41010B.0UT

count 2053321.000

mean 0.271
std 0.221
min 0.000
25%  0.057
50%  0.335
%  0.427
max  1.000

Tabela 4.1: Estatisticas da distribuicao do sinal de controle de abertura enviado a
véalvula (FC41010B.OUT) no perfodo de 4 anos.

O sensor FC41010B.PV mede a vazao de agua que esta passando pela valvula
e pode ser entendido como sua abertura efetiva, isto é, o quanto a malha do atu-
ador interno do equipamento conseguiu fechar, dado o sinal efetivo enviado a ele
(FC41010B.OUT).

Como pode ser observado na Figura[£.1.2] a vazdo que estd passando pelo equi-
pamento reflete o comportamento do sinal de controle (FC41010B.OUT) e apresenta
também duas modas, uma centralizada em 0 (vélvula completamente fechada) e ou-
traem 0.68, patamar constante e estavel durante o processo. Note que valores acima
deste patamar representam momentos de operacao com outra forma de controle e
serdo removidos posteriormente (vide Se¢ao [4.1.5).

Distribuicdo Normalizada

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 08 0.9
FC41010B.PV

Figura 4.4: Distribuigao do sinal de vazao da valvula (FC41010B.PV) no periodo
de 4 anos.
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As estatisticas desta distribuicao podem ser vistas na Tabela [4.2]

FC41010B.PV

count 2053321.000

mean 0.360
std 0.314
min 0.000
25%  0.003
50%  0.459
7%  0.678
max  1.000

Tabela 4.2: Estatisticas da distribui¢ao do sinal de vazao da valvula (FC41010B.PV)
no periodo de 4 anos.

O sensor FC41010B.SP mede o sinal de set-point, ou target, do controlador da
malha de vazao. E através deste alvo que o controlador realizard o calculo de quanto
deve ser o préximo sinal de abertura (FC41010B.OP) para a vélvula a fim de coloca-
la em um determinado patamar de vazao (FC41010B.PV). Um equipamento e uma
malha de controle ideais (perfeitos) implicariam que o sinal target FC41010B.SP
fosse exatamente idéntico ao realizado FC41010B.PV.

A distribuicdo do sensor FC41010B.SP pode ser visto na Figura [{.1.2] onde
é possivel perceber a similaridade (em forma) com a distribuicdo do sensor
FC41010B.PV apresentado na Figura [4.1.2]

Distribuigdo Normalizada
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Figura 4.5: Distribuigao do sinal de set-point do controlador (FC41010B.SP) no
periodo de 4 anos.
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As estatisticas desta distribui¢do podem ser vistas na Tabela [4.3]

FC41010B.SP

count 2053321.000

mean 0.526
std 0.459
min 0.000
25%  0.000
50%  0.679
75%  1.000
max  1.000

Tabela 4.3: Estatisticas da distribuicao do sinal de set-point do controlador

(FC41010B.SP) no periodo de 4 anos.

4.1.3 A Base de Eventos de Falha

A base de eventos de falha foi montada através de registros de manutencao da
area (fisica) em que o equipamento se encontra. Apds a selegao dos registros que
se referem ao equipamento, foi realizada uma categorizagao da possivel origem do
problema através de um texto descritivo. A tabela resultante é apresentada em [4.4]

Note, todavia, que a confiabilidade dessas informagoes é baixa, uma vez que ela é
realizada pela equipe de operadores de forma manual, sem garantias da intervengao
e da causa real do evento. Além disso, a descricao do evento é susceptivel a erros,
podendo referir-se a outro equipamento e, portanto, registrada incorretamente. In-
felizmente, nao havia maneiras - frente a empresa que cedeu os dados - de se obter

informacoes mais confiaveis das indicadas.
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Indice Data Relato Descricao Categoria
1 28/04/2015  Valvula descalibrada Descalibracao
2 07/07/2015  FV-41010B vazando pela Gaxeta Gaxeta
3 10/07/2015  Tubing de vinil esta danificado Tubing
4 09/08/2015  FV-41010B vazando pela gaxeta Gaxeta
5 28/09/2015  Oscilacoes na indicacao Oscilacoes
6 13/01/2016  Sem informagoes N/a
7 29/02/2016  FV-41010B vazando pela gaxeta Gaxeta
8 07/03/2016  Descalibrada e dando passagem  Descalibracao
9 23/12/2016  Valvula descalibrada Descalibracao
10 27/07/2017  Tubing de AI danificado Tubing
11 19/12/2017  Tampa do posicionador solta Posicionador

Tabela 4.4: Tabela com a informacgao dos eventos de falha e suas categorias.

Um outro fator de complexidade é o fato de que a data do registro nao neces-
sariamente se refere ao momento da intervencao, sendo que ele pode ter sido feito
algumas horas ou dias depois. Isso acontece porque o operador aguarda o melhor
momento para nao prejudicar a producao e, caso nao seja uma falha grave, pode até
mesmo optar por continuar a operacao com uma poténcia reduzida.

Dessa forma, como uma premissa neste projeto, foi adotada uma margem de até
5 dias em relacao a data fim de cada evento, que representaria o limite maximo para
a realizacao da manutencao. Assim, cada evento de falha constitui, ao invés de um
instante, uma regiao em que o equipamento estd em manutencao.

Além disso, a descricao dos eventos é pouco relevante para o trabalho, uma
vez que o evento foi classificado. Desta forma, essa informacao sera retirada e, em

conjunto com a data fim, teremos a tabela final de falhas exibida em [4.5]
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Indice Relato Data Relato Data Fim Categoria
1 28/04/2015  03/05/2015 DESCALIBRACAO
2 07/07/2015  12/07/2015 GAXETA
3 10/07/2015  15/07/2015 TUBING
4 09/08/2015  14/08/2015 GAXETA
5 28/09/2015  03/10/2015 OSCILACOES
6 13/01/2016  18/01/2016 N/A
6 29/02/2016  05/03/2016 GAXETA
7 07/03/2016  12/03/2016 DESCALIBRACAO
8 23/12/2016  28/12/2016 DESCALIBRACAO
9 27/07/2017  01/08/2017 TUBING
10 19/12/2017  24/12/2017 POSICIONADOR

Tabela 4.5: Tabela final informativa dos eventos de falha, considerando a data de

fim do evento e as categorias.

4.1.4 A Base de Bateladas

A base referente as bateladas possui informagoes de data e hora de inicio, fim, a
resina que estava em produgao e a duragao total da batelada (em minutos), conforme
pode ser visto na Tabela [4.6]

Start End Resina Duration
0 2014-11-26 02:00:00 2014-11-26 08:34:00 3.0 394.0
1 2014-11-26 08:35:00 2014-11-27 00:35:00 3.0 960.0
2 2014-11-29 05:22:.00 2014-11-29 16:03:00 3.0 641.0
3 2014-11-29 16:04:.00 2014-11-29 22:24:00 3.0 380.0
4 2014-11-29 22:25:00 2014-11-30 05:25:00 3.0 4200
5 2014-11-30 05:25:00 2014-11-30 11:27:00 3.0 362.0
6 2014-11-3011:29:00 2014-11-30 17:41:00 3.0 3720
7 2014-11-30 19:59:00 2014-12-01 02:29:00 3.0 390.0
8 2014-12-0102:37:.00 2014-12-01 12:30:00 1.0 593.0
9 2014-12-01 12:31:00 2014-12-01 20:36:00 1.0 485.0

Tabela 4.6: Demonstracao da estrutura dos dados do registro das bateladas.

As estatisticas de duragdo das bateladas podem ser vistas na Tabela [4.7, Na

média, tais eventos duram aproximadamente 7 horas; a de menor duragao, 5 horas;
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e a de maior duracgao cerca de 10 dias.

Duration

count
mean
std
min
25%
50%
75%

max

3975.000000
418.022642
360.891951
300.000000
345.000000
364.000000
403.000000
15245.000000

Tabela 4.7: Estatisticas de duracao das bateladas.

A Figura apresenta a distribuicao da producao das duas diferentes resinas,
para a qual é observada uma proporcao de aproximadamente 62% para a Resina 1 e
aproximadamente 38% para a Resina 3. Como mostrado na na Secao as resinas

influenciam diretamente na forma e na intensidade em que a valvula de controle é

operada, impactando no treinamento do modelo.

2500

2000

1500

Quantidade

1000

500

Resina

Figura 4.6: Distribuicao das duas diferentes resinas em producgao nas bateladas.

Além disso, a proporcao entre as resinas a cada més nao € constante, uma vez
que depende - majoritariamente - de decisoes comerciais. A Tabela apresenta

a quantidade de bateladas de cada resina ao longo dos meses para todo o periodo
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disponivel. Em destaque, os anos e meses que apresentaram uma alta quantidade de

bateladas (maior que 80), também exibindo propor¢oes equilibradas entre as resinas

1 e 3 (implicando em percentual de Resina 3 préximo de 50%.

Ano Més Ne° Bateladas % de Resina 3 2017 1 96 24.0
2014 11 8 100.0 2 91 440
12 51 31.4 3 98 388
4 104 60.6
2015 1 112 13.4 5100 310
2 64 0-0 6 80 53.8
S [ 00 7 103 8.7
4 108 52.8 3 3 375
5) 108 82.4 9 4 0.0
0 08 32.4 10 &84  82.1
7 o1 [ 11 95 30.5
8 87 425 12 111 10.8
9 59 62.7
10 106 479 2018 1 61 1.6
11 107 93 2 60 100.0
12 82 46.3 328 464
4 53 0.0
2016 1 102 29.4 5 67 0.0
2 45 20.0 6 65 0.0
3 102 66.7 7 104 1992
4 79 43.0 S 96 40.6
: 96 29.2 9 90 40.0
6 91 56.0 10 81 0.0
7 02 323 11 74 1.4
8 113 18.6
9 98 80.6  Tabela 4.8: Proporcao da produgao de
10 117 43.6  resinas 1 e 3 ao longo do tempo.
11 91 30.8
12 104 64.4

4.1.5 Remocao de outliers

A remocgao de outliers serd feita em dois niveis. O primeiro deles serd através da

prépria informagao gerada pelo historiador, que atribui uma varidvel (Good ou Bad)

a cada instante de coleta para cada sensor individualmente. Assim, caso haja algum

problema na comunicacao na rede, ele adota alguma estratégia de preenchimento
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do dado (que depende de cada fabricante e da configuragao), como interpolac¢ao ou
repeticao do ultimo valor coletado, e atribui o valor Bad.No dataset, héd aproxima-
damente 8% de dados Bad no periodo considerado.

Um exemplo desses momentos pode ser visto na Figura [4.9|

FC41010B.OUT FC41010B.PV FC41010B.SP FC41010B.OUT quality FC41010B.PV_quality FC41010B.SP_quality phase

Date

2017-10-03 14:21:00 1.0 0.006300 0.009278 Good Good Good -1
2017-10-03 14:22:00 1.0 0.006233 0.009180 Good Good Good -1
2017-10-03 14:23:00 1.0 0.006167 0.009082 Good Good Good -1
2017-10-03 14:24:00 1.0 0.006100 0.008984 Good Good Good -1
2017-10-03 14:25:00 1.0 0.006034 0.008886 Good Good Good -1
2017-10-03 14:26:00 1.0 0.005190 0.007643 Bad Bad Bad -1
2017-10-03 14:27:00 1.0 0.005190 0.007643 Bad Bad Bad -1
2017-10-03 14:28:00 1.0 0.005190 0.007643 Bad Bad Bad -1
2017-10-03 14:29:00 1.0 0.005190 0.007643 Bad Bad Bad -1
2017-10-03 14:30:00 1.0 0.005190 0.007643 Bad Bad Bad -1

Tabela 4.9: Exemplo de dados com atribuicao Bad pelo historiador e demonstrando

a etapa atual (phase da batelada

Nesse projeto, todos os instantes de qualidade Bad para alguma das trés varidveis
(.OUT,.PV ou .SP) foram removidos.

Além disso, para cada instante de tempo, temos a informacao da etapa atual da
batelada, denominada phase. Dessa forma, apenas os dados de sensores da phase
3 serdo considerados, que correspondem a etapa de reagao (phase = 3), conforme
relatado na Secao Na Figura por exemplo, trata-se de um momento fora

de operacao e, portanto, sua indicacao de phase é -1.

4.2 Visualizacao da Operacao

Apoés as premissas adotadas e descritas na etapa de pré-processamento, é impor-
tante, para uma melhor compreensao dos leitores, demonstrar o funcionamento do
equipamento (refletido nos sensores) durante as bateladas para as duas diferentes

resinas.

4.2.1 Resina 1l

Para o periodo de 01/10/2015 & 03/10/2015 apenas a resina 1 foi produzida, con-

forme apresentado na Figura [4.7]
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Start End Resina Duration
827 2015-10-01 06:11:00 2015-10-01 12:21:00 1.0 370.0
828 2015-10-01 12:23:00 2015-10-01 18:10:00 1.0 347.0
829 2015-10-01 18:11:00 2015-10-02 00:28:00 1.0 377.0
830 2015-10-02 00:30:00 2015-10-02 06:17:00 1.0 347.0
831 2015-10-02 06:20:00 2015-10-02 12:12:00 1.0 3520
832 2015-10-02 12:19:00 2015-10-02 18:05:00 1.0 346.0
833 2015-10-02 18:06:00 2015-10-03 00:03:00 1.0 357.0
834 2015-10-03 00:04:00 2015-10-03 17:59:00 1.0 1075.0
835 2015-10-03 18:00:00 2015-10-03 23:50:00 1.0 350.0
836 2015-10-03 23:52:00 2015-10-04 05:28:00 1.0 336.0

Figura 4.7: Periodo de operagao da Resina 1 em 2015/10.

O sinal de vazao do equipamento pode ser visto na Figura 4.8, Note que o grau

de oscilacao da segunda batelada nessa figura é muito maior que nas demais.

FC41010B.PV
—<— FC41010B.PV

01:56
07:56
10:56
13:56
16:56
19:56

04:56

01-10-2015

Data

Figura 4.8: Sinal de vazao do equipamento para um periodo de producao da Resina
1 em 2015/10.

O sinal de set-point pode ser visto na Figura [1.9] onde é possivel notar que a
oscilacao maior na segunda batelada provém do controlador, seguindo a operagao

da malha de controle externa ao qual ele é escravo.
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FC41010B.SP
—+— FC41010B.SP

01:56
07:56
10:56
13:56
16:56
19:56

04:56

01-10-2015

Data

Figura 4.9: Sinal de set-point do equipamento para um periodo de producao da
Resina 1 em 2015/10.

Por fim, o sinal de controle enviado ao equipamento pode ser visto na Figura
4.10

FC41010B.0UT

0.0 —+— FC41010B.0UT

01:56
07:56
10:56
13:56
16:56
19:56

04:56

01-10-2015

Data

Figura 4.10: Sinal de controle enviado ao equipamento para um periodo de produgao
da Resina 1 em 2015/10.

4.2.2 Resina 3

Para o periodo de 10/10/2015 & 12/10/2015, apenas a resina 3 foi produzida, con-
forme apresentado na Figura
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Start End Resina Duration

858 2015-10-1008:36:00 2015-10-10 15:34:00 3.0 418.0
859 2015-10-10 15:45:00 2015-10-10 22:09:00 3.0 384.0
860 2015-10-1022:12:00 2015-10-11 04:16:00 3.0 364.0
861 2015-10-1104:17:00 2015-10-11 10:21:00 3.0 364.0
862 2015-10-1110:23:.00 2015-10-11 16:10:00 3.0 347.0
863 2015-10-11 16:12:00 2015-10-11 22:09:00 3.0 357.0
864 2015-10-1122:10:00 2015-10-12 04:16:00 3.0 366.0
865 2015-10-12 04:17:00 2015-10-12 10:13:00 3.0 356.0
866 2015-10-12 10:14:00 2015-10-12 16:09:00 3.0 355.0
867 2015-10-12 16:10:00 2015-10-12 21:59:00 3.0 349.0

Figura 4.11: Periodo de operagao da Resina 3 em 2015/10.

O sinal de vazao do equipamento pode ser visto na Figura [4.10 Repare que,
diferentemente da Resina 1, ele é muito mais regular e a amplitude das oscilagoes é

consideravelmente menor.

FC41010B.PV

00 —— FC41010B.PV o

~
I

02:27
05:27
08:27
11:27
14:27
17:27
23:27

o
Q

12-10-2015

Data

Tabela 4.10: Sinal de vazao do equipamento para um periodo de producao da Resina
3 em 2015/10.

O sinal de set-point pode ser visto na Figura[d.2.2] onde é possivel notar, também,

a maior regularidade em sua forma se comparado com o da Resina 1.
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Figura 4.12: Sinal de set-point do equipamento para um periodo de producgao da
Resina 3 em 2015/10.

O sinal de controle enviado ao equipamento pode ser visto na Figura [1.2.2]
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Figura 4.13: Sinal de controle do equipamento para um periodo de producao da
Resina 3 em 2015/10.

4.3 Treinamento e Dimensionamento da Rede

O principio fundamental da proposta desse trabalho é criar um modelo que aprenda
o padrao de funcionamento do equipamento no periodo considerado normal e, por
comparacao, forneca insumos para a deteccao de momentos de operacao anomalos
que possam ser oriundos de uma situacao de falha.

Dessa forma, ha dois fatores muito importantes para o sucesso dessa abordagem.

Sao eles:

29



1. Primeiro: que o modelo seja treinado em um periodo considerado representa-
tivo; isto é, que todas as formas (ou faixas de operagao) do equipamento sejam
visitadas, preferencialmente, de forma balanceada, para que o modelo nao dé
prioridade a uma delas mais que as outras. Para o equipamento em estudo,
isto significa que o periodo de treinamento deve incluir momentos de producao
das duas resinas disponiveis (1 e 3). Caso nao haja este cuidado, o modelo
tende a errar mais em momentos de operacao que ele nao viu no treinamento,
levando a uma conclusao incorreta quanto a tendéncia de falha na analise do

residuo.

2. Segundo: o periodo de treino escolhido nao pode ser imediatamente sucedido
por um momento de falha. Isso porque provavelmente jé existe uma tendéncia
de degradagao acelerada do equipamento, e levaria o modelo a aprender este
padrao. Por outro lado, periodos imediatamente posteriores a um periodo
de falha também sao arriscados, dado que a operacao pode realizar ajustes
no equipamento nesses momentos. Para saber se o periodo escolhido para o
treinamento foi correto, basta observar nos graficos do residuo se as tendéncias
fazem sentido perto e longe de dos momentos de falhas, ou seja, se O modelo
aprendeu um padrao de degradagao como “normal”, estas tendéncias estarao

invertidas.

Para atender ao primeiro critério, foram avaliados periodos (de um més) em que
a producao das duas resinas foi aproximadamente igual. Conforme a Tabela |4.8 os
meses candidatos foram: 4/2015, 10/2015, 12/2015,06/2016 e 06/2017.

Depois, foi considerado o segundo critério, de forma a observar na lista da tabela
de falhas (apresentada na Tabela os meses candidatos mais distantes destes
momentos defeituosos.

Assim, o més escolhido para o treinamento foi o de 10/2015, que apresenta
106 bateladas e totaliza 23.742 instantes para o treinamento da rede. Para essa
tarefa, foi utilizada a normalizacao MinMaxScaler apresentada em [4.1.1, mas ape-
nas no periodo de treinamento (a partir dos dados originais) a fim de nado trazer
informagoes de todo o dataset para o conhecimento da rede e assim inserir algum
viés no resultado.

Para o periodo de validagao, foi escolhido o més de 12/2015, propositalmente
préximo ao de treino (preservando o padrao “normal”aprendido) e que apresenta
um bom balanceamento entre as resinas disponiveis e contém 82 bateladas e 22041
para avaliacao.

Os sinais de entrada e saida do modelo sao: FC41010B.OUT, sinal efetivo en-
viado & valvula; FC41010B.SP, set-point do controlador (feedfoward, avancado);
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FC41010B.PV, Vazao de agua que passa pelo equipamento. Esses sinais sao repre-

sentados esquematicamente na Figura [4.14]

FC41010B.0UT
—_—>

FC41010B.PV
FC41010B.SP Rede Neural ——>

EEE—

Figura 4.14: Representagao de treinamento do modelo com as entradas e saidas

utilizadas

Em seguida, diversas estruturas e parametros da rede foram consideradas e testa-
das através de uma busca iterativa GridSearch, a fim de se encontrar a estrutura que
apresentava melhor dimensionamento. O resultado dessa busca através da variagao
do nimero de neurdnios pode ser visto na Figura[£.15] O treinamento foi feito com
batch_size = 50 e learning-rate = 0.001, usando o framework Keras, Chollet et al.
(2015), com Tensorflow, Abadi et al.| (2015). O algoritmo de otimizagao utilizado
foi o gradiente descendente (SGD) sem momentum . Além disso, todos os neurdnio

da camada intermediaria tinham como func¢ao de ativacao do tipo tanh.
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Figura 4.15: Métrica R2 (Draper et al.| (1998)) para diferentes niimeros de neurdnios

na camada intermediéria.

Como é possivel notar, o aumento do nimero de neuronios a partir de 8 leva
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a ganhos marginais, nao compensando a elevacao do custo computacional relativa-
mente ao tempo de treinamento e inferéncia. Assim, a estrutura escolhida é de 8
neuronios na camada intermedidria.

A Figura apresenta as curvas de aprendizado do modelo escolhido (com 8
neurdnios na camada intermediaria), representadas através do erro médio quadrético
MSE, ao longo das épocas, para o periodo de teste e de validacao. Note que a rede

consegue minimizar ambos os erros até a convergencia na época 200.

—— Treino

Validacao
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=

150000 -

100000 -

50000 -

0 25 50 75 100 125 150 175 200
Epocas

Figura 4.16: Métrica R2 para diferentes niimeros de neurdnios na camada inter-

medidria.

4.4 Resultados

4.4.1 Operacao do Modelo

A fim de exemplificar a operacao do modelo em uma batelada e demonstrar o seu
aprendizado, os graficos referentes a sua variavel de predigao (vazao de saida do
equipamento) em relagao ao sinal de abertura do controlador e do sinal de set-point
para um dia do periodo de validagao, sao mostrados abaixo.

Na Figura 4.17) é apresentada a comparagao da predicao do modelo em relacao
ao valor real de vazao do equipamento (normalizados pela vazao méxima histérica).

Note que o modelo satura em um patamar levemente abaixo ao do equipamento, e no
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geral, apresenta boas predi¢oes. Em amarelo, a marcacao dos dados que pertencem

a uma mesma batelada.

FC41010B.PV - FC41010B.PV_Predict
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|
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Figura 4.17: Exemplo de operacao do modelo no periodo instantaneo de treinamento

para os sinais de vazao (normalizados).

Para o mesmo periodo, o erro relativo entre a predicao do modelo e o valor real
é apresentado em [£.18 Novamente, em amarelo, hd a representagao dos valores que
estao na mesma batelada. Na proxima secao, eles serao agrupados na forma de erro

médio absoluto.
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Figura 4.18: Erro relativo de predi¢ao do modelo para o periodo de treinamento.
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A Figura apresenta o sinal de abertura solicitado pelo controlador (norma-
lizado pelo seu valor méximo histérico), que é entrada para o modelo. Repare que
ele fica em torno de 0.5 nos instantes de vazao constante, uma vez que a valvula nao

atinge sua vazao maxima em instantes normais de batelada.
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Figura 4.19: Exemplo de operacao do modelo no periodo instantaneo de treinamento

para o sinal de abertura enviado pelo controlador.

Por fim, a Figural4.20|apresenta o sinal de set-point do controlador para o periodo

(normalizado pela vazao méxima histérica), que é entrada para o modelo.
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Figura 4.20: Exemplo de operagao do modelo no periodo instantaneo de treinamento

para o sinal de set-point (normalizado pelo seu valor maximo histérico).
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4.4.2 Analise do Residuo Médio

Como apresentado nas segoes anteriores, o equipamento opera em batelada; e cada
uma delas apresenta momentos mais faceis ou mais dificeis para o modelo, relaci-
onado com a amplitude e a frequéncia de abertura do equipamento — requisitados
para o controlador.

Assim, uma forma de evitar artefatos peridédicos na anédlise do residuo e facilitar a
visualizagao de tendéncias, optou-se por se considerar a média do erro absoluto
dos residuos de cada batelada, ao invés de sua avaliacao puramente instantanea.
Assim, o resultado de uma batelada inteira (cerca de 6h) se tornou um tnico dado.
Essa forma de agregacao também tende a tornar a analise mais robusta, uma vez
que avalia um periodo de comportamento ao invés de um unico instante, que é mais
susceptivel a ruidos de medicao.

A fim de preservar o sigilo dos dados, esse resultado de média foi normalizado
com a vazdo maxima histérica do equipamento, resultando em um percentual (0-1)
deste valor.

Em seguida, a fim de transformar os resultados das médias das bateladas nor-
malizados em uma tendéncia, foi aplicado uma média mével de 10 pontos.

O resultado da tendéncia médias normalizadas para todo o intervalo de tempo

disponivel pode ser visto na Figura
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Figura 4.21: Grafico da média dos residuos por batelada, normalizados pela vazao
méaxima do equipamento, para todo o periodo disponivel, com os momentos de falha

marcados em cinza.

O primeiro aspecto a ser notado nesse grafico é que o periodo de 10/2015 a
03/2016, que engloba o periodo de treino, é aquele que apresenta um menor pa-

tamar de erro — em torno de 0.02. Note que em 01/01/2016, hd uma tendéncia
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extremamente elevada anterior a uma falha sem descricao, mas de forte impacto no
equipamento, resultando em diferencas de vazoes cada vez maiores, como mostrado
na Figura [£.22] Apds esse evento, o erro segue em um patamar baixo até as duas
marcagoes de falha (29/02/2016 Gaxeta e 07/03/2016 Descalibracao) onde, possi-
velmente, ocorreu uma intervencao no equipamento que alterou sua forma padrao

de operacao.
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Figura 4.22: Periodo de erro baixo, com um forte evento em 13/01/2016. A linha
tracejada em vermelho apresenta um auxilio grafico da tendéncia aproximada de

crescimento.

A primeira tendéncia interessante acontece no inicio do gréfico, entre 02/2015
a 10/2015, como pode ser visto na Figura Note no crescimento gradual e
consistente, consolidando a falha de Oscilagoes em 28/09/2015. Esse resultado pode
significar que o equipamento sofreu degradacao gradual, com as caracteristicas da

oscilacao aparecendo lentamente.
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Figura 4.23: Periodo de 02/2015-10/2015, onde acontece um crescimento gradual da
tendéncia até a falha de oscilagoes em 28/09/2015. A linha tracejada em vermelho

apresenta um auxilio grafico da tendéncia aproximada de crescimento.

Todavia, outro ponto interessante dentro desse periodo é uma segunda tendéncia
- dentro dessa principal -, conforme destacado na Figura Repare na mudanca
de crescimento da tendéncia principal (Oscilagoes) até as falhas de Tubing e Ga-
xeta, em 10/07/2015 e 09/08/2015, respectivamente. Essa caracteristica mostra
que uma dessas falhas possui caracteristica agressiva, e seu impacto é imediato na
performance, ao contrario da degradagao gradual visto na falha de Oscilagoes.

Além disso, na mesma Figura também ¢é possivel notar uma pequena

elevagao imediatamente anterior a falha de Gaxeta em 09/08/2015.
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Figura 4.24: Tendéncia em anterior as falhas de Tubing e Gaxeta, em 10/07/2015
e 09/08/2015, demonstrando a caracteristica agressiva dessas falhas, e anterior a
falha de Gaxeta em 09/08/2015. A linha tracejada em vermelho apresenta um

auxilio grafico da tendéncia aproximada de crescimento.

O periodo de 04/2016 a 04/2017 nao apresenta caracteristicas de falha — com o
valor do residuo em decrescimento em alguns momentos -, e mesmo a falha assinalada
como Descaibrac¢ao em 12/2016 nao apresenta uma tendéncia aparente.

De 04/2017 a 12/2017 temos uma tendéncia clara e forte em dire¢ao a falha de
Posicionador, em 19/12/2017, como pode ser visto na Figura Note que, apos a
falha, o patamar de erro cai drasticamente, retornando ao mesmo patamar anterior
ao de inicio da tendécia. Da mesma forma que a falha de Osciagoes, a falha de

Posicionador também parece se agravar gradualmente.
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Figura 4.25: Periodo de 04/2017 a 12/2017 apresentando uma tendéncia clara e
forte em diregao a falha de Posicionador. A linha tracejada em vermelho apresenta

um auxilio grafico da tendéncia aproximada de crescimento.

No meio da tendéncia de Posicionador, hd uma segunda falha de Tubing, marcada

com data de 27/07/2019, mas que nao apresenta uma tendéncia.

4.4.3 Operacao do Modelo nos Periodos Pré-Falha

A partir das tendéncias apontadas na figuras anteriores é interessante observar a
operagao do equipamento em relagao ao modelo. Para tanto, os graficos das vazoes

(prevista x real) e das varidveis de entrada (.SP e .OUT) serao apresentados.

4.4.4 Falha de Tubing/Gaxeta em 10/07/2015

Conforme pode ser visto na Figura [4.26] em periodos anteriores a falha o modelo
apresenta um offset no periodo estacionario em relagao ao equipamento, com essa

diferenca em constante crescimento.
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Figura 4.26: Comparacao da vazao da valvula e a predita em dias anteriores a falha
de 10/07/2015.

Todavia, ao analisar o sinal de set-point do controlador, na Figura [£.27 nota-se
que a operagdo continua em um patamar normal, apesar de apresentar um ruido

mais significativo na transicao de subida.
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Figura 4.27: Sinal de set-point do controlador em dias anteriores a falha de
10/07/2015.

A maior diferenga, porém, vem ao notar o sinal do controle de abertura do

equipamento apresentado na Figura onde, inicialmente, o periodo estacionério
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apresentava um sinal estatico em torno de 0.5, agora ele se encontra em torno de

0.4 e decaindo ao longo do tempo, com forte instabilidade.
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Figura 4.28: Sinal de abertura enviado pelo controle em dias anteriores a falha de
10/07/2015.

4.4.5 Falha de Oscilagoes em 28/09/2015

Como pode ser observado na Figura 4.29, em periodos anteriores a falha de Os-
cilagoes em 28/09/2015 ha uma deformacao na predigao do modelo. Todavia, é nas
primeiras horas do dia especifico da falha que o problema se desenvolve a um nivel
critico, com o equipamento tendo notéria dificuldade em se manter em regime de

steady-state e uma forte oscilagao se inicia.

41



FC41010B.PV - FC41010B.PV_Predict

0.7

0.6

0.5

—e— FC41010B.PV
—+— FC41010B.PV_Predict
¢

P |

0.4

0.3

0.2

0.1

0.0

18:45

28-09-2015
——

26-09-2015
27-09-2015

Data

Figura 4.29: Comparacao da vazao da valvula e a predita em dias anteriores a falha
de 28/09/2015.

O sinal de set-point na Figura|4.30, mostra esse comportamento do ponto de vista

do controle, em que deliberadamente tenta corrigir a posicao do equipamento.
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Figura 4.30: Sinal de set-point do controlador em dias anteriores a falha de
28/09/2015.

Por fim, a Figura [4.31] mostra o sinal de abertura enviado ao equipamento.
Repare que o equipamento ja vinha operando a um patamar mais baixo ( 0.4),
bem como reflete as oscilagbes. Apos solicionado, ele retorna ao patamar normal de

operagao em torno de 0.5 em seu momento steady-state.
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Figura 4.31: Sinal de abertura enviado pelo controle em dias anteriores a falha de
28/09/2015.

4.4.6 Falha sem Classificagao em 13/01/2016

Para a falha sem classificacdo em 13/01/2016, ha uma reducao gradual mas de
forte intensidade na vazao do equipamento, conforme pode ser visto na Figura [4.32]
Note que o modelo continua operando perfeitamente, demonstrando que os demais
componentes estao em perfeito estado, mas o equipamento tende a abrir cada vez

mais.
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Figura 4.32: Comparacao da vazao da valvula e a predita em dias anteriores a falha

de 13/01/2016.

O set-point do controlador pode ser visto na Figura[d.33] Note que ele permanece

operando em sua normalidade.
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Figura 4.33: Sinal de set-point do controlador em dias anteriores a falha de

13/01,/2016.

Por fim, na Figura ¢ apresentado o sinal de abertura enviado pelo controla-

dor. A medida que o equipamento abre cada vez menos, o controle envia um sinal

de abertura cada vez maior em compensacao, nao sendo suficiente para manter o

equipamento dentro de sua normalidade.
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Figura 4.34: Sinal de abertura enviado pelo controle em dias anteriores a falha de
13/01/2016.

4.4.7 Falha de Posicionador em 19/12/2017

Por fim, para a falha de posicionador, o equipamento apresenta forte instabilidade
em seu sinal de vazao, como pode ser visto em Além disso, a predicao do
modelo se encontra num patamar mais baixo que o real. Repare, ainda, que apesar
da falha estar datada em 19/12, a manutencao efetiva sé foi realizada 22/12/2017,

onde o equipamento retorna ao seu padrao normal de operacao.
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Figura 4.35: Comparagao da vazao da valvula e a predita em dias anteriores a falha

de 19/12/2017.

O sinal de set-point é apresentado Na Figura [4.36

Repare a presenca das os-

cilacoes, com a malha de controle tentando corrigir sua posicao
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Figura 4.36: Sinal de set-point do controlador em
19/12/2017.
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O sinal de abertura do equipamento é apresentado em .37, onde é notéria a

mudanca de patamar de operacao apds a manutencao.
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Figura 4.37: Sinal de abertura enviado pelo controle em dias anteriores a falha de
19/12/2017.

4.4.8 Logica de Decisao baseada em Limiares Fixos

A partir da tendéncia do residuo apresentada em é possivel tracar diversas
logicas e algoritmos para a geracao de alarmes e a tomada de decisao quanto a parar
0 equipamento.

A légica mais simples, implementada em producgao nos projetos desenvolvidos
usando essa estratégia até a presenta data, é baseada em patamares fixos. Assim, a
partir da tendéncia do residuo obervada em [4.21] deve-se realizar uma anélise para

uma defini¢do (heuristica), considerando-se os seguintes aspectos:

O valor médio do residuo nos periodos sem tendéncia, logo afastado dos

periodos de falha (considerados normais).

A intensidade da tendéncia anterior aos momentos de falha.

Os valores maximos atingidos proximos aos periodos de falha.

A frequéncia/quantidade de falsos-positivos considerada aceitével pela equipe

de manutencao e operacao do equipamento.

Note que h&, essencialmente, um trade-off entre a antecedéncia da predicao -
traduzida pelo limiar de alarme - e a quantidade de falsos positivos. Ao escolher um
limiar baixo, ha mais antecedéncia para a deteccao da falha, mas a chance de falsos
positivos é maior. Por outro lado, escolher um limiar muito elevado pode fazer com

que o cruzamento se dé quando o equipamento ja se encontra em estado critico, nao
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dando margem para a tomada de decisao sobre o melhor momento de parada do
ponto de vista comercial.

Na esperanca de se alcancar o melhor dos dois mundos, adotou-se uma estratégia
de 2 limiares, representando diferentes criticidades: o primeiro, chamado de limiar
de atencao, representa um valor que, a partir dele, deve-se monitorar mais de perto
o equipamento e a tendéncia do residuo, buscando o acompanhamento do seu cres-
cimento; e o segundo, chamado de limiar de pré-falha, em que se deve realizar uma
averiguagao (e se for procedente uma manutencao) o mais rapido possivel, logo cor-
respondendo a uma situacao de iminéncia de falha.

Uma heuristica interessante para a definicao desses limiares é buscar, para o
limiar de pré-falha, um valor tal que a maior parte dos eventos aconteca apds seu
cruzamento, porém com a quantidade minima possivel de falsos positivos. Em ou-
tras palavras, para esse limiar, é importante uma baixissima quantidade de fal-
sos positivos de forma que haja uma total confiabilidade por parte da equipe de
operagao/manutengao do equipamento, uma vez que tais ocorréncias correspondem
a uma situacao de alta gravidade. E, para o limiar de atencao, deve se considerar
um valor o mais baixo possivel a partir do limiar de pré-falha, de forma que suas
ocorréncias acontegam com a maxima antecedéncia (da falha) mas sem ocasionar
um aumento expressivamente no ntmero de falsos positivos.

Uma observacao importante sobre o numero de falsos positivos: caso alarmes
sejam gerados com alguma frequéncia (como uma vez ao meés) de forma improce-
dente, a experiéncia mostra que a equipe de operacao tende a considerar aquele
comportamento intrinseco do sistema e deixam de credita-lo rapidamente, fazendo
com que nao acreditem em alarmes procedentes que venham a acontecer no futuro.
Por isso, apesar de ser natural a tentativa de maximizacao da geracao de alarmes
corretos ao custo de falsos positivos, é importante ter em mente esse efeito frente
aos operadores, uma vez que cabe a eles a verificacao do equipamento. Dessa forma,
caso a ferramenta caia em descrédito, todo o trabalho desenvolvido serda em vao.

Segundo a heuristica apresentada, pode-se escolher os seguintes limiares, ja con-

siderando a média mével de 10 predigoes, conforme descrito na subsecao [4.4.2) :
e Limiar de atencao: 0.085

e Limiar de pré-falha: 0.095

Para esses valores, temos o cenario representado na Figura [4.38. Em verde, os
instantes de tempo considerados normais. Em amarelo, os que ultrapassaram o
limiar de atengao, finalmente, em vermelho os que superaram o limiar de pré-falha.

Repare que, das falhas que demonstraram algum sinal de tendéncia e foram
discutidas nas subsecoes anteriores, a maior parte possui um alarme de pré-falha
anterior, exceto pela falha sem classificacdo (N/A) em 13/01/2016 (subsecao [1.4.6)),
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que nao chegou a atingir o segundo limiar. Note ainda que, para a falha de po-
sicionador em 19/12/2017 (subsegao , ha 2 meses de operacao em condigoes
ruins, acima do limiar de pré-falha. Nesse caso, todavia, é creditado a uma decisao
estratégia da operacao de esperar um momento adequado (frente a prioridade de

producao) para a manutencao do equipamento.
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Figura 4.38: Resultado para todo

o

periodo com légica de decisao baseada em

limiares implementada.

Para a realizacao de uma andlise numérica, foi utilizado como premissa de acerto
a geragao de um alarme dentro de 20 dias anteriores a evento de falha. Para a
contabilizacao do niimero de alarmes gerados, considera-se o cruzamento entre os
limiares. Ao longo de 3438 instantes (periodo equivalente a 3 anos), as estatisticas
de classificagdo para o limiar de atengao (nivel 1) e para o limiar de pré-falha (nivel
2) sao apresentados nas Figuras m
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Limiar de Alarme Nivel 1 (Atenczo) Limiar de Alarme Nivel 2 (Pré-falha)

Real Real
Falha Néo-Falha Falha Nao-Falha
2 Falha 5 12 e Falha 5 7
2 -~ . =]
& |Néo-Falha 6 (infinidade) £ [NEo-Falha 6 (infinidade)
Total de eventos: 11 Total de eventos: 11
Taxa de Acerto: 29% Taxa de Acerto: 42%
Sensibilidade: 45% Sensibilidade: 45%
Especifidade: =1 Especifidade: =1

Figura 4.39: Estatisticas de classificacao para os dois limiares para todo o periodo

de operagao (3 anos).

Um aspecto importante sobre esse resultado é que apesar de, a principio, 45%
parecer pouco (5 dentre 11 eventos detectados para cada um dos dois niveis de
alarme), a comparagao ¢ feita em relagdo a ndo implementagao de nenhum algoritmo
preditivo (realidade industrial brasileira) e, portanto, a nao detec¢ao de nenhum dos
evento. Além disso, é importante salientar que esse resultado nao representa o acaso,
uma vez que a especifidade tende 100% dado que ha uma infinidade de instantes
demarcados como verdadeiros negativos, uma vez que a tendéncia permanece abaixo
dos limiares durante quase todo o tempo.

H& ainda pouquissimos casos de falsos positivos, com apenas 12 eventos para a
limiar de atencao e 7 eventos para o limiar de pré-falha, resultando em uma taxa de
acerto de 29 e 42% respectivamente.

A Tabela apresenta em detalhes os registros de falha e as datas de primeiro
alarme (dentro de até 20 dias de antecedéncia) para cada grau de severidade, bem

como a antecedéncia gerada pelas predicoes.
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Tabela 4.11: Sumario de resultados de antecipacao das falhas através da geragao

dos alarmes pelo cruzamento dos limiares.

Registros Data da falha Categoria Severidade do Alarme  Data do primeiro sinal Antecedéncia do Alarme (dias anteriores)

1 07/07/2015 DESCALIBRACAO At'em;ao nfa nfa
Pré-Falha

2 07/07/2015 GAXETA Atengdo 22/06/2015 07:12 14 dias 16:48:00
Pré-Falha 04/07/2015 09:19 2 dias 14:41:00

3 10/07/2015 TUBING Atengdo 22/06/2015 07:12 17 dias 16:48:00
Pré-Falha 04/07/2015 09:19 5 dias 14:41:00

a 09/08/2015 GAXETA Atengdo 20/07/2015 08:27 19 dias 15:33:00
Pré-Falha 06/08/2015 19:34 2 dias 04:26:00

5 28/09/2015 OSCILACOES Atencdo 08/09/2015 04:53 19 dias 19:07:00
Pré-Falha 09/09/2015 04:58 18 dias 19:02:00

6 13/01/2016 N/A Atencdo 12/01/2016 08:43 0 dias 15:17:00
Pré-Falha n/a n/a

7 29/02/2016 GAXETA Atengao n/a n/a
Pré-Falha
Atencd

8 07/03/2016  DESCALIBRACAQ engao nfa nfa
Pré-Falha

9 23/12/2016  DESCALIBRACAQ Atencdo nfa nfa
Pré-Falha
Atencd

10 27/07/2017 TUBING engao nfa nfa
Pré-Falha

= * *

11 19/12/2017 POSICIONADOR At'em;ao n/a n/a

Pré-Falha 30/11/2017 02:24 18 dias 21:36:00

* = nos 20 dias anteriores a falha o residuo j& estava acima do limiar de Pré-Falha.

Como pode ser notado, os limiares escolhidos foram capazes de gerar o efeito

esperado: o primeiro limiar denota um periodo de atencao e demanda um acompa-

nhamento mais préximo do equipamento e da tendéncia do residuo, resultando em

um alarme com uma antecedéncia minima de 14 dias para os casos que apresenta-

ram uma tendeéncia. Por outro lado, o segundo limiar representa uma iminéncia do

evento, com uma antecedéncia minima de 2 dias para os referidos eventos.

Entre outras possiveis estratégias a serem avaliadas, considerada entre possiveis

trabalhos futuros, é avaliar a derivada da tendéncia do residuo, a fim de detec-

tar com uma severidade maior as falhas de propagacao rapida, como a Falha sem
Classificagao em 13/01/2016 (secao [4.4.6)), que apenas cruzaram o limiar de alerta.
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Capitulo 5

5.1 Conclusao

Neste trabalho foi apresentado foi apresentado um framework para a deteccao de
falhas em equipamentos industriais com baixa repetibilidade de eventos, tendo como
seu principal diferencial o uso de dados apenas do periodo normal de operacao do
equipamento, de forma que os dados de periodos préximos a eventos de falha servem
apenas para validacao e ajustes do critério de decisao. Os principais pontos positivos

desta abordagem sao:

e A geragao de tendéncia representando o desgaste do equipamento (fornecendo

auxilio em seu monitoramento).

e O fornecimento de insumo para a geracao automatizada de alarmes, seja
através do critério de limiares fixos (abordada) ou de outras, tais como andlise

da derivada ou frequencial da tendéncia.

e A possibilidade de ajuste na agressividade na geracao dos alarmes junto com
os operadores do equipamento, ajustando-se conforme o trade-off entre ante-

cedéncia no alarme e tolerancia a falsos positivos.

No estudo de caso deste trabalho a estratégia se mostrou bem sucedida, mostrando-
se capaz de identificar tendéncias de degradacao em 6 dentre 11 registros de falha
com uma baixissima quantidade de falsos positivos. Ha uma boa chance, inclusive,
de que os demais 5 registros nao sejam verdadeiros para o equipamento em questao,
devido a inexisténcia de uma estrutura mais adequada para o armazenamento e o
registro das notas de manutencao dos equipamentos. A antecedéncia minima dos
alarmes gerados cada evento de falha considerado é de 14 dias para o nivel 1 (limiar
de atencao) e 2 dias para o nivel 2 (limiar de pré-falha).

Por outro lado, os principais negativos desta abordagem sao:

e A necessidade de se treinar o modelo com dados de todos os patamares de

operacao do equipamento.
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e O fornecimento uma resposta imprecisa sobre quando o equipamento vai falhar.

e A nao possibilidade de se definir, sem uma segunda analise sobre o residuo, o
modo de falha.

e A abordagem apresentada baseada em limiares fixos foi baseada em heuristica.

5.2 Trabalhos Futuros

Como trabalhos futuros e novas pesquisas, sugere-se:

e Buscar uma metodologia de definicao estatistica dos limiares de decisao base-

ados em limiares fixos.

e Propor novas estratégias de geracao de alarme baseados em série de diferenca

(derivativa) e frequencial (FFT).

e Discutir e analisar sobre um possivel retreino automatizado do modelo ao longo

do tempo.

e Avaliar os resultados apds implementacao em produgao (online) da metodo-

logia, fornecendo-se novas sugestoes e estudos de caso.
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Apeéendice A

Redes Neurais Artificiais (RNA)

As redes neurais artificiais representam uma técnica que se baseia no funcionamento
de neuronios biolégicos do sistema nervoso de animais. Sua estrutura mais simples
é o de um neurdnio (indice k), formado por um conjunto de pesos sindpticos, uma

funcao aditiva e uma funcao de ativacdo, conforme Figura

. Bias
Sinais de Entrada 8
k

X
1 §— mkl

20— Wy —

Fungio de Ativagdo  Saida
Juncao Aditiva

X
n &— Wy

Pesos Sindpticos

Figura A.1: Diagrama esquematico de um neuro6nio artificial

Os sinais da entrada no neuronio sao representados pelo vetor X =
[T, Ty Ty, - - ., T,] € s@0 multiplicados pelos respectivos pesos sindpticos, que sao
definidos pelos elementos do vetor W = [wy, ws, ws, ..., wx|, gerando o valor wvg,

comumente denominado potencial de ativagao, de acordo com a expressao:

N
Vg = inwi + bk (Al)
i=1
O termo adicional b, na Eq. [A.T|prové um grau de liberdade a mais, que nao é afe-
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tado pela entrada nessa expressao, correspondendo tipicamente ao “bias” (viés). Em
seguida, O valor v, passa entao por uma fungdo matematica de ativacao ¢(.), com
a caracteristica de ser nao linear, produzindo o valor final de saida y; do neurdnio.
Algumas funcoes de ativacao usadas sao a degrau, sigmoide, tangente hiperbdlica,
softmax e ReLU (Rectified Linear Unit).

A combinacao de neuronios em uma estrutura de camadas constitui o que é
comumente referido como Perceptron Multicamadas (“Multi Layer Perceptron —
MLP”). O vetor de valores de entrada x passa pela camada inicial, cujos valores
de saida sao ligados as entradas da camada seguinte, e assim por diante, até a rede
fornecer como resultado os valores de saida da ultima camada. Pode-se arranjar a
rede em varias camadas, tornando-a profunda e capaz de aprender relacoes cada vez

mais complexas, conforme Figura [A.2]

Figura A.2: Representacao de uma rede multi-camadas.

O treinamento da rede geralmente é feito através do algoritmo backpropagation
que, como o nome sugere, retropropaga o erro entre o valor predito pela rede e o
valor real para promover o ajuste dos pesos (e limiares) de cada neurdnio em cada
camada da rede, atualizando os valores de acordo com a direcao que minimiza a

funcao custo, efetivamente realizando uma otimizacao por gradiente descendente.
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