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MARÇO DE 2017



Costa, Victor Pereira da

Técnicas para Conversão de Orador em Sinais de

Voz/Victor Pereira da Costa. – Rio de Janeiro:

UFRJ/COPPE, 2017.

X, 71 p.: il.; 29, 7cm.

Orientador: Luiz Wagner Pereira Biscainho

Dissertação (mestrado) – UFRJ/COPPE/Programa de

Engenharia Elétrica, 2017.

Referências Bibliográficas: p. 66 – 71.

1. Conversão de Falante. 2. Processamento da

Fala. 3. Aprendizado de Máquina. I. Biscainho,
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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

TÉCNICAS PARA CONVERSÃO DE ORADOR EM SINAIS DE VOZ

Victor Pereira da Costa

Março/2017

Orientador: Luiz Wagner Pereira Biscainho

Programa: Engenharia Elétrica

Esse trabalho apresenta um sistema de conversão de falante, um sistema que

possa transformar um sinal de fala dito por um falante em um sinal que pareça

ter sido dito por outro falante, sem alterar o que é dito nem caracteŕısticas como

emoção ou ênfase. O objetivo principal é a comparação do desempenho de diferentes

técnicas para a realização da conversão. Para isso foi implementado um sistema

unificado que realiza as etapas de análise, conversão e śıntese necessárias para a

transformação do falante. Foram avaliadas quatro técnicas de conversão: três da

literatura, baseadas em modelos de misturas gaussianas, modelos ocultos de Markov

e redes neurais feed-foward ; e uma nova, baseada em redes neurais recorrentes.

Além disso, também foram implementadas duas técnicas para gerar a excitação na

śıntese, uma utilizando um pulso paramétrico treinado a partir os sinais de fala

e uma utilizando o algoritmo PSOLA. Sobre esse sistema foram realizados dois

experimentos para medir a qualidade da conversão, um utilizando como métrica a

distância entre os cepstra dos sinais e um utilizando um sistema de identificação

de falante. Os testes mostraram que o método baseado em modelo de misturas

gaussianas obteve melhores resultados, mas todos os métodos possuem desempenho

próximo.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

TECHNIQUES FOR SPEAKER CONVERSION IN SPEECH SIGNALS

Victor Pereira da Costa

March/2017

Advisor: Luiz Wagner Pereira Biscainho

Department: Electrical Engineering

This work presents a voice conversion system, a system that transforms a voice

signal spoken by some speaker into a signal that sounds like it was spoken by another

speaker, without changing the textual content of the speech or changing information

like emotion or emphasis. The main objective of this work is to compare the con-

version as done by different methods. To accomplish this, a unified voice conversion

system containing the analysis, conversion and synthesis steps necessary to trans-

form the speaker was implemented. Four voice conversion techniques, three from

the literature, based on Gaussian mixture models, hidden Markov models and feed

forward neural networks, and one novel based on recurrent neural networks, were

evaluated. Two methods to generate the excitation used in the synthesis step were

also implemented, one utilizing a parametric pulse trained on the speech signals,

and one utilizing the PSOLA algorithm. On this system a couple of experiments

were conducted to assess the conversion quality of each method: one measuring

the distance between the cepstra of the signals, and the other employing a speaker

recognition system. In these experiments the conversion based on Gaussian mixture

models yielded the best results, but all techniques were relatively close in terms of

performance.
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5.1 Erro Quadrático . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

vii



5.2 Testes com Sistema de Reconhecimento de Falantes . . . . . . . . . . 57
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Caṕıtulo 1

Introdução

A linguagem falada é, talvez, a principal forma de comunicação entre seres hu-

manos. Ela é extremamente rica em informações relevantes para os interlocutores:

ela obviamente carrega a informação textual, ou seja, o que é dito, mas também

contém informações sobre emoção, identidade, ênfases etc. A capacidade de alterar

uma dessas informações transmitidas sem alterar as outras pode ser útil em uma

gama de aplicações.

Esse trabalho trata da conversão de falante, ou seja, a alteração da identidade de

um sinal de fala. Um sistema que realize a conversão altera um sinal de fala dito por

um falante fonte de forma que este sinal seja perceptivelmente similar a um sinal

dito por um falante alvo, sem alterar outras caracteŕısticas originais, como o que

é dito, a emoção transmitida etc. As aplicações de sistemas desse tipo são várias.

Uma das mais citadas é na śıntese de fala, onde treinar uma nova voz é muitas vezes

bastante custoso. Como treinar uma conversão é geralmente menos trabalhoso, a

conversão de falantes pode ser uma maneira eficiente de aumentar o número de vozes

sintéticas posśıveis. Em geral, qualquer sistema que seja senśıvel à identidade de um

falante pode utilizar a conversão para aumentar o número de falantes suportados.

Além disso, também existem aplicações art́ısticas, como dublagens ou produções

musicais, entre outras. Nesse sentido, um sistema de conversão de falante pode ser

considerado um “imitador automático”.

Para que seja posśıvel alterar a identidade do falante, é necessário entender quais

caracteŕısticas da fala são utilizadas para realizar essa identificação, e como separá-

las das outras caracteŕısticas da fala. Esse conhecimento pode ser usado, então,

para desenvolver um modelo matemático da fala que explicite essas caracteŕısticas,

de forma que a alteração da identidade se resuma a alterar alguns dos parâmetros

desse modelo de um jeito espećıfico.
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A estrutura simplificada de um sistema de conversão é apresentada na Figura 1.1.

Inicialmente o sinal da fala passa por uma mudança de domı́nio, para um conjunto

de parâmetros que facilite a conversão. Esses parâmetros são transformados de

acordo com uma função que depende do método, de forma a que se assemelhem a

parâmetros do falante alvo. Esse parâmetros são usados, então, para sintetizar o

sinal convertido.

Transformação

Função de
Conversão

Sintese
Mudança de
Domı́nio

Sinal de Fala Sinal Convertido

Figura 1.1: Diagrama simplificado de um sistema de conversão.

Possuindo um modelo que permita alterar a identidade, é necessário um método

que diga como alterar os parâmetros desse modelo de forma que o sinal resultante

pareça ter sido produzido pelo falante alvo. Funções de conversão simples, como

por exemplo uma deformação na frequência por um fator constante, podem alterar

a identidade, mas elas não são próprias para esse problema, pois não levam em

consideração a relação entre fonte e alvo. Para converter a identidade entre dois

falantes espećıficos, é necessária uma função de conversão mais complexa, cujas

caracteŕısticas dependem dos dois falantes. Alguns programas comerciais de edição

de voz possuem módulos para a alteração da identidade, mas em geral eles utilizam

essas conversões mais simples, geralmente dando ao usuário algum controle sobre os

parâmetros de conversão.

A forma mais popular na literatura para desenvolver a função de conversão é tratar

a conversão como um problema de regressão, com esta função sendo obtida a partir

de um conjunto de dados dos dois falantes a partir de um processo de treinamento.

Uma das primeiras técnicas a utilizar esta abordagem foi o trabalho de Abe et al.

[1], que utiliza quantização vetorial para associar os parâmetros da fonte com os do

alvo para cada quadro do falante. Uma técnica posterior, proposta por Stylianou

et al. [2], introduziu o uso de transformações lineares combinadas com modelagem

estat́ıstica e se tornou uma das propostas mais influentes da área. É sobre essa

proposta que a maioria dos trabalhos tentam introduzir melhorias, utilizando, por

exemplo, um modelo estat́ıstico diferente [3][4] ou transformações não-lineares [5][6],

ou introduzindo dependências temporais [7][8].
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Saber qual dos métodos dispońıveis na literatura possui o melhor desempenho

não é fácil. A maioria dos trabalhos compara seus resultados com no máximo um

trabalho anterior, e diferenças nas bases de dados e nos experimentos realizados

tornam dif́ıcil a comparação direta entre os resultados reportados. Além disso, a

maioria dos trabalhos não disponibiliza sinais convertidos e, mesmo quando estes são

disponibilizados, a técnica utilizada na śıntese do sinal convertido afeta a qualidade

e dificulta a comparação entre métodos.

Esse trabalho procura, então, realizar uma comparação entre diferentes métodos.

Para isso, foi desenvolvido um sistema unificado de extração de parâmetros e śıntese,

em que diferentes métodos de conversão possam ser utilizados. Foram implementa-

dos então quatro métodos para converter os parâmetros, três da literatura, escolhidos

por exemplificarem diferentes abordagens para melhorar a conversão, e um novo que

tenta combinar duas dessas abordagens. Foram realizados então experimentos para

comparar o desempenho de cada técnica.

1.1 Organização

No Caṕıtulo 2 são apresentados alguns dos métodos para representar o sinal em

um domı́nio próprio para a conversão.

No Caṕıtulo 3 são apresentados os métodos para realizar a conversão utilizados

nesse trabalho.

No Caṕıtulo 4 a estrutura detalhada do sistema é apresentada, e são apresentados

detalhes da extração de parâmetros extras e de como é feita a śıntese.

No Caṕıtulo 5 são apresentados os experimentos realizados para medir o desem-

penho dos métodos e seus resultados.

Finalmente, no Caṕıtulo 6, são apresentadas conclusões finais do trabalho e são

propostos alguns trabalhos futuros.
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Caṕıtulo 2

Extração de Parâmetros da Fala

O primeiro passo para a conversão da fala é representar a fala em um domı́nio em

que essa conversão seja posśıvel. O sinal no domı́nio do tempo possui todas as in-

formações relevantes para a identificação de falante, mas ele também possui muitas

informações não relevantes. Por isso, realizar a conversão diretamente no domı́nio do

tempo não é viável, e é necessário achar uma representação alternativa que concentre

as caracteŕısticas relevantes para identificação. Na Seção 2.1 apresenta-se de forma

simplificada como a fala é produzida, quais elementos do trato vocal são mais rele-

vantes para a identificação de falante e como esses elementos podem ser modelados.

Em seguida a Seção 2.2 expande os detalhes desse modelo, com as Subseções 2.2.1

e 2.2.2 apresentando duas representações desse modelo. Finalmente, a Subseção

2.2.3 mostra uma modificação desse modelo que incorpora algumas caracteŕısticas

psicoacústicas da audição.

2.1 Modelo de Produção da Fala

A produção da fala humana é um processo complexo que envolve a interação de

diversos sistemas, como o sistema nervoso, pulmões, um grande número de músculos,

pregas vocais, mand́ıbula, ĺıngua, lábios, cavidade nasal etc. O processo é descrito

a seguir de uma maneira simplificada e focando na ação do sistema respiratório.

O diafragma e a cavidade torácica agem sobre os pulmões forçando o ar contido

neles pela traqueia e pela laringe, onde estão localizadas as pregas vocais. Estas são

um tecido muscular cujo papel é dar à fala sua caracteŕıstica periódica em certos

fonemas, chamados de vozeados. Para isso as pregas se fecham, interrompendo a

passagem de ar e causando o aumento da pressão do ar abaixo da laringe. Quando

a pressão se torna grande o bastante, as pregas se abrem, o que iguala a pressão

e permite que as pregas vocais se fechem novamente, completando um ciclo. Esse

processo se repete periodicamente, e o resultado é que o ar saindo da laringe possui
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picos periódicos de pressão. Para fonemas não-vozeados, as pregas vocais não agem

e o ar que sai da laringe possui uma caracteŕıstica turbulenta e aproximadamente

constante [9].

O ar que sai da laringe reverbera na boca e na cavidade nasal, transformando-se em

algo que entendemos como voz. A articulação dos vários elementos da boca, como

dentes, lábios, ĺıngua etc., permite ao ser humano produzir a grande quantidade

de sons que usamos para nos comunicar. Caracteŕısticas menos mutáveis, como

tamanho da cavidade nasal ou estrutura craniana, causam diferenças no sinal da

fala que são particulares de cada falante e dão identidade à voz.

Um modelo matemático para a produção da voz que segue naturalmente dessa

descrição é o modelo fonte-filtro [9], cujo diagrama é apresentado na Figura 2.1. Ele

é composto de uma fonte que gera um sinal de excitação e um filtro que transforma

esse sinal de excitação no sinal de voz. A fonte representa o fluxo de ar que sai da

laringe, e o sinal de excitação pode possuir caracteŕıstica impulsiva, o que indica a

ativação das pregas vocais, ou ruidosa, se as pregas vocais não estiverem ativas. O

filtro representa a reverberação que o ar sofre na boca e na cavidade nasal. Existem

diversos tipos de filtros que podem ser empregados no modelo, mas o mais comum

é um filtro só-polos.1 Tanto o filtro quanto a fonte mudam com o tempo de acordo

com o que é dito, mas em escalas de tempo relativamente lentas em comparação

com a escala do sinal da fonte.

H(z)e(n) S(n)

Figura 2.1: Diagrama do modelo fonte-filtro.

Por esse modelo, as informações de intensidade e de frequência fundamental estão

contidas principalmente na fonte, enquanto a envoltória espectral (a distribuição

de energia no espectro) está contida no filtro. O timbre ou cor do som é a carac-

teŕıstica psicoacústica que concentra as informações de identidade do falante, e ele

está fortemente correlacionado com a envoltória espectral, e portanto o filtro. O

pitch ou altura percebida é a caracteŕıstica psicoacústica relacionada à frequência

fundamental e portanto à fonte. Ele também possui importância para a identidade,

mas menor, estando concentrada principalmente no pitch médio.

1Na realidade esse tipo de filtro possui tanto polos quanto zeros, mas todos os zeros estão na
origem, e portanto não afetam a resposta em frequência, apenas definindo o atraso global.
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Assim, fica claro como a identidade de um sinal de voz pode ser alterada. Se o filtro

controla a caracteŕıstica psicoacústica responsável pela identidade, então alterando-

se o filtro de maneiras espećıficas essa identidade também é alterada. Para isso, uma

parametrização apropriada do filtro é necessária, para o que algumas alternativas

serão apresentadas na seção seguinte.

2.2 Representação do Filtro e da Envoltória

2.2.1 Predição Linear

A predição linear de ordem p é o processo que estima as amostras futuras de um

sinal s(n) a partir de p amostras anteriores. Ela é definida como:

ŝ(n) =

p∑
k=1

aks(n− k), (2.1)

em que ak são os chamados coeficientes de predição e ŝ(n) é o sinal estimado. O

erro de predição é a diferença entre o sinal real e o estimado:

e(n) = s(n)− s̃(n) = s(n)−
p∑

k=1

aks(n− k). (2.2)

Aplicando a transformada z nessa expressão, temos:

E(z) = S(z)−
p∑

k=1

akS(z)z−k = S(z)

(
1−

p∑
k=1

akz
−k

)
= S(z)A(z). (2.3)

A função de transferência de E(z) a S(z) é, então:

H(z) =
S(z)

E(z)
=

1

A(z)
=

1

1−∑p
k=1 akz

−k . (2.4)

A predição linear pode ser entendida então como a filtragem de um sinal e(n) por

um filtro só-polos H(z) para a obtenção de s(n). Se s(n) é um sinal de fala, esse

filtro H(z) é uma boa aproximação para o filtro do modelo fonte-filtro [9]. Assim,

H(z) pode ser usado para representar o filtro acústico do trato vocal e o sinal de

erro e(n) pode representar o fluxo de ar produzido pelos pulmões e pregas vocais.

Então, para alterar o filtro e com isso a identidade da voz, basta alterar os coefici-

entes ak. Infelizmente, a alteração desses coeficientes afeta a resposta em frequência
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do filtro de maneiras complexas e dif́ıceis de prever. Existem representações alterna-

tivas para ak que solucionam esse problema, uma das quais será vista na Subseção

2.2.2.

Para representar a variação no tempo do filtro do modelo da fala, a predição linear

é feita em janelas do sinal de alguns milissegundos, onde o filtro pode ser considerado

fixo e o sinal, estacionário. O n-ésimo bloco do sinal janelado é representado pela

função sn(m) = s(n+m)w(m), onde w(n) é uma função janela.

Os coeficientes ak podem ser estimados pela minimização do erro quadrático

médio:

E[e2(n)] = E

(s(n)−
p∑

k=1

aks(n− k)

)2
 , (2.5)

o que pode ser feito tornando-se o gradiente em relação a ak igual a zero, ou seja:

∂E[e2(n)]

∂ak′
= 0

∣∣∣∣
k′=1,...,p

. (2.6)

Assim, temos:

∂E[e2(n)]

∂ak′
= E

[
2s(n− k′)

(
s(n)−

p∑
k=1

aks(n− k)

)]
= 0, (2.7)

que pode ser reescrita como:

E

[
s(n− k′)

p∑
k=1

aks(n− k)

]
= E [s(n)s(n− k′)] , (2.8)

ou na forma matricial:


E [s2(n− 1)] · · · E [s(n− 1)s(n− p)]

...
. . .

...

E [s(n− p)s(n− 1)] · · · E [s2(n− p)]



a1
...

ap

 =


E [s(n)s(n− 1)]

...

E [s(n)s(n− p)]

 .
(2.9)

Considerando o sinal estacionário dentro da janela de análise, podemos escrever (2.9)

como: 
R(0) · · · R(p− 1)

...
. . .

...

R(p− 1) · · · R(0)



a1
...

ap

 =


R(1)

...

R(p)

 , (2.10)
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Ra = r, (2.11)

onde

R(i) = E [s(n)s(n− i)] (2.12)

é a função de autocorrelação, que independe de n por ser o sinal estacionário. Para

calcular uma aproximação de R(k), utiliza-se a autocorrelação temporal:

Rn(k) =
∞∑

m=−∞

sn(m)sn(m−k) =
∞∑

m=−∞

s(n+m)w(m)s(n+m−k)w(m−k). (2.13)

Essa aproximação é tão melhor quanto mais próximo de ergódico for o sinal. Para

sinais de voz, essa é uma boa aproximação [9].

A matriz Φ em (2.11) é uma matriz de diagonais constantes, ou de Toeplitz,

simétrica e positiva definida. Por isso, (2.11) pode ser resolvida eficientemente pela

recursão de Levinson-Durbin.

2.2.2 Análise Homomórfica e Cepstrum

Análise ou filtragem homomórfica é um conjunto de técnicas de filtragem não li-

near. O procedimento básico consiste em utilizar um mapeamento não linear para

um domı́nio em que técnicas de filtragem linear possam se utilizadas. A primeira

ferramenta desse tipo a ser desenvolvida foi a transformada em cepstrum. O ceps-

trum foi inicialmente definido por Bogert et al. [10] como a transformada de Fourier

inversa do logaritmo do espectro de potência do sinal, motivado pelo fato de o loga-

ritmo do espectro de um sinal com eco possuir uma componente aditiva que depende

apenas das caracteŕısticas desse eco. Oppenhein et al expandiram o conceito e mos-

traram que ele se relaciona ao conceito mais geral de homomorfismo [11][12][13].

Eles definem o cepstrum como:

x̂(n) =
1

2π

∫ π

π

log |X(ejω)|ejωndω, (2.14)

onde |X(ejω)| é a magnitude da transformada de Fourier do sinal x(n). Eles também

definiram o cepstrum complexo como:

x̂(n) =
1

2π

∫ π

−π
log{X(ejω)}ejωndω, (2.15)

onde log{X(ejω)} é o logaritmo complexo de X(ejω) e pode ser escrito como:

8



log{X(ejω)} = log |X(ejω)|+ j∠
[
X(ejω)

]
, (2.16)

onde ∠ [X(ejω)] é a fase da transformada de Fourier do sinal x(n). O cepstrum de

um sinal é nominalmente um sinal no domı́nio do tempo; entretanto, para enfatizar

a transformação realizada, esse domı́nio é comumente chamado de quefrência.

Uma propriedade do cepstrum útil para o processamento de sinais da fala é a

propriedade de separar sinais misturados por convolução. Considerando o sinal

s(n) = (r ∗ h)(n), (2.17)

no domı́nio da frequência a convolução se torna uma multiplicação:

S(ejω) = R(ejω)H(ejω). (2.18)

Se aplicarmos o logaritmo, obtemos:

log{S(ejω)} = log{R(ejω)}+ log{H(ejω)}. (2.19)

O logaritmo transforma a operação de multiplicação em uma de adição. Ao aplicar

a transformada inversa a adição é preservada, e a convolução também se torna uma

adição. Assim, temos:

ŝ(n) = D∗{(r ∗ h)(n)} = r̂(n) + ĥ(n), (2.20)

onde D∗{} é a operação de computar o cepstrum. Na teoria de sistemas ho-

momórficos D∗{} é chamado de sistema caracteŕıstico para convolução. É essa

propriedade de tornar uma convolução em uma soma que caracteriza o cálculo do

cepstrum como uma análise homomórfica.

Se h(n) for a resposta ao impulso de um filtro, ĥ(n) é o cepstrum dessa resposta

ao impulso. A resposta desse filtro no domı́nio z pode ser obtida diretamente do

cepstrum:

H(z) = exp

(
∞∑
n=0

ĥ(n)z−n

)
. (2.21)

Se esse filtro possui resposta ao impulso infinita, seu cepstrum também é uma

sequência infinita. Na prática essa sequência pode ser truncada em um comprimento

L, já que para a maioria dos filtros envolvidos no processamento da fala o cepstrum

tende a zero. O cepstrum truncado pode ser interpretado como os coeficientes de

um filtro de resposta impulso finita:
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D(z) = logHtrunc(z) =
L∑
n=0

ĥ(n)z−n. (2.22)

A representação de um filtro em termos do cepstrum possui, em geral, algumas

propriedades úteis quando comparada às representações tradicionais. Por exemplo,

ela possui menos sensibilidade a rúıdo, melhor capacidade de interpolação etc. [14].

Essas propriedades tornam o cepstrum uma representação adequada para a con-

versão de fala. Pela importância dessa representação e para simplificar a notação,

no resto desse trabalho o cepstrum do filtro será representado por cn = ĥ(n).

Da propriedade de transformar a convolução em soma vem uma das maiores uti-

lidades do cepstrum para o processamento da fala. Ao se aplicar essa transformação

a um sinal de fala, o cepstrum resultante é o resultado da soma do cepstrum cor-

respondente ao filtro do modelo com o cepstrum correspondente à excitação. Esses

dois cepstra possuem caracteŕısticas bem diferentes: o cepstrum da excitação possui

sua energia concentrada em torno da quefrência correspondente à frequência fun-

damental, enquanto o cepstrum do filtro está concentrado nas quefrências baixas.

Utilizando essa informação, os cepstra da fonte e do filtro podem ser separados.

Essa propriedade é a base para o cálculo direto do cepstrum da envoltória. Nesse

processo o sinal é primeiramente janelado, e o cepstrum é calculado utilizando-se

a transformada de Fourier discreta (DFT) no lugar da transformada de Fourier de

tempo discreto (DTFT). Assim, X(ejω) se torna X(k), e a equação se torna:

x̂(n) =
1

N

N−1∑
k=0

log{X(k)}ej2π kn
N , (2.23)

As L primeiras amostras de x̂(n) são então consideradas o cepstrum do filtro. O

cepstrum obtido dessa maneira gera uma envoltória imprecisa, por causa da inter-

ferência do cepstrum da excitação, que ainda possui alguma energia nas quefrências

baixas. Uma maneira melhor de se calcular o cepstrum é minimizar [15][16]

1

2π

∫ π

−π
(expR(ω)−R(ω)− 1) dω, (2.24)

onde

R(ω) = log IN(ω)− log | H(ejω) |2, (2.25)

sendo IN(ω) o periodograma modificado
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IN(ω) =

∣∣∣∑N−1
m=0 w(m)s(n+m)e−jωn

∣∣∣2∑N−1
m=0 w

2(m)
, (2.26)

e H(ejω) a resposta em frequência definida pelo cepstrum. Esse método minimiza

a interferência da excitação e aproxima melhor o filtro H(ejω) da envoltória do

espectro.

Um outro método de calcular o cepstrum é a partir da transformada z do filtro.

Para um filtro

X(z) = G

∏M
k=1(1− βkz−1)∏N
k=1(1− αkz−1)

, (2.27)

o cepstrum pode ser obtido pela soma dos logaritmos de cada termo:

X̂(z) = log |G|+
M∑
k=1

log(1− βkz−1)−
N∑
k=1

log(1− αkz−1); (2.28)

usando a expansão

log(1− a) = −
∞∑
n=1

an

n
, |a| < 1, (2.29)

temos:

log(1− αkz−1) = −
∞∑
n=1

αnk
n
z−n

= −Z
{
αnk
n
u(n− 1)

}
, (2.30)

onde Z{} é a transformada z e u(n) é a função degrau. Assim, se todos os pólos e

zeros estiverem no interior do circulo unitário, o cepstrum fica:

x̂(n) =


0 se n < 0

log |G| se n = 0

−∑M
k=1

βn
k

n
+
∑N

k=1

αn
k

n
se n > 0.

(2.31)

Essa relação pode ser utilizada para calcular o cepstrum a partir dos coeficientes

da predição linear. O filtro obtido pela predição linear é dado por:

H(z) =
G

1−∑p
k=1 akz

−k =
G∏p

k=1(1− αkz−1)
; (2.32)
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a equação (2.31) pode ser, então, utilizada para calcular o cepstrum do filtro:

cn =


0 se n < 0

log |G| se n = 0∑p
k=1

αn
k

n
se n > 0.

(2.33)

Pode-se mostrar também que existe uma relação de recorrência entre o cepstrum

e os coeficientes de predição linear [12], o que evita o cálculo dos pólos. Essa relação

é:

cn =


0 se n < 0

log |G| se n = 0

an +
∑n−1

k=1
k
n
ckan−k se n > 0,

(2.34)

e a relação inversa é:

an = cn −
n−1∑
k=1

k

n
ckan−k 1 ≤ n ≤ p. (2.35)

Uma das vantagens desse método é permitir a conversão entre as duas repre-

sentações. O cepstrum é melhor para a realização da conversão em si, mas o filtro

definido pela predição linear é mais eficiente para a obtenção da excitação a partir

do sinal e para a śıntese após a conversão. O filtro definido pelo cepstrum não é

diretamente implementável por um filtro, pois envolve uma exponenciação. Essa

exponenciação pode ser aproximada, como será visto na Subseção 4.2.1, mas este

método possui um custo computacional maior.

2.2.3 Escalas Empenadas

As representações vistas anteriormente possuem uma resolução constante no

domı́nio da frequência. A audição humana, entretanto, possui uma resolução maior

em frequências baixas. Utilizar uma representação que possua uma caracteŕıstica

similar permite concentrar o poder de representação na parte perceptivamente mais

relevante do espectro.

Escalas que procuram imitar tal resolução são chamadas de escalas perceptivas.

Existem várias escalas desse tipo, como a mel [17], bark [18] ou ERB (equivalent

rectangular bandwidth) [19]. A escala usada nesse trabalho será a escala mel, definida

por:
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m = 2595 log10

(
1 +

f

700

)
, (2.36)

sendo f a frequência em hertz.

As escalas perceptivas podem ser inclúıdas no conceito de escala de frequência

empenada (ou simplesmente escala empenada), qualquer escala gerada por um ma-

peamento da escala linear. Técnicas de processamento de sinais em escalas empe-

nadas se baseiam na substituição do atraso unitário z−1 por um filtro passa-tudo

[20][21]:

z̃−1 = Φ(z) =
z−1 − α
1− αz−1 , (2.37)

em que α é o fator de empenamento. A Figura 2.2 mostra o diagrama desse filtro.

z−1

z−1

−α
−

Figura 2.2: Diagrama do filtro passa-tudo que substitui o atraso.

O mapeamento na frequência é dado pela fase desse filtro:

ω̃ = β(ω) = arg(Φ(z)) = tan−1
(

(1− α2) sin(ω)

(1 + α2) cos(ω)− 2α

)
. (2.38)

Escolhendo-se valores apropriados de α é posśıvel aproximar diversas escalas per-

ceptivas. A Tabela 2.1 mostra valores de α para diversas escalas [22], e a Figura 2.3

mostra como uma dessas escolhas aproxima a escala mel.

Frequência de amostragem
8 kHz 10 kHz 12 kHz 16 kHz 20 kHz 22,05 kHz

Escala mel 0,31 0,35 0,37 0,42 0,44 0,45
Escala bark 0,42 0,47 0,50 0,55 — —

Tabela 2.1: Valores do fator de empenamento α para diferentes escalas e frequências
de amostragem.
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Figura 2.3: Aproximação da escala mel pela fase de um filtro.

A definição de z̃−1 permite definir versões das análises por predição linear e por

cepstrum em uma escala empenada. Assim, o filtro definido pela predição linear

fica:

H(z) =
G̃

1−∑p
k=1 ãkz̃

−k , (2.39)

enquanto o filtro definido pelo cepstrum é:

H(z) = exp

(
L∑
k=0

c̃kz̃
−k

)
. (2.40)

Nessas equações, os coeficientes ãk e c̃k são calculados na escala empenada. Exis-

tem duas maneiras de se obter as versões empenadas dos coeficientes: calculando-os

diretamente ou obtendo-os a partir de suas versões na escala linear. Para o cepstrum,

o cálculo direto pode ser obtido a partir da sua definição:

c̃n =
1

2π

∫ π

−π
log{H(ejω)}ejω̃ndω̃, (2.41)

em que é utilizada uma versão empenada da transformada de Fourier inversa. Para

a predição linear a relação é menos direta, mas também existe [20]. O cálculo de c̃k

diretamente do sinal possui os mesmos problemas do cálculo de ck diretamente do

sinal, já discutidos anteriormente, e admite medidas similares para mitigá-los. Em

particular, a minimização de (2.24) também pode ser usada para obtê-los.

O cepstrum na escala empenada também pode ser obtido a partir dos coeficientes

de predição linear na escala linear [22]. Para isso, primeiramente são obtidos os
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coeficientes de predição linear na escala empenada pela relação recursiva:

ã
(i)
k =


a−i + αã

(i−1)
0 se k = 0

(1− α2)ã
(i−1)
0 + αã

(i−1)
1 se k = 1

ã
(i−1)
k−1 + α(ã

(i−1)
k + ã

(i)
k−1), se k > 1

i = −p, · · · ,−1, 0 (2.42)

G̃ = G/ã
(0)
0 ,

ãk = ã
(i)
k /ã

(0)
0 . (2.43)

A partir dos ãk, é posśıvel calcular os c̃k a partir da relação:

c̃k =

log(G̃) se k = 0

−ãk −
∑k−1

i=1
i
k
c̃iãk−i se k > 0.

(2.44)

A equação (2.42) pode ser usada para calcular uma sequência infinita de ãk, mas

como para o cálculo de L coeficientes c̃k são necessários L coeficientes ãk, a sequência

pode ser truncada sem introduzir erros adicionais.

As relações acima transformam ak em ãk e, em seguida, ãk em c̃k. É posśıvel

também seguir um caminho diferente, que transforma ak em ck e ck em c̃k. O

problema dessa versão é que a transformação de ak em ck envolve um truncamento,

o que prejudica a qualidade da transformação seguinte. Na versão apresentada

também há um truncamento ao se limitar o cálculo apenas aos L primeiros ı́ndices,

mas como ele só ocorre no final o erro não é propagado.

Neste trabalho, a escala empenada utilizada aproxima a escala mel, e o cepstrum

nessa escala é chamado de mel-cepstrum. Ele é a representação escolhida para

realizar a conversão, pois preserva as caracteŕısticas de interpolação do cepstrum

e concentra a representação na parte mais relevante do espectro para a audição

humana. O método utilizado para se obter o mel-cepstrum é a partir dos coeficientes

de predição linear, pois isso permite utilizar o filtro de predição nas etapas em que

ele é mais eficiente.
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Caṕıtulo 3

Técnicas para Conversão da

Envoltória Espectral

O caṕıtulo anterior apresentou representações para a envoltória espectral do sinal

da fala, que contém boa parte da informação usada para a identificação de falante.

Neste caṕıtulo serão exploradas técnicas para mapear essas representações, transfor-

mando as representações caracteŕısticas de um falante fonte nas de um falante alvo,

realizando a conversão desejada. A Seção 3.1 apresenta a conversão por modelo de

misturas gaussianas, uma das técnicas pioneiras na área. As Seções 3.2 e 3.3 apre-

sentam respectivamente as conversões por modelos ocultos de Markov e por redes

neurais feed-foward, técnicas da literatura que tentam melhorar a técnica baseada

em modelo gaussiano de maneiras diferentes. Finalmente, a Seção 3.4 introduz uma

conversão por redes neurais recorrentes, uma técnica original que busca combinar

as melhorias introduzidas pelas duas técnicas anteriores.

3.1 Modelos de Misturas Gaussianas

Um dos primeiros métodos para conversão de fala utilizando a envoltória espectral

foi o trabalho de Abe et al. [1]. Nele é usada quantização vetorial para criar um

mapeamento entre os falantes fonte e alvo. O problema principal dessa técnica é

que a discretização do espaço de parâmetros dos falantes causa descontinuidades no

sinal convertido. Algumas variações dessa técnica, como quantização vetorial fuzzy

[23], procuraram resolver esse problema. A solução que obteve mais sucesso foi o

trabalho de Stylianou et al. [2], que introduz uma técnica baseada em modelo de

misturas gaussianas, e possui tanto representação quanto transformação cont́ınuas.

É uma variação dessa técnica, introduzida em [24], que será analisada nesta seção.

Um modelo de misturas gaussianas (Gaussian mixture model, GMM) é um mo-

delo probabiĺıstico que representa uma distribuição arbitrária como uma soma de
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distribuições gaussianas ponderadas. Ele é definido como:

p(x | λ) =
K∑
i=1

P (Ck)N (x,µk,Σk). (3.1)

Cada gaussiana que compõe a mistura é chamada de componente e a ordem do

modelo K é o número dessas componentes. P (Ck) é o peso da componente Ck na

mistura e obedece a restrição
∑K

i=1 P (Ck) = 1, e N (x,µk,Σk) é a k-ésima distri-

buição normal D-dimensional, dada por:

N (x,µk,Σk) =
1

(2π)
D
2 | Σk |

1
2

e−
1
2
(x−µk)

T Σ−1
k (x−µk), (3.2)

sendo µk seu vetor de média e Σk sua matriz de autocovariância. A mistura como

um todo é definida pelo conjunto λ = {P (Ck),µk,Σk)}, k = 1, . . . , K.

A Figura 3.1 ilustra como um GMM usa gaussianas para compor uma distribuição

mais complexa. Ela mostra o histograma de um conjunto de dados, no caso o

primeiro componente mel-cepstral de um falante, cada uma das componentes e a

distribuição resultante.

−3 −2 −1 0 1 2 3

0

0,2

0,4

0,6

Figura 3.1: Exemplo de um GMM modelando um conjunto de dados.

A motivação para o uso do modelo de misturas gaussianas vem da suposição que

a distribuição estat́ıstica dos parâmetros da voz de um falante carrega informação

sobre sua identidade. Por essa suposição, se os parâmetros obtidos de um falante

fonte forem modificados de forma que a sua distribuição fique parecida com a de um

falante alvo, a identidade do sinal sintetizado a partir desses parâmetros também

será alterada.
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O uso de um modelo de misturas implica a classificação das amostras em classes.

Para alguns tipos de dados essas classes são apenas construções matemáticas que

não possuem nenhuma interpretação mais profunda, mas para muitos tipos de dados

essas classes representam algum aspecto do processo que deu origem aos dados. No

caso de parâmetros obtidos da fala, essas classes estão correlacionadas a fenômenos

acústicos [25].

A função de transformação que é aplicada ao vetor de parâmetros do falante

fonte é calculada a partir de uma base contendo N pares (xn,yn). Seu cálculo se

baseia em uma analogia com o caso monogaussiano [2]. Se os vetores xn e yn são

ambos descritos por uma única gaussiana, então a transformação que minimiza o

erro quadrático

ε =
N∑
n=1

‖yn −F(xn)‖2 (3.3)

é dada por:

ŷn = F(xn) = E(yn | xn) = µ(y) + Σ(xy)
(
Σ(xx)

)−1
(xn − µ(x)), (3.4)

onde µ(x) e µ(y) são as médias de x e y, Σ(xx) é a matriz de autocovariância de x e

Σ(xy) é a matriz de covariância cruzada entre x e y. Para uma mistura de gaussianas,

a transformação fica então:

ŷn =
K∑
i=1

P(Ck | xn)

[
µ

(y)
k + Σ

(xy)
k

(
Σ

(xx)
k

)−1
(xn − µ

(x)
k )

]
. (3.5)

Essa função pode ser entendida como a transformação de cada uma das compo-

nentes como descrito na equação (3.4) ponderada pela probabilidade de xn pertencer

àquela componente.

Todos os parâmetros da conversão podem ser obtidos a partir do cálculo de um

único modelo de mistura, o modelo de z =
[
x> y>

]>
[24]. Nesse modelo, as médias

e covariâncias ficam

µ
(z)
k =

[
µ

(x)
k

µ
(y)
k

]
, (3.6)

Σ
(zz)
k =

[
Σ

(xx)
k Σ

(xy)
k

Σ
(yx)
k Σ

(yy)
k

]
. (3.7)
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O cálculo do modelo em si é feito pelo critério da máxima verossimilhança

(maximum likehood, ML). A estimativa ML busca achar o conjunto λ =

{P (Ck),µk,Σk)}, k = 1, . . . , K, que maximiza

p(Z | λ) =
N∏
n=1

p(zn | λ), (3.8)

em que Z é o conjunto de todos os zn. Essa é uma função não linear em λ, que pode

ser resolvida iterativamente pelo algoritmo expectation maximization (EM). A cada

iteração os parâmetros são recalculados pelas seguintes equações [26] [25]:

P (Ck) =
1

N

N∑
n=1

pk(n), (3.9)

µk =

∑N
n=1 pk(n)zn∑N
n=1 pk(n)

, (3.10)

Σk =

∑N
n=1 pk(n) [zn − µk] [zn − µk]

>∑N
n=1 pk(n)

, (3.11)

em que pk(n) é a probabilidade a posteriori da classe, dada por:

pk(n) = P (Ck | zn, λ) =
P (Ck)N (zn,µk,Σk)∑M
k=1 P (Ck)N (zn,µk,Σk)

. (3.12)

Essas fórmulas garantem que a cada iteração a verossimilhança aumenta. O al-

goritmo EM consiste, então, em iterar os parâmetros até que esse aumento da ve-

rossimilhança fique menor que um limiar. É importante notar que esse algoritmo

só garante a convergência para um ponto estacionário da verossimilhança [27], e

portanto é senśıvel às condições iniciais. Felizmente, para o caso de modelagem de

falante, a inicialização causa pouca diferença no desempenho [25]. Este trabalho

inicia as covariâncias com a identidade, as médias com amostras de Z escolhidas

aleatoriamente e as probabilidades de cada componente iguais.

Outra questão importante é a eficiência. O cálculo da variância possui um custo

computacional relativamente grande. Esse cálculo pode ser acelerado utilizando-

se matrizes diagonais. Para a modelagem de um cepstrum, essa simplificação é

justificada pelo fato de as covariâncias entre os cepstra em diferentes quefrências

serem naturalmente pequenas [28].
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3.2 Modelos Ocultos de Markov

Uma das caracteŕısticas da conversão utilizando GMM é que cada par (xn,yn)

é independente de todos os pares em diferentes instantes de tempo. Como con-

sequência disso, o modelo não leva em conta nenhuma caracteŕıstica temporal das

sequências de parâmetros da fala. É de se esperar que isso seja uma deficiência do

modelo, já que a fala é inerentemente sequencial.

Diversas propostas da literatura tentam remediar essa deficiência. A utilização de

parâmetros dinâmicos, usualmente a primeira e segunda derivada dos parâmetros

(comumente chamados de parâmetros delta e delta-delta, respectivamente), é uma

adição comum a várias propostas, mas eles só modelam dinâmicas locais. Toda et

al. [8] utiliza um modelo de trajetória dos parâmetros, enquanto várias propostas

utilizam modelos ocultos de Markov [29][30][31]. Nesse trabalho vamos analisar a

técnica de Quiao et al. [7], também baseada em modelos ocultos de Markov e que

tenta resolver alguns problemas das anteriores.

Uma cadeia de Markov é um processo estocástico discreto no tempo e no espaço

de estados que obedece a propriedade de Markov. Essa propriedade se refere ao

fato de que previsões sobre o futuro do processo podem ser feitas usando apenas a

informação do presente, sendo o futuro independente do passado quando se conhece

o presente; dizendo-se de outra maneira, a estat́ıstica da variável em um instante

qualquer depende apenas da variável no instante imediatamente anterior. A Figura

3.2 mostra uma representação esquemática de uma cadeia de Markov por meio de

um grafo. Nesse grafo, os vértices representam os estados que a variável aleatória

pode assumir, e as arestas representam a probabilidade de transição de um estado

para outro.

Uma cadeia de Markov é definida por sua matriz de transição de estados:

A =


P (st = 1 | st−1 = 1) P (st = 1 | st−1 = 2) · · · P (st = 1 | st−1 = K)

P (st = 2 | st−1 = 1) P (st = 2 | st−1 = 2) · · · P (st = 2 | st−1 = K)
...

...
. . .

...

P (st = K | st−1 = 1) P (st = K | st−1 = 2) · · · P (st = K | st−1 = K)

 ,
(3.13)

onde cada elemento aij é da probabilidade de st, o estado que a cadeia assume no

instante t, possuir valor j sabendo-se que no instante anterior o estado possuiu valor

i. Para cadeias homogêneas no tempo essa probabilidade não muda com o tempo, e

portanto é valida para todo t.
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Figura 3.2: Uma cadeia de Markov de dois estados.

A partir dessa matriz, pode-se usar as estat́ısticas de um instante qualquer para

descobrir as estat́ısticas de qualquer instante posterior. Um instante pode ser esco-

lhido como instante inicial, e assim são definidas as condições iniciais da cadeia:

π =


P (s1 = 1)

P (s1 = 2)
...

P (s1 = K)

 . (3.14)

A partir da condição inicial e da matriz de transição, é posśıvel calcular a es-

tat́ıstica de todos os instantes futuros. Assim a probabilidade de uma sequência

S = [s1, s2, · · · , sT ] é:

P (S) = P (s1)
T∏
t=2

P (st | st−1). (3.15)

Um modelo oculto de Markov (hidden Markov model, HMM) é um modelo de

Markov em que os estados não podem ser observados diretamente, e o que pode

ser observado é uma variável aleatória cuja distribuição depende do estado. Essa

distribuição, chamada probabilidade de emissão, pode ser discreta (por exemplo,

descrevendo um conjunto de śımbolos posśıveis), ou cont́ınua (por exemplo, uma

distribuição gaussiana). A Figura 3.3 mostra um exemplo de HMM.

Um HMM é definido pela matriz de transição de estados, assim como o Modelo de

Markov convencional, e também as funções de emissão de estado pi(xt) = P (xt | st =

i). Cada uma representa a probabilidade da observação x conhecendo-se o estado
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Figura 3.3: Um modelo oculto de Markov com dois estados e três emissões posśıveis.

oculto s. A probabilidade de uma sequência de observações X = [x1,x2, · · · ,xT ] e

uma sequência associada de estados ocultos S = [s1, s2, · · · , sT ] é:

P (X,S) = P (s1)
T∏
t=2

P (st | st−1)
T∏
t=1

P (xt | st). (3.16)

Um HMM pode ser visto como uma extensão de um modelo de mistura em que

os estados ocultos fazem o papel das componentes. Em particular, um HMM com

emissões gaussianas se reduz a um GMM se P (st = j | st−1 = i) = P (st = j) =

P (Cj), ou seja, todos os estados possúırem probabilidade de transição para um

determinado estado iguais. Isso elimina a caracteŕıstica temporal, pois torna cada

estado independente do estado anterior da sequência.

Para a conversão, será utilizado um HMM de K estados e emissões gaussianas.

Assim, a probabilidade do vetor fonte é dada por:

P (xt | st = k) = N (xt,µk,Σk), (3.17)

e o vetor alvo possui distribuição:

P (yt | st = k) = N (yt,νk,Γk). (3.18)

O estado oculto controla então duas emissões, que correspondem aos falantes fonte

e alvo. A transformação que minimiza o erro quadrático dado um estado é então

novamente dada pela equação (3.4):
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E[P (yt | xt, st = k)] = νk + ΓkΣ
−1
k (xt − µk)

= Bkxt + bk. (3.19)

Tomando-se a sequência fonte X, a probabilidade de um vetor alvo é:

P (yt | X) =
∑
S∈S

P (yt,S | X) =
∑
S∈S

P (yt | S,X)P (S | X), (3.20)

onde S é o conjunto de todas as sequências de estado S posśıveis.

Pela equação (3.19), dado um st, yt só depende do vetor fonte xt:

P (yt | S,X) = P (yt | xt, st). (3.21)

Assim, podemos simplificar a equação (3.20):

∑
S∈S

P (yt | S,X)P (S | X) =
∑
st

P (yt | xt, st)
∑
S/st

P (S/st | X)

=
K∑
k=1

P (yt | xt, st = k)P (st = k | X), (3.22)

onde S/st = [s1, · · · , st−1, st+1, · · · , sT ]

O mapeamento da sequência X no vetor yt é dado pelo valor esperado de P (yt, |
X):

ŷt = E[P (yt | X)] =
K∑
k=1

P (st = k | X)(Bkxt + bk). (3.23)

A probabilidade P (st = k | X) pode ser calculada pelo algoritmo

forward–backward [32][33][34]:
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αt(i) = P (st = i,X1:t)

= P (xt | st = i)
M∑
j=1

P (st = i | st−1 = j)αt−1(i), (3.24)

βt(i) = P (Xt+1:T | st = i)

=
M∑
j=1

P (xt+1 | st+1 = j)P (st+1 = j | st = i)βt+1(j), (3.25)

P (st = i | X) =
αt(i)βt(i)∑M
j=1 αt(j)βt(j)

, (3.26)

onde X1:t = [x1,x2, · · · ,xt].

Os parâmetros do modelo e os parâmetros Bk e bk da transformação são estimados

sobre uma base contendo N pares de sequências alinhadas (X(n),Y(n)), onde X(n) =[
x
(n)
1 , · · · ,x(n)

Tn

]
e Y(n) =

[
y
(n)
1 , · · · ,y(n)

Tn

]
.

Os parâmetros do HMM, P (st = j | st−1 = i), P (s1 = i) e P (xt | st = i) po-

dem ser estimados utilizando-se expectation maximization, por um método chamado

algoritmo Baum-Welch [32][33][34].

O algoritmo primeiramente utiliza o modelo atual λ para calcular os valores:

E[N1k] =
N∑
n=1

P (s
(n)
1 = k | X(n), λ), (3.27)

E[Njk] =
N∑
n=1

Tn∑
t=1

P (s
(n)
t−1 = j, s

(n)
t = k | X(n), λ), (3.28)

E[Nk] =
N∑
n=1

Tn∑
t=1

P (s
(n)
t = k | X(n), λ). (3.29)

Esses valores são os valores esperados da quantidade de vezes que seus respectivos

eventos ocorrem na base de dados. E[N1k] é o valor esperado da quantidade de vezes

que o estado inicial é k, E[Njk] é o valor esperado do número de transições do estado

j para o estado k e E[Nk] é o valor esperado do número de vezes que o estado k

ocorre, independentemente do estado anterior. E[N1k] e E[Nk] podem ser calculados

pela equação (3.26), e E[Njk] pode ser calculado utilizando-se as equações (3.24) e

(3.25):
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P (s
(n)
t−1 = j, s

(n)
t = k | X(n), λ) = α

(n)
t−1P (st = k | st−1 = j)P (x

(n)
t | st = i)β

(n)
t .

(3.30)

Esses valores podem ser usados para calcular os parâmetros do novo modelo λ̂:

P (st = k | st−1 = j) =
E[Njk]

E[Nk]
, (3.31)

P (s1 = i) =
E[N1k]

N
, (3.32)

µk =

∑N
n=1

∑Tn
t=1 P (s

(n)
t = k | X(n), λ)x

(n)
t

E[Nk]
, (3.33)

Σk =

∑N
n=1

∑Tn
t=1 P (s

(n)
t = k | X(n), λ)(x

(n)
t − µk)(x

(n)
t − µk)

>

E[Nk]
. (3.34)

Assim como no cálculo dos parâmetros da GMM, essas operações garantem que

a verossimilhança do modelo cresce a cada iteração. O algoritmo repete então esses

cálculos até que a verossimilhança pare de crescer.

Os parâmetros Bk e bk podem ser estimados por otimização de mı́nimos quadra-

dos:

min
{Bk,bk}

N∑
n=1

Tn∑
t=1

∣∣∣∣∣y(n)
t −

K∑
m=1

P (s
(n)
t = k | X(n))(Bkx

(n)
t + bk)

∣∣∣∣∣
2

, (3.35)

que pode ser resolvido diretamente. Por simplicidade, são introduzidas as variáveis

auxiliares:

x̂
(n)
k,t = P (s

(n)
t = k | X(n))

[
x
(n)
t

1

]
, (3.36)

Ak =
[
Bk bk

]
, (3.37)

de forma que Akx̂
(n)
t,k = P (st = k | X(n))(Bkx

(n)
t + bk). Além disso, também são

utilizadas as notações:
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X̂
(n)
k =

[
x
(n)
k,1 · · · x

(n)
k,Tn

]
, (3.38)

X̂k =
[
X

(1)
k · · · XN

k

]
, (3.39)

X̂ =
[
X>1 · · · X>K

]>
, (3.40)

Y(n) =
[
y
(n)
1 · · · y

(n)
Tn

]
, (3.41)

Y =
[
Y(1) · · · YN

]
. (3.42)

A solução de mı́nimos quadrados é então:

[
A1 · · · AK

]
= YX̂>

(
X̂X̂>

)−1
. (3.43)

Essa solução é computacionalmente intensiva, pois a matriz X̂ tem tamanho

K(D + 1) × ∑N
n=1 Tn. Para simplificar esse cálculo, podemos utilizar o de fato

que
∑K

k=1 P (st = k | X) = 1 e P (st = k | X) ≥ 0 e utilizar a desigualdade de

Jensen:

∣∣∣∣∣
M∑
m=1

P (st = k | X)(Bkxt + bk)− yt

∣∣∣∣∣
2

≤
M∑
m=1

P (st = k | X) |(Bkxt + bk)− yt|2 .

(3.44)

Assim, a equação (3.35) pode ser aproximada pelo seu limite superior:

min
{Bk,bk}

K∑
m=1

N∑
n=1

Tn∑
t=1

P (s
(n)
t = k | X(n)) |(Bkxt + bk)− yt|2 , (3.45)

que pode ser decomposto em K problemas de otimização independentes:

min
Bk,bk

N∑
n=1

Tn∑
t=1

P (s
(n)
t = k | X(n)) |(Bkxt + bk)− yt|2 , (3.46)

cujas soluções são:

Ak = YX̂>k

(
X̂kX̂

>
k

)−1
. (3.47)

Essa aproximação gera um ganho de eficiência da ordem de K.
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3.3 Redes Neurais Feed-Foward

Tanto a conversão por GMM quanto a por HMM tentam solucionar o problema da

conversão utilizando transformações lineares ponderadas por probabilidades. Trans-

formações lineares são ferramentas poderosas, mas para alguns problemas, trans-

formações não-lineares podem ser mais adequadas, e é posśıvel que a conversão da

voz seja um desses problemas. Redes neurais são uma famı́lia de técnicas capazes

de realizar mapeamentos não lineares arbitrários. Algumas propostas utilizam redes

neurais para realizar a conversão [35][36][37], mas elas possuem algumas limitações,

como utilizar bases de dados especialmente preparadas. Nessa seção utilizaremos a

proposta de Desai et al. [5], que possui muitos paralelos com as técnicas anteriores,

o que permite que a comparação entre elas seja mais direta.

Uma rede neural (neural network, NN) é uma ferramenta computacional inspi-

rada pelo modo como neurônios se conectam no sistema nervoso de animais. Exis-

tem várias topologias posśıveis para redes neurais, e uma das mais populares é a

rede neural feed-foward, também conhecida como perceptron multicamada (multi-

layer perceptron, MLP). Nela, uma rede neural é composta por elementos chamados

neurônios organizados em camadas. Cada neurônio de uma camada realiza uma

computação com os resultados dos neurônios da camada anterior e transfere o re-

sultado para a próxima camada. Especificamente, o resultado de um neurônio é:

z
(l)
j = σl

(
Kl∑
k=1

w
(l)
kj z

(l−1)
k + w

(l)
0j

)
, (3.48)

onde z
(l)
j é a ativação do neurônio j da camada l, w

(l)
kj é peso do neurônio k da

camada anterior no cálculo correspondente ao neurônio j da camada atual, w
(l)
0j é

um viés constante e σl é a chamada função de ativação da camada l.

A função de ativação possui diferentes formas, dependendo de onde na rede a

camada se localiza e qual é o seu papel. Na última camada, chamada de camada

de sáıda, ela tem o papel de formatar o resultado para o tipo de dado de sáıda.

Ela pode ser, por exemplo, uma função linear se a sáıda for um vetor de números

reais, ou binária se a sáıda for um valor lógico. Para as outras camadas, conhecidas

como camadas ocultas, o papel da função de ativação é introduzir não-linearidades,

tornando-as algo além de uma série de combinações lineares. Uma classe de funções

que cumpre bem esse papel são as funções sigmoides, um exemplo das quais é a

tangente hiperbólica tanh(x) = 1−e−2x

1+e−2x . As Figuras 3.4 e 3.5 mostram, respectiva-

mente, um exemplo de neurônio e como esses neurônios podem ser organizados em

uma rede.
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Figura 3.4: Neurônio com função de ativação sigmoide.
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Figura 3.5: Rede neural feed-foward com uma camada oculta com três neurônios e
ativação sigmoide e camada de sáıda com dois neurônios e ativação linear.

Considerando uma rede composta de duas camadas, uma oculta cuja função de

ativação é uma tangente hiperbólica e uma de sáıda cuja função de ativação é a

função identidade f(x) = x, a função de transferência da entrada para a sáıda será:

F(x) = W(2)

[
tanh

(
W(1)

[
x> 1

]>)>
1

]>
, (3.49)

em que W(l) é uma matriz contendo os pesos e vieses correspondentes à camada

l. Os vieses são inclúıdos na matriz W(l) ao se adicionar uma ativação extra de

valor unitário em cada camada. A função tanh é aplicada elemento a elemento do

vetor. Uma rede desse tipo é um aproximador universal [38], ou seja, ela pode apro-

ximar qualquer função cont́ınua em um subconjunto compacto de Rn com precisão

arbitrária dado um número grande o suficiente de neurônios na camada oculta.
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Essa propriedade é o prinćıpio por trás do uso de redes neurais para a conversão

de falante: se existe uma função entre os vetores dos falantes fonte e alvo, uma rede

neural pode ser usada para aproximar essa função.

O treinamento da rede utiliza uma base contendoN pares (xn,yn) e se dá pelo bem

conhecido algoritmo de backpropagation [39][40]. Nesse algoritmo, o erro de predição

do resultado da rede é propagado na direção contrária à do funcionamento da rede.

Isso permite associar a cada neurônio uma parcela proporcional de contribuição ao

erro final. Essa parcela pode ser usada então para estimar o gradiente do erro em

relação aos parâmetros da rede, que por sua vez pode ser usado para atualizar o

valor desses parâmetros.

Existem diversas definições para o erro de predição, mas uma das mais comuns

para redes desse tipo, que mapeiam Rn em Rn, é o erro quadrático:

ε =
1

2

N∑
n=1

‖yn −F(xn)‖2 , (3.50)

onde F(xn) representa a função de transferência da rede. Esse erro também pode

ser escrito na forma:

ε =
N∑
n=1

εn, (3.51)

onde εn é o erro correspondente a uma amostra do conjunto de treinamento. O

algoritmo backpropagation procura então calcular as derivadas parciais do erro em

relação ao pesos:

∂ε

∂w
(l)
ij

=
N∑
n=1

∂εn

∂w
(l)
ij

. (3.52)

A equação de ativação de um neurônio (3.48) pode ser separada em:

z
(l)
j = σl(a

(l)
j ), (3.53)

a
(l)
j =

∑
i

w
(l)
ij z

(l−1)
i . (3.54)

onde z
(l)
i pode representar também uma entrada xi ou uma sáıda F(x)i. A derivada

parcial pode ser então reescrita utilizando-se a regra da cadeia como:

∂εn

∂w
(l)
ij

=
∂εn

∂a
(l)
j

∂a
(l)
j

∂w
(l)
ij

, (3.55)
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onde
∂a

(l)
j

∂w
(l)
ij

é obtido derivando-se a equação (3.54):

∂a
(l)
j

∂w
(l)
ij

= z
(l−1)
i . (3.56)

O cálculo de ∂εn

∂a
(l)
j

depende de onde na rede o neurônio está. Para neurônios na

camada de sáıda o cálculo é direto, e se a sáıda possuir ativação linear zj = aj, ela é

∂εn

∂a
(l)
j

= z
(l)
j − yj; (3.57)

a derivada em relação a w fica, então:

∂εn

∂w
(l)
ij

= z
(l−1)
i (z

(l)
j − yj), (3.58)

Nas camadas ocultas, a derivada pode ser calculada a partir das camada posteri-

ores:

∂εn

∂a
(l)
j

=
∑
k

∂εn

∂a
(l+1)
k

∂∂a
(l+1)
k

∂a
(l)
j

. (3.59)

Usando as equações (3.53) e (3.54):

a
(l+1)
k =

∑
j

w
(l+1)
jk σl(a

(l)
j ), (3.60)

∂a
(l+1)
k

∂a
(l)
j

= σ′l(a
(l)
j )w

(l)
jk , (3.61)

∂εn

∂a
(l)
j

= σ′l(a
(l)
j )
∑
k

w
(l+1)
jk

∂εn

∂a
(l+1)
k

, (3.62)

e a derivada final fica:

∂εn

∂w
(l)
ij

= z
(l−1)
i σ′l(a

(l)
j )
∑
k

w
(l+1)
jk

∂εn

∂a
(l+1)
k

. (3.63)

As derivadas são calculadas sequencialmente da camada final para as camadas

anteriores, no sentido inverso ao do funcionamento normal da rede, o que dá ori-

gem ao nome do algoritmo. Calculado o gradiente, os pesos podem ser atualizados

utilizando-se um dos muitos método de otimização por descida por gradiente. Uma

iteração do algoritmo backpropagation é então:

1. Calcular as ativações, da entrada para a sáıda;
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2. Calcular as derivadas, da sáıda para a entrada;

3. Atualizar os pesos.

Essa processo é repetido então até que um critério de parada seja atingido, geral-

mente o erro de predição sobre uma parte do conjunto de dados que não foi utilizada

na atualização dos pesos pare de diminuir. A razão de se utilizar um conjunto se-

parado é impedir que a rede se adapte demais aos dados utilizados no treinamento

e perca generalidade.

3.4 Redes Neurais Recorrentes

Nas seções anteriores foram apresentadas técnicas da literatura que buscam me-

lhorar o resultado obtido utilizando GMMs introduzindo ou dependências temporais

ou não linearidades na transformação. Um passo lógico é, então, a introdução de

uma técnica que possua os dois tipos de melhorias. Para isso, este trabalho introduz

a transformação por redes neurais recorrentes como uma contribuição original.

Uma rede neural recorrente (recurrent neural network, RNN) é uma rede neural

em que pelo menos uma camada é realimentada com sua sáıda do instante de tempo

anterior. Isso introduz uma dependência temporal, pois a informação circula pela

camada realimentada, e pode então ser usada no cálculo dos resultados em instantes

futuros. Isso a diferencia de uma rede feed-foward, em que o fluxo de informação é

sempre em uma direção. A Figura 3.6 mostra um exemplo de rede neural recorrente.

z−1
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Figura 3.6: Rede neural recorrente com uma camada oculta recorrente.

A ativação de uma camada realimentada é dada por:

s(t) = σ (WIx(t) + WHs(t− 1) + w0) , (3.64)
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onde s(t) é o chamado estado da rede. Assim como uma rede neural feed-foward

pode aproximar qualquer função não-linear, uma rede neural recorrente pode aproxi-

mar qualquer sistema dinâmico não-linear com precisão arbitrária dado um número

suficiente de neurônios na camada recorrente [41]. Assim, a conversão por RNN se

baseia na suposição de que a trajetória da envoltória no tempo pode ser descrita

por um sistema desse tipo.

Uma rede recorrente pode ser convertida em uma rede feed-foward por um processo

chamado desdobramento. Nele a camada recorrente é expandida em uma sequência

de camadas tradicionais idênticas, como ilustrado na Figura 3.7.
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Figura 3.7: Desdobramento de uma rede recorrente.

O desdobramento exemplifica o poder computacional de uma rede recorrente

quando comparada a uma rede feed-foward : a rede equivalente possui muito mais

camadas do que é prático utilizar em uma rede feed-foward, o que aumenta sua

capacidade de representação. Ao mesmo tempo, o fato de que o mesmo conjunto

de pesos é aplicado em todos os instantes de tempo impede que o treinamento da

rede se torne impraticável. O desdobramento também é a base para o algoritmo de

treinamento de RNNs, chamado de backpropagation through time [42].

Sendo um conjunto de treinamento contendo N pares de sequências alinhadas

(X(n),Y(n)), onde X(n) =
[
x
(n)
0 , · · · ,x(n)

Tn

]
e Y(n) =

[
y
(n)
0 , · · · ,y(n)

Tn

]
, o erro de

predição é dado por:

ε =
1

2

N∑
n=1

ε(n) =
1

2

N∑
n=1

Tn∑
t=1

ε
(n)
t =

1

2

N∑
n=1

Tn∑
t=1

(y
(n)
t −F(x

(n)
t ))2. (3.65)

Considerando uma rede como a da Figura 3.6, com uma camada recorrente e uma

de sáıda, o treinamento envolve calcular as derivadas:
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(n)
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∂w
(r)
ij

,
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(n)
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∂w
(i)
ij

,
∂ε

(n)
t

∂w
(o)
ij

, (3.66)

onde w
(r)
ij , w

(i)
ij e w

(o)
ij são, respectivamente, pesos recorrentes, de entrada e de sáıda.

Para a camada de sáıda, o cálculo é similar ao caso feed-foward e se dá por uma

versão da equação (3.58)

∂ε
(n)
t

∂w
(o)
ij

= si(t)(zj(t)− yj(t)), (3.67)

onde:

zj(t) =
∑
k

w
(o)
kj sk(t) (3.68)

é a sáıda da rede.

Para as derivadas da camada recorrente, é utilizado o desdobramento. Ao se

transformar a rede recorrente em uma rede feed-foward, pode-se utilizar versões da

equação (3.59):

∂ε
(n)
t

∂w
(i)
ij

(τ − 1) = xi(τ − 1)σ′(aj(τ − 1))
∑
k

w
(o)
jk

∂ε
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∂zk
, se τ = t (3.69)
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(r)
ij

(τ − 1) = si(τ − 1)σ′(aj(τ − 1))
∑
k

w
(r)
jk

∂ε
(n)
t

∂ak(τ)
, se τ < t, (3.72)

onde o ı́ndice τ denota qual instante de tempo essa camada representa e

aj(τ) =
∑
i

wijxi(τ) +
∑
k

wkjsk(τ − 1); (3.73)

as derivadas auxiliares são calculadas também de maneira similar ao caso feed-

foward :
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∂ε
(n)
t

∂zk
= zk(t)− yk(t). (3.75)

Essas relações são usadas para calcular as derivadas de um número arbitrário L de

instantes no passado. Para manter a restrição de que os pesos são constantes para

todos os instantes de tempo, as derivadas de cada instante devem ser acumuladas:

∂ε
(n)
t

∂w
(r)
ij

=
t−L∑
τ=t

∂ε
(n)
t

∂w
(r)
ij

(τ), (3.76)

∂ε
(n)
t

∂w
(i)
ij

=
t−L∑
τ=t

∂ε
(n)
t

∂w
(i)
ij

(τ). (3.77)

Essas derivadas são calculadas para cada instante t de cada sequência n. A atu-

alização dos pesos pode ser feita para cada instante ou as derivadas podem ser

acumuladas por um número de instantes, com a atualização ocorrendo apenas no

fim. Em geral, a atualização a cada instante produz resultados melhores, pois resulta

em um caminho mais fino na otimização. Entretanto, ele também é mais custoso

computacionalmente, pois os estados calculados não podem ser aproveitados. O

processo é repetido então até que uma condição de parada seja atingida.
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Caṕıtulo 4

Considerações sobre

Implementação

Os caṕıtulos anteriores mostraram como representar o sinal da fala em um domı́nio

em que a conversão de falante possa ser realizada e como realizar a conversão em si.

Esse caṕıtulo agora mostra como um sistema de conversão pode ser implementado

na prática e apresenta diversos detalhes necessários para que as vozes convertidas

possam ser de fato ouvidas. O sistema é dividido em duas partes: treinamento,

apresentado na Seção 4.1, e conversão, apresentada na Seção 4.2. As respectivas

subseções detalham alguns elementos que compõem o sistema. Finalmente, a Seção

4.3 apresenta detalhes sobre linguagens de programação e bibliotecas utilizadas.

4.1 Arquitetura do Treinamento

da Envoltória
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da Envoltória
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Alvo

Figura 4.1: Arquitetura do sistema de treinamento.
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A Figura 4.1 mostra o diagrama de blocos do processo de treinamento. O treina-

mento usa uma base de dados contendo um conjunto de frases faladas por ambos os

falantes. Esses sinais possuem taxa de amostragem de 16 kHz, pois a maior parte

da informação da fala está na faixa abaixo de 8 kHz. Os sinais são segmentados

em janelas de 25 ms com 50% de sobreposição por uma janela de Hamming. Des-

ses sinais são extráıdos os coeficientes de predição linear de cada quadro, e desses

coeficientes são obtidos os mel-cepstra, pelas equações (2.42), (2.43) e (2.44), como

descrito no Caṕıtulo 2.

A escolha da ordem da predição linear depende da frequência de amostragem.

Uma regra prática é que a ordem da predição deve estar em torno de 4 + fs/1000,

onde fs e a frequência de amostragem em Hz [9]. Para uma frequência de 16 kHz,

valores habituais estão entre 18 e 22, e nesse trabalho foi utilizada uma ordem de

20. A ordem do mel-cepstrum está relacionada à ordem da predição linear. Pelas

equações (2.42), (2.43) e (2.44), a ordem do mel-cepstrum deve ser pelo menos a

ordem da predição linear, e na prática deve ser maior. Valores maiores produzem

menos distorções no espectro, mas valores muito altos podem introduzir informações

desnecessárias para a identificação e conversão. A ordem utilizada neste trabalho

foi 30.

Os sinais são alinhados temporalmente para garantir que os quadros correspondam

aos mesmos trechos de fala, e os trechos não-vozeados são removidos. A razão

desse descarte é que trechos vozeados são mais importantes para a identificação, e

trechos não-vozeados possuem envoltórias menos bem definidas [2]. Possuindo-se as

envoltórias alinhadas, a função de conversão correspondente ao método utilizado é

treinada de acordo com os algoritmos apresentados no Caṕıtulo 3.

Com as envoltórias, também é realizada a filtragem inversa do sinal, obtendo

quadros do sinal de excitação. Esses quadros são analisados, obtendo-se um modelo

de excitação e as estat́ısticas da frequência fundamental, especificamente a média e

variância do logaritmo da frequência.

As subseções seguintes detalham o funcionamento de algumas dessas etapas. A

Subseção 4.1.1 apresenta a base de dados utilizada, a Subseção 4.1.2 mostra o al-

goritmo de alinhamento, a Subseção 4.1.3 mostra como são extráıdos alguns dos

parâmetros do sinal de excitação e a Subseção 4.1.4 mostra como obter o modelo de

excitação do falante.

36



4.1.1 Base de Dados

A base de dados consiste em duzentas frases divididas em vinte conjuntos de dez

frases cada. Cada uma das frases é pronunciada por quatro falantes, duas mulheres

e dois homens, e são pronunciadas com prosódia neutra, ou seja, sem adicionar

caracteŕısticas adicionais, como emoção ou ênfase. Cada um dos conjuntos teve

suas frases escolhidas de forma que eles fossem foneticamente balanceados, ou seja,

a distribuição dos fonemas é similar à distribuição no sotaque escolhido, no caso

Português do Rio de Janeiro. Essa escolha é detalhada em [43], e garante que todos

os fonemas sejam representados no treinamento, mas ao mesmo tempo dando um

peso maior aos fonemas mais comuns.

Cada frase possui em torno de um segundo de duração. Elas foram originalmente

gravadas em estúdio com taxa de amostragem de 48 kHz, reduzida para 16 kHz para

uso neste projeto.

4.1.2 Alinhamento

Para que a conversão não altere o conteúdo, deve haver uma correspondência entre

as envoltórias do falante fonte e do falante alvo, de forma que cada par usado no

treinamento represente o mesmo trecho da fala. Caso isso não ocorra, a conversão

pode perder qualidade ou, em casos extremos, transformar um fonema em outro,

alterando o que é falado.

Existem diversas formas de garantir essa correspondência. Um jeito tradicional é

possuir uma base anotada, ou seja, em que cada sinal de fala possui dados extras que

informam o que está sendo dito em cada instante de tempo. Uma base desse tipo

não é trivial de ser produzida, e introduz restrições adicionais ao uso do sistema, já

que para adicionar um novo falante é necessária a anotação dos sinais de fala.

Nesse trabalho, o alinhamento se dá utilizando o algoritmo dynamic time warping

(DTW). Esse algoritmo calcula distorções temporais de forma a minimizar o erro

quadrático

ε =
T∑
t′=0

‖yt′ − xt′‖2 , (4.1)

onde t′ representa o tempo modificado. Essas distorções se dão pela repetição ou

pelo descarte dos vetores quando o algoritmo julgar que as sequências ocorrem em

velocidades diferentes. O algoritmo 4.1 detalha como o DTW calcula o erro entre as

sequências alinhadas. Para que seja feito o alinhamento em si, basta que se guardem
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as escolhas entre D(i− 1, j − 1), D(i− 1, j) e D(i, j − 1). Essas escolhas descrevem

as distorções ótimas que levam ao alinhamento.

Algoritmo 4.1 Dynamic Time Warping

Entrada: X e Y , as sequências de cepstra dos sinais
Sáıda: dist, a distância entre as duas sequências
N ← comprimento de X
M ← comprimento de Y
para i ← 0 até N faça

D(i, 0)←∞
para j ← 0 até M faça

D(0, j)←∞
D(0, 0)← 0
para i ← 1 até N faça

para j ← 1 até M faça
d(i, j)← ||X(i)− Y (j)||

para i ← 1 até N faça
para j ← 1 até M faça

D(i, j)←Minimo(D(i− 1, j − 1), D(i− 1, j), D(i, j − 1)) + d(i, j)

dist← D(N,M)

O alinhamento por DTW requer que a base de dados possua um corpus paralelo,

ou seja, possua as mesmas frases sendo ditas pelos dois falantes. Essa é uma restrição

menor que ter a base anotada, mas ainda limita as aplicações posśıveis. Existem

métodos na literatura que possuem requisitos menores. Por exemplo, Erro et al.

[44] introduziu um algoritmo que iterativamente associa vetores dos dois falantes.

Para isso ele treina uma conversão com a associação atual e utiliza a distância entre

o sinal alvo e o convertido para atualizar a conversão. A desvantagem dessa técnica

é o alto custo computacional, e por isso ela não foi utilizada nesse trabalho.

4.1.3 Obtenção de Parâmetros da Excitação

Instantes de Fechamento Glotal

Durante a produção de sons vozeados, as pregas vocais se abrem e fecham pe-

riodicamente, adicionando uma caracteŕıstica impulsiva ao fluxo de ar que sai dos

pulmões. O instante em que as pregas vocais se fecham é conhecido com instante

de fechamento glotal 1, e sua determinação é importante para qualquer tipo de pro-

cessamento que requeira sincronismo com o pitch, como a obtenção do modelo de

pulso da Subseção 4.1.4. Existem várias formas de se calcular esse instante [45], e

neste trabalho foi utilizada a introduzida por Drugman et al. [46].

1A glote é a parte da laringe em que se localizam as pregas vocais.
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Essa técnica se baseia no fato de que o fechamento glotal gera uma descontinuidade

no fluxo de ar. Essa descontinuidade afeta todo o espectro, inclusive a frequência

zero. Assim, o método consiste em filtrar o sinal por um filtro passa-baixas bem

seletivo, e utilizar esse sinal filtrado, chamado de sinal de média, para limitar a área

de busca. O instantes de fechamento glotal é dado, então, pelo máximo do reśıduo

de predição linear entre um mı́nimo e o próximo zero do sinal de média.

Frequência Fundamental

A obtenção da frequência fundamental é um dos problemas mais importantes e

bem estudados do processamento da fala. Por isso, existem inúmeras propostas de

algoritmos na literatura [47]. Por não ser o foco do trabalho, foi escolhida uma

técnica relativamente tradicional, baseada na função de diferença média de magni-

tudes (averange magnitude diference function, AMDF). Ela é definida por:

AMDF(τ) =
T∑
t=0

|sw(t)− sw(t− τ)| , (4.2)

onde sw(t) é um trecho janelado do sinal. Essa função é uma medida da similaridade

entre o sinal e uma versão atrasada dele mesmo, sendo menor quanto maior for a

similaridade. Para sinais aproximadamente periódicos, essa similaridade é máxima

no peŕıodo correspondente à frequência fundamental. Assim, o mı́nimo da AMDF

corresponde ao peŕıodo fundamental do sinal.

Um erro comum no cálculo da frequência fundamental é o erro de oitava, quando

o algoritmo acha uma frequência que é a metade ou o dobro da frequência real.

Para diminuir esse problema, foi utilizada a distância média entre os instantes de

fechamento glotal como estimativa inicial do peŕıodo.

Separação entre Trechos Vozeados e Não-Vozeados

Assim como a obtenção da frequência fundamental, a decisão sobre se um trecho

de voz é vozeado ou não é um problema importante e bem estudado do processa-

mento da voz, com diversas técnicas desenvolvidas para realizar essa decisão [48].

Esse trabalho utiliza a taxa de cruzamento por zero e a energia como medidas para

determinar se o trecho é vozeado, duas medidas tradicionais, e um trecho é conside-

rado vozeado se ele for vozeado por ambos os critérios. A taxa de cruzamento por

zero é definida como:

ZC =
1

2

T∑
t=0

|sign(sw(t))− sign(sw(t+ 1))| , (4.3)
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onde:

sign(x) =

1 se x ≥ 0

−1 se x < 0.
(4.4)

Por sua caracteŕıstica ruidosa, trechos não vozeados tendem a possuir uma taxa de

cruzamento por zero alta. Sinais periódicos com caracteŕısticas espectrais t́ıpicas

de sinais de fala, por outro lado, geralmente só cruzam o zero algumas vezes por

peŕıodo. Trechos vozeados possuem, portanto, taxas de cruzamento por zero baixas.

Assim, fica claro como essa medida pode ser usada para classificar um trecho como

vozeado ou não: se o trecho possuir uma taxa de cruzamento por zero maior que

um certo limiar, ele é não-vozeado; caso contrário, ele é vozeado.

A energia de um trecho é dada por:

E =
T∑
t=0

(sw(t))2. (4.5)

Trechos de fala vozeados tendem a possuir energia maior do que trechos não vo-

zeados, e portanto a energia pode ser usada para discriminar trechos vozeados de

forma similar à taxa de cruzamento por zeros. É importante notar que trechos com

energia baixa podem também ser trechos de silêncio. Como trechos não-vozeados

não são utilizados na conversão, a discriminação entre os dois não é importante para

essa aplicação, e os trechos de silêncio podem ser tratados como não-vozeados.

4.1.4 Modelagem da Excitação

Ao se utilizar o modelo fonte-filtro para a produção da voz, cada trecho de sinal é

separado em um filtro de envoltória e um sinal de excitação. Os caṕıtulos anteriores

trabalharam principalmente sobre o filtro de envoltória, mas a excitação também

é importante, já que sua escolha é diretamente proporcional à qualidade no sinal

sintetizado.

Uma escolha natural é usar a própria excitação obtida por filtragem do sinal

pelo inverso do seu filtro de envoltória. De fato, o uso dessa excitação produz

sinais com boa naturalidade, mas ela não é boa para a conversão da fala. O sinal

de excitação obtido dessa forma carrega informações sobre o pitch, e caracteŕısticas

relacionadas ao pitch, como sua média e sua variância, também são importantes para

a identificação de falante. Por isso, um sinal convertido utilizando essa excitação é

mais próximo perceptivamente do falante fonte do que seria desejado.

40



Em aplicações onde a excitação original não está dispońıvel, o modelo fonte-filtro

utiliza, tradicionalmente, um sinal de excitação paramétrico dado por:

e(x) =


∑

k δ(t− kτ) se vozeado

n(t) se não-vozeado,
(4.6)

onde δ(t) é o impulso unitário, τ é o peŕıodo e n(t) é rúıdo branco gaussiano. Essa

definição parte diretamente da concepção do modelo, explicado na Seção 2.1. Esse

modelo permite controlar livremente informações como pitch e energia, o que é útil

para a conversão, mas usar essa excitação na prática, entretanto, gera sinais de

voz com uma série de distorções e artefatos, e que são comumente descritos como

“robóticos”.

Isso se dá porque as técnicas de extração de envoltória não conseguem extrair

completamente toda a informação contida no sinal. A extração da envoltória de um

trecho de um sinal gera um reśıduo com um espectro aproximadamente plano, o

que bastaria se o sinal fosse perfeitamente periódico ou perfeitamente ruidoso. Si-

nais reais, entretanto possuem ambas as componentes, e suas contribuições relativas

variam com a frequência: em frequências baixas, domina a componente periódica,

enquanto nas frequências altas domina a componente ruidosa.

Pitch Synchronous Overlap and Add

O algoritmo pitch synchronous overlap and add (PSOLA) é uma técnica de mo-

dificação de sinais semi-periódicos que permite alterar a frequência e a duração de

um sinal de forma independente. Esse algoritmo é muito usado para alteração de

pitch e duração de sinais de fala [49][48].

No contexto de conversão de falante, o PSOLA pode ser utilizado para alterar

as estat́ısticas de pitch da excitação obtida do falante fonte, para que elas sejam

similares às do falante alvo; essa excitação modificada pode ser então utilizada,

então, para sintetizar a voz convertida. Como essas estat́ısticas, principalmente o

pitch médio, são importantes para a identificação de falante, um sinal sintetizado

por essa excitação é perceptivelmente mais próximo do falante alvo do que um sinal

sintetizado utilizando a excitação natural. Ao mesmo tempo, como essa excitação é

obtida diretamente do sinal, o sinal sintetizado possui maior naturalidade do que se

fosse utilizado o sinal paramétrico simples da equação (4.6)

O PSOLA divide o sinal em segmentos contendo um peŕıodo do sinal original,

como ilustrado na Figura 4.2. Esses segmentos são então movidos temporalmente,
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duplicados e removidos para se obter o número de ciclos por intervalo de tempo

correspondentes ao pitch desejado.
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Figura 4.2: Divisão do residuo em segmentos no PSOLA.

A decomposição do sinal em segmentos pode ser descrita por:

sm(n) = h(n)s(n− pm), (4.7)

onde h(n) é uma função de janelamento e pm é a marca de pitch correspondente

ao m-ésimo segmento. Para que o PSOLA obtenha bons resultados, essas marcas

do pitch devem ser determinadas de forma que suas posições sejam consistentes,

ou seja, possuam a mesma posição dentro de um peŕıodo. Para garantir esse fato,

uma escolha comum de marca de pitch são os instantes de fechamento glotal, cuja

obtenção foi explicada na Subseção 4.1.3.

O sinal modificado é obtido então somando-se os segmentos transladados para

novas posições no tempo:

s′(n) =
∑
m′

sm′(n− pm′), (4.8)

onde o ı́ndice m′ indica qual não há necessariamente correspondência um para um

entre os segmentos obtidos e os utilizados na śıntese. Se o resultado esperado for um

aumento de pitch, o sinal resultante deve possuir mais peŕıodos que o sinal original,

e, necessariamente, alguns segmentos devem ser repetidos. De forma similar, se o

sinal resultante possuir um pitch menor, alguns segmentos devem ser descartados.
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Modelo Paramétrico

A excitação do falante fonte modificada pelo TD-PSOLA ainda carrega carac-

teŕısticas desse falante. Se essas caracteŕısticas forem distintas o bastante do falante

alvo, utilizar essa excitação na śıntese pode resultar em sinais que ainda são percep-

tivamente similares ao falante fonte.

Uma solução posśıvel é a utilização de um modelo paramétrico treinado sobre ex-

citações do falante alvo. Existem diversos modelos desse tipo. Um deles, com origem

no estudo da śıntese de fala, é utilizar um banco de filtros em que a potência relativa

entre sinal e rúıdo é determinada para cada faixa [50][51]. Ela gera bons resultados,

mas utilizá-la na conversão envolve a modelagem adicional dessas potências relati-

vas. Outra técnica de śıntese, introduzida por Drugman et al. [52], já resulta em um

modelo que pode ser utilizado diretamente na conversão. Ela é que será utilizada

neste trabalho.

Nesta técnica, cada quadro da excitação é dado por:

ew(t) =


∑

k p(t− kτ − t0) + (hn ∗ n)(t) se vozeado

n(t) se não-vozeado,
(4.9)

onde p(t) e hn(t) são, respectivamente, um pulso e um filtro, ambos obtidos pre-

viamente, e t0 é um valor de tempo que garante a coerência entre quadros que se

sobrepõem.

O pulso é treinado sobre um conjunto de quadros, sincronizados pelo pitch, da

excitação obtida por filtragem inversa com o filtro de envoltória. Para cada instante

de fechamento glotal tg, é obtida uma amostra de pulso do sinal de excitação através

de um janelamento:

ptg(t) = e(t+ tg)wτ (t), (4.10)

onde wτ (t) é uma função janela de comprimento 2τ + 1, de forma que as bordas da

janela se localizem aproximadamente nos instantes de fechamento glotal anterior e

próximo. Essas janelas são então normalizadas em comprimento (através de uma

reamostragem) e em energia, e é realizada uma análise de componentes principais

(principal component analysis, PCA) desse conjunto de pulsos.

A PCA é uma transformação ortogonal aplicada sobre um conjunto de vetores de

forma que suas dimensões sejam descorrelacionadas. Os eixos desse novo sistema são

chamados componentes principais. Essas componentes podem ser ordenadas pelos
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seus autovalores correspondentes, que estão relacionados à variância dos dados na

direção dessa componente. Uma consequência disso é que as primeiras componentes

principais por essa ordenação concentram a maior parte da informação contida no

conjunto de vetores, e portanto descartar as componentes com autovalores menores

é uma maneira eficiente de reduzir a dimensionalidade de um conjunto.

Nesse trabalho, um conjunto de pulsos e um conjunto de componentes principais

é obtido para cada falante. Para simplificar o modelo, o pulso p(t) é representado

apenas pela primeira componente principal. A Figura 4.3 mostra um exemplo de

um pulso natural e o compara com a primeira componente principal.

−0,2

0

0,2

0,4

0,6

Tempo

A
m

p
li
tu

d
e

−0,2

0

0,2

0,4

0,6

Tempo

A
m

p
li
tu

d
e

Figura 4.3: Exemplo de pulso natural (cima) e pulso treinado (baixo).

O conjunto de treinamento do filtro hn(t) que modula o rúıdo é obtido de maneira

similar. O sinal também é janelado em torno dos instantes de fechamento glotal,

e em seguida os quadros são normalizados em energia e passam por uma filtragem

passa-altas. Essa filtragem busca eliminar a componente periódica, e deve possuir

frequência de corte igual à frequência em que a componente ruidosa passa a pre-

dominar. Em geral essa frequência varia, mas 4 kHz pode ser usada como uma

aproximação razoável [52].

Para a obtenção do filtro, é obtida a média da magnitude dos espectros dos quadros

do conjunto. A transformada inversa dessa média é janelada, e o resultado é utilizado

como coeficientes do filtro de resposta ao impulso finita.
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Nesse trabalho, tanto o pulso quanto o filtro são considerados fixos para um

falante, pois considerá-los variáveis envolve a modelagem adicional de como as va-

riações do falante fonte se relacionam com variações do falante alvo.

4.2 Arquitetura da Conversão

Transformação
da Envoltória

Função de
Conversão

Extração
da Envoltória

Sinal
de Fala

Sinal
Convertido

Transformação
do Pitch

Geração da
Excitação

Śıntese

Figura 4.4: Arquitetura do sistema de conversão.

A Figura 4.4 mostra o diagrama de blocos da conversão. Assim como no treina-

mento, o sinal é janelado e são extráıdas a envoltória e a frequência fundamental

de cada quadro. As envoltórias que correspondem a quadros vozeados são modifi-

cadas utilizando-se as transformações aprendidas no treinamento, e as frequências

fundamentais do falante fonte são transformadas pela relação [5]:

F(f0) = exp

(
µt +

σt
σs

(log(f0)− µs)
)
, (4.11)

onde µs e µt são as médias do logaritmo das frequências dos falantes fonte e alvo,

respectivamente, e σs e σt são suas variâncias. Essa transformação se dá no lo-

garitmo da frequência, pois a audição humana percebe frequências em uma escala

aproximadamente logaŕıtmica.

Obtidas as frequências convertidas, os novos tempos de fechamento glotal são

gerados. Para isso, considerando-se a frequência angular ωi da i-ésima janela, é

realizada uma interpolação linear para se obter a frequência instantânea:

ω(t) = at+ ωi, ti ≤ t ≤ ti+1, (4.12)

onde:

a =
ωi+1 − ωi
ti+1 − ti

, (4.13)

45



e ti o tempo central da i-ésima janela. Essa interpolação é feita para aumentar a

naturalidade da voz. A fase instantânea pode ser obtida integrando-se a frequência

instantânea:

θ(t) =

∫ t

ti

ω(t′)dt′ =
1

2
at2 + ωit+ θ0, ti ≤ t ≤ ti+1, (4.14)

onde θ0 é obtido no trecho anterior de forma que a função seja continua. Os instantes

de fechamento glotal são, então, os instantes em que um ciclo é completo:

{tg} = {t|θ(t) mod 2π = 0}. (4.15)

Esses instantes de fechamento glotal são aproximados para que se adequem ao

tempo discreto utilizado, e são associados às suas janelas correspondentes. Para a

geração de excitação por PSOLA, esses novos instantes de fechamento glotal são

associados aos antigos, e os segmentos são somados de acordo com esses novos ins-

tantes. Para a geração de excitação utilizando o modelo paramétrico é utilizada

uma versão da equação (4.9):

e(t) =


∑

k pτ (t− tg(k)) + (hn ∗ n)(t) se vozeado

n(t) se não-vozeado,
(4.16)

onde pτ (t) é o pulso reamostrado para que tenha comprimento 2τ + 1. A excitação

tem, então, sua energia igualada à energia da excitação original do falante alvo.

Com as envoltórias transformadas e tendo-se gerado a excitação, é posśıvel realizar

a śıntese, que será explicada na Subseção 4.2.1. O sinal gerado é então “dejanelado”,

e a conversão está completa.

4.2.1 Śıntese a partir do mel-cepstrum

Realizada a conversão da envoltória, o sinal resultante pode ser obtido pela fil-

tragem de um sinal de excitação pelo filtro que descreve a envoltória. Quando a

envoltória é representada por coeficientes de predição linear, essa filtragem é sim-

ples, pois estes são os coeficientes de um filtro. Neste trabalho foi utilizado o mel-

cepstrum como domı́nio de conversão, e como a conversão de volta para os coefici-

entes de predição linear introduz erros, essa śıntese é realizada diretamente a partir

do mel-cepstrum.

Como foi visto no Caṕıtulo 2, o mel-cepstrum define um filtro pela relação:
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H(z) = exp

(
L∑
k=0

c̃kz̃
−k

)
. (4.17)

Infelizmente, esse filtro não é realizável por filtros lineares, pois estes não podem

realizar a exponenciação. Essa limitação pode ser contornada utilizando-se um filtro

que aproxime a exponencial.

Para que uma aproximação seja realizável por um filtro linear, ela deve pos-

suir um formato ou polinomial ou racional (razão de polinômios). Por exemplo,

considerando-se a expansão de Taylor da exponencial em torno de zero:

exp(x) = 1 + x+
x2

2!
+
x3

3!
+
x4

4!
+ · · · , (4.18)

pode-se definir um filtro

R(z) = 1 + z +
z2

2!
+
z3

3!
+
z4

4!
(4.19)

que aproxima o filtro H(z) = exp(z). Assim, uma solução posśıvel para a realização

do filtro de śıntese é

H(z) = expD(z) ' 1 +
N∑
n=1

Dn(z)

n!
, (4.20)

onde N é a ordem da aproximação e

D(z) =
L∑
k=0

c̃kz̃
−k. (4.21)

Uma outra aproximação para exp(x) é o aproximante de Padé de ordem N por

N em torno de zero:

exp(x) ' 1 +
∑N

n=1AN,nx
n

1 +
∑N

n=1AN,n(−x)n
, (4.22)

onde:

AN,n =
1

n!

(
N

n

)/(
2N

n

)
. (4.23)

A aproximação do filtro de śıntese fica, então:

H(z) = expD(z) ' 1 +
∑N

n=1AN,nD
n(z)

1 +
∑N

n=1AN,n(−D)n(z)
. (4.24)

Essa aproximação é equivalente a uma série de Taylor de ordem 2N . Como cada
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potência na aproximação representa uma nova instância de D(z) em cascata, essa

realização é mais eficiente.

O filtro da equação (4.24) é chamado filtro de aproximação mel-log-espectral (mel

log spectral aproximation, MLSA) [53][54]. A Figura 4.5 mostra o diagrama desse

filtro.

D(z) D(z) D(z) D(z)
− −

A4,1 A4,2 A4,3 A4,4

x(n)

y(n)

Figura 4.5: Diagrama do filtro MLSA de ordem 4.

Se o filtro D(z) for realizado da maneira direta, utilizando o filtro passa-tudo

z̃−1 = Φ(z) =
z−1 − α
1− αz−1 , (4.25)

então o filtro MLSA possui um laço sem atraso, o que não é realizável. Para soluci-

onar esse problema, o filtro D(z) deve ser modificado de forma a remover o caminho

livre de atraso. Para isso primeiramente o filtro é separado:

D(z) = K + D̄(z), (4.26)

onde:

K =
L∑
k=0

c̃k(−α)−k,

D̄(z) =
L∑
k=0

c̄kz̃
−k. (4.27)

A relação entre c̃k e c̄k é dada por:

c̄k =

c̃0 −
∑L

k=0 c̃k(−α)−k se k = 0

c̃k se k > 0.
(4.28)

O fator K representa o ganho do caminho sem atraso do filtro D(z), e D̄(z) é o

filtro com esse ganho cancelado. Ao tomar a exponencial de D(z) temos:
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H(z) = expD(z) = expK exp D̄(z). (4.29)

O fator expK é um ganho constante, e portanto não precisa ser aproximado. Con-

sequentemente, o filtro MLSA só precisa aproximar exp D̄(z).

Se o filtro D̄(z) for representado na forma vetorial:

D̄(z) =
L∑
k=0

c̄kz̃
−k = z̃>c̄, (4.30)

então uma transformação posśıvel é:

D̄(z) = z̃>c̄

= z̃>AA−1c̄

= Φ>b

=
L∑
k=1

b̃kΦk(z), (4.31)

onde:

A =



1 α 0 · · · 0 0

0 1 α · · · 0 0

0 0 1 · · · 0 0
...

...
...

. . .
...

...

0 0 0 · · · 1 α

0 0 0 · · · 0 1


(4.32)

A−1 =



1 (−α) (−α)2 · · · (−α)L

0 1 (−α) · · · (−α)L−1

0 0 1 · · · (−α)L−2

...
...

...
. . .

...

0 0 0 · · · 1


. (4.33)

O vetor Φ é dado por:

Φ = A>z̃

=
[
1 Φ1(z) Φ2(z) · · · ΦL(z)

]
, (4.34)
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onde:

Φk(z) =
(1− α2)z−1

1− αz−1 z̃−(m−1). (4.35)

Note que para k ≥ 1, o ganho sem atraso de Φk(z) é zero.

Os coeficientes b são obtidos por

b = A−1c̄

=
[
0 b1 b2 · · · bL

]
. (4.36)

Essa operação matricial pode ser substitúıda pela relação recursiva:

bk =

c̄L se k = L

c̄k − αbk+1 se 0 ≤ k < L.
(4.37)

O primeiro elemento de b é zero, pois
∑L

k=0 c̄k(−α)−k = 0. Como b0 = 0, e os Φk(z)

não possuem ganho sem atraso, D̄(z) não possui nenhum caminho sem atraso, e

portanto pode ser usado no filtro MLSA. A Figura 4.6 mostra o diagrama de blocos

dessa representação do filtro.

z−1 z−1 z−1z−1

y(n)

α α

b1 b2 b3

− −

x(n)
1− α2

α

Figura 4.6: Filtro base D̄(z).

O filtro MLSA é uma aproximação, e portanto ele introduz alguma distorção.

Essa distorção pode ser minimizada aumentando-se a ordem da aproximação, mas

pode-se também otimizar diretamente os ganhos AL,l. Os coeficientes obtidos por

[54] são apresentados na Tabela 4.1.
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l A4,l A5,l

1 4,999273× 10−1 4,999391× 10−1

2 1,067005× 10−1 1,107098× 10−1

3 1,170221× 10−2 1,369984× 10−2

4 5,656279× 10−4 9,564853× 10−4

5 — 3,041721× 10−4

Tabela 4.1: Valores otimizados para os ganhos AL,l para ordens 4 e 5.

4.3 Linguagens e Bibliotecas

A maior parte do sistema foi implementado utilizando a linguagem MATLAB, com

algumas partes sendo implementadas na linguagem Python. A implementação segue

um paradigma funcional, ou seja, o programa é dividido em funções que realizam

tarefas espećıficas. Funções padrões do MATLAB, como cálculo dos coeficientes

de predição linear, foram utilizadas quando posśıvel. A maior parte das funções,

entretanto, é de implementação própria.

Além disso algumas bibliotecas foram utilizadas. Foi utilizada a implementação

de modelo oculto de Markov do Probabilistic Modeling Toolkit (PMTK) [55], e as de

redes neurais feed-forward e recorrentes da biblioteca Keras [56]. Os códigos podem

ser obtidos contactando-se o autor em vicpc@poli.ufrj.br.
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Caṕıtulo 5

Experimentos e Resultados

Neste caṕıtulo são realizados experimentos para avaliar comparativamente o de-

sempenho dos métodos de conversão. A Seção 5.1 apresenta testes utilizando o erro

quadrático como métrica de avaliação, e a Seção 5.2 apresenta um teste que utiliza

um sistema de reconhecimento automático de falante para avaliar os métodos. Final-

mente, a Seção 5.3 apresenta comentários baseados em escutas informais, discutindo

alguns dos problemas perceptivos e algumas soluções.

5.1 Erro Quadrático

O primeiro experimento busca avaliar de forma objetiva a diferença entre a fala

convertida e a fala original do falante alvo. Para isso, a grande maioria dos artigos da

literatura utilizam alguma variação do erro quadrático entre os mel-cepstra, chamado

de distorção mel-cepstral (mel-cepstral distortion, MCD). A forma mais simples de

defini-la é:

d =

√√√√ L∑
i=1

(cc(i)− ca(i))2, (5.1)

onde cc e ca são os mel-cepstra de um quadro do sinal convertido e do sinal original do

alvo, respectivamente, e L é o comprimento do mel-cepstum. O cepstrum de ı́ndice

zero não é utilizado, pois representa apenas um ganho constante na frequência.

A MCD também é uma medida natural para o desempenho das técnicas utilizadas

nesse trabalho, já que todas elas envolvem, pelo menos parcialmente, uma otimização

do erro quadrático em seu treinamento.

Como a MCD é uma medida do erro por quadro, uma medida da distância entre

os siais convertidos e os originais pode ser obtida tomando-se a média do erro de

cada quadro. Para um conjunto de teste com N frases, cada uma com comprimento
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Tn, a forma mais simples dessa medida de distância é:

D =

∑N
n=1

∑Tn
t=1 d(n,t)∑N

n=1 Tn
. (5.2)

Para o cálculo desses erros, o sinais são alinhados entre si, e apenas os quadros

vozeados são considerados.

Embora quase todos os artigos da literatura utilizem a MCD de alguma forma, eles

frequentemente usam variações que, apesar de similares, dificultam a comparação

direta entre os resultados apresentados. Algumas vezes a definição da MCD é ligei-

ramente diferente, como por por exemplo a utilizada por Desai et al. [5] e Quiao et

al. [7]:

d =
10

log 10

√√√√2
L∑
i=1

(cc(i)− ca(i))2, (5.3)

que difere da anterior por um valor constante. Algum artigos normalizam as dis-

torções médias, como em [2], onde a MCD é normalizada pela distorção média

original entre os falantes fonte e alvo, ou em [24], em que a MCD é normalizada

pela diferença média entre os cepstra do falante alvo e o cepstrum médio do mesmo.

A forma como a média é realizada também varia: a maioria utiliza a média das

MCDs, mas Kain et al. [24] utiliza a média dos quadrados das MCDs. Algumas

dessas variações são brevemente avaliadas nesse trabalho.

No teste realizado, cada um dos métodos foi treinado, para cada par de falantes

fonte e alvo (importando a ordem), utilizando um conjunto de cem pares de frases

entre um e três segundos cada, totalizando aproximadamente quatro minutos por

falante. Para cada tipo de conversão, foram realizados diversos treinamentos, vari-

ando a complexidade do modelo, e o desempenho da conversão foi avaliado para cada

complexidade. A complexidade do modelo é representada pelo número de compo-

nentes para o GMM, pelo número de estados para o HMM, pelo número de neurônios

na camada oculta para a FFNN e pelo número de neurônios na camada recursiva

para a RNN. O conjunto de teste consiste em quarenta frases que não pertencem

ao conjunto de treinamento, e o erro é obtido utilizando diretamente as envoltórias

convertidas, antes que seja feita a śıntese. Exemplos de sinais convertidos podem ser

obtidos em www02.smt.ufrj.br/~victor.costa/examples/voice_conversion/.

O primeiro experimento busca verificar como a escolha da métricas afeta os resul-

tados. Para isso foram calculados os resultados da conversão por GMM para alguns

pares de falantes utilizando a definição mais básica da MCD e da média (equações

53

www02.smt.ufrj.br/~victor.costa/examples/voice_conversion/


(5.1) e (5.2)), a raiz quadrada da média dos quadrados das MCDs (versão modificada

de Kain et al. [24]), e a média das MCDs normalizada pela distorção original entre

fonte e alvo (Stylianou et al. [2]). A Figura 5.1 apresenta esses resultados. Como

pode ser visto, os valores espećıficos variam, mas a forma geral de cada gráfico tende

a permanecer similar. Pode-se notar também que no caso normalizado a mudança

no valor médio de cada gráfico foi mais extrema, provocando uma mudança na or-

dem relativa dos gráficos. Entretanto, essa mudança não foi suficiente para colocar

os resultados de diferentes pares de falantes em uma mesma escala, o que seria o

resultado ideal de uma normalização. Por esses motivos, no resto deste trabalho,

apenas a média tradicional foi utilizada para apresentação dos resultados.
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Figura 5.1: Comparação entre diferentes formas de definir o erro quadrático da con-
versão para alguns pares de falantes. Média das MCDs de cada quadro (esquerda),
raiz quadrada da média dos quadrados (meio) e média normalizada pela distorção
original entre fonte e alvo (direita).

O erro D se refere a um par de falantes fonte e alvo. Um problema de se usar essa

medida é que ela é bastante dependente de quão distantes os falantes eram antes da

conversão. A Figura 5.2 ilustra esse fato. Pode-se reparar que o erro varia mais com

a identidade dos falantes do que com a complexidade do modelo. É posśıvel que

exista uma normalização que coloque os erros de cada par em uma mesma escala,

mas, como visto anteriormente, as normalizações apresentadas na literatura não

possuem essa propriedade.
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Figura 5.2: Comparação entre o erro quadrático da conversão para alguns pares de
falante.

A variação do erro em relação ao falante também domina sobre a variação em

relação ao método. Assim, a comparação entre os métodos fixando-se um par

fonte/alvo faz mais sentido que a comparação entre pares diferentes. Pode-se notar

também que a relação entre complexidade e erro para cada par de falantes tende a

ser similar quando se utiliza o GMM ou o HMM, exceto por alguns pontos no se-

gundo; essa relação tende a ser menos regular quando se utiliza a FFNN ou a RNN.

Como cada ponto de cada gráfico envolve apenas um treinamento, não é posśıvel

saber quanto dessa variação se deve a falhas no treinamento, como mı́nimos locais,

e quanto dessa variação se deve a uma tendência na relação complexidade-erro desse

método.

Por essas considerações, a métrica utilizada para comparar os métodos foi a média

de D para todos os pares. Os resultados dessa comparação são apresentados na

Figura 5.3.

Em geral, o método que obteve melhor resultado foi o baseado em modelos de

misturas gaussianas. O método de conversão por rede neural recorrente obteve o pior

resultado na média, e a conversão por modelo oculto de Markov apresentou grande

variabilidade no desempenho, mas seu mı́nimo é comparável ao da técnica baseada

em GMM. A conversão baseada em redes neurais feed-foward obteve resultados

médios.
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Figura 5.3: Média do erro quadrático entre todos os falantes, para os quatro métodos.

A tendência para a relação entre complexidade e erro é similar entre os métodos.

O erro tende a ser alto para baixas complexidades, diminuir com o aumento da

complexidade até um mı́nimo, e ou se estabilizar ou voltar a crescer para complexi-

dades altas. O caso mais extremo foi a conversão por modelo oculto de Markov, que

atingiu o mı́nimo com apenas três estados. Esse é um número de estados menor do

que esperado. É posśıvel que a quantidade de frases utilizadas no treinamento não

seja suficiente para representar modelos maiores, o que resulta em estados pouco

visitados e erros numéricos no cálculo da função de conversão. Testes adicionais

devem ser realizados para comprovar essa hipótese, mas se ela for verdadeira, ela

representa uma limitação adicional em um sistema que utiliza essa técnica.

Uma observação similar pode ser feita em relação à conversão por rede neural

recorrente. É posśıvel que ela obtenha resultados melhores com uma base maior,

mas essa é uma restrição adicional à sua aplicação. Outro fato importante sobre

redes neurais é que elas são extremamente customizáveis. Nesse trabalho foi utili-

zada a forma mais básica de rede recorrente, mas existe uma grande quantidade de

variações, como tipos alternativos de recorrência [57] ou técnicas de regularização

[58]. Foram experimentadas algumas dessas técnicas durante o desenvolvimento,

mas elas não produziram melhoras significativas em testes preliminares.
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5.2 Testes com Sistema de Reconhecimento de

Falantes

O próximo experimento envolve o uso de um sistema de reconhecimento de fa-

lantes. Sistemas desse tipo utilizam informação da fala para identificar um falante.

Assim, a taxa de acerto em um sistema desse tipo pode ser usada como métrica para

avaliar um sistema de conversão.

Nesse teste foram utilizados sinais convertidos utilizando os mesmos modelos trei-

nados no experimento anterior, e os sinais foram sintetizados utilizando tanto ex-

citações obtidas utilizando pulsos paramétricos treinados a partir do falante alvo

quanto excitações obtidas a partir da modificação da excitação fonte por PSOLA.

Foi utilizada a API de reconhecimento de falante do Microsoft Cognitive Services

[59], que proporciona um sistema de reconhecimento através de mensagens HTTP.

Os métodos utilizados por esse sistema não são divulgados, mas espera-se que exista

uma grande sobreposição entre as caracteŕısticas da fala que ele usa no reconheci-

mento e as caracteŕısticas que são alteradas na conversão. A sáıda do reconhecimento

desse sistema é a identidade do falante e um grau de confiança, que pode ser “nor-

mal”ou “alto”. Por esse sistema ter sido projetado para sinais mais longos do que

os sinais da base, os testes foram realizados com pares de frases concatenadas.

O sistema de reconhecimento foi treinado para cada falante com um conjunto de

cinquenta frases, totalizando aproximadamente dois minutos por falante. O primeiro

teste realizado nesse sistema foi um teste de sanidade, para checar o funcionamento

do sistema em sinais não convertidos. Foram realizados três testes: reconhecimento

de sinais não modificados e de sinais que passaram pelo processo de extração de

parâmetros e śıntese utilizando os dois tipos de excitação, mas não conversão. Os

resultados desse teste são apresentados na Tabela 5.1.

Taxa de Acerto (%)
Qualquer Confiança Confiança Alta
m1 m2 h1 h2 m1 m2 h1 h2

Sinal original 100 100 95 100 100 100 95 100
Pulso paramétrico 100 90 85 100 100 40 70 100
PSOLA 100 100 95 100 100 100 95 100

Tabela 5.1: Taxa de acerto dos sinais originais e de sinais que passaram pela extração
de parâmetros e śıntese.

Como esperado, os sinais originais possúıram taxas de acerto altas e, em termos

de taxa de acerto, o sinal sintetizado manteve o desempenho do sinal original. En-
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tretanto, houve uma perda quando só se consideram acertos com alta confiança na

śıntese utilizando o pulso paramétrico. Isso indica que, pelo menos para os falantes

m2 e h1, houve perda significativa de qualidade na śıntese por esse método.

Em seguida o teste de reconhecimento foi aplicado aos sinais convertidos. Para

cada técnica, foram testados três ńıveis de complexidade. Para cada ńıvel, cada

combinação de falante fonte e alvo e cada tipo de excitação, foram testadas quarenta

frases convertidas. Os resultados se encontram nas Tabelas 5.2, 5.3, 5.4 e 5.5.

Comparando a taxa de acerto total, os dois métodos de śıntese obtiveram resulta-

dos similares, com o PSOLA tendo uma taxa de acerto em geral um pouco menor.

Entretanto, a variação é muito maior quando se compara as taxas de acerto para

apenas um par de falantes, com alguns pares tendo resultados muito maiores em um

método quando comparado ao outro. Esses ganhos também são aproximadamente

consistentes entre os métodos de conversão, indicando que o método de śıntese é a

principal causa dessa diferença.

A śıntese por pulso paramétrico consistentemente obteve melhores resultados que

a por PSOLA quando o falante fonte é uma mulher e o falante alvo é um homem.

Isso pode ser explicado por uma maior mudança de pitch, e o fato de a excitação

conter informações que são dependentes de gênero.

Os casos opostos, em que a conversão é de um homem para uma mulher, não se

comportaram da mesma maneira. A conversão de h1 para m1 teve um desempenho

similar, as conversões cujo alvo é a falante m2 obtiveram resultados muito melhores

com o PSOLA e a conversão de h2 para m1 obteve melhores resultados com o pulso.

Isso sugere que a informação extra não convertida está na excitação de falantes do

sexo feminino.

O maior ganho do PSOLA foi nas conversões de h1 para m2 e de h2 para m2,

enquanto que a maior perda que não envolve falantes de diferentes gêneros foi na

conversão de h2 para h1. Essas diferenças provavelmente se dão por caracteŕısticas

dos falantes, por exemplo, caracteŕısticas da falante m2 que o modelo não captura

ou caracteŕısticas do falante h2 que prejudiquem a qualidade do PSOLA.

Uma outra diferença notável entre a śıntese por pulso paramétrico e por PSOLA

é que o segundo possui, em quase todos os casos, uma taxa de acertos com confiança

alta muito mais próxima da de acerto com confiança normal. Os sinais sintetizados

por PSOLA possuem uma maior naturalidade, e isso pode afetar a identificação,
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fazendo com que o algoritmo tenha maior certeza quando o falante identificado é o

correto, mas sem evitar uma identificação errada.

Comparando os desempenhos de cada método, o modelo de misturas gaussianas

novamente obteve o melhor resultado, tanto no quesito de acertos quanto no de

acertos com alta confiança. A conversão por redes neurais, que possui um erro

quadrático de ńıvel médio, obteve resultados piores nesse teste, com algumas das

taxas de acerto mais baixas. A relação entre a qualidade da conversão por modelo

oculto de Markov e o número de estados também foi diferente da prevista pelo erro

quadrático. Essas relações tendem a ser as mesmas independentemente da excitação

utilizada.

Em geral, os resultados dos testes de reconhecimento de falante não possuem

correlação forte com o erro quadrático. Existem diversas razões pelas quais isso pode

ocorrer. Como, se os falantes fonte e alvo forem fixados, a única mudança é o método

pela qual a conversão de envoltória é realizada, é de se esperar que o teste realmente

avalie esses métodos. O erro quadrático é uma medida simples de qualidade, e

pode ser que o método utilizado pelo sistema de reconhecimento utilize medidas

mais complexas, que levem em conta caracteŕısticas da audição humana. Por outro

lado, é posśıvel que o método utilizado pelo reconhecimento possua algum viés que

não corresponda a algo perceptivo, o que seria uma artificialidade do método. Para

obter mais informação sobre o desempenho do sistema de conversão, testes auditivos

formais estão sendo planejados.

5.3 Comentários sobre os sinais

Essa seção apresenta comentários sobre os sinais convertidos, feitos com base em

escutas informais. Os sinais podem ser ouvidos em www02.smt.ufrj.br/~victor.

costa/examples/voice_conversion/.

A primeira observação a ser feita é que os sinais convertidos por diferentes métodos

são bastante parecidos. As diferenças, quando percept́ıveis, são bastante sutis. Uma

razão provável para isso é que a qualidade da śıntese não é suficiente para que os

métodos sejam devidamente comparados.

Os métodos de śıntese se comportam de maneira coerente com o que foi visto

nos experimentos. O PSOLA possui maior naturalidade, e suas boas conversões

são as que chegam mais próximas do ideal, como pode ser visto no Exemplo 1 da

página. Por outro lado, alguns sinais gerados com PSOLA estão bastante distantes
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Taxa de Acerto (%) — GMM
Qualquer Confiança Confiança Alta

Número de Componentes Gaussianas
Falantes 20 50 80 20 50 80

m1→ m2
Paramétrico 40 35 50 10 5 0

PSOLA 40 35 35 40 35 35

m1→ h1
Paramétrico 85 85 85 30 60 70

PSOLA 45 65 55 45 60 50

m1→ h2
Paramétrico 70 80 65 55 55 55

PSOLA 30 25 35 30 25 35

m2→ m1
Paramétrico 20 40 25 15 20 15

PSOLA 10 15 15 10 15 15

m2→ h1
Paramétrico 20 10 10 0 0 5

PSOLA 10 35 20 5 15 5

m2→ h2
Paramétrico 30 45 50 30 40 50

PSOLA 5 5 5 5 5 5

h1→ m1
Paramétrico 100 95 95 90 85 90

PSOLA 95 95 100 90 95 95

h1→ m2
Paramétrico 5 5 0 0 0 0

PSOLA 80 80 80 65 65 70

h1→ h2
Paramétrico 100 100 90 85 85 90

PSOLA 100 95 95 100 95 95

h2→ m1
Paramétrico 70 90 100 65 85 95

PSOLA 55 55 55 55 55 55

h2→ m2
Paramétrico 25 25 30 0 0 0

PSOLA 70 65 60 70 65 60

h2→ h1
Paramétrico 70 70 70 60 70 70

PSOLA 15 20 25 15 20 25

Total
Paramétrico 52,92 56,67 55,83 36,67 42,08 45,00

PSOLA 46,25 49,17 48,33 44,17 45,83 45,42

Tabela 5.2: Taxa de acerto do reconhecimento para Modelo de Misturas Gaussianas.

do falante alvo, principalmente quando é uma conversão de uma mulher em um

homem, como no Exemplo 2. A śıntese por pulso paramétrico produz resultados

regulares e de qualidade mais homogênea. Os sinais não possuem qualidade tão

boa, mas suas identidades percebidas tendem a ser mais próximas da do falante

alvo, mesmo quando a conversão não é tão boa. Uma solução ideal é uma excitação

que combine os melhores aspectos dos dois métodos, que possivelmente pode ser

obtida a partir de uma modelagem paramétrica mais complexa, por exemplo.

Existem também outros problemas de menor porte. Por exemplo, em sinais como

o Exemplo 3 ou Exemplo 4 pode-se perceber que alguns quadros que deveriam ser

marcados como vozeados foram marcados como não-vozeados. Esse tipo de erro é

muito mais aparente quando se utiliza o PSOLA, pois significa que nesse quadro
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Taxa de Acerto (%) — HMM
Qualquer Confiança Confiança Alta

Número de Estados
Falantes 3 5 13 3 5 13

m1→ m2
Paramétrico 55 50 55 5 10 0

PSOLA 45 35 44 45 35 44

m1→ h1
Paramétrico 85 90 100 50 55 45

PSOLA 40 45 45 35 40 40

m1→ h2
Paramétrico 70 85 75 45 70 65

PSOLA 20 30 45 20 30 40

m2→ m1
Paramétrico 10 5 5 0 0 0

PSOLA 10 5 0 10 5 0

m2→ h1
Paramétrico 15 5 15 0 0 5

PSOLA 5 5 0 5 5 0

m2→ h2
Paramétrico 30 40 10 30 40 10

PSOLA 5 5 5 5 5 5

h1→ m1
Paramétrico 80 85 95 60 60 65

PSOLA 85 95 90 85 95 90

h1→ m2
Paramétrico 0 5 10 0 0 0

PSOLA 75 70 80 60 35 50

h1→ h2
Paramétrico 100 100 100 70 90 85

PSOLA 95 95 95 95 95 95

h2→ m1
Paramétrico 60 95 85 35 90 85

PSOLA 40 55 55 40 55 55

h2→ m2
Paramétrico 25 30 30 0 0 0

PSOLA 55 60 55 55 60 55

h2→ h1
Paramétrico 70 70 65 55 70 65

PSOLA 15 20 20 15 20 20

Total
Paramétrico 50,00 55,00 53,75 29,17 40,42 35,42

PSOLA 40,83 43,33 44,73 39,17 40,00 41,35

Tabela 5.3: Taxa de acerto do reconhecimento para Modelo Oculto de Markov.

tanto o filtro quanto a excitação são idênticos aos do falante fonte. A consequência

é que a identidade do falante momentaneamente se torna a do falante fonte.

Os sinais sintetizados por ambos os métodos também apresentam defeitos que

possivelmente podem ser resolvidos sem que se mude completamente o método.

Sinais sintetizados com o PSOLA apresentam uma “rouquidão”, que provavelmente

é causada por erros nas marcas de pitch, ou nos instantes de fechamento glotal

obtidos do sinal ou nas geradas para a śıntese. Alguns sinais convertidos sintetizados

por pulso paramétrico possuem potência mais alta ou baixa do que seria esperado.

Esse erro ocorre principalmente com conversões que envolvem a falante m2, como

pode ser visto no Exemplo 5 da página. Uma solução posśıvel é incluir o ganho do

filtro de śıntese nos parâmetros da conversão.
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Taxa de Acerto (%) — FFNN
Qualquer Confiança Confiança Alta
Número de Neurônios na Camada Oculta

Falantes 20 50 80 20 50 80

m1→ m2
Paramétrico 30 45 40 5 0 0

PSOLA 40 45 40 40 45 40

m1→ h1
Paramétrico 80 75 75 35 35 50

PSOLA 45 45 45 35 30 40

m1→ h2
Paramétrico 55 60 60 40 40 30

PSOLA 15 15 15 15 15 15

m2→ m1
Paramétrico 5 0 0 5 0 0

PSOLA 0 0 0 0 0 0

m2→ h1
Paramétrico 5 0 5 0 0 0

PSOLA 10 11 10 5 5 5

m2→ h2
Paramétrico 10 10 20 10 10 20

PSOLA 0 0 0 0 0 0

h1→ m1
Paramétrico 60 55 55 35 35 30

PSOLA 70 70 70 70 65 60

h1→ m2
Paramétrico 10 0 10 0 0 0

PSOLA 85 80 80 70 55 55

h1→ h2
Paramétrico 90 95 100 70 75 80

PSOLA 90 90 95 90 90 95

h2→ m1
Paramétrico 60 40 45 25 20 25

PSOLA 25 25 30 25 25 30

h2→ m2
Paramétrico 20 20 10 0 0 0

PSOLA 55 55 55 55 55 55

h2→ h1
Paramétrico 65 60 65 40 45 55

PSOLA 20 5 10 20 5 10

Total
Paramétrico 40,83 38,33 40,42 22,08 21,67 24,17

PSOLA 37,92 36,82 37,50 35,42 32,64 33,75

Tabela 5.4: Taxa de acerto do reconhecimento para Rede Neural Feed-Foward.
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Taxa de Acerto (%) — RNN
Qualquer Confiança Confiança Alta
Número de Neurônios na Camada Recorrente

Falantes 20 50 80 20 50 80

m1→ m2
Paramétrico 35 45 47 0 5 5

PSOLA 40 50 50 40 50 50

m1→ h1
Paramétrico 85 90 65 35 40 30

PSOLA 45 50 40 35 45 30

m1→ h2
Paramétrico 55 70 55 30 45 35

PSOLA 15 30 35 15 25 25

m2→ m1
Paramétrico 0 0 0 0 0 0

PSOLA 0 0 0 0 0 0

m2→ h1
Paramétrico 5 10 5 0 0 0

PSOLA 5 10 10 5 5 5

m2→ h2
Paramétrico 15 25 20 15 25 15

PSOLA 0 0 0 0 0 0

h1→ m1
Paramétrico 70 70 60 25 20 10

PSOLA 80 60 60 80 60 55

h1→ m2
Paramétrico 0 10 5 0 0 0

PSOLA 80 75 85 45 45 55

h1→ h2
Paramétrico 100 100 95 55 80 65

PSOLA 95 95 95 95 95 95

h2→ m1
Paramétrico 55 50 40 15 15 15

PSOLA 40 35 40 40 35 40

h2→ m2
Paramétrico 25 15 20 0 0 0

PSOLA 70 65 60 70 65 55

h2→ h1
Paramétrico 60 70 60 55 45 35

PSOLA 35 20 10 35 20 10

Total
Paramétrico 42,08 46,25 39,33 19,17 22,92 17,57

PSOLA 42,08 40,83 40,42 38,33 37,08 35,00

Tabela 5.5: Taxa de acerto do reconhecimento para Rede Neural Recorrente.
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Caṕıtulo 6

Conclusões e Trabalhos Futuros

Nesse trabalho foram apresentadas quatro técnicas para a conversão de falantes,

além de técnicas de extração de parâmetros da fala e de śıntese. Um sistema base

foi desenvolvido para que estas técnicas pudessem ser comparadas diretamente, e

foram realizados testes para avaliar o desempenho relativo das técnicas, alem de

testes para avaliar duas técnicas de śıntese. Exemplos de resultados podem ser

obtidos em www02.smt.ufrj.br/~victor.costa/examples/voice_conversion/.

Pelos testes realizados, nenhum dos métodos avaliados obteve um desempenho

consistentemente melhor do que a conversão por GMM. A conversão por HMM

obteve erro quadrático menor para alguns números de estados, mas para esses casos,

seu resultado em testes com um sistema de reconhecimento de falantes foi pior. Os

outros métodos também apresentaram discrepâncias entre os dois testes, e apenas

com estes é imposśıvel ordenar a qualidade relativa dos métodos. Por outro lado, em

escutas informais todos os métodos obtiveram resultados bastante similares. Como

teste adicional estão sendo planejados testes subjetivos sistemáticos, proporcionando

uma comparação extra entre os métodos.

Além disso, também foram avaliadas duas técnicas para gerar a excitação utilizada

na śıntese. Nenhuma das duas técnicas se mostrou superior à outra, com cada uma

possuindo situações em que seu desempenho é melhor. Escutas informais também

concordaram com as conclusões dos testes objetivos.

Existem algumas maneiras em que esse trabalho pode ser estendido em trabalhos

futuros. A primeira é a realização de mais experimentos. Além dos testes subjetivos

já citados, algo que esse trabalho não mediu foi como o tamanho da base de treina-

mento afeta a qualidade da conversão, já que todas as conversões foram treinadas

sobre uma base com tamanho fixo. Experimentos variando a base de dados podem

investigar se algum método possui qualidade consideravelmente maior quando trei-
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nado em uma base maior, ou qual o menor tamanho de uma base no qual a conversão

ainda é convincente.

As diferenças entre o erro quadrático e a taxa de acerto do sistema de reconheci-

mento automático também podem motivar novos testes. Os valores de complexidade

utilizados nos testes foram parcialmente motivados pelos seus erros quadráticos em

testes preliminares. O sistema de reconhecimento pode ser utilizado, então, para

avaliar complexidades maiores, e é posśıvel que ele leve a resultados diferentes.

Uma outra possibilidade de trabalho futuro é a investigação de melhoras na con-

versão por redes neurais recorrentes. Esse método, introduzido nesse trabalho, ainda

não obteve um desempenho satisfatório. Como mencionado anteriormente, redes

neurais são extremamente customizáveis, e existem diversas variações e adições

posśıveis, e diferentes combinações podem melhorar o desempenho. A diferença

entre o resultado dos dois testes realizados também indica que é posśıvel que uma

combinação apresente um melhor desempenho, mesmo que ela não necessariamente

diminua o erro quadrático.

Outro trabalho futuro importante é a melhora da śıntese, principalmente no que

diz respeito à geração da excitação. Algumas melhorias e direções de investigação

foram apresentadas na Seção 5.3. Essa etapa do sistema está relacionada à área de

śıntese paramétrica de fala, que é bem estudada, e pode inspirar outras soluções.

65



Referências Bibliográficas
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