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Resumo da Dissertacao apresentada a COPPE/UFRJ como parte dos requisitos

necessarios para a obtengao do grau de Mestre em Ciéncias (M.Sc.)
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Diego da Silva Rodrigues
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A informagao relacionada aos reparos realizados em equipamentos de grande
porte, em um setor especifico da industria, fica armazenada em ordens de servico.
A andlise dos reparos executados permite identificar padroes e tendéncias de que
tipo de problema estd ocorrendo com os equipamentos ou com a frota. Porém,
esta informacao estd registrada em texto desestruturado, escrito por inspetores e
mecanicos. Para analisar este histérico agregado de ordens de servigo é necessario
realizar a categorizacao individual das mesmas em termos da acao realizada e qual
componente e qual o sintoma que se manifestou. O objetivo deste trabalho é propor
uma metodologia de extracao automatica da informagao, a partir do que é escrita
e classificar as ordens de servico. Para isto, foram utilizadas técnicas de mineragao
de texto para construir uma matriz documentos x termos e, em seguida, apresentar
a um classificador multi-classe para as categorias de acao e sintoma. O classifica-
dor escolhido foi a méquina de vetor suporte, estendida para o modelo multi-classe
utilizando votacao de especialistas (méquina de comité). Foram implementadas seis
arquiteturas de maquina de comité, combinando diferentes topologias e parame-
trizacoes para cada especialista. A taxa de acerto média, calculada com validacao
cruzada com dez particoes, para a melhor arquitetura, foi de 98, 3% para categoria de
acoes e 94,5%. Além disso, foram discutidas quatro estratégias de parametrizacao
das maquinas de comite, para reduzir, significativamente, o tempo de trabalho de

um analista experiente.
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The information related to repairs executed on large equipments, from a given
industry segment, is documented on service orders. The analysis of those repairs
allows pattern recognition and trending of which type of problems is happening for
each equipment or for the whole fleet. However, this information is registered in
unstructured text, written down by inspectors and mechanics. In order to analyze
this aggregated historical database of service orders is necessary to categorize in-
dividually those orders in terms: which action was taken, which component was
repaired and which symptom manifested. The goal of this work is to stabilish a
methodology for automatic information extraction from the written text and clas-
sify the service orders. To achieve this goal, text mining techniques were applied
to construct a document x term matrix, followed by presenting those vectors to a
multiclass classifier trained for action and symptom categories. Support Vector Ma-
chines were used as the classifier, combined to a multiclass approach using expert
voting (Committee machine). Six different topologies were developed, combining
different specialist parametrizations and multiclass approach. The mean accuracy
rate for training, using k-fold cross validation, for the best topology, was 98.3% for
actions and 94.5% for symptoms. Moreover, four strategies were discussed for cus-
tomizing the classifier to reduce, significantly, the amount of working hours from an

experient analyst.
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Capitulo 1

Introducao

Na manutenc¢ao de equipamentos de mineracao de grande porte, uma das principais
fontes de dados para monitoramento da satide mecéanica dos equipamentos é o con-
junto de ordens de servigo, que sao registros individuais de reparos executados nos
mesmos. Centenas dessas ordens de servigo sao executadas numa oficina, a cada
meés. Estas ordens de servico armazenam diversas informacoes referentes ao ciclo
de vida de um problema no equipamento. Uma andlise detalhada de cada ordem,
individualmente, permite entender o atual cenario de problemas de um determinado
equipamento, que podem estar distribuidos pelos seus componentes e pecas.

A abertura de uma ordem de servico pode ser realizada por: um inspetor, em
uma inspecao de campo, realizada periodicamente, quando detecta algo a ser cor-
rigido; um mecanico que esteja executando algum reparo e detecte um problema;
uma analise de dados que detecte algum problema eminente - vibragao, andlise de
6leo, andlise de sensores eletronicos embarcados. Durante a abertura, o responsavel
especifica o sintoma detectado, uma acao a ser executada para mitigacao do pro-
blema, bem como determina qual parte do equipamento precisa ser reparada. Caso
a ordem de servico nao seja imediatamente executada, ela é armazenada para pos-
terior agendamento da execucao, recebendo o nome de backlog. Caso o equipamento
necessite ser reparado imediatamente, a ordem de servico é caracterizada como um
reparo corretivo.

Apoés a execugao, o mecanico responsavel atualiza o registro da ordem de servico,
escrevendo a acao executada, as pecas utilizadas, quais foram as causas, problemas
encontrados e o nimero de horas de execucao. A ordem de servigo é inserida no

sistema de dados e, por fim, encerrada.

1.1 Atributos das Ordens de Servico

Se as ordens de servigo possuissem classificacao categdrica dos principais campos

responsaveis pela apropriacao do evento detectado ou ocorrido, seria possivel analisar



a oficina em diferentes dimensoes. Estas possibilidades estao listadas abaixo:
e Com qual frequéncia um determinado determinado evento ocorre.
e Se ha relacao de causa-efeito entre diferentes eventos.

e Qual é o desempenho de diferentes individuos, participantes dos processos de

deteccao ou execucao, relacionados aos eventos.

Cada uma dessas analises permitiria agregar valor diferenciado aos processos
da oficina, seja no treinamento dos mecanicos, seja na estimativa da ocorréncia de
problemas dada anélise de causa-efeito ou na inferéncia de custo estimado para o
proximo periodo. Independente da contribuicao, todas dependem de uma correta
categorizacao dos campos registrados pelos inspetores e mecanicos nas ordens de
Servico.

Nestas ordens de servigo, existem alguns campos que sao campos escrito a mao
livre. O registro eletronico é feito por um individuo que nao o responsavel pela
abertura ou execucao da ordem. Portanto, todo tipo de erro de caligrafia, escrita,
sintaxe pode ser encontrado nesses campos. Além disso, por haver uma interagao
com um terceiro participante do processo, o registro escrito precisa ser interpretado
antes de ser apropriado em meio eletronico. Além dos campos registrados a mao
livre, outros campos sao categoricos, mas também sujeitos a erro de registro. Em
geral, os equipamentos possuem uma taxonomia profunda que define uma topologia
de componentes, subcomponentes e partes. Essa topologia possui uma codificagao,
e 0 mecanico deve registrar o cédigo corretamente na ordem. Além do erro do
registro manual e interpretacao, o mecanico pode nao consultar o manual especifico
para encontrar o cédigo referente a parte especifica na qual o reparo foi efetuado e
registrar um codigo errado. E comum, por exemplo, ser utilizado um codigo de um
elemento em nivel mais alto na hierarquia topolégica (por exemplo, um reparo em

uma parte especifica do motor, ser categorizado como um reparo no motor).

1.2 Objetivo

Para viabilizar as andlises supracitadas, o objetivo deste trabalho é extrair da ordem
de servigo as informacgoes necessérias para categoriza-la corretamente, no que tange
qual atividade foi realizada em qual componente e o porqué. O trabalho pode ser
dividido em duas partes. A primeira parte consiste na extracao do conhecimento
existente em cada ordem de servico. Para isto, é necessario utilizar técnicas de
mineracao de texto para limpar e identificar termos relevantes, que sejam capazes

de ajudar a determinar o que ocorreu. A base de dados de ordem de servico pode,



entao, ser utilizada para treinar um conjunto de classificadores com o objetivo de
corretamente categoriza-la.

No capitulo [2| serao discutidas as técnicas de mineracao de texto escolhidas para
realizar a extracao, limpeza e organizagao da informacao. Além disso, sera apre-
sentado qual metodologia e algoritmo de classificacao foi utilizado. O capitulo
apresentara como as técnicas foram utilizadas para formar as metodologias existen-
tes neste trabalho. O capitulo {4| discute os resultados obtidos. O tltimo capitulo

disserta sobre as possiveis evolucoes do trabalho.



Capitulo 2
Revisao Bibliografica

A tarefa de agrupamento de documentos remete as grandes bibliotecas e as discipli-
nas de biblioteconomia, nos tempos onde nao havia meios digitais para organizacao,
taxonomia e armazenamento digital da informagao. O principal objetivo era a ca-
pacidade de agrupar os documentos por categorias pré-estabelecidas, de forma a
consolidar em grupos aquilo de conhecimento similar, auxiliando a busca e a orga-
nizacao. Num contexto mais atual, a categorizacao e agrupamento de documentos
permite executar buscas por conteido na internet, encontrar padroes e tendéncias
em textos jornalisticos, redes sociais, além de filtrar e-mails de spam.

No escopo deste trabalho, o agrupamento de documentos tem como viés permi-
tir a analise de ocorréncia de falhas corretivas em equipamentos de grande porte,
extraindo a informagao das ordens de servico de manutencao. O problema sera con-
textualizado de duas formas: pela categorizacao de documentos, através de extracao
de termos chaves e comparacao com um dicionario, e pela categorizagao supervisio-
nada de documentos.

Neste capitulo serao descritas as técnicas de extragao da informacao de campos
textuais utilizadas neste trabalho. Também serao descritas as técnicas de aprendi-

zado de maquina utilizadas para realizar a categorizacao das ordens de servigo.

2.1 Extracao do Vetor de Termos

Técnicas de tratamento para detectar termos especificos nos textos nao-estruturados
das ordens de servigo sao necessarias para identificar a porgao relevante do que esta
escrito. Essas técnicas podem ser divididas em algumas categorias: segmentagao
(tokenization), reducao de radicais e normalizagao. A descri¢ao e detalhamento de

cada uma das etapas pode ser encontrada em [0].

e Segmentacao: Consiste em segmentar o texto em palavras (tokens). Esta ¢ a

primeira etapa do processamento de texto. Além disso, é nesta etapa que carac-



teres irrelevantes sao descartados, ou termos de exclusao sao removidos. Estes
termos de exclusao (conhecidos como stop words) sao palavras da lingua es-
pecifica que nao agregam informagcao para a analise que sera realizada e podem

ser descartadas antes da execucao das outras etapas de pré-processamento.

e Normalizagao: E a atividade de remover plurais, identificar sinonimos e

encontrar radicais das palavras.

Para a etapa de segmentacao é suficiente a utilizacao de bibliotecas de trata-
mento de strings encontradas em diversas linguagens de programagao. Quanto a
normalizacao, a reducao dos radicais utiliza-se de um algoritmo especifico para o
portugués, conhecido como Orengo [1], que baseia-se no algoritmo de radicalizacao
de Porter [7], o qual foi desenvolvido para lingua inglesa. Este algoritmo serd expli-
cado na Subsecao de reducao de radicais. Além disso, é necessario ter um dicionario
técnico de termos e um algoritmo de comparacao de strings, que sera descrito na

proxima secao.

2.1.1 Distancia de Edicao

O processo de normalizacao de texto depende de um dicionario técnico. Este di-
cionario contém os termos relevantes para o trabalho de categorizacao dos documen-
tos. Além disso, possui a informagao de relagao entre sinonimos, para que multiplas
palavras sejam relacionadas e identificadas por um tnico termo. Apds a divisao
do texto nao-estruturado em palavras, o processo de normalizagao depende de uma
medida de distancia para identificar qual elemento do dicionario esta relacionado
a cada uma das palavras encontradas numa dada ordem de servico. Uma métrica
utilizada para comparacao de duas strings é a Distancia de Edi¢ao ou Distancia de
Levenshtein [§]. A distancia entre duas strings é definida pelo nimero minimo de
edicoes a ser realizado para que uma se iguale a outra. Edigoes podem ter trés acoes:
insercao, remocao ou substituicao de um tunico caractere da string. Por exemplo,
a distancia entre as strings “estrada” e “morada” é igual a 3, pois trés alteragoes
precisam ser realizadas (remocao da primeira letra da palavra “estrada”, por exem-
plo, e substituigao das letras “s” e “t” por “m” e “0” respectivamente). O método
utilizado para calcular a distancia é conhecido como algoritmo de Wagner-Fisher [9]

e estd definido abaixo:



leva,b(i,j) =
levep(i —1,75)+1

min ¢ lev, (i, 5 — 1) + 1 , senao

leva7b(2’ — 17j — 1) + [ai 7é b]]

\

Uma forma de exemplificar a funcao é através do exemplo da figura[2.1} O célculo da
distancia entre as duas strings inicia-se pela distancia entre as duas primeiras letras.
Por exemplo, na figura 2.1} a distancia entre “m” e “e”, no primeiro quadrante, é o
menor valor das células adjacentes, ou seja 1 (segundo quadrante). Caso as letras
fossem iguais, como esta representado no terceiro quadrante, repete-se o elemento
na diagonal (neste caso, 3, valor da célula i — 1 e j — 1). Desta forma, a matriz é
preenchida e a distancia é o valor encontrado na ultima célula, conforme descrito

anteriormente. Utilizando a Distancia de Edicao é possivel comparar cada uma das
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Figura 2.1: Exemplo do cdlculo da distancia de Levenshtein.

palavras obtidas de uma ordem de servigo e mapea-las em termos relevantes de um

dicionario técnico.



2.1.2 Reducao de Radicais

De forma a reduzir o nimero de palavras encontradas no texto, um primeiro passo
¢ a reducao de radicais. Este passo visa remover plurais, diminutivos, femininos e
flexoes verbais. Um algoritmo conhecido para a lingua inglesa é o Radicalizador
de Porter [7]. Uma versao para o portugués foi desenvolvida em [I], chamado de
RSLP (Removedor de Sufixos da Lingua Portuguesa). Este algoritmo obedece a
uma arvore de regras, na qual, em cada passo, um tipo de reducao é aplicado. Cada
uma das regras possui algumas excegoes, que também sao consideradas em cada
passo do processamento do texto. O diagrama abaixo exibe a sequéncia em que as

ordens de servigo sao testadas.

Reducso
do Plural

v '

Redugéo Reducgédo Redugéo Reducéo
do Feminino do Aumentativo Adverbial Nominal

Sufixo
removido?
Sim

Remogéao
de Acentuago

Remocéo de
Vogais Tematicas|

Figura 2.2: Diagrama especificando a arvore de decisoes do algoritmo de radica-
lizagao desenvolvido em [I]. Figura adaptada de [2].

Em cada um dos passos, um tipo de reducao é aplicado:

1. Redugao de Plural: de acordo com [1], com raras excegoes, o plural ocorre em
palavras encerrando-se com um -s. Ha exce¢oes como Lapis, Portugués, que

sao tratadas como tal.
2. Reducao de Feminino: Remocao do género. Por exemplo, Chinesa — Chineés.

3. Redugao de Advérbio: remocao de sufixo -mente do final dos advérbios (rapi-

damente, lentamente, etc).

4. Redugao de Aumentativo/Diminutivo: Por exemplo, casinha — Casa.



5. Reducao de Sufixos de Substantivos: neste passo, sao testados casos especificos

de reducao para alguns substantivos e adjetivos.

6. Reducao de Verbos: neste passo, as regras servem para reduzir as flexoes

verbais encontradas.

7. Remocao de Vogal: Passo para tratar as palavras que nao foram tratadas pelos

passos de redugao de substantivos ou verbos.
8. Remogao de Acentuagao: Tratamento final de remocao de acentos.

Através de todos estes passos, o RSLP é capaz de aplicar a reducao de radicais
e eliminar todas as redundancias e flexoes que poderiam ser encontradas no texto.

Combinando as duas etapas descritas nesta secao, é possivel extrair o vetor de
termo de cada uma das ordens de servico. A figura [2.3| exemplifica, para um texto

de O.S. especifico, como seria a divisao.

Realizar a troca das lAmpadas nos corredores dos apartamentos.

' Segmentagdo

Realizar a troca das lampadas nos corredores dos apartamentos.

lﬂ_l \_'_J

Wi wee Wh Normalizacéo

Realizara troca das lampadas nos corredores dos apartamentos.

Figura 2.3: Diagrama representando a extracao dos termos. Apds a segmentagao,
estao ilustradas as palavras e apds a normalizacao, estao ressaltados os radicais.

2.2 Categorizacao de Documentos

A tarefa de categorizacao (classificagao) de elementos, dado um conjunto tnico de
classes, no contexto do agrupamento de documentos, é conhecida como Catego-
rizagdo de Texto (Text Categorization, TC, em inglés) [6]. Dado um conjunto de
categorias (topicos, assuntos) e uma cole¢ao de documentos, é o processo de encon-
trar a(s) categoria(s) correta(s) para os elementos da colegao.

O estudo da classicacao automatica de texto data dos anos 60, onde o principal
objetivo era indexar literatura cientifica [10]. Atualmente, a mineragao de texto
(termo que d& nome ao grupo de metodologias de extracao de informagao, agrupa-
mento, categorizacao de texto) é uma disciplina abrangente.

Héa duas principais abordagens para executar categorizacao de texto. A primeira,

conhecida como “engenharia de conhecimento” (knowledge engineering) tem como
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objetivo o desenvolvimento de sistemas especialistas que categorizam os documentos,
principalmente utilizando regras e especificacao de termos e palavras-chaves. A
outra abordagem, que sera explorada neste trabalho, utiliza metédos estatisticos e
de aprendizado de méaquina para treinar classificadores que realizarao a tarefa de
classificacao dos documentos.

Entre as metodologias de aprendizado de maquina para categorizagao de docu-
mentos, uma bastante utilizada é o classificador conhecido como Naive Bayes. Este
classificador é baseado no teorema de Bayes e parte da premissa de que os termos
que compdem uma determinada categoria de documentos (isto é, podem ser iden-
tificados e utilizados para a classificagdo) sao independentes. Diversos trabalhos de
categorizacao de texto desenvolveram suas metodologias utilizando este classificador
[11], [12], [13] e [14]. H& uma extensao para a utilizagao do classificador bayesiano
simples (Naive Bayes) com treinamento semi-supervisionado, utilizando parte uma
amostra de treino devidamente categorizada e uma amostra sem rétulos de classe.
Esta ¢ a contribuigao de [15], [16] e [17]. Caso a premissa de independéncia nao seja
interessante ou suficiente para o problema em questao, é preciso supor um modelo
paramétrico para distribuigao multivariada dos termos que determinam uma cate-
goria. O trabalho de [I§] utiliza um modelo de regressao logistica para treinar os
classificadores.

Outras metodologias de treinamento também foram utilizadas na literatura: re-
des neurais [19]; um classificador conhecido como “Rocchio” [20], que parte de um
conceito parecido com o do vizinhos mais proximos: o método de classificacao en-
volve associar a observagao o rétulo do membro do conjunto de treinamento de maior
proximidade.

O classificador utilizado neste trabalho sao as maquinas de vetor suporte,

também utilizado em [2I]. Este classificador serd descrito a seguir.

2.2.1 MaAquina de Vetor Suporte

A maquina de vetor-suporte (SVM), do inglés Support Vector Machine é um algo-
ritmo que ¢é capaz de elencar qual é o separador linear que separa dois conjuntos
de pontos no plano, garantindo que a distancia entre os conjuntos e o separador
seja a maior possivel [22]. De acordo com a teoria da dimensao V-C [22], tal se-
parador linear é o que possui o maior poder de generalizacao. Isto quer dizer que
um classificador ajustado utilizando essa metodologia é mais adequado para realizar
a classificacao de observacoes fora da amostra, isto é, outras observacoes retiradas
da populagao mas que nao possuiram exemplos no conjunto usado para treinar o
classificador.

As SVMs foram propostas por Vapnik em 1995 [22], atuando na resolucao de



problemas de classificacao binarios, tendo sido utilizadas com sucesso em aplicagoes
de reconhecimento de padroes [23] [24].

O funcionamento de uma SVM pode ser simplificado da seguinte forma: para um
conjunto de treinamento composto de duas classes, isto é, observacoes pertencentes
a dois grupos de uma determinada populacao, o algoritmo de treinamento de uma
SVM determina o hiperplano que separa os dois grupos, maximizando a distancia
entre os mesmos. Esta distancia, representada pela distancia entre as observagoes
que se encontram na fronteira entre os dois grupos, é conhecida como margem de
separacao. Portanto, estes vetores que auxiliam a definir a margem, e portanto,
“suportam” a construgao de um hiperplano separador voltado para maximizacao da

margem, sao chamados de vetores de suporte [24]. Ver figura .

X A
2 .
2
X
KON
/
/
£ , -
8 X
//% 4 / 1

Figura 2.4: Hiperplano separador definido pela reta w'x — b. Os vetores su-
porte do conjunto de observacoes em preto e branco estao ressaltadas outras ob-
servagoes do conjunto. Extraido de http://en.wikipedia.org/wiki/Support_
vector_machinel

O treinamento de um SVM consiste em um problema de otimizacao quadratica.
A formulacao, que sera vista adiante, possui a atrativa caracteristica de assegurar a
existéncia de um minimo global que satisfaz a solu¢ao do problema [23].

A SVM é um classificador bindrio que pode ser adaptado para problemas multi-
classe. A primeira formulacao, que sera vista na secao seguinte, refere-se a um
problema bindrio com duas classes separaveis linearmente (existe um hiperplano que
separa completamente as observagoes das duas classes). Em seguida, sera descrito o

relaxamento do método para atender a problemas com classes que nao sao separaveis
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linearmente. Essas duas formulagoes costumam ser chamadas de SVM com margem
rigida e margem suave. Por tultimo, serao descritos alguns métodos de extensao de

SVM para abordagem multiclasse.

2.2.2 SVM - Caso Linearmente Separavel

O caso linearmente separavel permite apresentar a formulagao das maquinas de
vetor suporte. Para este caso, a solucao do treinamento de uma SVM consiste em
encontrar o hiperplano que separa perfeitamente os pontos pertencentes as classes,
maximizando a margem de separacao. Esse hiperplano é chamado de hiperplano
6timo.

Dado o conjunto de observagoes de treinamento de tamanho T, composto de n
observagoes m-dimensionais z; = {1, Zi2, .. ., ;5 }, onde i é o indice correspondente
a observacao e j é o atributo correspondente as m dimensoes. Cada observacao x;
possui um rotulo de classe associado y;, sendo y; = 1 quando x; pertence a classe de
interesse e y; = —1 quando x; pertence a classe complementar. Se os dados forem
linearmente separaveis, é possivel definir o hiperplano 6timo através da equacao
[23]:

g(x)=wix+b (2.2)

Onde w ¢ o vetor normal ao hiperplano separador, x é o conjunto de observagoes
e b determina o deslocamento do hiperplano em relagdo a origem. Assim, para

1=1,...,T, existe a seguinte relagao:

wliz; +b (2.3)

Entretanto essa formulacao nao garante que a margem seja a maior possivel. Na
figura observa-se que ¢ possivel selecionar uma combinacao dos parametros w
e b que posicione as observagoes limitrofes de cada grupo, onde g (x) = 1 para a
classe representada pelos circulos pretos e g (x) = —1 para classe representada pelos
circulos brancos. Essa parametrizacao acaba garantindo as relagoes determinadas
pela equagao [2.3]

wix+b>1, Vy =1

24
wix+b<1, Vy=-1 (2.4)

Desta forma, o objetivo é escolher os parametros w e b que atendam estas

condigoes. Isto é possivel de ser feito ao minimizar a norma de w. Ao fazé-lo,
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consequentemente, é obtido o separador de maior margem [23].

minimizar J (w,b) = 1 [w|?

2.5
sujeito &y (Wlz;+b) >1 i=1,2,...,n (2:5)

Esse ¢ um problema de otimizagao quadratica sujeito a um conjunto de restrigoes
lineares de desigualdade. Aplicando as condigoes de Karush-Kuhn-Tucker (KKT)
na formulacao [23]:

maximizar J(w,b,\) = iwlw — ST ly; (WP +b) — 1]
sujeito & w = S0 A\ (2.6)
Z?:l Aiyi =0

Os multiplicadores de Lagrange )\; podem ser iguais a zero ou positivos. Os
vetores de suporte vao ser justamente aqueles associados a um multiplicador de
Lagrange diferente de zero. Estas sao as observagoes do conjunto de treino mais
relevantes para a definicao do separador: sao os pontos que compoem a margem.
Para encontrar os parametros, ja existem diversas abordagens [23], sendo [25] uma
abordagem bastante relevante. A implementacao em MATLAB do algoritmo co-
nhecido como Otimizacao Sequencial Minima (Sequential Minimal Optimization -
SMO), originario em [26], foi o método utilizado neste trabalho, como descrevera o
Capitulo [3]

A préxima subsegao descreve como esta formulacao é flexibilizada para o caso

em que os conjuntos nao sejam linearmente separaveis.

2.2.3 SVM - Caso Nao-linearmente Separavel

Quando os conjuntos de classe nao sao linearmente separaveis, a formulacao vista
na secao anterior nao ¢ mais valida. Qualquer tentativa de definir um separador vai

acabar com alguma das observagoes caindo em uma das trés categorias:

e Observacoes localizadas fora da margem, que sao corretamente classifica-
das. Estas observagoes continuarao obedecendo a restricao do modelo linear
yi(wlix +0) > 1.

e Observagoes localizadas dentro da margem de separacao, mas ainda sendo
corretamente classificadas.  Estas observacoes satisfazem a desigualdade
0< y(wix+b) <1

e Observagoes classificadas incorretamente. Estas obedecem a desigualdade
yi (Wwix+1b) <0.

12



Hiperplano 6timo

Margem maxima

X4

Figura 2.5: Exemplo de conjunto de dados nao-linearmente separaveis. Algumas
observagoes acabam residindo dentro da margem de separacao. Figura retirada de

3.

Os trés casos podem ser reunidos em um tnico conjunto de restri¢oes, introduzindo

uma nova variavel £, definida na equagao
yiw'x+0 > 1-¢ (2.7)

A primeira categoria das observagoes correspondem a §; = 0, a segunda a 0 < & < 1
e a ultima a & > 0. As variaveis £ sao conhecidas como varidveis de folga. Embora
o problema de otimizacao seja alterado, o principio continua o mesmo: encontrar o
separador com a margem mais larga possivel e ao mesmo tempo manter o menor
nimero de observagoes com & > 0. Para a formulagao do problema, isto é equivalente

a alterar a fungao custo para 2.8}

T, = 3 IWIE+C Y16 2:8)

onde £ é o vetor de parametros £ e:
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O parametro C' é uma constante de regularizacao que controla a influéncia dos dois
termos. Entretanto, a equacao é dificil de minimizar [23], devido a existéncia da
fungao nao continua I(-). Porém, é possivel otimizar uma funcao relacionada que

serve ao mesmo principio, substituindo 7(§;) por &. Assim, a fungao objetivo se

torna: .
minimizar J(w,b,§) = 3 |wl + CZfz (2.10)

i=1
sujeito a y[wix+b>1-&, i=1,2,...,T (2.11)
£>0, i=1,2,...,T (2.12)

A derivacao destas condicoes e o modo como o problema de minimizacao pode ser
resolvido encontram-se em [23]. A formula¢ao da SVM para o caso nao linearmente
separavel introduz uma nova varidvel importante: a varidvel de regularizacao C'.
Esta varidavel determina a relevancia das varidveis de folga & e deve ser definida

durante o treinamento para determinar apropriadamente o separador.

2.2.4 Extensao SVM Multiclasse

A maéquina de vetor-suporte, por natureza, é um classificador binario. Para uti-
lizagao deste tipo de classificador em problemas multiclasse, é necessario realizar
uma adaptacao. A primeira formulacao que surge, com naturalidade, é a conhecida
como a one-against-all. Nesta adaptacao, um classificador é treinado para cada uma
das M classes do problema. Para uma observacao fora da amostra, a funcao discri-
minante g;(x) é calculada para cada um dos j classificadores. A observacao x serd
associada ao j-ésimo classificador que gerar a maior saida y;. A interpretacao para
isto é: a classe escolhida ¢é aquela para a qual a observagao se situar mais distante do
separador. Em [27] essa abordagem ¢ utilizada. Uma limitac¢ao desta metodologia é
que algumas regioes do hiperespaco acabam por nao responder por nenhuma classe.
Isto é, apresentam g;(x) negativo para todos os M classificadores. Nestas regioes
de duvida, o conjunto de classificadores simplesmente nao tem como classificar a
observacao. A figura representa este problema.

Uma segunda abordagem é conhecida como one-against-one. Neste caso, sao
treinados M (M — 1)/2 classificadores, onde cada um deles realiza a comparacao
entre duas das M classes. A decis@o pode ser encontrada através de uma votacao.
A desvantagem desta metodologia é a necessidade de treinar uma quantidade grande
de classificadores.

O trabalho de [4] sugere a criagdo de grafos de decisao, similares a uma arvore
de decisao, para realizar a discriminacao multiclasse. Cada né do grafo é um se-

parador linear que vai particionando o hiperespaco a cada nivel do grafo. Quando
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Figura 2.6: Exemplo da regiao de indeterminagao causada pela abordagem One-
Against-All. O triangulo no meio da figura nao possui classe definida.

Figura 2.7: Exemplo de como a regiao de indeterminacao causada pela abordagem
One-Against-All é mitigada pela abordagem One-Against-One.
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os separadores sao SVM, o classificador é conhecido como Directed Acyclic Graph -
Support Vector Machine (DAGSVM). Em [4], é demonstrado que a taxa de acerto
para as DAGSVMs sao maiores que a do one-against-all e do one-against-one e que
o treinamento é mais rdpido do que para o one-against-one para alguns conjuntos
de dados selecionados. A figura mostra como em um problema multiclasse as

categorizagoes sao realizadas, navegando na DAGSVM.

; /'1\4"5 4\I

3 |
A

not 1 not 4

not 2 not 3
3-/ '
4| Jvsd Tvs2 |

3 2
Figura 2.8: Exemplo de uma DAG. Extraido de [4].

O conjunto de classificadores binarios pode ser interpretado como uma palavra
binaria de tamanho L. No caso do one-against-all, L = M, e no caso do one-
against-one, L = M(M — 1)/2. E possivel determinar um L intermediario, onde
uma determinada classe acione uma porcao destes classificadores. Por exemplo, em
um problema de M classes, escolhendo uma palavra L = 5, a resposta para uma
das classes pode ser uma palavra bindria [+1+1—1—1—1]. A comparagao da

palavra gerada pela saida dos classificadores e um dicionéario que define as palavras
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associadas a cada uma das classes, através da distancia de Hamming é uma forma
de estabelecer a classificacao [28]. Por exemplo, no One-Against-All, a distancia
de Hamming maxima entre as palavras representantes de cada uma das classes é
igual a 1. Apenas um erro (um BIT errado na palavra binaria) faz com que o
sistema multiclasse seja comprometido. Portanto, escolher uma palavra binaria
que permita uma flexibilidade maior quanto ao erro dos classificadores individuais
permite estabelecer, de forma mais controlada, um compromisso entre a quantidade
de classificadores treinados e as regioes de intersecao entre os mesmos.

A extensao da formulagao original de Vapnik [22] para o caso multiclasse é dis-
cutida em [29]. Neste trabalho, o problema multiclasse é abordado como uma tnica

formulacao, ao invés de segmenta-lo em diversas formulagoes bindrias.

2.3 SVM - Utilizacao de Kernel

No caso do conjunto de dados nao-linearmente separavel, na Subsegao [2.2.3| foi
apresentada a formulacao da SVM que é capaz de definir um separador “tolerante”
a uma quantidade de observagoes localizadas dentro da margem ou do lado oposto.
De qualquer maneira, o separador construido ainda é um hiperplano.

A funcao discriminante definida pelo treinamento de uma SVM apresenta o for-

mato abaixo: N,
gx)=wix+b= Z Nyixix +b (2.13)
i=1
Esta formulagao é obtida da equacao[2.10|através da representagao dual do problema
de otimizagao. As derivagdes podem ser encontradas em [23] e [24]. Na equagao[2.13)
N, é o nimero de vetores suporte da SVM. E possivel percebe que a funcao discrimi-
nante depende do vetor a ser classificado x e da operacao de produto interno com os
vetores suporte. Além disso, a formulacao dual da equacao m [23], é baseada no
produto interno das observacoes do conjunto de treinamento. Isso possibilita utilizar
uma técnica conhecida como Kernel Trick: através de fungoes com caracteristicas
especificas e que respeitem o Teorema de Mercer [23], é possivel mapear os vetores
da dimensao original para uma dimensao maior (até infinita), e construir a funcao
discriminante nesta nova dimensao. As funcoes que possuem essas caracteristicas
sao conhecidas como Kernels.

Seja a fun¢ado z = ®(x) um mapeamento nao-linear de x € X —— z € Z, o
produto interno (®(x;), P(x2)) € Z pode ser substituido pela func¢ao K (x1,x3), que
representa este produto interno no espaco Z. Desta forma, a formulacao dual para
o problema proposto na equacao [2.10] pode ser alterada para considerar o kernel
K(,).

A figura apresenta um exemplo de como o problema nao-linear pode ser

17



X X 2L X X x

x/ﬁx D TA—X X
ol noy 00, 9

(_]'\—r' i hl —r (_]
X w}/x I o OO a2 Zl
x

<2

Figura 2.9: Exemplo de mapeamento dos dados de dimensao 2 para um vetor de atri-
butos x, para uma dimensao maior de tamanho 3 representada por z. O hiperplano
construido na dimensao maior, representa um discriminante nao linear (uma elipse)
no espaco original dos vetores. Figura adaptada de http://omega.albany.edu:
8008/machine-learning-dir/notes-dir/kerl/phiplot.gif.

separado em outro espago de dimensao elevada.

Dos diversos kernels existentes, foi selecionado para este trabalho o kernel RBF
(Radial Basis Function), definido na equagao [2.14]

2
K(x;,%x;) = exp <—u> (2.14)

g

Este kernel possui o parametro o. Este parametro o representa o raio da “esfera
de influéncia” de um determinado vetor x no espaco de dimensao elevada. Quando
o é pequeno, o vetor s6 influencia uma regiao muito préxima. Ao aumenté-lo,
aumenta-se também sua regiao de influéncia. Portanto, ao utilizar o kernel RBF, é
necessario escolher apropriadamente o parametro o.

Na literatura, os autores de [30] propoem uma metodologia completa de treina-
mento para que os parametros especificos do kernel escolhido sejam otimizados em
conjunto com a selegdo dos vetores suporte. J& em [5], através da discussao sobre
limites assintéticos para os parametros C' e o, é proposta uma metodologia de busca
para estes parametros. Esta metodologia se baseia no compromisso entre “under-
fitting” e “overfitting” do classificador nos dados de treinamento. “Underfitting”
¢ quando a parametrizacao do classificador torna-o muito simples para modelar a
superficie de classificacao mais adequada para o conjunto de treinamento. Esta ade-
quagao refere-se ao desempenho do classificador quando utilizado para classificar
observacoes nao pertencentes ao conjunto de treinamento.

No caso de “overfitting”, a parametrizagao torna o classificador complexo. Desta
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forma, o treinamento faz com que o percentual de acerto para o conjunto de trei-
namento seja alto, ja que o classificador consegue modelar com muita complexidade
a superficie de separacao. Porém, ao ser apresentado a outras observacoes fora-
da-amostra, o percentual de acertos cai, j4 que a superficie de separagao tornou-se
muito especifica para o conjunto de treinamento e nao garantiu generalizacao. A
Figura [2.10| representa esta discussao.

O trabalho de [5] discute exatamente esta troca entre complexidade e genera-
lizagao, para o treinamento de SVM utilizando kernel RBF'. Esta troca se baseia prin-
cipalmente na escolha do parametro C' e no tamanho do kernel RBF o. De acordo
com os autores, o comportamento da SVM, baseado na selecao destes parametros,

pode ser dividido nas quatro categorias abaixo:

e “Underfitting” severo - Neste caso, o hiperespago dos atributos sera asso-
ciado a classe majoritaria, que é aquela que apresenta a maior quantidade de
observagoes na base de treino. Isto costuma acontecer nos seguintes casos: (1)
ogéfixoeC —0,(2) 0 — 0 and C fixo em um valor pequeno e (3) 0 — oo e
C fixo.

e “Overfitting” severo - Neste caso, pequenas regioces ao redor das observagoes
do conjunto de treinamento associadas a classe minoritaria sao associadas a
esta classe. O resto do hiperespago é associado a classe majoritaria. Isto ocorre

quando o0 — oo e C é fixo.

e Quando o ¢ fixo e C' — oo, a SVM separa estritamente as observacoes de

treinamento. Este também é um caso de “overfitting” quando h& ruido.

e Seo — ooe C =Co,onde C é fixo, a SVM converge para a SVM linear com

parametro de folga C.

Logo, a proposta de [5] é encontrar os parametros o e C' que garantam a generalizagao
do classificador. Um método para fazer isso seria buscar combinagoes dos dois
parametros que minimizassem uma estimativa de erro de generalizacao. Este é
usualmente um processo custoso, ja que depende de treinar o classificador diversas
vezes, para diversas combinagoes dos parametros.

O método proposto por [5] divide a busca bidimensional em duas buscas uni-
dimensionais. O primeiro passo do algoritmo é encontrar, para uma SVM linear
treinada com o conjunto de treinamento, o parametro C' que minimize uma estima-
tiva de erro de generalizacao. Apds isso, outra busca deve ser realizada, desta vez
sobre a reta definida por log 02 = log C' —log C, onde C é o valor de C' encontrado
na primeira busca, para uma SVM linear.

Para implementar a busca foi utilizado o algoritmo do MATLAB de busca direta

conhecido como patternsearch [31]. O algoritmo funciona da seguinte forma:
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Figura 2.10: Exemplo extraido de [5]. As 8 figuras representam o separador entre a
classe majoritaria 'x’ e a classe minoritaria '+’. E possivel notar quatro combinagoes
de parametros que resultam em “underfitting” (nenhum separador é criado). Dois
casos resultam em “overfitting”, onde a superficie de separacao cria uma pequena
regiao em torno do elemento extremo de cada uma das classes. Apenas o separador
representado pelo grafico superior, a esquerda, apresenta um exemplo adequado de
generalizacao.
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1. A busca se inicia calculando o valor da funcao objetivo em um ponto inicial

determinado pelo usuério.

2. Etapa de pooling: o algoritmo calcula o valor da fun¢ao objetivo em algumas
diregoes, a partir do ponto inicial. O conjunto de direcoes do método de
pool conhecido como Npl (N plus one), onde N é o nimero de dimensdes
do espago de busca, para um problema bidimensional, é composto dos vetores
di =[+1 40],dy = [+0 + 1] ed; = [-1 — 1]. Caso o valor da fun¢ao objetivo
seja mais favoravel para algum destes pontos z+d; (x¢ sendo o ponto inicial),
este ponto se torna o novo ponto inicial para a execucao de mais uma etapa

de pooling.

3. Variacao do mesh: O valor de mesh é um ponderador para a movimentacao
das Npl direcoes, que se inicia com valor m = 1. Caso a etapa de pooling
determine um novo ponto inicial de funcao objetivo mais favoravel, este valor
de mesh aumenta, por um fator definido por usuario. Caso nenhum ponto
mais favoravel seja encontrado, o valor de mesh é reduzido, para uma busca
com maior acuracia ao redor do ponto atual. Desta forma, o valor de mesh

costuma ser o critério de parada do algoritmo.

O algoritmo patternsearch foi utilizado nas duas buscas necessarias para se estabe-

lecerem os parametros dos especialistas SVM com kernel RBF.

2.4 Categorizacao de Ordens de Servico

Nenhum artigo foi encontrado, na literatura, para o problema especifico de cate-
gorizacao de ordens de servigo de uma oficina de equipamentos de grande porte.
No escopo da manutencao, foram encontrados dois artigos que tratam do mesmo
problema: a categorizacao de ordens de servigco de sistemas de distribuicao de ener-
gia elétrica, voltado para a correta priorizacao das ordens mais criticas e despacho
das equipes para o campo [32], [33]. Dado um conjunto de ordens necessérias de
execucao em diversos lugares diferentes da malha, seja por demandas emergenci-
ais ou comerciais, é necessario despachar uma equipe de campo para executar os
servigos. Portanto, agrupar as execugoes geograficamente com priorizagao de criti-
cidade torna-se o objetivo do trabalho.

A préxima secao apresenta as metodologias que serao utilizadas neste trabalho.
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Capitulo 3
Metodologia

Este capitulo descreve como o processo de classificacao das ordens de servigo é
realizado. O primeiro passo é a definicao do que ocorre no processo de classificagao:
qual é a informacao que deve ser rastreada nas ordens de servigo e sob que categorias
uma ordem de servico pode ser associada. Em seguida, é descrita a primeira etapa
do processamento dos dados. Ela consiste em extrair do texto das ordens de servico
os termos relevantes para a metodologia de classificacao. O que foi implementado
estd descrito na Secao [3.3] A segunda etapa da extracao de caracteristica consiste
na utilizacao de um dicionario técnico para deteccao de termos relevantes. Este
dicionario esta dividido por classes e contém uma relagao entre sinéonimos. A tltima
secao descreve como as SVMs foram utilizadas de forma combinada produzindo um
modelo de classificacao multiclasse para atender ao problema de categorizacao das

ordens de servigo.

3.1 Classes das Ordens de Servico

Cada ordem de servigo possui um conjunto de campos categdricos e textuais que
definem o que ocorreu. Para a base de ordens de servico analisada, apenas os campos
de texto desestruturado foram selecionados para prover os atributos do modelo. Isto
ocorreu porque os campos de texto, embora desestruturados, representam um relato
concreto, rico em informagcao, do que foi detectado e executado na ordem de servico.
Foi, inclusive por isso, que um modelo de mineragao de texto foi selecionado para
possibilitar o trabalho de classificacao, ja que os campos categéricos que, em teoria,

proveriam informacao discretizada “bem comportada”, nao puderam ser utilizados.

3.1.1 Definicao das Classes

O objetivo do trabalho de classificagao ¢ identificar, nas ordens de servico, qual ativi-

dade padrao ocorreu. Uma atividade padrao é a composicao de um sintoma, um com-
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ponente e uma acao executada. Por exemplo, uma determinada atividade padrao
pode ser: “Realizar a agaol no componentel devido ao sintomal”. Neste contexto,
a atividade padrao J é uma combinagao de trés classes categéricas J = {A, C, S},
onde no exemplo temos J = {a = a¢dol, ¢ = componentel, s = sintomal}.

Para encontrar as atividades do tipo padrao, as fungoes discriminantes de clas-
sificacao g(x) podem ser definidas de algumas formas diferentes, a partir do vetor
de entradas x = x1,29,...,x,, onde n é o numero de atributos utilizados. Ideal-
mente, a funcao discriminante deveria ser construida para realizar a classificagao da
atividade padrao J a partir dos atributos x e chamada de g;(x). Entretanto, foi
optado por realizar a construcao de classificadores para categorizar, separadamente,
agao, sintoma e componente, através de fungoes discriminantes g4(x), go(x) e gg(x)
respectivamente. Desta forma, a classificacao da atividade padrao é a tupla definida

9.(%) = {9a(x), 9¢(x), gs(x)} (3.1)

3.2 Coleta de Dados

O conjunto de ordens de servico foi obtido da base de dados e classificado por um
conjunto de engenheiros nas trés categorias {A, C,S}. Posteriormente, elas foram
avaliadas de forma a comparar a consisténcia da categorizacao dos diferentes in-
dividuos que participaram do processo. Um total de 5000 ordens de servico foram
homologadas para consolidagao da amostra de treinamento. Como sera visto adi-
ante, foi construido um dicionario técnico para determinar quais termos encontrados
nas ordens de servigo serao relevantes para cada um dos trés discriminantes. Por-
tanto, apenas um subconjunto da amostra de treinamento foi utilizado para os trés

diferentes problemas de classificagao.

3.3 Extracao de Caracteristicas

A extracao de caracteristicas consiste em obter dos campos de texto desestruturados
das ordens de servico os termos necessarios para realizar o processo de classificagao.
Esta etapa pode ser dividida em duas partes: o pré-processamento de texto para
limpeza e exclusao de palavras irrelevantes e a deteccao de termos. Os termos
sao expressoes de uma ou mais palavras utilizadas como atributos de entrada dos
classificadores. Ou seja, das w palavras encontradas nos trés campos de texto de-
sestruturado das ordens de servigo, é extraido um tunico vetor de termos x. Esta
nomenclatura (palavras e termos) serd utilizada ao longo do trabalho para separar
o conteddo bruto da ordem de servico da informacao relevante encontrada para o

algoritmo de classificagao. O diagrama da Figura exemplifica o processo de ex-
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tracao de caracteristicas utilizado. Este processo serd descrito ao longo desta secao

em maiores detalhes.
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Figura 3.1: Fluxograma de extragao de caracteristicas das ordens de servico para
composicao da amostra de treinamento.

A extracao de caracteristicas inicia-se pela limpeza do texto. Nesta etapa, sao re-
movidos caracteres nao-alfanuméricos, acentuacao e caracteres especificos da lingua
portuguesa. Em seguida, é realizada a exclusao de algumas palavras irrelevantes
para o trabalho de categorizacao. E utilizado um diciondrio de palavras irrele-
vantes (Stop Words) para determinar quais devem ser excluidas neste estagio do
pré-processamento. Apos esta etapa, inicia-se a etapa de normalizacao do texto e

extracao de termos, que serd descrito nas proximas subsecoes.

3.3.1 Dicionario Técnico

Além do diciondario de palavras irrelevantes, outro dicionario foi construido para
auxiliar a etapa de extracao de caracteristicas. Este segundo dicionario foi batizado

de Diciondrio Técnico de Termos. Este dicionério serve para dois propositos:
e Identificar quais termos sao sinonimos.

e Determinar quais termos sao relevantes para cada uma das classes das trés

categorias.

24



Rétulo de Classe | Termos

COMPONENTE 1 | termol, termo 2, termo 3, termo 4
COMPONENTE 2 | termob, termo6

COMPONENTE 3 | termo7, termo8

Tabela 3.1: Exemplo da estrutura do dicionario técnico de termos para trés classes
da categoria de componentes C'.

A definicao de quais termos sao relevantes para cada uma das classes foi um trabalho
de associacao feito por um especialista técnico em manutencao dos equipamentos de
mineracao de grande porte. A tabela[3.1exemplifica como é a estrutura do diciondrio
para a categoria de componentes. Alguns termos especificos sao relevantes para um
rotulo de classe especifico da categoria.

Logo, o diciondrio técnico é a parte principal da metodologia de sele¢ao de atribu-
tos. Apenas os termos contidos no dicionario sao buscados nas palavras encontradas
nas ordens de servico, por categoria. A préxima subsecao explica como essa busca

é realizada.

3.3.2 Normalizacao do Texto

Apds a segmentacao do texto das ordens de servigo em palavras, é realizado o pro-
cesso de normalizacao do texto: a identificagao de quais dessas palavras sao termos
expecificos existentes no dicionario técnico. O algoritmo de busca realiza até trés
comparagoes, para cada uma das palavras existentes no dicionario, de forma a extrair
os termos existentes em meio ao texto da ordem de servigo. A primeira comparacao
é exata. Caso o i-ésimo termo do dicionario exista no texto da ordem de servico
processada, este termo é armazenado como existente e € removido da cadeia de carac-
teres. Caso ele nao exista, é realizada a busca utilizando o algoritmo de Levenshtein
descrito com limiar "*MINIMUM_MSD”’ igual a 0,8. Por ultimo, o radical do -
ésimo termo ¢ procurado no texto da O.S. com limiar ”*MINIMUM_MSD”" igual
a 0,9. Estes parametros foram selecionados utilizando validagao manual sobre um
conjunto de 500 ordens de servigo. Para cada experimento, as 500 ordens de servico
eram validadas, tolerando-se nenhum erro. Os parametros foram inicializados em
0,95 e sofreram variacao de 0,05 a cada iteracao da validacao.

O pseudo-cédigo do algoritmo utilizado encontra-se na figura [3.2]

Os termos sao extraidos individualmente dos campos de texto de acao sugerida,
acao executada e sintoma. Um exemplo deste processo encontra-se na tabela [3.2]
Ap6s a extragao dos termos, eles sao agrupados e contabilizados (Tabela [3.3)). Cada
1-ésimo elemento do vetor de atributos x; é a soma de quantas vezes o termo 1¢
foi encontrado nos trés campos. No exemplo da Tabela [3.3] os i-ésimos elementos

correspondentes a {realizar, substituir, filtro, limalhas} apresentariam os valores
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sort Term Dictionary by number of terms desc;
while 1 <= Term Dictionary.length() {
while 7 <= 0S.length() {
if Term Dictionary.Term(i) = O0S.Term(j) |
match=1; break;
}
if MSD(Term Dictionary.Term(i),
match=1;
if MSD(Term Dictionary.Term(i).stem(),
.stem() ) >MINIMUM MSD STEM
match=1;

OS.Term(j))>MINIMUMﬁMSD {
break;

0S.Term(])
break;

J++;

1++;

Figura 3.2: Pseudo-cédigo do algoritmo de busca no dicionario técnico.

Campo

Texto

Termos

Campo Categorico 1

Realizar a substituicao do
componente devido a pre-
senca particulas

realizar, substituir, compo-
nente, particulas

Campo Categoérico 2

Componente foi substituido

componente, substituir

Campo Categoérico 3

Presenga de particulas

particulas

Tabela 3.2: Exemplo genérico de extragao da informacgao da ordem de servico.

Termo Quantidade
realizar 1
substituir 2
componente | 2
particulas 2

Tabela 3.3: Exemplo de contagem de termos.

26




exibidos na tabela, enquanto todos os outros elementos, correspondentes aos outros
termos do dicionario, apresentariam valor igual a zero.

O processo de normalizacao utilizando o dicionario técnico é o ultimo passo
necessario para formar a base de treino com os vetores de termos x encontrados nas
ordens de servico. A matriz de documentos por termos, de dimensao j X 7, onde j é
o numero de ordens da amostra categorizada pelos especialistas e 7 a quantidade de

termos do dicionério forma por fim a base de treinamento para os classificadores.

3.4 Metodologia de Classificacao

Conforme explicado na Subsegao [3.1.1] para obter a atividade padrao realizada na
ordem de servico é necessario identificar o sintoma, a acao realizada e o componente
no qual o servigo foi executado. A categorizagao de cada uma dessas caracteristicas
foi considerado um problema de classificagao distinto. Portanto, para classificar a
atividade padrao é necessario treinar um classificador multiclasse para ac¢ao, um
para sintoma e um para componente. Apds isso, combinando o resultado dos trés
classificadores, obtém-se a atividade que foi realizada.

Cada observacao da amostra original de treinamento é um vetor de tamanho
7, onde cada elemento é quantas vezes o i-ésimo termo foi encontrado na j-ésima
ordem de servigo. Esta amostra completa poderia ser utilizada para treinar a fungao
discriminante g;(x). Porém, como o problema de categorizacao foi dividido em trés
fungoes discriminantes referentes a cada uma das categorias, nem todos os i termos
sao relevantes para o treinamento dos trés classificadores. Por exemplo, para o
problema de classificacao de agoes, apenas um conjunto reduzido de termos, 74 foi
considerado. Esses i4 termos sao aqueles que aparecem relacionados a pelo menos
um rotulo de classe da categoria de agoes. A tabela ilustra algumas entradas
do dicionério técnico de componentes. Todos os termos listados na tabela fazem
parte dos i termos considerados para o problema de classificacao de componentes.
Assim, o vetor de atributos original x deriva trés defini¢oes distintas para cada um
dos problemas de classificacao: xa, Xc e Xg, gerando trés conjuntos de treinamento
Ty, Te e Ts de dimensionalidade j X 14,5 X i¢ e J X ig respectivamente. Desta

forma, trés conjuntos de dados foram gerados, um para cada categoria.

3.4.1 Selecao do Classificador

O classificador escolhido foi uma maquina de comité, que utiliza um conjunto de
classificadores “especialistas”. Cada um dos especialistas é uma maquina de vetor
suporte. Dependendo da arquitetura selecionada, o resultado dos especialistas é

combinado de forma diferente. Algumas arquiteturas foram experimentadas. O
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resultado das implementacoes foi comparado utilizando validacao cruzada k-folds
[23] com dez partigoes. Estas arquiteturas serao descritas adiante. O resultado do
treinamento sera descrito no préximo capitulo.

A primeira arquitetura implementada foi o one-against-all, com especialistas
sendo SVM lineares. Nesta implementacgao, cada especialista realiza a classificagao
de uma categoria especifica contra todas as outras. Portanto, cada especialista repre-
senta um rotulo especifico. A avaliacao da méaquina de comité leva em consideragao
o resultado de todos os especialistas. O rétulo escolhido pela maquina de comité
¢é o rétulo do especialista que possuir o maior resultado numérico positivo. Caso o
maior resultado seja menor que zero, significa que o vetor classificado se localiza na
regidao de “divida”’. O parametro de margem C' foi escolhido igual a 10°. De acordo
com [5] e [? ], conforme C' — oo, a SVM tende a reduzir a zero o tamanho da mar-
gem. Logo, a escolha deste valor representa uma hipétese inicial para o parametro,
assegurando uma margem pequena, de forma a servir de comparagao para as outras
arquiteturas implementadas. O algoritmo de treinamento do MATLAB automatica-
mente normaliza o C de acordo com a quantidade de vetores representando o rétulo
e o “nao-rétulo” para cada especialista.

A segunda arquitetura implementada foi o one-against-one, com especialistas
SVM lineares. A mesma consideracao foi feita para o parametro de regularizagao.
Neste problema, cada especialista responde por um rétulo contra outro. Portanto,
o nimero de especialistas é igual ao total de combinacao entre rétulos. O resultado
da maquina de comité é a votacao dos especialistas. O rétulo que receber mais votos
¢ o vencedor.

A terceira e a quarta arquitetura implementadas sao extensoes da primeira e da
segunda, mas nestes dois casos foi implementado um algoritmo de busca para utilizar
o kernel RBF. A terceira arquitetura usa este treinamento para os especialistas, os
combinando com o one-against-all e a quarta arquitetura os combina com o one-

against-one. A metodologia de treinamento dos especialistas é a seguinte:

1. E realizada a busca para encontrar o melhor C' para uma SVM linear, utili-

zando o patternsearch, utilizando os parametros da Tabela [3.4]

2. Caso C > 10°, o kernel linear é selecionado. Senao, ¢ feita a busca utilizando
kernel RBF. Este critério é baseado na conclusao de que se C' — oo, a SVM

tende a formulagao linearmente separdvel (“hard margin”).

3. E realizada a busca em log 02 = log C' — log C para definir o tamanho do

kernel e o parametro C' correspondente.

O algoritmo usa os parametros descritos na tabela 3.4 Caso a etapa de pool encontre

um ponto na vizinhanca com funcao objetivo mais favoravel, o tamanho do mesh é
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Parametro Valor
Critério de Parada: Tama- | 0,9

nho do Mesh
Contracao do Mesh 0,1
Expansao do Mesh 10

Tamanho Inicial do Mesh 100
Tamanho Maximo do Mesh | 10°
Co 1

Tabela 3.4: Parametros utilizados no patternsearch.

multiplicado por 10. Caso nao encontre um ponto favoravel, o tamanho do mesh é
multiplicado por 0, 1. Caso o tamanho do mesh fique menor do que 1, que também
é o valor inicial do mesh, a busca se encerra. O valor inicial é Cy = 1 para os dois
algoritmos.

Duas estimativas de erro foram utilizadas para o erro de generalizacao: O ntimero
de vetores suportes, que é um limite superior para o erro leave-one-out [30]; o
erro calculado sobre uma amostra de teste, correspondente a 20% da amostra de
treino para cada especialista (Hold-out). O primeiro, embora seja um limite superior
conservativo, é de facil implementacao e o mais rapido de ser calculado. Isto foi ttil
para reduzir o tempo total de treinamento das maquinas de comité.

As arquiteturas foram comparadas utilizando a taxa de acerto. Esta taxa de
acerto foi mensurada utilizando a média da taxa de acerto de dez parti¢des do con-
junto de treino (validagao cruzada com dez partigoes). O préximo capitulo descreve

os resultados obtidos pela metodologia.
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Capitulo 4
Resultados e Discussoes

Este capitulo apresenta os resultados alcancados para as maquinas de comité trei-
nadas para a categorias de agao e sintoma. A primeira secao apresenta o resultado
para a categoria de agoes, a segunda, os resultados para categoria de sintomas e a
ultima secao discute os resultados e algumas estratégias para o uso das maquinas

de comité propostas.

4.1 Maquina de Comité para Acoes

A subselecao de vetores para categoria de agao, como explicado no capitulo anterior,
possui apenas aqueles cujos termos estao no dicionario técnico relacionados a cate-
goria. Isto representou um total de 3687 observacoes distintas para o treinamento,
com 691 termos. Um total de 21 rétulos apareceram nestas observagoes e foram
utilizados para o treinamento.

A tabela apresenta uma nomenclatura para as arquiteturas. A coluna “Co-
mité” define a estrutura para uma determinada arquitetura (método de votagao).
A coluna especialistas representa as duas abordagens implementadas para indugao:
SVM Linear e Pattern Search, que pode usar Kernel RBF. A coluna “Est. Erro”
define qual estimativa de erro foi utilizada como funcao objetivo do algoritmo de
busca. “LOQ” representa Leave-One-Qut, que foi estimado a partir do nimero de
vetores de suporte. “HO” representa “Hold-Out” e neste caso 20% do conjunto de
treinamento foi usado para calcular uma estimativa do erro.

A tabela apresenta o resultado, por rétulo, do treinamento para acoes. Em
negrito esta o melhor resultado para cada um dos rétulos. Para categoria de acoes, a
arquitetura A A2 foi a que apresentou o maior numero de rétulos com maior média
de acerto, totalizando 14. A tabelald.3|exibe o resultado estimado da taxa de acertos
da maquina de comité, baseado na validacao cruzada com dez particoes. O resultado
das arquiteturas AA1, AA2 e AA3L sdo compardveis. A nao-linearidade inserida

pelo kernel RBF nao aprimorou significativamente o resultado, a troco de um maior

30



Cédigo | Comité Especialistas | Est. Erro | Duragao (s)
AA1l One-against-all | SVM Linear - 96

AA2 One-against-one | SVM Linear - 36

AA3L | One-against-all | Pattern Search | LOO 1780

AA3H | One-against-all | Pattern Search | HO 1800

AA4L | One-against-one | Pattern Search | LOO 840

AA4H | One-against-one | Pattern Search | HO 900

Tabela 4.1: Arquiteturas implementadas para categoria de agoes.

custo computacional (ver as duracoes na Tabela [4.1).

Também baseado no resultado apresentado na Tabela [4.2] é possivel imaginar
que, combinando o resultado das arquiteturas AA1l e AA3L (ambas utilizam o
one-against-all), o resultado da maquina de comité pode ser aprimorado. A tabela
[4.4] apresenta o resultado das duas arquiteturas combinado: os especialistas que
obtiveram maior taxa de acerto para uma das arquiteturas, foi treinado utilizando
os parametros da melhor. E possivel perceber que o resultado da maquina de comité
nao melhorou com esta alteragao.

A maquina de comité suportard o analista, ao categorizar corretamente as ordens
de servigo nos rétulos. Procurar melhorias ou alteragoes em algoritmo que facam
com que a taxa de acerto alcance 100%, contudo, nao é necessariamente a tnica
forma de suportar o analista. Sem a maquina de comite, o trabalho de avaliacao das
ordens de servigo envolve ler uma a uma. Portanto, é possivel auxilid-lo, garantindo
100% de acerto para um grupo grande de ordens de servico, mesmo que a troco de
nao classificar automaticamente um certo nimero de ordens.

Ao variar a sensibilidade de cada uma das SVM, é possivel criar uma regiao de
incerteza, na qual a ordem de servico precisarda de avaliagao do especialista. Esta
sensibilidade é calculada em uma tolerancia minima para o valor do discriminante
gerado para cada uma das ordens de servico. Nas implementagoes que usam o
one-against-all, a sensibilidade envolve considerar como incerta, qualquer ordem de
servigo cuja saida da fungao discriminante seja menor que um valor de sensibilidade
g(x) < |e|.  Para avaliar o resultado da sensibilidade, devem ser avaliadas em
conjunto as figuras e A primeira figura apresenta o histograma da saida
do discriminante para o rétulo vencedor. E possivel perceber que algumas ordens
de servico obtiveram como maximo um valor menor do que zero. Estes valores
ja sao considerados como erros, no calculo da taxa de acerto. A segunda figura
exibe o comportamento da taxa de acerto e da quantidade de ordens de servico
categorizadas como rotulo incerto, contra sensibilidade. Para o valor ¢ = 0,1, por
exemplo, a taxa de acerto é igual a 99,67%. Isso corresponde a 7% das ordens de
servigo, categorizadas como incertas. E interessante observar também o resultado

da tabelad.5] Treze dos vinte e um rétulos apresentam taxa de acerto igual a 100%.
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Rétulo # | AA1% | AA2% | AA3L% | AA3HY% | AAALY | AAAHY%
Acao0l 3 66,7 | 66,7 | 333 33,3 33,3 33,3
Acao02 55 | 94,5 96,4 | 90,9 85,5 83,6 89,1
Acao03 724 | 98,5 08,1 99,2 98,9 99,4 99,2
Acao04 27 1926 100,0 | 92,6 85,2 88,9 83,9
Acio05 14 | 100,0 | 100,0 | 100,0 | 78,6 57.1 57.1
Acao06 148 | 94,6 95,9 96,6 93,9 89,9 97,3
Acio07 148 | 96,6 96,6 97,3 96,6 93,2 96,6
Acao08 1 50,0 | 50,0 | 50,0 50,0 25,0 25,0
Aciao09 19 94,7 895 78,9 84,2 73,7 73,7
Acioll 9 100,0 | 100,0 | 100,0 | 88,9 88,9 77,8
Acaoll 293 /99,0 |99,0 | 99,0 98,6 91,8 98,6
Aciol2 186 | 96,2 96,2 96,8 94.6 91,4 97,3
Aciol3 17 [ 88,2 94,1 | 824 88,2 88,2 88,2
Aciold 257 |1 97,3 | 942 96,5 96,1 91,4 96,5
Acaolb 13 | 100,0 | 100,0 | 100,0 |923 92.3 92,3
Aciolb 1432 99,6 99,2 99,8 99,6 100,0 | 99,9
Aciol7 1 75,0 100,0 | 75,0 75,0 100,0 | 100,0
Acaols 195 | 99,5 100,0 | 99,0 98,5 91,8 96,9
Acaol9 40 [ 95,0 97,5 | 85,0 85,0 82,5 87.5
Aciao20 74 | 100,0 | 100,0 | 100,0 | 100,0 93,2 93,2
Acao2l 25 | 96,0 100,0 | 88,0 96,0 92,0 92,0
Média 92,1 94,0 88,6 86,6 83,2 84,8
Média Ponderada 98,3 08,1 98,2 97,6 95,9 97,8

Tabela 4.2: Comparagao do resultado da taxa de acerto percentual por rétulo, para
cada uma das arquiteturas implementadas para categoria de acoes. Melhor resultado

em negrito.

ID AA1% | AA2% | AA3L% | AA3SH% | AA4L% | AAAH%
1 98,6 98,6 98,0 97,7 96,6 98,3
2 98,4 99,2 98,7 97,9 97,6 98,7
3 97,0 97,7 97,7 97,7 95,4 97,2
4 98,0 98,6 98,6 97,8 96,1 98,0
> 98,0 97,1 97,7 97,4 94,5 97,4
6 98,1 98,1 97,6 97,1 95,8 98,1
7 98,2 98,2 97,9 97,1 94,8 96,9
8 99,4 97,8 98,0 97,8 95,0 97,2
9 98,4 98,9 98,9 97,9 96,5 98,4
10 98,9 96,7 98,9 97,5 96,1 97,5
Média | 98,3 98,1 98,2 97,6 95,8 97,8
Desvio | 0,6 0,8 0,5 0,3 0,9 0,6

Tabela 4.3: Comparacao do resultado da taxa de acerto por particao, para cada

uma das arquiteturas implementadas, para categoria de agoes.
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AA1+AA3LY
96,9
98,2
97,0
98,6
97,1
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97,9
10 95,6
Média | 97,4
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Tabela 4.4: Comparacao do resultado da taxa de acerto por particao, para a uma
arquitetura mista, combinando AA1 e AA3L.
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Figura 4.1: Histograma da saida do discriminante, arquitetura A A1, para as ordens
de servigo da base de dados.
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Figura 4.2: Taxa de acerto e quantidade de ordens de servico categorizadas como
“categoria incerta” contra a sensibilidade ¢, categoria de agoes.
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Rétulo | Acerto% ¢ =0,1
Agao01 | 100,0
Agao02 | 98,0
Agao03 | 99,8
Agao04 | 96,0
Agao05 | 100,0
Agao06 | 100,0
Agao07 | 99,2
Agao08 | 100,0
Agao09 | 100,0
Agaol0 | 100,0
Acaoll | 100,0

Acgaol2 | 99,4
Agaol3 | 100,0
Agaold | 98,7

Agaolb | 100,0
Agaol6 | 99,9

Agaol7 | 100,0
Agaol8 | 99,5

Agaol9 | 100,0
Agao20 | 100,0
Agao21 | 100,0

Tabela 4.5: Acerto por especialista, com € = 0, 1.

Isso permitiria também ao analista focar a validagao, além das incertas, em apenas
algumas categorias. Uma discussao sobre estas estratégias para beneficiar o trabalho

do analista sera vista na subsecao 4.2.1}

4.2 Maquina de Comité para Sintomas

A subselecao de vetores para categoria de sintomas também possui apenas aqueles
cujos termos estao no diciondrio técnico relacionados a categoria. Isto represen-
tou um total de 2004 observacgoes distintas para o treinamento, com 844 termos.
Um total de 43 rotulos apareceram nestas observacoes e foram utilizados para o
treinamento.

No caso desta categoria, a implementagao SA1 foi a que obteve a maior média
de acerto por rétulo, conforme exibido na tabela 4.7, O resultado por partigao se
encontra na tabela [4.8] Similar ao realizado para categoria de agdes, combinar o
resultado das arquiteturas SA1 e SA3 nao melhorou o resultado geral da maquina
de comite.

As figuras e exemplificam a avaliacao da sensibilidade. No caso desta

categoria, para € = 0,1, a incerteza é igual a 10%. O desvio padrao da estimativa
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Cédigo | Comité Especialistas | Est. Erro | Duragao (s)
SA1 One-against-all | SVM Linear - 80

SA2 One-against-one | SVM Linear - 30

SA3L One-against-all | Pattern Search | LOO 1484

SA3H | One-against-all | Pattern Search | HO 1502

SA4L One-against-one | Pattern Search | LOO 700

SA4H | One-against-one | Pattern Search | HO 750

Tabela 4.6: Arquiteturas implementadas para categoria de sintomas.
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Figura 4.3: Histograma da saida do discriminante, arquitetura SA1, para as ordens

de servigo da base de dados.
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Rétulo # | SA1% | SA2% | SA3L% | SA3H% | SA4L% | SA4H%
Sintoma01 43 | 93,0 93,0 93,0 90,7 72,1 86,0
Sintoma02 42 | 95,2 95,2 81,0 88,1 88,1 88,1
Sintoma03 101 | 88,1 94,1 77,2 87,1 84,2 89,1
Sintoma04 11 | 100,0 | 90,9 54,5 90,9 63,6 63,6
Sintoma05 6 83,3 50,0 50,0 16,7 50,0 50,0
Sintoma06 10 | 70,0 80,0 40,0 50,0 50,0 50,0
Sintoma07 3 66,7 66,7 33,3 33,3 33,3 33,3
Sintoma08 1 0,0 0,0 0,0 0,0 0,0 0,0
Sintoma09 1 0,0 0,0 0,0 0,0 0,0 0,0
Sintomal0 95 |97,9 97,9 87,4 92,6 91,6 96,8
Sintomall 28 | 82,1 78,6 85,7 85,7 82,1 78,6
Sintomal2 115 | 99,1 98,3 99,1 94,8 93,9 93,9
Sintomal3 21 | 90,5 90,5 71,4 76,2 66,7 71,4
Sintomal4 342 1 99,1 98,5 99,1 98,0 99,7 99,4
Sintomalb 18 | 83,3 83,3 55,6 72,2 61,1 61,1
Sintomal6 56 | 92,9 89,3 92,9 91,1 78,6 89,3
Sintomal7 15 | 93,3 93,3 73,3 86,7 73,3 73,3
Sintomal8 28 | 82,1 71,4 82,1 78,6 67,9 71,4
Sintomal9 40 | 97,5 97,5 90,0 95,0 92,5 92,5
SintomaZ20 181 | 98,9 97,8 98,9 97,8 98,3 98,9
Sintoma21 181 | 98,3 96,7 99.4 96,7 92,3 95,0
Sintoma22 12 | 91,7 91,7 75,0 66,7 75,0 75,0
Sintoma23 84 | 94,0 92,9 98,8 96,4 95,2 97,6
Sintoma?24 6 83,3 83,3 66,7 83,3 66,7 66,7
Sintoma?2b 108 | 86,1 82,4 88,0 88,9 83,3 84,3
Sintoma?26 65 | 95,4 95.4 78,5 93,8 81,5 87,7
Sintoma?27 13 92,3 84,6 84,6 69,2 76,9 76,9
Sintoma28 1 0,0 0,0 0,0 0,0 0,0 0,0
Sintoma29 7 100,0 | 100,0 | 85,7 85,7 85,7 85,7
Sintomad0 4 75,0 50,0 25,0 25,0 25,0 25,0
Sintomad1 9 100,0 | 100,0 | 88,9 88,9 88,9 88,9
Sintomad2 24 | 95,8 91,7 95,8 95,8 87,5 87,5
Sintomad3 4 50,0 75,0 75,0 75,0 75,0 75,0
Sintomad4 51 | 92,2 90,2 78,4 88,2 80,4 86,3
Sintomadb 63 | 100,0 | 100,0 | 92,1 98,4 93,7 95,2
Sintomad6 73 | 93,2 97,3 93,2 94,5 94,5 95,9
Sintomad? 6 83,3 83,3 83,3 83,3 100,0 100,0
Sintoma3d8 26 | 88,5 80,8 76,9 92,3 80,8 80,8
Sintomad9 57 | 96,5 93,0 96,5 93,0 89,5 91,2
Sintoma40 3 0,0 0,0 0,0 0,0 0,0 0,0
Sintoma41 36 | 86,1 75,0 83,3 83,3 80,6 83,3
Sintoma42 2 100,0 | 100,0 | 100,0 100,0 100,0 100,0
Sintoma43 12 | 91,7 83,3 58,3 83,3 58,3 66,7
Média 81,5 79,4 71,8 74,6 71,1 72,8
Média Pond. 94,5 93,3 90,4 92,0 88,8 90,9

Tabela 4.7: Comparacao do resultado da taxa de acerto por rétulo, para cada uma
das arquiteturas implementadas para categoria de sintomas. Melhor resultado em

negrito.
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SA1% | SA2% | SA3L% | SA3H% | SA4L% | SA4H%
96,4 92,3 92,8 94,8 90,2 94,3
93,0 91,0 86,4 91,0 85,4 87,9
93,4 93,9 90,8 92,9 89,8 92,3
98,4 96,7 93,4 94,0 90,1 92,3
92,3 90,8 88,2 88,7 86,7 87,2
95,6 94,6 89,2 93,6 88,7 93,1
94,0 92,7 89,9 90,4 86,2 89,0
96,2 94,5 92,3 92,3 91,8 93,4
93,5 94,4 93,5 91,6 92,6 93,0
10 92,7 92,2 87,7 90,9 86,8 87,2
Média | 94,5 93,3 90,4 92,0 88,8 91,0
Desvio | 1,9 1,8 2,4 1,8 2,3 2,7
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Tabela 4.8: Comparacao do resultado da taxa de acerto por particao, para cada
uma das arquiteturas implementadas para categoria de sintomas.
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Figura 4.4: Taxa de acerto e quantidade de ordens de servigo categorizadas como
“categoria incerta” contra a sensibilidade ¢, categoria de sintomas.
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de média da taxa de acerto, para as arquiteturas implementadas para categoria de
componente, é maior do que o que foi visto para acoes. Comportamento similar, em
relacao ao uso do kernel RBF, também foi averiguado. A inser¢ao da nao-linearidade
nao melhorou a taxa de acerto, vinculado a um aumento grande da complexidade
computacional. Desta forma, as topologias mais simples, novamente, obtiveram
melhor resultado. A proxima subsecao discute as estratégias para a utilizacao das

magquinas de comiteé.

4.2.1 Discussao

A selecao da arquitetura adequada para as maquinas de comité de ambas as cate-
gorias é baseada na troca entre confiabilidade da classificacao e tempo alocado de
especialista para avaliagao dos resultados. Como nao foi encontrado na literatura
nenhuma metodologia de classificagao de ordens de servico desta natureza, a anélise
de desempenho fica restrita as implementacoes realizadas neste trabalho.

A quantidade de ordens de servico inseridas no sistema, por mes, gira em torno
de 75 por equipamento. Uma mina intermediaria possui cerca de 40 equipamentos.
Um analista experiente consegue realizar a categorizacao de uma ordem de servico
num intervalo de trinta a sessenta segundos, dependendo da complexidade da ordem
de servigo. Logo, o trabalho total por més gira em torno de 25 a 50 horas. Como o
analista realiza a classificacdo dos trés campos, assumindo que seja gasto o mesmo
tempo por campo e arredondando o resultado, ha um trabalho de 8 a 16 horas,
por categoria, por més. Ainda que experiente, ao realizar a classificacdo manual de
diversas ordens, o analista estd sujeito ao cansaco. Portanto, reduzir a quantidade
de ordens para as quais é necessaria a avaliagao manual, ja é um trabalho benéfico.

Algumas estratégias poderiam ser selecionadas para utilizar os resultados obtidos

pelas arquiteturas. Estas estratégias estao resumidas na listagem abaixo:

1. Confiabilidade Maxima - Utilizando a arquitetura A A1 para agoes e SA1
para sintomas, com o fator de sensibilidade, é possivel obter 100% de acerto.
No caso da categoria de acoes, este valor estd relacionado a 50% de incer-
teza, enquanto para sintomas, o valor estd relacionado a 85% de incerteza.
Isto representa uma economia que gira em torno de 5 a 10 horas/més de um

analista.

2. Tolerancia Parcial a Erros de Classificacao - Caso fosse possivel tolerar
uma quantidade de erros especifica, seria possivel selecionar outra faixa para
a sensibilidade. Por exemplo, selecionando € = 0, 1, a taxa de acertos é igual a
99, 67% para acoes e igual a 98,62% para sintomas, associado a 7% e 10% de

incerteza, respectivamente. No pior caso, se os erros acontecessem em ordens
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de servico mutuamente exclusivas para as duas categorias, o total seria de
aproximadamente 50 ordens de servico classificadas erroneamente. Este erro
estaria associado, também, a no maximo duas horas de validagao sobre as

ordens categorizadas como incertas pela maquina de comiteé.

3. Tolerancia Total a Erros de Classificacao - Neste caso, bastaria escolhe a
arquitetura com maior taxa de acerto, utilizando, ou nao, algum critério para
avaliar a dispersao. Levando em consideracao apenas a média de acerto, as

arquiteturas vencedoras seriam AA1 e SA1.

4. Tolerancia Parcial por Especialista - Para esta estratégia, seria necessério
primeiro assumir a premissa de que a proporc¢ao entre os rotulos se mantivesse
com o tempo. Os dados deste exemplo estao na Tabela[d.9 Parae = 0,1, utili-
zando a arquitetura A A1, as taxas de acerto estao ilustradas na tabela. Sendo
toleravel um erro de 0,05% por especialista, apenas 7 das 21 categorias, pre-
cisariam ser avaliadas. Caso as proporcoes se mantivessem, isso representaria
23% do tempo, mais o tempo gasto para avaliar as categorizadas como incertas
(que no caso desta arquitetura é igual a 7%), totalizando uma economia de

70% de horas/més do analista.

Neste capitulo foram discutidos os resultados relacionados as arquiteturas de
maquina de comité, construidas para classificar as categorias de acao e sintoma.
Estratégias de utilizacao das maquinas foram propostas, de forma a tratar de forma
concomitante, a confiabilidade do resultado da méaquina e a reducao do trabalho
operacional do analista em horas/més. Ficaria a critério do analista ou da gestao,
definir qual das estratégias é mais adequada para realizar o processo de classificagao

das ordens de servico.
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Rétulo | # Proporcao | Acerto | Prop. Risco
Agao01 | 2 0,06 100,00 | 0,00
Agao02 | 51 1,50 98,04 1,50
Agao03 | 651 | 19,14 99,85 0,00
Agao04 | 25 0,74 96,00 0,74
Agao05 | 14 0,41 100,00 | 0,00
Acao06 | 128 | 3,76 100,00 | 0,00
Acao07 | 126 | 3,70 99,21 3,70
Agao08 | 2 0,06 100,00 | 0,00
Agao09 | 16 0,47 100,00 | 0,00
Agaol0 | 9 0,26 100,00 | 0,00
Agaoll | 284 | 8,35 100,00 | 0,00
Acaol2 | 169 | 4,97 99,41 4,97
Acaol3 | 15 0,44 100,00 | 0,00
Acaold | 231 | 6,79 98,70 6,79
Acaol5 | 13 0,38 100,00 | 0,00
Agaol6 | 1339 | 39,37 99,85 0,00
Agaol7 | 3 0,09 100,00 | 0,00
Agaol8 | 193 | 5,67 99,48 5,67
Agaol9 | 34 1,00 100,00 | 0,00
Acgao20 | 73 2,15 100,00 | 0,00
Acao21 | 23 0,68 100,00 | 0,00
Risco 23,38

Tabela 4.9: A coluna propor¢ao representa o percentual do rétulo em relagao ao
tamanho da amostra. A coluna acerto apresenta a taxa de acertos para o rétulo,
utilizando a arquitetura AA1 e e =0,1. A coluna Prop. Risco é igual a zero, caso
a taxa de acertos seja maior que 99,5%. A quantidade de tempo em risco, caso as
proporcoes se mantenham, é igual a 23, 38%.
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Capitulo 5
Conclusoes

O primeiro capitulo apresentou o objetivo do trabalho: extrair, dos campos estrutu-
rados e desestruturados das ordens de servico, informacoes necessarias para realizar
a classificacao das mesmas. Esta classificacao, dividida em trés categorias princi-
pais: qual agao foi realizada em que componente e qual o sintoma associado. O
segundo capitulo discutiu as técnicas utilizadas para implementar a metodologia.
Técnicas de mineracao de texto utilizadas para extrair, limpar e normalizar as pa-
lavras encontradas. Descricao de como funciona o treinamento das maquinas de
vetor suporte, para o caso separavel e nao-separavel e suas possiveis extensoes mul-
ticlasse. Foi também discutido o uso de kernels para tornar o separador nao-linear
e foi apresentada uma heuristica de otimizacao para encontrar o melhor parametro
para o kernel RBF.

O capitulo de metodologia explicou como as técnicas de mineracao de texto foram
utilizadas para extrair as caracteristicas das ordens de servico, como o dicionario
técnico foi usado para auxiliar no processo de normalizacdo e como as bases de
treinamento, por categoria, foram geradas. Explicou como as maquinas de comiteé
foram concebidas, através das diferentes arquiteturas implementadas. O capitulo
anterior apresentou os resultados obtidos para os treinamentos e discutiu quatro
estratégias de utilizacao das diferentes arquiteturas, para a reducao da quantidade
de horas/més dedicadas, por um analista, para realizar a classificagdo manual das
ordens de servigo.

E importante reforcar que a ferramenta desenvolvida neste trabalho permite
agilizar significativamente a classificacao, além de desalocar um recurso experiente,
possibilitando que a revisao dos resultados seja realizado por um analistas de menor
senioridade, consumindo menos tempo. Isso sem contar que a maquina de comite
nao é sucetivel a fadiga causada pelo procedimento repetitivo de classificacao. Desta
forma, os resultados obtidos por este trabalho permitem auxiliar os especialistas em

suas atividades rotineiras de categorizagao dos problemas.
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5.1 Trabalhos Futuros

Os préximos passos deste trabalho estao elencados abaixo.

Melhorias na captura da informacgao:

e Avaliacao e acompanhamento continuo da qualidade de dados, dos campos

estruturados e desestruturados.
e Utilizagao dos campos categodricos para o treinamento dos classificadores.
Melhorias no dicionario técnico:

e Flexibilizar a relacao termos X categorias para considerar palavras que nao
estejam no dicionario técnico e que possam contribuir com mais informacgao

para o processo de classificacao.
e Deteccao automatica da relacao entre termos e categorias.
e Consideracao do sequenciamento dos termos no problema de classificagao.
Melhorias nos classificadores:

e Treinamento do classificador para a categoria de componentes, que possui cerca
de 1800 rétulos.

e Treinamento de um classificador ou maquina de comité que realize a classi-

ficacao A, C, S, tupla das trés categorias, de forma simultanea.

e Aprimoramento do treinamento das maquinas de comité através de melhoria
nos especialistas ou de melhorias na combinagao dos resultados individuais,
utilizando técnicas como boosting, bagging, ou implementando novas aborda-

gens multiclasse.

e (Categorizacao de mais ordens de servigo para expandir a quantidade de rétulos
do dicionario técnico presentes nos dados e para enriquecer as distribuicoes ja

existentes.
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