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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos
necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

ESTIMAÇÃO DE MOVIMENTO DE UMA CÂMERA VIA GEOMETRIA
EPIPOLAR

Guilherme de Souza Aires

Março/2010

Orientador: José Gabriel Rodriguez Carneiro Gomes

Programa: Engenharia Elétrica

A estimação de movimento de uma câmera via correspondência entre imagens
é uma das principais tarefas na área de Visão Computacional. A recuperação da
posição e orientação de uma imagem relativa a outra pode ser usada em várias
aplicações como visão robótica e realidade aumentada. A relação projetiva entre
duas imagens é descrita pela Geometria Epipolar. Faremos um estudo dessa geome-
tria e de suas técnicas lineares, como por exemplo, o Algoritmo de 8 Pontos, a fim de
que possamos extrair os parâmetros do movimento de uma câmera. Analisaremos a
eficiência e robustez dos algoritmos de modo a verificarmos suas viabilidades de uso.
Concluimos que atráves de uma normalização dos dados de entrada do Algoritmo
de 8 Pontos, podemos utilizá-lo como uma técnica para uma estimação inicial do
movimento.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the
requirements for the degree of Master of Science (M.Sc.)

SINGLE CAMERA MOTION ESTIMATION THROUGH EPIPOLAR
GEOMETRY

Guilherme de Souza Aires

March/2010

Advisor: José Gabriel Rodriguez Carneiro Gomes

Department: Electrical Engineering

A single camera motion estimation from image correspondence is one of the cen-
tral tasks in Computer Vision. The recovery of the position and the orientation of
one image relative to another can be used for many applications like robot vision
and augmentated reality. The projective relation between two views is described
by Epipolar Geometry. We study this geometry and its linear techniques, like the
8-Point Algorithm, aiming at extracting the camera motion paremeters. The algo-
rithms’ robustness and efficiency will be analised, as well as its viability of use. We
conclude that using the 8-point Algorithm with normalized input data is feasible for
being used as an initial motion estimation technique.
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Caṕıtulo 1

Introdução

A estimação de movimento tem sido estudada em Visão Computacional desde
o prinćıpio desta ciência. É uma área crucial para várias aplicações nas áreas de
processamento de imagens, computação gráfica e robótica. Por exemplo, o fluxo
óptico, a incorporação de elementos gráficos em realidade virtual e a localização e
navegação de um robô móvel são algumas t́ıpicas aplicações que necessitam dessa
área de pesquisa.

Como muitas áreas do conhecimento no campo da Engenharia, a estimação de
movimento em Visão Computacional procura em fenômenos da natureza a motivação
para implementar sistemas baseados nesses conceitos. De acordo com este racioćınio,
o fenômeno que usamos para nossa pesquisa foi a visão monocular humana. Brady
[1] explica como pacientes com visão monocular podem obter novamente a visão
3D. Ele sugere que esses pacientes façam movimentos relativos de suas cabeças
quando estiverem observando um objeto, logo, através dessas imagens em diferentes
referenciais processadas pelo cérebro, é formada uma noção de 3D do cenário.

Embasados nessa idéia, veremos o conceito de Geometria Epipolar, que corres-
ponde à matemática processada instintivamente pelo cérebro humano.

1.1 Objetivo

O objetivo do nosso trabalho consiste em estudarmos a Geometria Epipolar e
suas peculiaridades. A partir desse estudo, analisaremos como, fazendo o uso de
algoritmos lineares, podemos obter os parâmetros de rotação e translação do movi-
mento de uma câmera. Analisaremos essas técnicas lineares de estimação em função
da precisão de suas estimativas para verificarmos as suas limitações e a sua utilização
para diferentes tipos de movimentos.
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1.2 Geometria Projetiva

De modo que possamos entender a matemática por detrás das imagens captura-
das por uma câmera, faremos inicialmente um estudo da Geometria Projetiva [2] e
de sua origem.

(a) Corredor (b) Trilhos de trem (c) Túnel

Figura 1.1: Exemplos de imagens capturadas por uma câmera (fonte: wikipedia)

A geometria estudada nos cursos secundários, a que chamamos de Geometria
Euclidiana, tem por principal objetivo cuidar das propriedades de áreas, compri-
mentos, ângulos e volumes das figuras e dos corpos geométricos. É, por assim dizer,
uma geometria da medida, de acordo, aliás, com a sua origem entre os eǵıpcios e
com o sentido de seu próprio nome: medida (metria) da terra (geo).

Contudo, a geometria das imagens capturadas por câmeras não obedece tais
propriedades. Facilmente podemos constatar isso, vendo as imagens na Figura 1.1.
Os três exemplos correspondem a imagens compostas por retas paralelas no espaço
euclidiano, ou seja, retas que não são concorrentes. Mas o que podemos verificar é
que elas se encontram em um ponto nas imagens.

Observando esse fato, o primeiro estudo que abordou essa questão foi o estudo
geométrico da perspectiva. Esse estudo é conhecido desde o peŕıodo da Antiguidade
no Egito e na Grécia, contudo, no peŕıodo do Renascimento, teve seu auge [3]. Isso
foi graças aos trabalhos de inúmeros artistas da época que começaram a utilizar-
se das noções de perspectiva em suas artes. Podem ser vistos alguns exemplos na
Figura 1.2.
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(a) Pintura de Pietro Perugino (1481-82)
(fonte: wikipedia)

(b) Desenho de Paolo
Uccello (séc. XV)
(fonte: wikipedia)

Figura 1.2: Exemplos do estudo da perspectiva na arte no peŕıodo do Renascimento

Na Figura 1.3, podemos observar como funcionam as regras da pespectiva. As
paralelas se encontram nos pontos pretos chamados de pontos de fuga, que por sua
vez, estão todos contidos na reta de fuga (ou reta do horizonte). Podemos dizer que
estas foram as bases matemáticas para a criação da Geometria Projetiva.

Regras principais da perspectiva [3]

1. a imagem de uma reta também corresponde a uma reta.

2. a imagem de retas paralelas são retas concorrentes.

Figura 1.3: Objeto real e imagem em perspectiva

No século XIX, começou a surgir uma tendência nova: a idéia de que essa geo-
metria seria independente do conceito de medida criando-se então, uma nova geome-
tria. Através de Desargues, Monge e Carnot, o estudo da geometria projetiva teve
seu ińıcio, mas quem a desenvolveu formalmente pela primeira vez, foi Jean Victor
Poncelet. Ele fez um estudo sistemático das propriedades das figuras sem tomar a
medida como base, nem como objetivo final. No ano de 1822, Poncelet evidenciou
as propriedades das figuras que se mantinham inalteradas através das projeções e
seções.
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Para mais facilmente percebermos a distinção entre a Geometria Euclidiana e
a Geometria Projetiva, convém que comecemos por considerar as duas espécies di-
ferentes de operações (ou transformações) que aparecem predominantemente em
cada uma delas, partindo dos conceitos já conhecidos da Geometria Euclidiana: as
operações fundamentais da Geometria Euclidiana são os deslocamentos ou movimen-
tos riǵıdos, e as operações fundamentais da Geometria Projetiva são as projeções e
seções.

Após Poncelet, uma legião de matemáticos veio abraçar o estudo da Geometria
Projetiva, entre eles: Gergonne, Brianchon, Plücker, Staudt, Ruje e Cremona.

Referências para um estudo mais aprofundado da Geometria Projetiva podem
ser vistos em [4] e [5].

1.3 Modelagem Matemática

1.3.1 Espaço-n Projetivo

Um ponto no espaço projetivo de dimensão n (Pn) é representado por um vetor
n + 1 como p = [p1, p2, · · · , pn+1]T . Nesse vetor ao menos um elemento pi deve ser
não nulo. Essas coordenadas são conhecidas como coordenadas homogêneas.

Nessa representação, dois pontos pA e pB são considerados iguais, se obedecem
à relação indicada na Equação (1.1).

pAi = ηpBi sendo η 6= 0, i = 1, 2, · · · , n+ 1 (1.1)

1.3.2 Plano Projetivo

O espaço projetivo de dimensão 2 (P2) é chamado de plano projetivo. Esse é o
modelo que utilizaremos para representar o plano da imagem de uma câmera.

1.3.3 Pontos e Retas em P2

Ponto - m

Um ponto m no plano projetivo é representado pelo vetor em coordenadas ho-
mogêneas m = [mx,my,mz]T . No plano da imagem, esse ponto corresponde a
[mx/mz,my/mz]T ∈ R2.

Podemos dizer que m′ = [ηmx, ηmy, ηmz]T é igual a m para qualquer valor real
não nulo de η.
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Reta - r

Uma reta r no plano projetivo é representada pela Equação (1.2).

rxx+ ryy + rzz = 0 (1.2)

Logo, a representação em coordenadas homogêneas da reta é r = [rx, ry, rz]T .
Podemos dizer que r′ = [ηrx, ηry, ηrz]T é igual a r para qualquer valor real não

nulo de η.
A partir da Equação (1.2) podemos obter a relação mT r = rTm = 0 e com isso

observar que não existem diferenças entre retas e pontos em P2. Assim, se postula
o prinćıpio da dualidade: o ponto e a reta são dois elementos duais no plano, ou
mais explicitamente,“o ponto é dual da reta no plano” e “a reta é dual do ponto no
plano”.

A partir das definições feitas anteriormente, enunciaremos alguns teoremas que
dizem respeito à pertinência entre pontos e retas. Suas provas podem ser vistas no
Apêndice A.

Teorema 1.1 Uma reta r corta um ponto p quando o produto interno entre eles
for nulo (r · p = 0).

Teorema 1.2 O ponto p determinado por duas retas distintas r1 e r2 pode ser
calculado como produto vetorial entre as retas (p = r1 × r2).

Teorema 1.3 A reta r determinada por dois pontos distintos p1 e p2 pode ser
calculada como produto vetorial entre os pontos (r = p1 × p2).

Ponto Ideal - m∞

O ponto ideal corresponde ao ponto localizado no infinito no espaço euclidiano,
ponto de encontro entre as retas paralelas. No plano projetivo, corresponde ao
encontro entre duas retas projetivas. O ponto ideal é da forma m∞ = [a, b, 0]
(Apêndice A).

Reta Ideal - r∞

A reta ideal corresponde à reta que liga todos os pontos ideais. A reta ideal é
da forma r∞ = [0, 0, c] (Apêndice A).

1.3.4 Transformação Projetiva no Plano

A tranformação projetiva no plano (TPP) descreve um mapeamento linear P2 →
P2, sendo representada por uma matriz quadrada 3 × 3 não singular. A matriz
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homogênea H é expressa pela Equação(1.3):

m′x

m′y

m′z

 =


h11 h12 h13

h21 h22 h23

h31 h32 h33



mx

my

mz

 −→ m′ = Hm (1.3)

Podemos aplicar essa transformação para retas, onde obtemos que r′ = H−T r
(Apêndice A).

1.3.5 Espaço-3 Projetivo

O espaço projetivo de dimensão 3 (P3) é chamado de espaço-3 projetivo. Esse é
o modelo que utilizaremos para representar o cenário 3D.

1.3.6 Pontos e Planos em P3

Ponto - M

Um ponto M no espaço-3 projetivo é representado pelo vetor em coordenadas
homogêneas M = [Mx,My,Mz,Mw]T . No cenário 3D, esse ponto corresponde a
M = [Mx/Mw,My/Mw,Mz/Mw]T ∈ R3.

Podemos dizer que M′ = [ηMx, ηMy, ηMz, ηMw]T é igual a M para qualquer
valor real não nulo de η.

Plano - π

Um plano π no espaço-3 projetivo é representado pela Equação (1.4).

πxx+ πyy + πzz + πww = 0 → πTM = 0 (1.4)

Logo, a representação em coordenadas homogêneas do plano é dada por π =
[πx, πy, πz, πw]T .

Podemos dizer que π′ = [ηπx, ηπy, ηπz, ηπw]T é igual a π para qualquer valor real
não nulo de η.

Para definirmos um plano, precisamos de três pontos distintos não colineares
descritos por M1, M2 e M3. Como cada ponto satisfaz à Equação (1.4), obtemos a
Equação (1.5):


MT

1

MT
2

MT
3

π = 0 (1.5)
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Da mesma forma, três planos distintos linearmente independentes entre si, defi-
nidos por π1, π2 e π3, possuem como interseção um ponto M. Podemos calcular o
ponto segundo a Equação (1.6):


πT1

πT2

πT3

M = 0 (1.6)

Em suma, pontos e planos em P3 são elementos duais, assim como vimos os
pontos e retas em P2.

1.3.7 Transformação Projetiva no Espaço-3

A tranformação projetiva no espaço-3 (TPE3) descreve um mapeamento linear
P3 → P3, sendo representada por uma matriz quadrada 4×4 não singular. A matriz
homogênea W é expressa pela Equação (1.7):


M ′

x

M ′
y

M ′
z

M ′
w

 =


w11 w12 w13 w14

w21 w22 w23 w24

w31 w32 w33 w34

w41 w42 w43 w44




Mx

My

Mz

Mw

 −→ M′ = WM (1.7)

Podemos aplicar essa transformação para planos, onde obtemos que π′ = W−Tπ

(Apêndice A).

1.3.8 Transformação Projetiva do Espaço-3 no Plano

A tranformação projetiva do espaço-3 no plano (TPE3P) descreve um mapea-
mento linear P3 → P2, sendo representada por uma matriz 3 × 4. A matriz ho-
mogênea G é expressa pela Equação (1.8):


mx

my

mz

 =


g11 g12 g13 g14

g21 g22 g23 g24

g31 g32 g33 g34



Mx

My

Mz

Mw

 −→ m = GM (1.8)
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1.4 Estrutura da Dissertação

Este trabalho está estruturado da seguinte forma:
O Caṕıtulo 2 apresenta um estudo da modelagem de câmeras incluindo os seus

modelos f́ısicos e matemáticos. A partir dessa modelagem, consideramos os princi-
pais parâmetros de uma câmera (intŕınsecos e extŕınsecos). Por fim, realizamos um
estudo de uma técnica linear de calibração desses parâmetros.

O Caṕıtulo 3 apresenta um estudo da Geometria Epipolar, que descreve a relação
das projeções de pontos 3D em duas imagens. Inicialmente, analisamos os seus ele-
mentos principais e a restrição epipolar que correlaciona os pontos correspondentes
nas projeções. Depois, estudamos as duas matrizes que descrevem essa restrição
entre duas imagens: as matrizes essencial e fundamental. Finalmente, analisamos
técnicas lineares para estimação dessas matrizes (Algoritmos de 8 Pontos e de 8
Pontos Normalizado).

O Caṕıtulo 4 apresenta um estudo da estimação do movimento através da ma-
triz essencial obtida a partir da Geometria Epipolar entre duas imagens. Dentro do
caṕıtulo, analisamos três diferentes casos de movimentos e verificamos como pode-
mos estimar os parâmetros para cada caso.

O Caṕıtulo 5 apresenta a estrutura básica dos algoritmos, a partir dos conceitos
expostos nos Caṕıtulos 2, 3 e 4. A partir desses algoritmos, realizamos testes de
modo a avaliarmos as técnicas lineares de estimação de movimento de uma câmera.
Os resultados dos testes são apresentados.

O Caṕıtulo 6 apresenta as conclusões quanto a limitações das técnicas lineares
para a estimação de movimento.
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Caṕıtulo 2

Modelagem de Câmeras

Os pontos do cenário 3D (M) são mapeados nos pontos do plano 2D da imagem
da câmera (ximg), conforme vemos na Figura 2.1.

Figura 2.1: Exemplo do mapeamento dos pontos do cenário 3D no plano de projeção

Neste caṕıtulo, introduziremos a modelagem projetiva de câmeras. Inicialmente,
analisaremos os modelos f́ısicos começando pelo modelo pin-hole. Depois, veremos
um modelo mais espećıfico para as nossas câmeras (modelo do sensor óptico). Por
fim, juntando esses modelos, formularemos formalmente a modelagem matemática,
estudando os parâmetros e a calibração de uma câmera.

2.1 Modelo Pin-hole

Esse modelo se baseia na análise f́ısica do comportamento óptico das câmaras
escuras. A câmara escura consiste em uma caixa preta com um pequeno orif́ıcio em
um dos seus lados. No lado oposto é formada a imagem invertida da cena à frente
da pequena abertura. Todas câmeras fotográficas são baseadas nesse sistema. Uma
revisão da história das câmeras escuras pode ser vista em [6] e [7].
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2.1.1 Modelagem F́ısica e Geométrica

Podemos ver como funciona a câmara escura na Figura 2.2.

Figura 2.2: Imagens real e virtual projetadas pela câmera pin-hole

O modelo geométrico da câmera pin-hole pode ser visto na Figura 2.3. O centro
de projeções C é sempre localizado na origem do sistema de coordenadas. A imagem
projetada fica localizada atrás da origem (zc = −f) no plano paralelo ao plano gerado
pelos eixos xc e yc (x̂cyc), ficando essa imagem invertida em relação ao objeto do
cenário (ver Figura 2.3).

(a) Modelo pin-hole

(b) Projeção em xi (c) Projeção em yi

Figura 2.3: Modelagem geométrica do sistema pin-hole e análise de suas projeções
em xi e yi

Existe um outro modelo (pin-hole frontal) onde analisamos a imagem no plano
de projeção virtual (ver Figura 2.4). Nesse modelo, o plano da imagem é também
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paralelo ao plano x̂cyc, mas posicionado na frente do centro de projeções em zc = f .
A vantagem desse modelo com relação ao anterior é que a imagem projetada não é
invertida.

(a) Modelo pin-hole frontal

(b) Projeção em xi (c) Projeção em yi

Figura 2.4: Modelagem geométrica do sistema pin-hole frontal e análise de suas
projeções em xi e yi

A linha que liga o ponto M = [Xx, Xy, Xz]T no sistema de coordenadas 3D no
espaço euclidiano ao centro de projeções C (centro focal da câmera) intercepta o
plano da imagem no ponto ximg. Com uso da similaridade de triângulos, podemos
afirmar que o ponto na imagem pode ser computado conforme a Equação (2.1):

ximg =
[
f
(
Xx

Xz

)
, f
(
Xy

Xz

)]T
(2.1)

Se representarmos os sistemas de coordenadas 3D no espaço euclidiano e do plano
da imagem usando vetores homogêneos, a representação projetiva corresponde a:


fXx

fXy

Xz

 =


f 0 0 0
0 f 0 0
0 0 1 0



Xx

Xy

Xz

1

 (2.2)

Contudo, essa análise é feita sem a presença de lentes convergentes. O uso
de lentes se faz necessário devido à limitação quanto ao tamanho de abertura da
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câmara escura, que deve ser bem pequeno. Para diâmetros muito pequenos, ocorre
o fenômeno da difração, que borra a imagem [8]. Para diâmetros grandes, a ima-
gem também aparece borrada, mas devido ao fato de que cada ponto do objeto
corresponder a uma mancha na imagem, conforme vemos ilustrado na Figura 2.5.

Figura 2.5: Ilustração do efeito de um orif́ıcio grande em uma câmara escura

Existe um diâmetro que oferece a perfeita projeção correspondendo a:

d = 2
√
fλ onde λ: comprimento de onda da luz.

O uso de lentes convergentes nas câmeras veio contornar esse problema da aber-
tura, que limitava a entrada de luz a ser projetada. Contudo observou-se um novo
fenômeno f́ısico: o efeito do foco nas projeções das imagens.

Esse efeito pode ser observado na Figura 2.6, onde o foco é ajustado para o plano
onde está localizado o tucano. Assim, as folhas localizadas à frente (região A) e as
localizadas atrás desse plano (região B) têm a sua imagem projetada borrada e as
outras na região no plano (região C) têm sua imagem ńıtida.

Figura 2.6: Exemplo para ilustrar objetos fora de foco (regiões A e B) e em foco
(região C)
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A explicação óptica para o fenômeno é que as lentes obedecem à equação dos
fabricantes de lentes (Equação (2.3)), que relaciona a distância focal da lente (F )
em função das distâncias do objeto à lente (d) e da lente ao plano de projeção (f)
[8].

1
F

= 1
d

+ 1
f

(2.3)

Quando essa relação é obedecida, um ponto do objeto é projetado como um ponto
no plano da imagem, caso contrário, a imagem do ponto será espalhada na projeção.
Nas Figuras 2.7, 2.8 e 2.9, podemos ver uma análise gráfica do comportamento dos
raios de luz para esse fenômeno.

Figura 2.7: Imagem fora de foco
(incidência dos raios de luz atrás
do plano da imagem)

Figura 2.8: Imagem fora de foco (in-
cidência dos raios de luz à frente do plano
da imagem)

Figura 2.9: Imagem em foco

Dessa forma, se quisermos focalizar um objeto fora dessa distância, teremos que
alterar ou a distância focal da lente ou a distância da lente ao plano da imagem.
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2.2 Modelo do Sensor Óptico

O plano da imagem das câmeras digitais são compostas atualmente por dois tipos
de sensores ópticos, os sensores CCD e CMOS. Apesar de os dois tipos de sensores
terem diferenças entre si, isto não é levado em consideração em nosso trabalho, pois
essencialmente eles possuem seus funcionamentos de captação de luz semelhantes.

Vimos no modelo pin-hole que as coordenadas xi e yi são valores cont́ınuos, em
unidades métricas. Nesse modelo, o plano da imagem é formado por elementos foto-
senśıveis (sensores ópticos) com valores discretos chamados de pixels. Por isso, será
necessário que façamos uma transformação desses elementos de modo que possamos
juntar os dois modelos para gerarmos o modelo da câmera. Veremos, posterior-
mente, uma análise desses elementos do modelo do sensor dentro dos parâmetros
intŕınsecos da câmera.

2.3 Modelagem Matemática

Juntando os dois modelos descritos anteriormente e com base no conhecimento
de Geometria Projetiva, podemos gerar um modelo matemático para um sistema de
projeção de imagens de uma câmera.

ψx = PX (2.4)

ψ


xu

xv

1

 =


P11 P12 P13 P14

P21 P22 P23 P24

P31 P32 P33 P34



Xx

Xy

Xz

1

 , (2.5)

onde:
X: ponto do cenário 3D normalizado em coordenadas homogêneas no P3

x : ponto do plano da imagem 2D normalizado em coordenadas homogêneas
no P2

P: matriz de TPE3P
ψ : constante de profundidade

A matriz P é chamada de matriz de projeção. Esta pode ser decomposta em
duas matrizes em função das caracteŕısticas de seus parâmetros.

P = KD, (2.6)
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onde:
P: matriz de projeção (3× 4)
K: matriz de calibração (3× 3)
D: matriz de orientação e posicionamento (3× 4)

2.3.1 Parâmetros Intŕınsecos

Parâmetros intŕınsecos são os parâmetros da câmera que são associados à sua
construção interna, logo quase todos não dependem da posição e orientação da
câmera no espaço. O único parâmetro intŕınseco que possui influência na posição e
orientação é o parâmetro de projeção perspectiva. Isto porque o sistema de lentes
obedece à Equação (2.3). Quando esse parâmetro é calibrado, o modelo funciona
bem para uma região com profundidade fixa.

Esses parâmetros fornecerão as caracteŕısticas ópticas, geométricas e digitais da
câmera descritas a seguir:

1. a projeção perspectiva

• f : comprimento do cone de projeção (distância entre a lente e o plano da
imagem (em m))

2. a transformação de coordenadas do plano da imagem entre unidades cont́ınuas
métricas e discretas em pixels

• su e sv: tamanho do pixel nos eixos u e v (em m.pixels−1)

• u0 e v0: coordenadas do centro do sensor óptico (em pixels)

• γ: fator de obliqüidade (em m.pixels−1)

3. distorção geométrica radial introduzida pelas lentes

• β1 e β2: fatores de distorção

O modelo pin-hole será responsável pelo parâmetro f associado à projeção pers-
pectiva, vide a Equação (2.1).

O modelo do sensor óptico estará associado aos parâmetros da transformação
de coordenadas. A partir da Figura 2.10, podemos fazer uma análise dessa trans-
formação.

Primeiramente, devemos fazer uma discretização dos pontos transformando as
coordenadas métricas em coordenadas em pixel. Para isso, serão necessários os
parâmetros do tamanho do pixel nos eixos u e v (su e sv).

xu = xxi
su

xv = xyi
sv

(2.7)
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(a) Sensor óptico (b) Pixel

Figura 2.10: Imagens para análise dos parâmetros intŕınsecos

Além disso, como vemos na Figura 2.10(a), a origem do sistema ûv não fica no
centro da imagem. Os parâmetros u0 e v0 são responsáveis pela translação, de modo
que o sistema de coordenadas fique no centro da imagem do sensor óptico.

xu = xxi
su

+ u0

xv = xyi
sv

+ v0
(2.8)

Juntando o modelo do sensor com o pin-hole, obtemos as Equações (3.9). Pode-
mos chamar estas equações de modelo simples.

xu = f
su

Xx
Xz

+ u0

xv = f
sv

Xy
Xz

+ v0
(2.9)

Um modelo mais geral leva em consideração o fato de que o sistema ûv possa
não ter base ortogonal como vemos na Figura 2.10(b). Devemos, então, fazer uma
mudança de base [9], e para tal precisamos relacionar os sistemas vetoriais de modo
a gerarmos as equações necessárias para obtermos a matriz de mudança de base [10].

Relação dos vetores ~u e ~v:

~u = su~xi

~v = sv [~xi cos θ + ~yi sin θ]
(2.10)

Relação dos vetores ~xi e ~yi:

~xi = 1
su
~u

~yi = − 1
su

cot θ~u+ 1
sv sin θ~v

(2.11)

Assim, a partir da Equações (2.11), podemos obter a base no R2:

Ŝ : û = (su, 0) , v̂ = (sv cos θ, sv sin θ)
Î : x̂i = (1, 0) , ŷi = (0, 1)

(2.12)
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A matriz de mudança de base Q da base não ortogonal Ŝ para base ortogonal Î
é dada por:

Q =
 1

su
− 1
su

cot θ
0 1

sv sin θ

 (2.13)

Conseqüentemente, o modelo geral será dado pelas Equações (2.14). Podemos
notar que quando o ângulo θ = 90o, o modelo geral é equivalente ao simples.

xu = f
su

Xx
Xz
− f cot θ

su

Xy
Xz

+ u0

xv = f
sv sin θ

Xy
Xz

+ v0
(2.14)

Por definição, o fator de obliqüidade γ será dado por:

γ = − f
su

cot θ (2.15)

Nesse trabalho, não faremos um estudo da distorção radial, pelo fato desta não
possuir grande influência nos resultados das imagens. Contudo, mais informações
podem ser encontradas em [11].

Por fim, podemos juntar esses parâmetros de forma a gerarmos uma matriz TPP.
Essa matriz de transformação K é chamada de matriz de calibração.

Sendo αu = f/su e αv = f/sv os comprimentos do cone de projeção nas coorde-
nadas dos eixos u e v da imagem (em pixels), vamos definir as matrizes de calibração
em função dos modelos:

Modelo simples

K =


αu 0 u0

0 αv v0

0 0 1

 (2.16)

Modelo geral

K =


αu −αu cot θ u0

0 αv
sin θ v0

0 0 1

 (2.17)

2.3.2 Parâmetros Extŕınsecos

Parâmetros extŕınsecos são os parâmetros da câmera que são associados à ori-
entação e ao posicionamento do sistema de coordenadas da câmera centrado no
centro óptico C em relação ao sistema de coordenadas global (conforme a Figura
2.11).
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Figura 2.11: Parâmetros extŕınsecos

Os parâmetros dividem-se em:

Parâmetros de translação: que estão associados ao posicionamento.

Correspondem ao deslocamento da origem do sistema de coordenadas da
câmera para o sistema de coordenadas global, combinadas em um vetor de
translação:

• tx: deslocamento sobre o eixo x

• ty: deslocamento sobre o eixo y

• tz: deslocamento sobre o eixo z

Parâmetros de rotação: que estão associados à orientação.

Correspondem aos ângulos de rotação que deve ser aplicados aos eixos do
sistema de coordenadas da câmera de modo que eles adquiram a mesma ori-
entação do sistema de coordenadas global.

• ω: ângulo de rotação no eixo x no sentido anti-horário (roll)

• φ: ângulo de rotação no eixo y no sentido anti-horário (pitch)

• ρ: ângulo de rotação no eixo z no sentido anti-horário (yaw)

A representação da translação será dada pelo vetor t conforme a Equação (2.18).

t =


tx

ty

tz

 (2.18)
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A representação da rotação será dada pela matriz R. Utilizaremos a convenção
dos ângulos de Euler Z-Y-X [12], confome podemos ver a seguir.

A matriz de rotação de Givens é a matriz cuja rotação é associada a apenas
um dos eixos do sistema referencial [13]. As matrizes de rotação de Givens de um
sistema 3D são:

Rx(ω) =


1 0 0
0 cosω − sinω
0 sinω cosω

 → eixo x (2.19)

Ry(φ) =


cosφ 0 sinφ

0 1 0
− sinφ 0 cosφ

 → eixo y (2.20)

Rz(ρ) =


cos ρ − sin ρ 0
sin ρ cos ρ 0

0 0 1

 → eixo z (2.21)

Uma matriz de rotação em função das matrizes de rotação de Givens segundo a
convenção dos ângulos de Euler Z-Y-X corresponde a:

R = Rz(ρ)Ry(φ)Rx(ω) (2.22)

R =


cos ρ cosφ cos ρ sinφ sinω − sin ρ cosω cos ρ sinφ cosω + sin ρ sinω
sin ρ cosφ sin ρ sinφ sinω + cos ρ cosω sin ρ sinφ cosω − cos ρ sinω
− sinφ cosφ sinω cosφ cosω

 (2.23)

Por fim, podemos juntar esses parâmetros de forma a gerarmos uma matriz
TPE3P. Essa matriz de transformação D é chamada de matriz de orientação e
posicionamento.

D = [R t] =


r̄1 tx

r̄2 ty

r̄3 tz

 onde r̄n = [rn1, rn2, rn3],
n = 1, 2, 3

(2.24)

2.3.3 Calibração

O processo de estimar os parâmetros intŕınsecos de uma câmera é chamado
de calibração. Em certas técnicas de calibração podem ser estimados também os
parâmetros extŕınsecos. Essa estimativa é feita a partir de pontos referenciais con-
trolados de modo a obtermos uma matriz de transformação dos pontos 3D para o
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plano da imagem. Existem duas metodologias principais para calibração linear de
câmeras:

Método de Tsai [14]: essa técnica requer um grid 3D como referência. É a técnica
mais usada em calibração, pois, além de ser a mais robusta, com apenas uma
imagem, podemos obter a estimação tanto dos parâmetros intŕınsecos como
dos extŕınsecos.

Método de Zhang [15]: essa técnica requer um grid planar 2D como referência.
Requer que façamos deslocamentos não necessariamente conhecidos da câmera
ou do grid para fazermos a estimativa dos parâmetros intŕınsecos. Ela é de
mais fácil implementação que o outro método, mas é menos robusta.

As técnicas não-lineares utilizam-se muitas vezes das lineares como ponto de
partida para seus algoritmos de otimização. As soluções lineares são, normalmente,
muito próximas da solução não-linear do sistema [16]. Usaremos uma técnica li-
near baseada na metodologia de Tsai para estimar os parâmetros da câmera neste
trabalho.

Estimação da matriz P

Primeiramente, vamos escrever a matriz P da Equação(2.5) da seguinte forma:

P =


qT1 q14

qT2 q24

qT3 q34

 (2.25)

Substituindo a Equação (2.25) na Equação (2.5), obtemos a relação entre as
coordenadas dos pontos 3D do cenário e os pontos 2D da imagem. Definindo que
M = [Xx, Xy, Xz]T , obtemos as seguintes equações para um ponto:

ψxx = qT1M+ q14

ψxy = qT2M+ q24

ψ = qT3M+ q34

Substituindo ψ nas equações anteriores, obtemos as duas equações lineares.

qT1M(i) − x(i)
x qT3M(i) + q14 − x(i)

x q34 = 0

qT2M(i) − x(i)
y qT3M(i) + q24 − x(i)

y q34 = 0

Para N pontos, obtemos 2N equações compondo um sistema linear homogêneo:

Aq = 0, (2.26)
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onde:
A: matriz (2N × 12) dos pontos 2D da imagem e dos pontos 3D da referência

no cenário
q: vetor (12× 1) correspondendo a q = [qT1 , q14,qT2 , q24,qT3 , q34]T

Podemos nesse caso, aplicar uma otimização de mı́nimos quadrados usando SVD
(conforme explicação no Apêndice B) como algumas referências sugerem, como por
exemplo em [17]. Contudo, Faugeras [16] sugere uma otimização com restrição sobre
a norma de q3, que será explicada a seguir.

Primeiramente, vamos obter a matriz P a partir dos parâmetros da câmera, ou
seja, P = KD:

Modelo simples

P =


αur̄1 + u0r̄3 αutx + u0tz

αvr̄2 + v0r̄3 αvty + v0tz

r̄3 tz

 (2.27)

Modelo geral

P =


αur̄1 − αu cot θr̄2 + u0r̄3 αutx − αu cot θty + u0tz

αv
sin θ r̄2 + v0r̄3

αv
sin θ ty + v0tz

r̄3 tz

 (2.28)

Podemos notar que para qualquer um dos modelos qT3 = r̄3. Como r̄3 corresponde
a uma linha de matriz de rotação (que é ortogonal), podemos afirmar que ‖r̄3‖2 = 1
por ser um vetor de uma base ortonormal. Conseqüentemente, concluimos que

∥∥∥qT3 ∥∥∥2
= 1 (2.29)

Na otimização com restrição sugerida por Faugeras, que é analisada no Apêndice
C, usaremos essa restrição mais espećıfica encontrada na Equação (2.29).

As matrizes C e D da otimização conforme o Apêndice C são definidas pelas
Equações (2.30) e (2.31).

C =



(M(1))T 1 01×4 −x(1)
x

01×4 (M(1))T 1 −x(1)
y

... ... ... ...
(M(N))T 1 01×4 −x(N)

x

01×4 (M(N))T 1 −x(N)
y


2N×9

(2.30)

21



D =



x(1)
x (M(1))T

x(1)
y (M(1))T

...
x(N)
x (M(N))T

x(N)
y (M(N))T


2N×3

(2.31)

A solução será composta pelos vetores y e z que corresponderão a:

y =



q1

q14

q2

q24

q34


9×1

(2.32)

z =
[

q3

]
3×1

(2.33)

Decomposição da matriz P

Os parâmetros intŕınsecos e extŕınsecos são calculados a partir da matriz P que
é estimada pelo método explicado na seção anterior. A partir das Equações (2.25),
(2.27) e (2.28), poderemos definir as equações de cada parâmetro. Cabe ressaltar
que, além da solução do vetor q para o sistema homogêneo Aq = 0, a solução −q
também é válida tanto para o sistema quanto para a restrição da Equação (2.29).
A fim de resolver esse fator de escala ε = ±1, mais uma vez, iremos analisar as
Equações (2.27) e (2.28), e podemos ver que:

tz = εq34 (2.34)

O componente tz sempre terá de ser sempre positivo, pois o grid estará sempre
localizado à frente da câmera no processo de calibração, como podemos ver na Figura
2.11. Logo, a Equação (2.34) será a nossa referência quanto à escolha do fator de
escala ε.

Podemos obter as relações dos nossos parâmetros conforme vemos nas Tabelas
2.1 e 2.2. Provas destas equações podem ser encontradas no Apêndice A.
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Tabela 2.1: Equações dos parâmetros do modelo simples
Variáveis Equações

u0 e v0

u0 = qT1 q3

v0 = qT2 q3

αu e αv
αu =

√
qT1 q1 − u2

0

αv =
√

qT2 q2 − v2
0

translação t

tx = ε
(q14−uoq34)

αu

ty = ε
(q24−voq34)

αv

tz = εq34

rotação R

r̄1 = ε
(qT1 −uoqT3 )

αu

r̄2 = ε
(qT2 −voqT3 )

αv

r̄3 = εqT3

Tabela 2.2: Equações dos parâmetros do modelo geral
Variáveis Equações

u0 e v0

u0 = qT1 q3

v0 = qT2 q3

αu e αv
αu =

√
qT1 q1 − u2

0 sin θ

αv =
√

qT2 q2 − v2
0 sin θ

translação t

tx = ε[q14 + (q24 − voq34)αu
αv

cos θ − uoq34] 1
αu

ty = ε(q24 − voq34) sin θ
αv

tz = εq34

rotação R

r̄1 = ε[qT1 + (qT2 − voqT3 )αu
αv

cos θ − uoqT3 ] 1
αu

r̄2 = ε(qT2 − voqT3 ) sin θ
αv

r̄3 = εqT3

ângulo θ cos θ = − (q1×q3)·(q2×q3)
‖q1×q3‖‖q2×q3‖
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Caṕıtulo 3

Geometria Epipolar

Duas imagens projetadas por uma câmera em movimento de um cenário 3D são
relacionadas pela Geometria Epipolar, conforme vemos no exemplo da Figura 3.1.

Figura 3.1: Exemplo de imagens para uso da Geometria Epipolar

Neste caṕıtulo, daremos ińıcio com algumas definições sobre a Geometria Epi-
polar. Nas seções seguintes, descreveremos as matrizes essencial e fundamental que
correlacionam os pares de pontos homólogos1 de duas imagens de uma câmera em
movimento e depois descreveremos como estimá-las de forma linear.

3.1 Definições

A Geometria Epipolar é a relação geométrica da interseção entre os planos das
imagens com o conjunto de planos epipolares, tendo a reta da linha de base como in-
terseção entre eles, conforme vemos na Figura 3.2. Na próxima seção, apresentamos
seus principais elementos.

1Um par de pontos homólogos corresponde às projeções de um ponto 3D do cenário nos planos
de duas imagens.
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Figura 3.2: Ilustração da definição de Geometria Epipolar

3.1.1 Elementos da Geometria Epipolar

Os principais elementos da Geometria Epipolar são representados na Figura 3.3.

Figura 3.3: Elementos da Geometria Epipolar

Linha de Base - b

A linha de base (baseline) é a reta projetiva que passa pelos centros focais das
duas câmeras, C e C ′.

Plano Epipolar - Π

O plano epipolar é o plano gerado pelos três pontos não colineares: os dois
centros focais C e C ′ e o ponto 3D do cenário M.
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Reta Epipolar - l

As retas epipolares são as retas projetivas geradas pela interseção entre o plano
epipolar e os planos das imagens.

Epipolo - e

Os epipolos são os pontos gerados pela interseção entre as retas epipolares e a
reta da linha de base.

3.2 Restrição Epipolar

A partir da Geometria Epipolar entre duas imagens de uma câmera, pode ser
observado que: sendo o ponto projetado no plano da primeira imagem x1 conhecido,
então a reta epipolar l2, formada por e2×x2 (Teorema 1.3), também será conhecida
e possuirá o seu ponto homólogo, ou seja, a projeção do ponto 3D (M) no plano da
segunda imagem, o ponto x2. Em outras palavras, a cada ponto projetado de um
ponto 3D em uma imagem, está associada uma reta epipolar na outra imagem na
qual situa-se o seu ponto homólogo, conforme os exemplos da Figura 3.4.

(a) (b)

Figura 3.4: Exemplos gráficos da restrição epipolar

Isso corresponde à restrição epipolar que pontos homólogos devem satisfazer.
Com isso, caso a restrição seja atendida em ambos os sentidos, pode-se afirmar que
os dois pontos correspondem à projeção de um mesmo ponto 3D.

Um exemplo com duas imagens de uma câmera é apresentado na Figura 3.5, onde
um ponto 3D é projetado em ambas as imagens nos pontos x1 e x2 respectivamente.
Através dessa restrição, verificamos que ambos correspondem a um ponto de suas
respectivas retas epipolares l1 e l2.
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Figura 3.5: Exemplo real da restrição epipolar

A restrição epipolar pode ser descrita matematicamente segundo as matrizes
essencial e fundamental associadas entre duas imagens da câmera, conforme veremos
nas próximas seções.

3.3 Matriz Essencial

Antes de falarmos sobre a matriz essencial é necessário definirmos, primeira-
mente, o que vem a ser um ponto calibrado em coordenadas homogêneas (x̆). Este
pode ser descrito como sendo um ponto do plano da imagem 2D, cuja matriz de
calibração K é igual à matriz identidade. Logo, sua matriz de projeção P será
composta somente pelos parâmetros extŕınsecos da câmera.

A matriz essencial foi introduzida por Longuet-Higgins [18]. É a matriz que
descreve a Geometria Epipolar dos pontos homólogos de duas imagens calibradas
(quando K = I). Veremos a seguir que essa matriz correlaciona os pontos homólogos
somente segundo a mudança de orientação e posicionamento entre as imagens.
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Definição Matemática da Matriz Essencial

A partir da Figura 3.6, analisaremos como a matriz essencial correlaciona os
pontos calibrados x̆1 e x̆2 entre as duas imagens.

Figura 3.6: Exemplo de duas imagens com movimento da câmera de (R,t)

Definindo M como o ponto 3D do cenário, seu ponto em coordenadas ho-
mogêneas normalizadas em P3 é dado por:

X =
 M

1

 (3.1)

Agora, iremos fazer uma TPE3 (Seção 1.3.7), onde mapearemos o ponto M no
sistema de coordenadas da primeira imagem e na posição do espaço-3 projetivo sob o
plano da imagem. Os parâmetros R0 e t0 correspondem aos parâmetros extŕınsecos
da câmera na primeira imagem.

X1 =
 R0 t0

03×1 1

X =
 ψ1x̆1

1

 (3.2)

Faremos a TPE3P (Seção 1.3.8) do ponto 3D na projeção da primeira imagem
X1 para a projeção da segunda imagem x̆2.

ψ2x̆2 = PX1 =
[

R t
]
X1 (3.3)

Substituindo X1 pelo seu valor dado na Equação (3.2):

ψ2x̆2 = ψ1Rx̆1 + t (3.4)

Multiplicando pela esquerda pela matriz [t]×2:

ψ2[t]×x̆2 = ψ1[t]×Rx̆1 +
=0︷ ︸︸ ︷

[t]×t (3.5)
2[ · ]× - operador matriz de produto vetorial (Apêndice A)
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Multiplicando pela esquerda pelo vetor x̆T2 :

ψ2

=0︷ ︸︸ ︷
x̆T2 ([t]×x̆2) = ψ1

(
x̆T2 [t]×Rx̆1

)
(3.6)

Obtemos a equação da restrição epipolar que correlaciona os pontos das duas
imagens:

x̆T2 [t]×Rx̆1 = 0 (3.7)

A matriz essencial é definida por:

E = [t]×R (3.8)

Com isso, vemos que a matriz essencial só depende da orientação e do posicio-
namento entre as imagens da câmera.

3.3.1 Propriedades da Matriz Essencial

Propriedade 3.3.1 (Restrição epipolar)

x̆T2 Ex̆1 = x̆T1 ET x̆2 = 0

Prova: Equação (3.7).

Propriedade 3.3.2 (Posto da matriz)

p(E) = 2

Prova:
Como a matriz de translação gerada pelo operador ([ · ]×) possui posto 2 e a

matriz de rotação R possui posto completo, então a matriz essencial E, formada
pelo produto das duas matrizes (Equação 3.8), possuirá o menor posto, ou seja,
p(E) = 2 .
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Propriedade 3.3.3 (Retas epipolares)

l̆2 = Ex̆1 l̆1 = ET x̆2

Prova:
Sabemos que x̆2 é um ponto da reta projetiva l̆2, conseqüentemente:

x̆T2 l̆2 = 0

Logo, a partir da equação da restrição epipolar:

x̆T2

=l̆2︷ ︸︸ ︷
Ex̆1 = 0 → l̆2 = Ex̆1

Sabemos que x̆1 é um ponto da reta projetiva l̆1, conseqüentemente:

l̆T1 x̆1 = 0

Logo, a partir da equação da restrição epipolar:

=l̆T1︷ ︸︸ ︷
x̆T2 E x̆1 = 0 → l̆1 = ET x̆2

Propriedade 3.3.4 (Epipolos)

Eĕ1 = 0 ET ĕ2 = 0

Prova:
Para qualquer ponto x̆1 (diferente do epipolo ĕ1), a reta epipolar l̆2 = Ex̆1

(Propriedade 3.3.3) contém o epipolo ĕ2.
Logo,

l̆T2 ĕ2 = 0 →

l̆T2︷ ︸︸ ︷
x̆T1 (ET ĕ2) = 0

ou seja, o epipolo ĕ2 é o vetor do espaço nulo da matriz ET : ET ĕ2 = 0 .

A partir da equação: E = [t]×R, obtemos ET = RT [t]T× = RT [−t]×
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Usando a Propriedade 3.3.3, obtemos:

RT ([−t]×ĕ2) = RT (−t× ĕ2) = 0

Concluimos que ĕ2 = t .

Para qualquer ponto x̆2 (diferente do epipolo ĕ2), a reta epipolar l̆1 = ET x̆2

(Propriedade 3.3.3) contém o epipolo ĕ1.
Logo,

l̆T1 ĕ1 = 0 →

l̆T1︷ ︸︸ ︷
x̆T2 (E ĕ1) = 0

ou seja, o epipolo ĕ1 é o vetor do espaço nulo da matriz E: Eĕ1 = 0 .
A partir da equação E = [t]×R e da Propriedade 3.3.3, obtemos:

[t]×(Rĕ1) = t× (Rĕ1) = 0

Concluimos que ĕ1 = RT t .

Propriedade 3.3.5 (Matriz dos valores singulares)

E = USEVT → SE =


sα

sα

0

, ∀sα ∈ R+

Prova:
Essa prova é baseada nos resultados do artigo [19].
Sabemos que: E = [t]×R .
Existe uma matriz de rotação R∗, que transforma o vetor de translação t em

a = R∗t = [0, 0, ‖t‖]T .

A partir da propriedade do operador matriz de produto vetorial [20], que diz:

Para um vetor v ∈ R3 e uma matriz H ∈ R3×3, se det(H) = +1 e v′ = Hv,
então [v]× = HT [v′]×H.

Podemos afirmar que:

[t]× = RT
∗ [a]×R∗
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Então,

EET = [t]×

=I︷ ︸︸ ︷
RRT [t]T× = [t]×[t]T× = RT

∗ [a]×

=I︷ ︸︸ ︷
R∗RT

∗ [a]T×R∗ = RT
∗ [a]×[a]T×R∗

Calculemos [a]×[a]T×:

[a]×[a]T× =


0 −‖t‖ 0
‖t‖ 0 0
0 0 0




0 ‖t‖ 0
−‖t‖ 0 0

0 0 0

 =


‖t‖2 0 0

0 ‖t‖2 0
0 0 0


Podemos concluir que [a]×[a]T× corresponde a matriz diagonal Λ dos autovalores

da matriz EET . A partir dos conhecimentos de SVD do Apêndice B, podemos
concluir que a matriz diagonal dos valores singulares de E será dada por:

SE =


‖t‖ 0 0
0 ‖t‖ 0
0 0 0


Por causa do posto incompleto da matriz operador produto vetorial, o vetor

t é definido exceto por um fator de escala. Conseqüentemente, podemos definir:
sα = η ‖t‖, sendo η ∈ R+.

Dessa forma obtemos

SE =


sα 0 0
0 sα 0
0 0 0

 .

3.4 Matriz Fundamental

Da mesma forma como iniciamos o estudo da matriz essencial na Seção 3.3, é
necessário definirmos um ponto não-calibrado em coordenadas homogêneas (x̃) como
sendo um ponto do plano da imagem 2D cuja matriz de calibração K é diferente da
matriz identidade.

A relação entre os pontos calibrados e não-calibrados é dada por uma matriz
TPP (Seção 1.3.4) representada pela matriz de calibração (K).

x̃ = Kx̆ (3.9)

A Geometria Epipolar que relaciona os pontos homólogos das duas imagens não-
calibradas é descrita pela matriz fundamental F, a ser definida em seguida.
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A partir da equação da restrição epipolar da Propriedade 3.3.1 e da Equação
(3.9), temos:

x̃T2 K−T2 EK−1
1 x̃1 = 0 (3.10)

A matriz F depende da orientação e do posicionamento entre as imagens da
câmera como a matriz E, mas também dos parâmetros intŕınsecos das imagens
inseridos nas matrizes de calibração associadas a cada imagem:

F = K−T2 EK−1
1 (3.11)

3.4.1 Propriedades da Matriz Fundamental

Propriedade 3.4.1 (Restrição epipolar)

x̃T2 Fx̃1 = x̃T1 FT x̃2 = 0

Prova: Equação (3.10).

Propriedade 3.4.2 (Posto da matriz)

p(F) = 2

Prova:
Como a matriz essencial E possui posto 2 (Propriedade 3.3.2) e as matrizes de

calibração das imagens K1 e K2 possuem posto completo, então a matriz fundamen-
tal F, formada pelo produto entre elas (Equação (3.11)), possuirá o menor posto,
ou seja, p(F) = 2 .

Propriedade 3.4.3 (Retas epipolares)

l̃2 = Fx̃1 l̃1 = FT x̃2

Prova:
Sabemos que x̃2 é um ponto da reta projetiva l̃2, conseqüentemente:

x̃T2 l̃2 = 0
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Logo, a partir da equação da restrição epipolar:

x̃T2

=l̃2︷︸︸︷
Fx̃1 = 0 → l̃2 = Fx̃1

Sabemos que x̃1 é um ponto da reta projetiva l̃1, conseqüentemente:

l̃T1 x̃1 = 0

Logo, a partir da equação da restrição epipolar:

=l̃T1︷ ︸︸ ︷
x̃T2 F x̃1 = 0 → l̃1 = FT x̃2

Propriedade 3.4.4 (Epipolos)

Fẽ1 = 0 FT ẽ2 = 0

Prova:
Para qualquer ponto x̃1 (diferente do epipolo ẽ1),
a reta epipolar l̃2 = Fx̃1 (Propriedade 3.4.3) contem o epipolo ẽ2.
Logo,

l̃T2 ẽ2 = 0 →

l̃T2︷ ︸︸ ︷
x̃T1 (FT ẽ2) = 0

ou seja, o epipolo ẽ2 é o vetor do espaço nulo da matriz FT : FT ẽ2 = 0 .
A partir da equação F = K−T2 EK−1

1 = K−T2 [t]×RK−1
1 , obtemos:

FT = K−T1 RT [t]T×K−1
2 = K−T1 RT [−t]×K−1

2

Usando a Propriedade 3.4.3, obtemos:

K−T1 RT ([−t]×K−1
2 ẽ2) = K−T1 RT (−t× (K−1

2 ẽ2)) = 0

Concluimos que ẽ2 = K2t .

Para qualquer ponto x̃2 (diferente do epipolo ẽ2),
a reta epipolar l̃1 = FT x̃2 (Propriedade 3.4.3) contem o epipolo ẽ1.
Logo,

l̃T1 ẽ1 = 0 →

l̃T1︷ ︸︸ ︷
x̃T2 (F ẽ1) = 0
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ou seja, o epipolo ẽ1 é o vetor do espaço nulo da matriz F: Fẽ1 = 0 .
Usando a equação F = K−T2 [t]×RK−1

1 e a Propriedade 3.4.3, obtemos:

K−T2 [t]×(RK−1
1 ẽ1) = K−T2 t× (RK−1

1 ẽ1) = 0

Concluimos que ẽ1 = K1RT t .

Propriedade 3.4.5 (Matriz dos valores singulares)

F = USFVT → SF =


sα

sβ

0

, ∀sα e ∀sβ ∈ R+

Prova:
Como a matriz fundamental F possui posto 2 (Propriedade 3.4.2), isso implica

que na SVD (Apêndice B) haverá dois valores singulares (sα e sβ).

3.5 Estimação das Matrizes Essencial e Funda-
mental

Existem várias formas de estimarmos essas matrizes [21]. Neste trabalho, iremos
optar pelo uso de técnicas lineares em função de serem mais rápidas e de mais fácil
implementação e análise.

3.5.1 Algoritmo de 8 Pontos

O Algoritmo de 8 Pontos foi introduzido por Longuet-Higgins [18] para o cálculo
da matriz essencial. Nesse artigo, a matriz essencial é usada para calcular a estrutura
de um cenário via duas imagens de câmeras calibradas.

Iremos notar que, na sua formulação, [18] utiliza a equação da restrição epipo-
lar para obter o sistema de equações lineares. Sabendo que a restrição epipolar é
igual tanto para matriz essencial quanto para a fundamental (Propriedades 3.3.1 e
3.4.1), esse algoritmo pode ser utilizado também para estimar a matriz fundamental,
conforme proposto por Hartley e Zisserman [13].

Se possuirmos ao menos 8 pontos homólogos nas duas imagens, podemos de-
terminar os nove parâmetros da matriz F (ou E, caso os pontos sejam calibra-
dos), exceto por um fator de escala. Sejam os pontos homólogos x1 = [u1, v1, 1]T
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e x2 = [u2, v2, 1]T . Como eles são homólogos, a equação da restrição epipolar é
satisfeita:

xT2 Fx1 = 0

[
u2 v2 1

] 
f11 f12 f13

f21 f22 f23

f31 f32 f33



u1

v1

1

 = 0

Efetuando essa multiplicação matricial, obtemos a seguinte equação linear:

u2u1f11 + u2v1f12 + u2f13 + v2u1f21 + v2v1f22 + v2f23 + u1f31 + v1f32 + f33 = 0

Dessa forma, formamos um conjunto de equações lineares para N pares de pontos
homólogos (N ≥ 8):


u

(1)
1 u

(1)
2 u

(1)
2 v

(1)
1 u

(1)
2 v

(1)
2 u

(1)
1 v

(1)
1 v

(1)
2 v

(1)
2 u

(1)
1 v

(1)
1 1

u
(2)
1 u

(2)
2 u

(2)
2 v

(2)
1 u

(2)
2 v

(2)
2 u

(2)
1 v

(2)
1 v

(2)
2 v

(2)
2 u

(2)
1 v

(2)
1 1

...
...

...
...

...
...

...
...

...
u

(N)
1 u

(N)
2 u

(N)
2 v

(N)
1 u

(N)
2 v

(N)
2 u

(N)
1 v

(N)
1 v

(N)
2 v

(N)
2 u

(N)
1 v

(N)
1 1





f11

f12

f13

f21

f22

f23

f31

f32

f33


=



0
0
0
0
0
0
0
0
0



Af = 0 (3.12)

Como vemos na Equação (3.12), trata-se de achar a solução de um sistema
homogêneo. Resolveremos o problema através da otimização linear de mı́nimos
quadrados através da SVD, conforme o Apêndice B. A solução de F será definida
exceto por um fator de escala.

A inacurácia na determinação dos pontos homólogos e o rúıdo de suas coorde-
nadas implica no posto da matriz ser p(A) = 9. Por sua vez, a matriz F (ou E)
estimada será não singular, ou seja, a solução não atende à propriedade do posto de
F (ou E) ser igual 2, o que corresponderia ao caso em que o posto da matriz fosse
p(A) = 8.

Uma solução para este problema consiste em substituir F pela matriz singular F∗

que minimize a norma de Frobenius: ‖F− F∗‖ [22], fazendo o mesmo para matriz
E [20].
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Fazemos a SVD da matriz F e obtemos:

F = UFSFVT
F (3.13)

onde SF é a matriz diagonal [sa, sb, sc] com valores singulares de F, sendo sa ≥
sb ≥ sc. A solução que minimiza a norma de Frobenius será dada por [22]:

F∗ = UFSF ∗VT
F , (3.14)

onde SF ∗ é a matriz diagonal [sa, sb, 0] com valores singulares de F ∗, sendo sa ≥
sb > 0. No caso da estimativa da matriz E, prova-se [20] que esta correção do
problema da singularidade leva ao resultado

E∗ = UESE∗VT
E, (3.15)

onde SE∗ é a matriz diagonal [ sa+sb
2 , sa+sb

2 , 0] com valores singulares de E∗.
Entretanto, esse ajuste da singularidade implica em um aumento do erro do

algoritmo, conforme podemos ver na análise com as figuras a seguir.
Usando as quatro fotos de um grid em posições e orientações da câmera diferentes

(Figura 3.7), através do Algoritmo de 8 Pontos, estimamos as matrizes F para cada
caso em função de uma quinta imagem comum às quatro. Usamos os oito pontos
3D demarcados nas imagens. A partir de um mesmo ponto 3D em comum entre as
imagens, obtivemos, na quinta imagem, suas retas epipolares (la, lr, lvd, lvm) geradas
a partir dos pontos (xa, xr, xvd, xvm) e suas respectivas matrizes F (Propriedade
3.4.3).

No primeiro caso (Figura 3.8), as matrizes F não sofreram o ajuste de singulari-
dade no algoritmo. No segundo caso (Figura 3.9), as matrizes F sofreram o ajuste
de singularidade no algoritmo.

Podemos observar que depois do ajuste de singularidade do algoritmo, as retas
não mais convergiram para o mesmo ponto hómologo. Uma solução para corri-
gir essa instabilidade será estudada na seção seguinte, no Algoritmo de 8 Pontos
Normalizado.
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(a) Ponto xa (b) Ponto xr

(c) Ponto xvd (d) Ponto xvm

Figura 3.7: Imagens iniciais para os Algoritmos de 8 Pontos

Figura 3.8: Algoritmo de 8 Pontos
sem ajuste de singularidade

Figura 3.9: Algoritmo de 8 Pontos
com ajuste de singularidade
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3.5.2 Algoritmo de 8 Pontos Normalizado

Apesar da simplicidade do Algoritmo de 8 Pontos, ele sempre foi muito criticado
pela sua elevada sensibilidade ao rúıdo gerado na escolha dos pontos homólogos.
Contudo, [23] sugere que uma transformação (translação e escalamento) dos pontos
homólogos do par de imagens antes da formulação das equações lineares do Algo-
ritmo de 8 Pontos (Equação (3.12)), acarretaria em uma melhora da estabilidade da
solução. Analisaremos essa estabilidade de modo a verificarmos qual transformação
implicará numa maior robustez da solução.

Análise de Estabilidade do Algoritmo de 8 Pontos

O número de condição κ = λmax/λmin é um fator importante na análise de esta-
bilidade de um problema linear, pois ele corresponde a uma medida da sensibilidade
da solução do sistema [24] às variações dos dados. A solução mais robusta posśıvel
corresponde a κ→ 1. Se κ for grande, pequenas variações nos dados (no nosso caso,
posições dos pontos homólogos) podem causar mudanças significativas na solução
do sistema.

O número de condição para avaliar a estabildade de nosso problema será dado
por κ8pts = λ1/λ8, pois a matriz A deve ter posto 8, e não 9. A razão principal para o
fraco condicionamento da solução obtida da matriz ATA é a falta de homogeneidade
nas coordenadas da imagem.

Suponha que os pontos homólogos x1 e x2 correspondam a [100, 100, 1]T em uma
imagem de dimensão 200× 200.

Então, a linha correspondente da matriz A será igual a:

lx = [104, 104, 102, 104, 104, 102, 102, 102, 1]. (3.16)

A contribuição para matriz ATA será da forma lTx lx contendo valores entre 108

e 1. Assumindo que os elementos das diagonais da matriz ATA sejam iguais a:

diag(ATA) = [108, 108, 104, 108, 108, 104, 104, 104, 1], (3.17)

fazemos uso da Propriedade de Entrelaçamento [25], e com essa propriedade obtere-
mos um valor limite para o número de condição de nosso interesse.

Vamos indicar Hw como submatriz principal w × w da matriz ATA (esquema
apresentado na Figura 3.10) e λi(Hw) como seu i-ésimo maior autovalor.
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Figura 3.10: Esquema das submatrizes de ATA para análise de estabilidade

Logo, H9 = ATA, e o número de condição que queremos saber para análise da
estabilidade será

κ8pts = λ1(H9)
λ8(H9) . (3.18)

Como a soma dos autovalores será igual ao traço da matriz H2 (λ1(H2)+λ2(H2) =
104 + 1) e a matriz H2 é semidefinida positiva, podemos concluir que

λ1(H2) ≤ 104 + 1. (3.19)

A partir da Propriedade de Entrelaçamento, os autovalores são ordenados da
seguinte forma:

λ8(H9) ≤ λ7(H8) ≤ · · · ≤ λ1(H2) ≤ 104 + 1. (3.20)

Dessa forma, o maior autovalor de H9 não será menor do que o maior valor
dentre os elementos da diagonal, ou seja,

λ1(H9) ≥ 108. (3.21)

A partir das Equações (3.20) e (3.21), podemos verificar que o número de
condição para análise da estabilidade torna-se um valor alto, correspondendo a

κ8pts = λ1(H9)
λ8(H9) ≥

108

104 + 1 . (3.22)

Em geral, o valor de λ8(H9) será muito menor do que 104 + 1, implicando que o
número de condição (κ8pts) seja maior ainda.
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Análise da Matriz de Transformação da Normalização

De modo a contornar o problema ilustrado pela Equação (3.22), os pontos
das imagens devem sofrer uma tranformação para diminuir o valor do número de
condição κ8pts, e com isso melhorar a robustez do algoritmo.

Transformação de Translação

Primeiramente, vamos supor que as coordenadas dos pontos da primeira ima-
gem (no eixo u) sejam, por exemplo: [1001, 1002, 998, · · · ]. Caso apliquemos
uma translação do valor 1000 nessas coordenadas, seus números serão agora:
[1, 2,−2, · · · ].

Podemos verificar que, nos valores não transladados, o valor significativo na
análise do algoritmo é escondido por um “offset” das coordenadas, no nosso exemplo
de valor 1000. Pode-se notar que a parte significativa está localizada muitas vezes
no terceiro ou quarto algarismo significativo do valor original da coordenada. A
remoção desse “offset”, dado por exemplo, pela média das coordenadas no eixo
correpondente (centróide dos pontos), implica numa melhora da robustez.

A translação dos pontos deslocando o centróide para a origem do sistema de
coordenadas é definida por:

Ttrans. =


1 0 −µu
0 1 −µv
0 0 1

 ,
onde µu é a média das coordenadas ao longo do eixo u

µu = 1
N

N∑
i=1

u(i)

e µv é a média das coordenadas ao longo do eixo v

µv = 1
N

N∑
i=1

v(i).

Transformação de Escalamento

Uma outra transformação muito útil na normalização será a transformação de
escalamento. Pela análise da estabilidade do Algoritmo de 8 Pontos, pode-se verificar
que um escalamento das coordenadas de modo que as coordenadas homogêneas
estejam na média iguais à unidade, acarretará em uma melhora significativa do
número de condição da matriz ATA. Na referência [23] há dois tipos de escalamento
(isotrópico e não-isotrópico) para normalização.
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• Escalamento isotrópico: os pontos sofrem uma mudança de escala igual
para as duas coordenadas associadas aos eixos u e v, de modo que a distância
média dos pontos ao centróide (desvio padrão médio) seja

√
2.

Tesc. iso. =


√

2
σ̂

0 0
0

√
2
σ̂

0
0 0 1

 ,
onde σ̂ é a média dos desvios padrão das coordenadas dos eixos u e v:

σ̂ =

√√√√ 1
2N

N∑
i=1

(u(i) − µu)2 + (v(i) − µv)2.

• Escalamento não-isotrópico: os pontos sofrem uma mudança de escala
independente para cada uma das duas coordenadas associadas aos eixos u e v,
de modo que o desvio padrão dos pontos ao centróide seja unitário em cada
eixo.

Tesc. ñ−iso. =


1
σu

0 0
0 1

σv
0

0 0 1

 ,
onde σu é o desvio padrão das coordenadas ao longo do eixo u,

σu =

√√√√ 1
N

N∑
i=1

(u(i) − µu)2

e σv é o desvio padrão das coordenadas ao longo do eixo v,

σv =

√√√√ 1
N

N∑
i=1

(v(i) − µv)2.

Devemos lembrar também que o ajuste da singularidade da matriz F (ou E)
do Algoritmo de 8 Pontos implica num ajuste da matriz em questão, levando em
consideração uma influência equivalente para todas as entradas, as coordenadas dos
pares de pontos homólogos das imagens, independente de suas magnitudes. Com
isso, entradas de dados com pequenas magnitudes sofrem muito mais perturbação
em relação às entradas maiores. A normalização tem como objetivo equilibrar es-
sas coordenadas na estimação de modo que o ajuste de singularidade não cause
divergência da solução do sistema.
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Normalização de Hartley

A normalização será dada pelo produto das matrizes de transformação THartley =
(Tesc.Ttrans.).

• Normalização isotrópica:

THartley iso. =


√

2
σ̂

0 −
√

2µu
σ̂

0
√

2
σ̂
−
√

2µv
σ̂

0 0 1


• Normalização não-isotrópica:

THartley ñ−iso. =


1
σu

0 −µu
σu

0 1
σv
−µv
σv

0 0 1


Na Figura 3.11, vemos um exemplo com os pontos de referência obtidos de uma

câmera de 2 megapixels. Vemos esses pontos normalizados segundo a transformação
isotrópica (Figura 3.12) e segundo a transformação não-isotrópica (Figura 3.13) de
Hartley e podemos observar que após as normalizações os dados ficam concentrados
na origem.

Figura 3.11: Pontos medidos de uma imagem de 2 megapixels
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Figura 3.12: Normalização isotrópica
dos pontos da Figura 3.11

Figura 3.13: Normalização não-
isotrópica dos pontos da Figura 3.11

Estimação da matriz F (ou E) do sistema

Na rotina do algoritmo, inicialmente, normalizamos os pontos da primeira ima-
gem através de uma transformação de Hartley (isotrópica ou não-isotrópica) gerada
a partir do conjunto desses pontos, e analogamente, realizamos o mesmo procedi-
mento para os pontos da segunda imagem. Definimos esses pontos normalizados da
seguinte forma:

x̌1 = T1x1 x̌2 = T2x2 (3.23)

Sabemos pela equação da restrição epipolar (para F - Propriedade 3.4.1 e para E -
Propriedade 3.3.1):

xT2 Fx1 = 0.

Substituindo pelos pontos normalizados das equações obtemos

x̌T2 T−T2 FT−1
1 x̌1 = 0. (3.24)

A relação da matriz F (ou E) com a estimada através dos pontos normalizados
é dada por:

F̌ = T−T2 FT−1
1 (3.25)

Ou seja, após realizarmos a estimação da matriz fundamental (ou essencial) do
Algoritmo de 8 Pontos com os dados normalizados segundo uma normalização de
Hartley, devemos fazer uma desnormalização da matriz estimada de modo a obter-
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mos a matriz F (ou E) do sistema, além de realizarmos o ajuste final de singulari-
dade:

F = TT
2 F̌T1. (3.26)

Para observarmos a melhoria do algoritmo, vejamos o exemplo mostrado no
final da seção do Algoritmo de 8 Pontos. Realizamos o mesmo procedimento usando
o Algoritmo de 8 Pontos Normalizado com transformação isotrópica de Hartley.
Podemos ver que agora, as retas epipolares com ajuste de singularidade convergem
para próximo do ponto correto.

Figura 3.14: Algoritmo de 8 Pontos
Normalizado sem ajuste de singulari-
dade

Figura 3.15: Algoritmo de 8 Pontos
Normalizado com ajuste de singulari-
dade
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Caṕıtulo 4

Estimação de Movimento

Como vimos no caṕıtulo anterior, a matriz essencial E é descrita somente em
função dos parâmetros orientação e posicionamento entre as duas imagens da câmera
(R, t) conforme a Equação (3.8). Nesse caṕıtulo, iremos estimar esses parâmetros
para diferentes tipos de movimento de uma câmera.

4.1 Movimento de Translação Pura

O primeiro tipo de movimento que iremos analisar corresponde ao movimento
de translação pura [13], ou seja, matriz de rotação R = I (ω = 0o, φ = 0o, ρ = 0o),
conforme a Figura 4.1.

Figura 4.1: Movimento de translação pura de uma câmera

Podemos observar, na Figura 4.2, que a situação de uma câmera estacionária
capturando os pontos de referência do cenário 3D e se deslocando segundo uma
translação pura -t, é semelhante ao movimento de translação pura da câmera de t
na Figura 4.1.
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Figura 4.2: Movimento de translação pura do cenário 3D capturado por uma câmera
estacionária

Na situação da câmera estacionária, podemos observar que os pontos de re-
ferência no espaço 3D formam retas paralelas ao vetor de translação t e que a
projeção de retas paralelas corresponde a retas concorrentes, tendo o ponto de fuga
como o ponto de encontro entre si.

• A partir da propriedade dos epipolos (Propriedade 3.3.4), obtemos

ĕ1 = t = Et. p.

ĕ2 =
=I︷︸︸︷
RT t = t = ET

t. p.

• A partir da propriedade das retas epipolares(Propriedade 3.3.3), obtemos

l̆2 = Et. p.x̆1 ∴ l̆2 = ĕ1 × x̆1 → l̆2 = l̆1

l̆2 = ET
t. p.x̆2 ∴ l̆1 = ĕ2 × x̆2 → l̆1 = l̆2

Conseqüentemente, esse ponto de fuga corresponderá ao epipolo de ambas as
imagens do movimento da câmera (e = ĕ1 = ĕ2), assim como essas retas projetivas
serão as retas epipolares de ambas as imagens (l = l̆1 = l̆2).
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4.2 Movimento de Translação com Rotação Co-
nhecida

O movimento que iremos analisar nessa seção corresponde ao movimento de
translação com rotação previamente conhecida. Essa análise é baseada no algoritmo
de Sun [26].

Sabemos que os pontos homólogos obedecem à restrição epipolar para cada caso:

Caso calibrado:

x̆T2 Ex̆1 = 0 ∴ x̆T2 ([t]×R)x̆1 = 0 (4.1)

onde: x̆1 = [u1, v1, 1]T e x̆2 = [u2, v2, 1]T .

Caso não-calibrado:

x̃T2 Fx̃1 = 0 ∴ x̃T2 K−T2 ([t]×R)K−1
1 x̃1 = 0 (4.2)

onde: K−1
1 x̃1 = [u1, v1, 1]T e K−1

2 x̃2 = [u2, v2, 1]T .

Obtemos então a seguinte equação:

[
u2 v2 1

] 
0 −tz ty

tz 0 −tx
−ty tx 0



r11 r12 r13

r21 r22 r23

r31 r32 r33



u1

v1

1

 = 0 (4.3)

Desenvolvendo a equação, obtemos:

Axtx + Ayty + Aztz = 0

onde:


Ax = u1r21 + v1r22 + r23 − u1v2r31 − v1v2r32 − v2r33

Ay = u1u2r31 + v1u2r32 + u2r33 − u1r11 − v1r12 − r13

Az = u1v2r11 + v1v2r12 + v2r13 − u1u2r21 − v1u2r22 − u2r23

Formemos um conjunto de equações lineares para N pares de pontos homólogos
(N ≥ 2):


A(1)
x A(1)

y A(1)
z

... ... ...
A(N)
x A(N)

y A(N)
z



tx

ty

tz

 =


0
...
0


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At = 0 (4.4)

A solução da Equação (4.4) corresponde à de um sistema homogêneo. Resolve-
remos o problema via a otimização linear de mı́nimos quadrados através da SVD,
conforme o Apêndice B. Conseqüentemente, a solução t será obtida exceto por um
fator de escala, para o qual será aplicada à restrição ‖t‖2 = 1.

Podemos verificar o sinal de t através do cálculo da constante de profundidade
da primeira imagem da estimativa de movimento (ψ1). Este valor tem que ser
obrigatoriamente positivo, pois os pontos do cenário 3D estão localizados à frente
da câmera, ou seja, o componente no eixo z do sistema de cordenadas da câmera é
maior do que zero.

A transformação entre os pontos em coordenadas homogêneas dos planos 2D das
imagens (Equação (3.4)) é dada pela equação:

ψ2x2 = R(ψ1x1) + t, ou seja:

ψ2


u2

v2

1

 = ψ1


r̄1

r̄2

r̄3

x1 +


tx

ty

tz


Esta equação pode ser separada em três equações lineares:

ψ2u2 = ψ1(r̄1x1) + tx (4.5)

ψ2v2 = ψ1(r̄2x1) + ty (4.6)

ψ2 = ψ1(r̄3x1) + tz (4.7)

Dividindo a Equação (4.5) pela Equação (4.7), obtemos:

u2 = ψ1(r̄1x1) + tx
ψ1(r̄3x1) + tz

ψ1u2(r̄3x1) + u2tz = ψ1(r̄1x1) + tx

ψ1(r̄1 − u2r̄3)x1 = u2tz − tx

ψ1 = u2tz − tx
(r̄1 − u2r̄3)x1

(4.8)
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Dividindo a Equação (4.6) pela Equação (4.7), obtemos:

ψ1 = v2tz − ty
(r̄2 − v2r̄3)x1

. (4.9)

Com isso, devemos escolher uma das duas equações de ψ1 e verificar qual dos
dois vetores de translação (±t) corresponde a ψ1 > 0.

4.3 Movimento de Translação e Rotação

Esse é o último e mais completo movimento de nosso trabalho, movimento de
rotação e translação desconhecidos [20]. Na prova da Propriedade 3.3.5, dissemos
que existe uma matriz de rotação R∗, que transforma o vetor de translação t em

a = [0, 0, ‖t‖]T . (4.10)

Além disso, dissemos que a partir do propriedade do operador matriz de produto
vetorial [20], obtemos:

[t]× = RT
∗ [a]×R∗. (4.11)

Dada uma matriz de rotação de Givens com ângulo ρ = +π
2 no eixo z:

Rz (+π
2 ) =


0 −1 0
1 0 0
0 0 1

 , (4.12)

podemos renomear [a]× de modo a obtermos a Equação (4.13):

[a]× = Rz (+π
2 ) RT

z (+π
2 )[a]×︸ ︷︷ ︸

[a]× = Rz (+π
2 )


‖t‖

‖t‖
0

 . (4.13)

Na equação da matriz essencial, E = [t]×R, podemos substituir [t]× pelas
Equações (4.10) e (4.11) e obter

E = [t]×R = RT
∗Rz (+π

2 )


‖t‖

‖t‖
0

R∗R. (4.14)
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Aplicando a SVD de E, obtemos:

E = USEVT , (4.15)

onde:

U = RT
∗Rz (+π

2 ), SE =


‖t‖

‖t‖
0

 , VT = R∗R.

Sendo assim, primeiramente, vamos extrair a matriz de rotação R.
Sabemos que VT = R∗R. Daqui, temos que extrair a matriz R∗, logo

R =
U︷ ︸︸ ︷

RT
∗Rz (+π

2 ) RT
z (+π

2 )

VT︷ ︸︸ ︷
R∗R

R = URT
z (+π

2 )V
T . (4.16)

Agora para obtermos a matriz do vetor de translação [t]×, devemos extrair R
da Equação (4.14) referente à matriz essencial E:

[t]× = RT
∗Rz (+π

2 )SER∗, (4.17)

[t]× =
U︷ ︸︸ ︷

RT
∗Rz (+π

2 ) SERz (+π
2 )

UT︷ ︸︸ ︷
RT
z (+π

2 )R∗,

[t]× = USERz (+π
2 )U

T . (4.18)

Existe uma solução para a matriz de valores singulares de E da forma:

SE =


−‖t‖

−‖t‖
0

 . (4.19)

Essa solução corresponde à mesma análise vista anteriormente, só que com uma
matriz de rotação de Givens com ângulo ρ = −π

2 no eixo z:

Rz (−π2 ) =


0 1 0
−1 0 0
0 0 1

 . (4.20)

A solução do par (R, [t]×) corresponde a

R = URT
z (−π2 )V

T . (4.21)
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[t]× = USERz (−π2 )U
T . (4.22)

Cabe observarmos a seguinte afirmação:

Toda matriz de rotação é ortogonal, contudo, nem toda matriz ortogonal é de
rotação, ou seja, para uma matriz ortogonal ser de rotação, o seu determinante
deve ser igual a +1.

Logo, devemos fazer essa verificação nas matrizes U e V da SVD de E. Caso
alguma delas tenha o seu determinante igual a −1, temos de obter as matrizes U e
V da SVD de −E.

Como a matriz E proporciona as 2 soluções, assim também, devido à propriedade
do posto incompleto, a matriz −E proporciona mais 2 soluções. Logo, como não é
possivel um matriz de rotação −R, pois o determinante seria igual a −1, a solução
corresponde a −[t]×. A solução para isso corresponde a inverter o ângulo da matriz
de rotação Rz mantendo U como sendo uma matriz de rotação . Isso implica que a
multiplicação:

SERz (±π2 )R
T
z (∓π2 ) = −SE.

Caso 1:

U = RT
∗Rz (+π

2 ), SE =


‖t‖

‖t‖
0

 , V T = R∗R,

R = URT
z (+π

2 )V
T , (4.23)

[t]× = USERz (−π2 )U
T . (4.24)

Caso 2:

U = RT
∗Rz (−π2 ), SE =


−‖t‖

−‖t‖
0

 , VT = R∗R,

R = URT
z (−π2 )V

T , (4.25)

[t]× = USERz (+π
2 )U

T . (4.26)
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Tabela 4.1: Soluções de (R, [t]×)
matriz de rotação matriz de translação

R [t]×

URT
z (+π

2 )V
T USERz (+π

2 )U
T

URT
z (−π2 )V

T USERz (−π2 )U
T

URT
z (+π

2 )V
T USERz (−π2 )U

T

URT
z (−π2 )V

T USERz (+π
2 )U

T

Logo, teremos quatro posśıveis soluções de (R, [t]×), listadas na Tabela 4.1.
A Figura 4.3 apresenta a representação gráfica dessas quatro soluções, onde cada

configuração é composta dos dois modelos pin-hole frontal da câmera, antes e após
o movimento com os dados de cada solução.

Podemos verificar na Figura 4.3 que somente uma das configurações corresponde
a resposta do problema, pois ela possui as constantes de profundidade ψ1 e ψ2

positivas (configuração (1)). Para obter essas constantes, podemos usar as mesmas
fórmulas das Equações (4.8) e (4.9).

Figura 4.3: Configurações obtidas da estimativa de (R,t)
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4.4 Cálculo do Fator de Escala do Vetor t

Como podemos observar pelo estudo dos movimentos nas Seções 4.1, 4.2 e 4.3, em
todos os casos, a estimativa do vetor de translação é obtida exceto por um fator de
escala. Demonstraremos a seguir uma forma linear desenvolvida em nosso trabalho
para a obtenção desse fator de escala.

Primeiramente, devemos fazer um cálculo de reconstrução 3D de dois pontos
do cenário 3D, associados aos seus respectivos pares de pontos homólogos das duas
imagens. Para tal, aplicaremos a técnica de triangulação linear [13].

Sejam os pontos x1 e x2 as projeções nos dois planos das imagens de um ponto
X do cenário 3D normalizados em coordenadas homogêneas.

x1 = [u1, v1, 1]T x1 = P1X (4.27)

x2 = [u2, v2, 1]T x2 = P2X (4.28)

Podemos afirmar com relação à primeira imagem que:

x1 × (P1X) = 0 → [x1]×(P1X) = 0


0 −1 v1

1 0 −u1

−v1 u1 0




P̄1
1X

P̄2
1X

P̄3
1X

 =


0
0
0

 onde P̄n
1 = [P1 (n1),P1 (n2),P1 (n3),P1 (n4)]

Assim, obtemos as seguintes equações lineares:


u1(P̄3
1X)− (P̄1

1X) = 0
v1(P̄3

1X)− (P̄2
1X) = 0

u1(P̄2
1X)− v1(P̄1

1X) = 0
(4.29)

Analogamente, podemos obter as equações similares para análise da segunda
imagem:

x2 × (P2X) = 0 → [x2]×(P2X) = 0


u2(P̄3

2X)− (P̄1
2X) = 0

v2(P̄3
2X)− (P̄2

2X) = 0
u2(P̄2

2X)− v2(P̄1
2X) = 0

(4.30)

Juntando as equações linearmente independentes de (4.29) e (4.30) referentes às
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duas imagens, formulamos o sistema:

u1P̄3

1 − P̄1
1

v1P̄3
1 − P̄2

1

u2P̄3
2 − P̄1

2

v2P̄3
2 − P̄2

2




Xx

Xy

Xz

Xw

 =


0
0
0
0

 (4.31)

AX = 0 (4.32)

Agrupando essas equações teremos um sistema linear homogêneo conforme a
Equação (4.32), que será resolvido através de otimização de mı́nimos quadrados
via SVD, conforme o Apêndice B. A solução obtida de X será normalizada de tal
modo que a coordenada Xw seja igual a 1 e, então, as outras três coordenadas
corresponderão à estimativa das coordenadas do ponto 3D.

Figura 4.4: Esquema gráfico do cálculo do fator de escala

Podemos ver na Figura 4.4 os três modelos pin-hole frontal da câmera: câmera
antes do movimento (centro óptico: C), câmera com movimento com o vetor de
translação exceto por um fator de escala (centro óptico: C̃ ′) e câmera com movi-
mento com o vetor de translação com fator de escala (centro óptico: C ′). A partir
das projeções nas imagens de dois pontos do cenário 3D (M1 e M2), obtemos os
pontos M̃1 e M̃2 através da triangulação linear com o vetor de translação exceto
por um fator de escala.

Podemos observar na Figura 4.4 que os pontosM1M2CC
′ e M̃1M̃2CC̃ ′ formam
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dois quadriláteros semelhantes. Conseqüentemente, a razão entre os módulos dos
vetores de translação (t por t̃) é igual à razão entre as distâncias euclidianas dos
pontos 3D (d por d̃). Dessa forma, o fator de escala corresponderá a:

ζ = d

d̃
(4.33)
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Caṕıtulo 5

Algoritmos, Testes e Resultados

Nesse caṕıtulo, exporemos as idéias contidas nos Caṕıtulos 2, 3 e 4. Com isso,
será gerada uma estrutura em diagramas de blocos dos algoritmos. Estes serão uti-
lizados na estimação de movimentos de uma câmera em testes com dados sintéticos
e reais.

5.1 Algoritmos

Inicialmente, como sabemos que qualquer imagem capturada por uma câmera
corresponde a uma imagem não calibrada, o primeiro algoritmo que iremos mostrar
corresponde ao algoritmo de calibração, mostrado no diagrama da Figura 5.1.

Figura 5.1: Algoritmo de calibração

Este algoritmo é baseado nos conceitos expostos no Caṕıtulo 2. Os pontos do grid
3D de referência X e suas respectivas projeções no plano da imagem x correspondem
às variáveis de entrada do algoritmo. Empregando a técnica de otimização linear
com restrição exposta no Apêndice C, obtemos a estimativa da matriz de projeção
P e através das equações das Tabelas 2.1 (para um modelo simples) ou 2.2 (para
um modelo geral), obtemos os parâmetros da câmera, cujos parâmetros intŕınsecos
formarão a matriz de calibração K.
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O próximo algoritmo que iremos expor corresponde ao algoritmo de estimação
da matriz essencial E, mostrado no diagrama da Figura 5.2.

Figura 5.2: Algoritmo de estimação da matriz essencial E

Este algoritmo é baseado nos conceitos expostos no Caṕıtulo 3. De posse de
duas imagens com uma mudança de posicionamento entre si, os pares de pontos
homólogos das imagens x1 e x2 correspondem às variáveis de entrada do algoritmo.
Conforme veremos nos primeiros testes, utilizaremos a técnica linear do Algoritmo
de 8 Pontos com normalização para estimarmos a matriz fundamental F. De posse
da matriz de calibração K, podemos transformar a matriz fundamental F na matriz
essencial E, segundo a relação:

E = KTFK

Finalmente, o último algoritmo corresponde ao da estimação dos parâmetros do
movimento da câmera, conforme o diagrama da Figura 5.3.

Figura 5.3: Algoritmo de estimação dos parâmetros de movimento

O algoritmo da Figura 5.3 é baseado nos conceitos expostos no Caṕıtulo 4. De
posse da matriz essencial E, extraimos os parâmetros de rotação e translação se-
gundo a Tabela 4.1. Depois, obtemos a estimativa do fator de escala do vetor de
translação através da reconstrução 3D dos pontos e do valor da medida da distância
euclidiana entre estes pontos.
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5.2 Testes e Resultados

Após estruturados os algoritmos, iremos testá-los de modo a provar sua eficiência.
Contudo, esses testes devem ser feitos com cautela, de modo que possamos identi-
ficar as deficiências do algoritmo. Nossos primeiros testes foram feitos com dados
sintéticos, ou seja, a câmera e os pontos são todos virtuais. Podemos dessa forma,
controlar todos os parâmetros dos testes de modo a verificarmos as falhas dos algo-
ritmos. Depois disso, partimos para os testes com imagens reais.

5.2.1 Dados Sintéticos

Fizemos uso da toolbox EGT [27] de Matlab para auxiliarmos na visualização
destes testes. Através dela, podemos observar os movimentos dessas câmeras vir-
tuais em 3D. Na Figura 5.4, pode ser visto um exemplo do uso da toolbox, onde a
câmera de referência C0 é movimentada para câmera C1 segundo os parâmetros:
t = [30, 0, 0]T (cm), ω = 0o, φ = −25o, ρ = 0o. A Figura 5.5 mostra a projeção
dos pontos 3D do grid virtual no plano da imagem da câmera C0, e a Figura 5.6 a
projeção dos mesmos na imagem da câmera C1.

Figura 5.4: Exemplo de uso da toolbox EGT
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Figura 5.5: Imagem da câmera de re-
ferência C0

Figura 5.6: Imagem da câmera em
movimento C1

De modo a ficarem o mais próximo posśıvel dos testes com imagens reais, o que
será visto posteriormente neste caṕıtulo, os testes com dados sintéticos apresentam
as seguintes caracteŕısticas:

• Resolução das imagens: 1600 × 1200 pixels (câmera com sensor de 2 me-
gapixels),

• Matriz de calibração: K =


1400 0 800

0 1400 600
0 0 1

,

• Distância da câmera aos pontos 3D: aproximadamente 150 cm.

Avaliação da Estimação da Matriz F

Conforme analisamos matematicamente no Caṕıtulo 4, foi feita uma comparação
de desempenho dos Algoritmos de 8 Pontos e de 8 Pontos Normalizado através das
duas normalizações propostas por Hartley [23] em função da estimativa da matriz
fundamental F.

Nas três análises dessa seção, foram utilizadas aproximadamente 50 pares de
imagens virtuais com movimentos de translação e rotação distintos.

Na primeira análise, referente à Figura 5.7, estimamos a matriz fundamental F
de todos os pares utilizando as três técnicas lineares com 8, 18, 32, 50, 72 e 98
pontos homólogos por par. A partir da matriz A dos sistemas homogêneos gerados
pelos algoritmos, obtivemos os números de condição (κ8pts) médios formado pelos
autovalores da matriz ATA, conforme descrito na Seção 3.2 referente à análise de
estabilidade.

Podemos observar na Figura 5.7, que o uso da normalização dos dados de entrada
implica em uma redução significativa do valor do número de condição (κ8pts), e que
o aumento do número de pontos não influencia na variação desse valor.
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Figura 5.7: Análise do valor do número de condição κ8pts

No gráfico da Figura 5.8, verificamos a influência do aumento do números de
pontos homólogos usados na estimativa da matriz fundamental F sobre o erro médio
da distância geométrica dos pontos das duas imagens, associadas às suas respectivas
retas epipolares formadas por:

x1 → l1 = FTx2

x2 → l2 = Fx1

Esse erro corresponde à menor distância do ponto à reta e é definida como:

d(x, l) = ‖x·l‖√
l2x+l2y

Podemos constatar a partir da Figura 5.8, que a normalização dos dados de
entrada reduz o erro médio dos pontos às retas epipolares, e que o aumento do
número de pontos não influencia na variação desse erro.

Figura 5.8: Análise da influência do número de pontos

61



De modo a verificarmos a eficiência do Algoritmo de 8 Pontos (Figura 5.9), fixa-
mos as imagens com 50 pontos homólogos e inserimos uma componente de rúıdo do
tipo gaussiana com média nula e desvio padrão variando de 0 a 5 pixels nas coorde-
nadas dos pontos das imagens antes da discretização. Estimamos a matriz funda-
mental F para cada ńıvel de rúıdo e medimos o erro médio da distância geométrica
dos pontos a suas referentes retas epipolares, conforme mostrado no teste anterior.

Podemos verificar na Figura 5.9, que o aumento do rúıdo nas coordenadas dos
pontos implica, para as estimações através do Algoritmo de 8 Pontos, em um ele-
vado crescimento dos erros associados aos pontos e, para as estimações através dos
algoritmos normalizados, em um crescimento mais suave desses erros.

Figura 5.9: Análise da influência do rúıdo

Avaliação da Estimação de Movimento

Definindo 50 pontos de referência no cenário 3D, fixamos a câmera em uma
condição inicial de modo que os pontos de referência fiquem em média a 150 cm de
profundidade do centro óptico e os pontos projetados fiquem centralizados no plano
da imagem. A partir dessa condição inicial, realizamos movimentos de translação
pura (R = I) em 26 direções diferentes referentes aos vetores unitários de translação
conforme a Tabela 5.1.

Para cada direção, analisamos o movimento com o módulo do vetor de translação
variando de 1 a 30 cm. Nessa análise, primeiramente, estimamos no algoritmo o vetor
de translação unitário (sem fator de escala) e, depois, estimamos o fator de escala
correspondendo ao módulo do vetor de translação do movimento da câmera.
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Tabela 5.1: Vetores unitários de translação (em cm)
Translação eixo x eixo y eixo z Translação eixo x eixo y eixo z

t1 1 0 0 t14
√

2
2 0 −

√
2

2

t2 0 1 0 t15 0
√

2
2 −

√
2

2

t3 0 0 1 t16 −
√

2
2 −

√
2

2 0

t4 −1 0 0 t17 −
√

2
2 0 −

√
2

2

t5 0 −1 0 t18 0 −
√

2
2 −

√
2

2

t6 0 0 −1 t19
√

3
3

√
3

3

√
3

3

t7
√

2
2

√
2

2 0 t20 −
√

3
3

√
3

3

√
3

3

t8
√

2
2 0

√
2

2 t21
√

3
3 −

√
3

3

√
3

3

t9 0
√

2
2

√
2

2 t22
√

3
3

√
3

3 −
√

3
3

t10 −
√

2
2

√
2

2 0 t23 −
√

3
3 −

√
3

3

√
3

3

t11 −
√

2
2 0

√
2

2 t24 −
√

3
3

√
3

3 −
√

3
3

t12
√

2
2 −

√
2

2 0 t25
√

3
3 −

√
3

3 −
√

3
3

t13 0 −
√

2
2

√
2

2 t26 −
√

3
3 −

√
3

3 −
√

3
3

Na Figura 5.10, analisamos a estimação do vetor unitário de translação do mo-
vimento de translação pura. Comparamos nos gráficos da figura os erros médios
dos vetores unitários estimados (correspondendo ao valor médio dos módulos dos
vetores erros obtidos através da subtração vetorial entre o vetor unitário estimado
da translação e o vetor unitário da translação do movimento) em função do módulo
do vetor de translação do movimento da câmera para cada uma das três técnicas.

Podemos observar que com o aumento do módulo do vetor de translação do
movimento para todas as técnicas, o erro médio tende sempre a diminuir. Além
disso, os algoritmos normalizados apresentaram sempre os menores erros sendo que,
a partir do módulo do vetor de translação do movimento de aproximadamente 10
cm, esses erros ficaram abaixo de 0,1 cm.

Figura 5.10: Análise da estimação do vetor unitário de translação da câmera em
função dos módulos do vetor t
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Na Figura 5.11, é feita a análise da estimação do fator de escala do vetor de
translação do movimento de translação pura. Nos gráficos da figura são feitos um
comparativo entre os erros médios dos fatores de escala estimados (definido como
sendo o valor médio dos valores absolutos da subtração entre os módulos dos vetores
de translação com fator de escala estimado e do movimento) e o módulo do vetor
de translação do movimento da câmera para cada uma das três técnicas.

Podemos verificar que o aumento do módulo do vetor de translação do movimento
implica no aumento do erro do fator de escala para o Algoritmo de 8 Pontos. Con-
tudo, nas técnicas com uso da normalização, os erros são praticamente constantes e
abaixo de 1 cm.

Figura 5.11: Análise da estimação do fator de escala da translação da câmera em
função dos módulos do vetor t

Utilizando a câmera na mesma condição inicial do teste descrito anteriormente,
iremos analisar os movimentos de translação com rotação da câmera.

Nesse teste, fixamos o módulo do vetor de translação em 15 cm. Rotacionamos a
câmera segundo os seguintes ângulos [0o ±1o ±2, 5o ±5o ±10o ±15o ±20o]
no seu eixo y e transladamos a mesma em 18 direções diferentes, sendo 9 direções
para os ângulos não-positivos (Tabela 5.2) e as outras para os não-negativos (Tabela
5.3), de modo que todos os 50 pontos foram projetados na imagem após o movimento.

Tabela 5.2: Vetores unitários de translação para as rotações não-positivas (em cm)
Translação eixo x eixo y eixo z Translação eixo x eixo y eixo z

t−1 1 0 0 t−6
√

3
3

√
3

3

√
3

3

t−2
√

2
2

√
2

2 0 t−7
√

3
3 −

√
3

3

√
3

3

t−3
√

2
2 0

√
2

2 t−8
√

3
3

√
3

3 −
√

3
3

t−4
√

2
2 −

√
2

2 0 t−9
√

3
3 −

√
3

3 −
√

3
3

t−5
√

2
2 0 −

√
2

2
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Tabela 5.3: Vetores unitários de translação para as rotações não-negativas (em cm)
Translação eixo x eixo y eixo z Translação eixo x eixo y eixo z

t+
1 −1 0 0 t+

6 −
√

3
3

√
3

3

√
3

3

t+
2 −

√
2

2

√
2

2 0 t+
7 −

√
3

3 −
√

3
3

√
3

3

t+
3 −

√
2

2 0
√

2
2 t+

8 −
√

3
3

√
3

3 −
√

3
3

t+
4 −

√
2

2 −
√

2
2 0 t+

9 −
√

3
3 −

√
3

3 −
√

3
3

t+
5 −

√
2

2 0 −
√

2
2

Na Figura 5.12, analisamos a estimação do vetor unitário de translação do mo-
vimento de translação com rotação. Fazemos um comparativo entre os erros médios
dos vetores unitários estimados (correspondendo ao valor médio dos módulos dos
vetores erros obtidos através da subtração vetorial entre o vetor unitário estimado
da translação e o vetor unitário da translação do movimento) e o módulo dos ângulos
de rotação do eixo y da câmera para cada uma das três técnicas.

Figura 5.12: Análise da estimação do vetor unitário de translação da câmera em
função das rotações no eixo y

Na Figura 5.13, analisamos a estimação do fator de escala do vetor de translação
do movimento de translação com rotação. Nos gráficos da figura, comparamos os
erros médios dos fatores de escala estimados (correspondendo ao valor médio dos
valores absolutos da subtração entre os módulos dos vetores de translação com fator
de escala estimado e do movimento) e o módulo dos ângulos de rotação do eixo y
da câmera para cada uma das três técnicas.
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Figura 5.13: Análise da estimação do fator de escala da translação da câmera em
função das rotações no eixo y

Nas Figuras 5.14, 5.15 e 5.16, fazemos a análise da estimação dos ângulos de
rotação nos eixos x, y e z da câmera após o movimento de translação com rotação. É
feita, para cada figura, uma comparação dos erros médios da estimativa dos ângulos
de rotação referentes a cada um dos três eixos da câmera (correspondendo ao valor
médio dos valores absolutos da subtração entre o ângulo estimado e o do movimento
referentes a cada eixo em análise) em função do módulo dos ângulos de rotação do
eixo y da câmera para cada uma das três técnicas.

Figura 5.14: Análise do erro médio do ângulo de rotação no eixo x em função das
rotações no eixo y

66



Figura 5.15: Análise do erro médio do ângulo de rotação no eixo y em função das
rotações no eixo y

Figura 5.16: Análise do erro médio do ângulo de rotação no eixo z em função das
rotações no eixo y

Podemos constatar, a partir dos gráficos das Figuras 5.12 e 5.13 (referentes a
estimação da translação do movimento) e das Figuras 5.14, 5.15 e 5.16 (referentes
a estimação da rotação do movimento), que as estimações utilizando as técnicas
com normalização possuem erros pequenos e constantes para quaisquer rotações.
Contudo, a técnica utilizando o Algoritmo de 8 Pontos possui erros mais elevados
para movimentos com menores rotações de 0 a 5 graus.
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Avaliação da Estimação de Trajetória

Neste teste, realizamos a estimação da posição de uma câmera sobre uma tra-
jetória pré-definida.

No caso, essa trajetória corresponde a um movimento senoidal no plano x̂z do
sistema referencial da câmera na posição inicial. Essa corresponde a mesma utili-
zada na condição inicial dos testes da estimação do movimento, sendo utilizados os
mesmos 50 pontos de referência do cenário 3D para nossas estimações.

A fórmula da trajetória é dada por:

x = 50 sin(π z
60)(cm), com z variando de 0 a -120 cm e y = 0 cm.

Capturamos as imagens da câmera nas posições marcadas na Figura 5.17.

Figura 5.17: Posições da trajetória de referência

Nessas posições, aplicamos rotações no eixo y da câmera em relação a sua ori-
entação na posição inicial (P0), em função de uma constante angular ∆R. As
rotações das posições obedecem à Tabela 5.4.

Tabela 5.4: Rotações das posições
Posições Rotações no eixo y
P0 0
P1 ∆R
P2 2∆R
P3 ∆R
P4 0
P5 −∆R
P6 −2∆R
P7 −∆R
P8 0

Nos testes foram utilizados os seguintes valores de ∆R =
[0o 1o 2, 5o 5o 10o 15o], e cada valor correspondendo a uma trajetória
estimada.
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Nos gráficos das Figuras 5.18, 5.19 e 5.20, vemos as estimativas das trajetórias
utilizando o Algoritmo de 8 Pontos nas vistas XZ, XY e YZ, respectivamente.

Nos gráficos das Figuras 5.21, 5.22 e 5.23, vemos as estimativas das trajetórias
utilizando o Algoritmo de 8 Pontos Normalizado com normalização isotrópica nas
vistas XZ, XY e YZ, respectivamente.

Nos gráficos das Figuras 5.24, 5.25 e 5.26, vemos as estimativas das trajetórias
utilizando o Algoritmo de 8 Pontos Normalizado com normalização não-isotrópica
nas vistas XZ, XY e YZ, respectivamente.

Podemos observar que para as trajetórias estimadas utilizando o Algoritmo de
8 Pontos (Figuras 5.18, 5.19 e 5.20), os erros das estimações das posições tendem a
aumentar, sendo esse crescimento mais intensificado para as trajetórias com menores
valores de ∆R (∆R menores que 5o).

As trajetórias estimadas utilizando os algoritmos normalizados (isotrópica: Figu-
ras 5.21, 5.22 e 5.23; não-isotrópica: Figuras 5.24, 5.25 e 5.26) possuem as estimações
praticamente iguais e essas sempre muito próximas da posição real da câmera na
trajetória senoidal de referência.

Figura 5.18: Estimativas das trajetórias com Algoritmo de 8 Pontos (vista XZ)
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Figura 5.19: Estimativas das trajetórias com Algoritmo de 8 Pontos (vista XY)

Figura 5.20: Estimativas das trajetórias com Algoritmo de 8 Pontos (vista YZ)
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Figura 5.21: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
isotrópica (vista XZ)

Figura 5.22: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
isotrópica (vista XY)
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Figura 5.23: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
isotrópica (vista YZ)

Figura 5.24: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
não-isotrópica (vista XZ)
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Figura 5.25: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
não-isotrópica (vista XY)

Figura 5.26: Estimativas das trajetórias com Algoritmo de 8 Pontos Normalizado -
não-isotrópica (vista YZ)
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5.2.2 Dados Reais

Finalmente, depois de avaliados os algoritmos com dados sintéticos, vamos testá-
los com imagens reais. Utilizamos uma câmera digital da Logitech modelo Quickcam
Orbit AF. Ela é composta por um sensor óptico de 2 megapixels (resolução 1600×
1200) e um conjunto de lentes Carl Zeiss ajustável (distância focal variável de 2mm
a 3, 2 mm).

Inicialmente, precisamos obter a matriz de calibração K das imagens. Calibra-
mos a câmera antes de começar os experimentos usando como referência 3D as bordas
dos azulejos de um canto entre duas paredes, conforme podemos ver na Figura 5.27.

Figura 5.27: Exemplo de imagem usada para calibração da câmera

Nesses testes, utilizamos um mapa de posições conforme vemos na Figura 5.28.
Calibramos a câmera usando a imagem capturada na posição de referência O do
mapa da Figura 5.28. Utilizamos 70 pontos correspondentes aos azulejos que me-
dimos previamente com uma régua e obtivemos um erro médio absoluto de 1,17
pixels na reprojeção dos mesmos com a matriz estimada. Na Tabela 5.5 seguem os
parâmetros de calibração estimados.
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Tabela 5.5: Parâmetros da câmera estimados na calibração

Parâmetros Valor Unidade

u0 797, 69 pixels

v0 598, 25 pixels

αu 1427, 5 (pixels)cm−2

αv 1410, 1 (pixels)cm−2

θ 90, 23 graus

t

[
5, 2503
24, 3141
138, 5536

]
cm

R

[
−0, 7582 0, 6517 0, 0195
−0, 0629 −0, 0433 −0, 9971
−0, 6490 −0, 7572 0, 0738

]

Figura 5.28: Mapa dos testes com imagens reais
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Depois de calibrada a câmera, realizamos os testes segundo o mapa de posições
exposto na Figura 5.28. Na imagem capturada em cada posição, medimos manu-
almente as coordenadas associadas aos cantos dos alvos em forma de tabuleiros de
xadrez, conforme vemos na Figura 5.30. Totalizam-se 80 pontos de referência por
imagem.

Figura 5.29: Câmera na posição de
referência O

Figura 5.30: Imagem capturada na
posição de referência O

A fotografia da câmera na posição de referência O é mostrada na Figura 5.29, e
a imagem capturada pela câmera nessa posição aparece na Figura 5.30. Utilizando
o Algoritmo de 8 Pontos com normalização não-isotrópica e a câmera na posição de
referência O como posição inicial do movimento, estimamos os seguintes movimen-
tos:

Movimentos de Translação Pura

Nesse teste, avaliamos, inicialmente, o movimento de translação pura sobre os
eixos x e z da câmera. As translações no mapa (Figura 5.28), correspondem, para
a translação sobre o eixo x, às posições X, e sobre o eixo z, às posições Z.

Tabela 5.6: Deslocamento sobre o eixo x
Mapa Translação Trans. Estimada Erro da translação Unidade

X+30

[
30, 0
0, 0
0, 0

] [
29, 54
1, 14
−2.21

]
2, 52 cm

X+15

[
15, 0
0, 0
0, 0

] [
14.85
0.63
−0.49

]
0, 81 cm

X−15

[
−15, 0

0, 0
0, 0

] [
−14, 69
−0, 57

1, 42

]
1, 56 cm

X−30

[
−30, 0

0, 0
0, 0

] [
−29, 51
−1, 07

3, 47

]
3, 67 cm
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A partir da Tabela 5.6, que analisa o deslocamento da câmera no eixo x, podemos
observar que quanto mais a câmera se afasta da posição de referência, maior é o erro
na estimativa do vetor de translação, pois o uso da matriz de calibração obtida na
posição de referência começa a não ser mais válido sendo mais uma fonte de erro na
estimação. Em média, esse erro corresponde a 10% do valor do módulo do vetor de
translação do movimento.

Tabela 5.7: Deslocamento sobre o eixo z
Mapa Translação Trans. Estimada Erro da translação Unidade

Z+30

[
0, 0
0, 0

30, 0

] [
0, 96
2, 19

29, 55

]
2, 44 cm

Z+15

[
0, 0
0, 0

15, 0

] [
1, 19
1, 77

14, 72

]
2, 16 cm

Z−15

[
0, 0
0, 0

−15, 0

] [
−1, 12
−1, 62
−14, 65

]
2, 01 cm

Z−30

[
0, 0
0, 0

−30, 0

] [
−2, 96
−4, 43
−29, 26

]
5, 38 cm

Na Tabela 5.7 (análise do movimento no eixo z), podemos ver que novamente
o fenômeno do afastamento da posição de referência da câmera, influencia no au-
mento do erro da estimativa do vetor de translação, assim como vimos na análise
do deslocamento do eixo x.

No segundo teste, avaliamos o movimento de translação pura sobre os dois eixos
xz da câmera. No mapa (Figura 5.28), estas translações correspondem às posições
D− (diagonal com ângulo de −45o) e D+ (diagonal com ângulo de +45o).

Tabela 5.8: Deslocamento na diagonal em −45o

Mapa Translação Trans. Estimada Erro da translação Unidade

D−−30,+30

[
−30, 0

0, 0
30, 0

] [
−22, 87
−0, 16
27, 34

]
7, 60 cm

D−−15,+15

[
−15, 0

0, 0
15, 0

] [
−11, 90

0, 77
14, 62

]
3, 20 cm

D−+15,−15

[
15, 0
0, 0

−15, 0

] [
11, 93
−0, 85
−14, 47

]
3, 22 cm

D−+30,−30

[
30, 0
0, 0

−30, 0

] [
22, 32
−2, 86
−27, 76

]
8, 49 cm
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Tabela 5.9: Deslocamento na diagonal em +45o

Mapa Translação Trans. estimada Erro da translação Unidade

D+
+30,+30

[
30, 0
0, 0

30, 0

] [
24, 41
1, 13

25, 95

]
6, 98 cm

D+
+15,+15

[
15, 0
0, 0

15, 0

] [
11, 19
1, 77

14, 72

]
3, 40 cm

D+
−15,−15

[
−15, 0

0, 0
−15, 0

] [
−14, 59
−1, 91
−11, 65

]
3, 87 cm

D+
−30,−30

[
−30, 0

0, 0
−30, 0

] [
−29, 13
−5, 36
−19, 99

]
11, 39 cm

A partir das Tabelas 5.8 e 5.9, podemos constatar que os erros das estimações
dos vetores de translação são um pouco maiores os das Tabelas 5.6 e 5.7, haja vista
que o deslocamento em um único eixo faz com que o erro das estimativas seja menor
em relação ao deslocamento em dois eixos (x e z).

Movimentos de Translação e Rotação

Nesse teste avaliamos o movimento de translação com rotação sobre o eixo y da
câmera.

Tabela 5.10: Rotações na posição: D+
−15,−15

Translação Trans. Estimada Erro da translação Unidade Rotação Rot. estimada Erro da rotação Unidade[
−15, 0

0, 0
−15, 0

] [
−14, 59
−1, 91
−11, 65

]
3, 87 cm

0, 0
0, 0
0, 0

−0.50
0.19
−0.88

0, 50
0, 19
0, 88

graus

[
−15, 0

0, 0
−15, 0

] [
−11, 02
−0.65
−15.19

]
4, 04 cm

0, 0
5, 0
0, 0

−0, 79
5, 18
0, 47

0, 79
0, 18
0, 47

graus

[
−15, 0

0, 0
−15, 0

] [
−10.34
−0.84
−15, 64

]
4, 77 cm

0, 0
10, 0
0, 0

−0, 46
10, 35
1, 28

0, 46
0, 35
1, 28

graus

[
−15, 0

0, 0
−15, 0

] [
−10, 58
−0, 93
−15, 48

]
4, 54 cm

0, 0
15, 0
0, 0

0, 55
15, 71
−2, 15

0, 55
0, 71
2, 15

graus

Na Tabela 5.10, podemos observar que os erros das estimações dos vetores de
translação são praticamente iguais, e as estimativas dos ângulo de rotação de 0 a
15 graus, possuem erros de até no máximo 2,5 graus. Podemos ver na análise em
deslocamentos eqüidistantes, nas Tabelas 5.11, 5.12 e 5.13, que obtemos as mesmas
respostas para as estimações de translação e rotação.
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Tabela 5.11: Rotações na posição: D−−15,15

Translação Trans. Estimada Erro da translação Unidade Rotação Rot. estimada Erro da rotação Unidade[
−15, 0

0, 0
15, 0

] [
−11, 90

0, 77
14, 62

]
3, 20 cm

0, 0
0, 0
0, 0

0, 86
−0, 76

0, 85

0, 86
0, 76
0, 85

graus

[
−15, 0

0, 0
15, 0

] [
−13, 44

2, 50
13, 01

]
3, 55 cm

0, 0
5, 0
0, 0

−0, 41
5, 09
0, 21

0, 41
0, 09
0, 21

graus

[
−15, 0

0, 0
15, 0

] [
−12, 66

2, 53
13, 76

]
3, 65 cm

0, 0
10, 0
0, 0

0, 48
10, 36
−1, 09

0, 48
0, 36
1, 09

graus

[
−15, 0

0, 0
15, 0

] [
−12, 49

2, 61
13, 90

]
3, 77 cm

0, 0
15, 0
0, 0

1, 77
16, 64
−2, 49

1, 77
1, 64
2, 49

graus

Tabela 5.12: Rotações na posição: D+
15,15

Translação Trans. Estimada Erro da translação Unidade Rotação Rot. estimada Erro da rotação Unidade[
15, 0
0, 0

15, 0

] [
11, 90
0, 77

14, 62

]
3, 20 cm

0, 0
0, 0
0, 0

0, 89
0, 55
−0, 31

0, 89
0, 55
0, 31

graus

[
15, 0
0, 0

15, 0

] [
15, 93
2, 49
9, 80

]
5, 84 cm

0, 0
−5, 0

0, 0

0.65
−6.41
−0.40

0, 65
1, 41
0, 40

graus

[
15, 0
0, 0

15, 0

] [
15, 93
2, 70
9, 74

]
5, 98 cm

0, 0
−10, 0

0, 0

0, 19
−9, 87
−1, 23

0, 19
0, 13
1, 23

graus

[
15, 0
0, 0

15, 0

] [
15, 92
2, 86
9, 73

]
6, 06 cm

0, 0
−15, 0

0, 0

−0, 51
−13, 25

2, 14

0, 51
1, 75
2, 14

graus

Tabela 5.13: Rotações na posição: D−15,−15

Translação Trans. Estimada Erro da translação Unidade Rotação Rot. estimada Erro da rotação Unidade[
15, 0
0, 0

−15, 0

] [
−11, 90

0, 77
14, 62

]
3, 20 cm

0, 0
0, 0
0, 0

0, 27
−0, 96

0, 42

0, 27
0, 96
0, 42

graus

[
15, 0
0, 0

−15, 0

] [
11, 12
−0, 17
−15, 25

]
3, 88 cm

0, 0
−5, 0

0, 0

0, 31
−5, 38
−0, 09

0, 31
0, 38
0, 09

graus

[
15, 0
0, 0

−15, 0

] [
10, 79
−0, 16
−15, 48

]
4, 23 cm

0, 0
−10, 0

0, 0

−1, 02
−11, 07

0, 05

1, 02
1, 07
0, 04

graus

[
15, 0
0, 0

−15, 0

] [
10, 51
−0, 03
−15, 68

]
4, 54 cm

0, 0
−15, 0

0, 0

−1, 81
−16, 89

0, 49

1, 81
1, 89
0, 49

graus
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Caṕıtulo 6

Conclusões

A partir dos primeiros testes, vemos a melhora na robustez da estimativa da
matriz fundamental, onde o número de condição diminuiu de 1015 para 105 em
média, conforme o gráfico da Figura 5.7. Através do gráfico da Figura 5.9, vemos
como os erros geométricos das estimativas cresçem rapidamente no Algoritmo de 8
Pontos, enquanto os algoritmos com normalização mostraram uma maior robustez
ao rúıdo. Mesmo com o aumento do número de pontos de entrada, o erro permanece
em média constante, como mostrado na Figura 5.8.

Com relação às estimações de movimento, podemos constatar que para movi-
mentos com pequenas translações, todos os métodos mostram erros elevados, como
podemos ver nas Figuras 5.10 e 5.11. Para movimento com rotação, a partir das
Figuras 5.12, 5.13, 5.14, 5.15 e 5.16, podemos verificar que o Algoritmos de 8 Pontos
apresenta maiores erros, principalmente para pequenas rotações, em comparação
com os algoritmos normalizados.

Com relação às estimações de trajetórias, podemos constatar que os algoritmos
normalizados apresentam erros menores, conforme as Figuras 5.21, 5.22 e 5.23 (as-
sociadas a normalização isotrópica) e 5.24, 5.25 e 5.26 (associadas a normalização
não-isotrópica). Na trajetória dos testes, observamos que as estimativas através do
Algoritmo de 8 Pontos tendem a divergir da trajetória, conforme vemos nas Figuras
5.18, 5.19 e 5.20.

O Algoritmo de 8 Pontos é mal condicionado, e essa técnica só se torna viável
quando é usada a normalização dos dados de entrada como sugere Hartley [23].

Nos testes com imagens reais não obtivemos resultados tão bons quanto os
sintéticos, mesmo com a normalização de Hartley. As estimações mostraram-se
senśıveis a variações dos dados de entrada. Observamos que, à medida em que nos
afastávamos da região de calibração da câmera, o erro das estimativas aumentava.
Uma rotina de autocalibração, como por exemplo [28], poderia ser uma solução para
diminuir esse erro.
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Ambas as técnicas de normalização do Algoritmo de 8 Pontos podem ser utiliza-
das como técnicas para uma estimação inicial rápida do movimento. Com um ajuste
não-linear usando técnicas como Levenberg-Marquardt ou Gradiente Descendente
(exemplos podem ser vistos em [13] e [20], respectivamente), pode ser posśıvel vir a
melhorar a exatidão dos resultados do Algoritmo de 8 Pontos Normalizado.

Em trabalhos futuros, pode ser considerada a implementação de uma rotina de
autocalibração e a avaliação da melhora dos algoritmos com um ajuste não-linear.
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Apêndice A

Provas de Teoremas, Fórmulas e
Equações

Teorema 1.1 (p. 5)

Sendo r = [rx, ry, rz]T e p = [px, py, pz]T .

A equação da reta r conforme Equação (1.2):

rxx+ ryy + rzz = 0

Substituindo as coordenadas x, y e z pelo ponto p:

rxpx + rypy + rzpz = rTp = pT r = r · p

Logo, r · p = 0 corresponderá a um ponto p na equação da reta r.

Teorema 1.2 (p. 5)

Sendo rA = [rAx , rAy , rAz ]T , rB = [rBx , rBy , rBz ]T e p = [px, py, pz]T .
As equações das retas rA e rB conforme Equação (1.2) ficam:

rAx x+ rAy y + rAz z = 0
rBx x+ rBy y + rBz z = 0

O ponto p é o ponto de encontro entre as duas retas rA e rB, logo obtemos o
seguinte sistema linear:

rAx px + rAy py + rAz pz = 0
rBx px + rBy py + rBz pz = 0
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O resultado de rA × rB obtemos:

rA × rB =

∣∣∣∣∣∣∣∣∣
x̂ ŷ ẑ

rAx rAy rAz

rBx rBy rBz

∣∣∣∣∣∣∣∣∣ =
[
(rAy rBz − rAz rBy ), (rAz rBx − rAx rBz ), (rAx rBy − rAy rBx )

]T

Se substituirmos rA× rB no sistema linear acima, veremos que rA× rB é solução
para o sistema. Logo, p = rA × rB .

Teorema 1.3 (p. 5)

Sejam pA = [pAx , pAy , pAz ]T , pB = [pBx , pBy , pBz ]T e r = [rx, ry, rz]T .
Os pontos pA e pB fazem parte da reta r, logo obtemos o seguinte sistema linear:

pAx rx + pAy ry + pAz rz = 0
pBx rx + pBy ry + pBz rz = 0

O resultado de pA × pB é:

pA × pB =

∣∣∣∣∣∣∣∣∣
x̂ ŷ ẑ

pAx pAy pAz

pBx pBy pBz

∣∣∣∣∣∣∣∣∣ =
[
(pAy pBz − pAz pBy ), (pAz pBx − pAx pBz ), (pAx pBy − pAy pBx )

]T

Se substituirmos pA×pB no sistema linear acima, veremos que pA×pB é solução
para o sistema. Logo, r = pA × pB .

Fórmula do ponto ideal (p. 5)

Duas retas paralelas em P2 possuem a relação entre as suas duas primeiras com-
ponentes iguais segundo um fator de escala. Sendo assim, consideremos as retas
paralelas rA = [rx, ry, k1]T , rB = [rx, ry, k2]T , onde k1 6= k2.

Pelo Teorema 1.2, podemos dizer que m∞ = rA × rB. Logo,

m∞ =

∣∣∣∣∣∣∣∣∣
x̂ ŷ ẑ

rx ry k1

rx ry k2

∣∣∣∣∣∣∣∣∣ = (k2 − k1) [−ry, rx, 0]T

Conseqüentemente, podemos considerar m∞ = [a, b, 0]T

Fórmula da reta ideal (p. 5)

Consideremos os pontos ideais mA
∞ = [pAx , pAy , 0]T , mB

∞ = [pBx , pBy , 0]T .
Pelo Teorema 1.3, podemos dizer que r∞ = mA

∞ ×mB
∞. Logo,

r∞ =

∣∣∣∣∣∣∣∣∣
x̂ ŷ ẑ

pAx pAy 0
pBx pBy 0

∣∣∣∣∣∣∣∣∣ =
[
0, 0, (pAx pBy − pAy pBx )

]T

Conseqüentemente, podemos considerar r∞ = [0, 0, c]T .
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Fórmula TPP para retas (p. 6)

Sabemos pelo Teorema 1.1, que r′Tp′ = 0 e rTp = 0 , logo, r′Tp′ = rTp.
Sabemos pela Equação (1.3), que p′ = Hp.
Substituindo p′ na equação temos:

(r′TH)p = (rT )p → r′TH = rT

HT r′ = r
r′ = H−T r

Fórmula TPE3 para planos (p. 7)

Podemos pegar o Teorema 1.1 no P2 para os elementos duais ponto e reta, e
expressá-lo de forma semelhante em P3 para os elementos duais ponto e plano,
obtendo π′TM′ = 0 e πTM = 0 , logo, π′TM′ = πTM.

Sabemos pela Equação (1.7), que M′ = HM.
Substituindo M′ na equação temos:

(π′TH)M = (πT )M → π′TH = πT

HTπ′ = π

π′ = H−Tπ

Equações dos parâmetros do modelo simples - Tabela 2.1 (p. 23)

Matriz de projeção:

P =


εqT1 εq14

εqT2 εq24

εqT3 εq34

 =


αur̄1 + u0r̄3 αutx + u0tz

αvr̄2 + v0r̄3 αvty + v0tz

r̄3 tz


Podemos, logo de ińıcio, obter os seguintes parâmetros: r̄3 = εqT3 e tz = εq34

1. Coordenadas do centro do sensor óptico

• u0: αur̄1 + u0r̄3 = εqT1
r̄3 = εqT3

αu

=0︷ ︸︸ ︷
(r̄1 · r̄3) +u0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT1 q3

u0 = qT1 q3
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• v0: αvr̄2 + v0r̄3 = εqT2
r̄3 = εqT3

αv

=0︷ ︸︸ ︷
(r̄2 · r̄3) +v0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT2 q3

v0 = qT2 q3

2. Comprimento da altura do cone de projeção nos eixos u e v

• αu:
αur̄1 + u0r̄3 = εqT1
(αur̄1 + u0r̄3)2 = (εqT1 )2

α2
u

=1︷ ︸︸ ︷
(r̄1 · r̄1) +2αuu0

=0︷ ︸︸ ︷
(r̄1 · r̄3) +u2

0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT1 q1

αu =
√

qT1 q1 − u2
0

• αv:
αvr̄2 + v0r̄3 = εqT2
(αvr̄2 + v0r̄3)2 = (εqT2 )2

α2
v

=1︷ ︸︸ ︷
(r̄2 · r̄2) +2αvv0

=0︷ ︸︸ ︷
(r̄2 · r̄3) +v2

0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT2 q2

αv =
√

qT2 q2 − v2
0

3. Vetor de translação t

• tz: tz = εq34

• tx: αutx + u0tz = εq14

tz = εq34

tx = ε q14−u0q34
αu

• ty: αvty + v0tz = εq24

tz = εq34

ty = ε q24−v0q34
αv

4. Matriz de rotação R

• r̄3: r̄3 = εqT3
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• r̄1: αur̄1 + u0r̄3 = εqT1
r̄3 = εqT3

r̄1 = ε
qT1 −u0qT3

αu

• r̄2: αvr̄2 + v0r̄3 = εqT2
r̄3 = εqT3

r̄2 = ε
qT2 −v0qT3

αv

Equações dos parâmetros do modelo geral - Tabela 2.2 (p. 23)

Matriz de projeção:

P =


εqT1 εq14

εqT2 εq24

εqT3 εq34

 =


αur̄1 − αu cot θr̄2 + u0r̄3 αutx − αu cot θty + u0tz

αv
sin θ r̄2 + v0r̄3

αv
sin θ ty + v0tz

r̄3 tz


Podemos, logo de ińıcio, obter os seguintes parâmetros: r̄3 = εqT3 e tz = εq34

1. Coordenadas do centro do sensor óptico

• u0: αur̄1 − αu cot θr̄2 + u0r̄3 = εqT1
r̄3 = εqT3

αu

=0︷ ︸︸ ︷
(r̄1 · r̄3)−αu cot θ

=0︷ ︸︸ ︷
(r̄2 · r̄3) +u0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT1 q3

u0 = qT1 q3

• v0: αv
sin θ r̄2 + v0r̄3 = εqT2
r̄3 = εqT3

αv
sin θ

=0︷ ︸︸ ︷
(r̄2 · r̄3) +v0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT2 q3

v0 = qT2 q3

2. Comprimento da altura do cone de projeção nos eixos u e v

• αv:
αv

sin θ r̄2 + v0r̄3 = εqT2
( αv

sin θ r̄2 + v0r̄3)2 = (εqT2 )2

α2
v

sin2 θ

=1︷ ︸︸ ︷
(r̄2 · r̄2) +2 αv

sin θv0

=0︷ ︸︸ ︷
(r̄2 · r̄3) +v2

0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT2 q2

αv =
√

qT2 q2 − v2
0 sin θ
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• αu:
αur̄1 − αu cot θr̄2 + u0r̄3 = εqT1
[αu(r̄1 − cot θr̄2) + u0r̄3]2 = (εqT1 )2

α2
u(r̄1−cot θr̄2)2 +2αuu0[

=0︷ ︸︸ ︷
(r̄1 · r̄3)− cot θ

=0︷ ︸︸ ︷
(r̄2 · r̄3)]+u2

0

=1︷ ︸︸ ︷
(r̄3 · r̄3) =

=1︷︸︸︷
ε2 qT1 q1

α2
u[

=1︷ ︸︸ ︷
(r̄1 · r̄1)−2 cot θ

=0︷ ︸︸ ︷
(r̄1 · r̄2) + cot2 θ

=1︷ ︸︸ ︷
(r̄2 · r̄2)] = qT1 q1 − u2

0

α2
u[

=1︷ ︸︸ ︷
(sin2 θ + cos2 θ) / sin2 θ] = qT1 q1 − u2

0

αu =
√

qT1 q1 − u2
0 sin θ

3. Vetor de translação t

• tz: tz = εq34

• ty: αv
sin θ ty + v0tz = εq24

tz = εq34

ty = ε(q24 − v0q34) sin θ
αv

• tx:
αutx − αu cot θty + u0tz = εq14

ty = ε(q24 − v0q34) sin θ
αv

tz = εq34

αu(tx − cot θty) = ε(q14 − u0q34)
tx = ε[q14 + (q24 − v0q34)αu

αv
cos θ − u0q34] 1

αu

4. Matriz de rotação R

• r̄3: r̄3 = εqT3
• r̄2: αv

sin θ r̄2 + v0r̄3 = εqT2
r̄3 = εqT3

r̄2 = ε(qT2 − v0qT3 ) sin θ
αv

• r̄1:
αur̄1 − αu cot θr̄2 + u0r̄3 = εqT1
r̄2 = ε(qT2 − v0qT3 ) sin θ

αv

r̄3 = εqT3
αu(r̄1 − cot θr̄2) = ε(qT1 − u0qT3 )
r̄1 = ε[qT1 + (qT2 − v0qT3 )αu

αv
cos θ − u0qT3 ] 1

αu
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5. Ângulo entre os eixos da imagem u e v

• θ:

Como: ‖q3‖
2 = 1

Fórmula: ‖a× b‖2 + ‖a · b‖2 = ‖a‖2 ‖b‖2

Logo,

αu =
√

qT1 q1 − u2
0 sin θ

αu =
√

qT1 q1 − (qT1 q3)2 sin θ

αu =
√
‖q1‖

2 ‖q3‖
2 − ‖q1 · q3‖

2 sin θ

αu = ‖q1 × q3‖ sin θ

αv =
√

qT2 q2 − v2
0 sin θ

αv =
√

qT2 q2 − (qT2 q3)2 sin θ

αv =
√
‖q2‖

2 ‖q3‖
2 − ‖q2 · q3‖

2 sin θ

αv = ‖q2 × q3‖ sin θ

Fórmula de Lagrange: a× (b× c) = b(a · c)− c(a · b)

r̄2 = ε(qT2 − v0qT3 ) sin θ
αv

r̄2 = ε(qT2 − qT2 q3qT3 ) sin θ
αv

r̄T2 = ε[q2

‖q3‖
2=1︷ ︸︸ ︷

(q3 · q3)−q3(q3 · q2)] sin θ
αv

r̄T2 = ε
[
q3 ×

(q2×q3)
‖q2×q3‖

]

r̄1 = ε[qT1 + (qT2 − v0qT3 )αu
αv

cos θ − u0qT3 ] 1
αu

r̄1 = ε
[
(qT1 − qT1 q3qT3 ) 1

αu
+ (qT2 − qT2 q3qT3 ) 1

αv
cos θ

]
r̄T1 = ε

[
(q1 − q3qT3 q1) 1

αu
+ (q2 − q3qT3 q2) 1

αv
cos θ

]

r̄T1 = ε[(q1

‖q3‖
2=1︷ ︸︸ ︷

(q3 · q3)−q3(q3 · q1)) 1
αu

+ (q2

‖q3‖
2=1︷ ︸︸ ︷

(q3 · q3)−q3(q3 · q2)) 1
αv

cos θ]

r̄T1 = ε
sin θ

[
q3 ×

(q1×q3)
‖q1×q3‖

+ q3 ×
(q2×q3)
‖q2×q3‖

cos θ
]

Como: r̄T1 · r̄T2 = 0

(
q3×

(q1×q3)
‖q1×q3‖

)
·
(
q3×

(q2×q3)
‖q2×q3‖

)
+

=1︷ ︸︸ ︷(
q3 ×

(q2 × q3)
‖q2 × q3‖

)
·
(
q3 ×

(q2 × q3)
‖q2 × q3‖

)
cos θ = 0
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cos θ = − 1
‖q1×q3‖‖q2×q3‖

[
q3 × (q1 × q3) · q3 × (q2 × q3)

]

Fórmula: a× b · c = a · b× c

cos θ = − 1
‖q1×q3‖‖q2×q3‖

[
q3 · (q1 × q3)× q3 × (q2 × q3)

]

Usando a fórmula de Lagrange:

cos θ = − 1
‖q1×q3‖‖q2×q3‖

[
q3 ·

(
q3[(q1×q3) · (q2×q3)]− (q2×q3)[(q1×q3) ·q3]

)]

cos θ = − 1
‖q1×q3‖‖q2×q3‖

[ ‖q3‖
2=1︷ ︸︸ ︷

q3 · q3[(q1×q3)·(q2×q3)]−
=0︷ ︸︸ ︷

q3 · (q2 × q3)[(q1×q3)·q3]
)]

cos θ = − (q1×q3)·(q2×q3)
‖q1×q3‖‖q2×q3‖

Fórmula do operador matriz de produto vetorial - [ · ]×

Seja a = [ax, ay, az]T e b = [bx, by, bz]T .
Podemos calcular o produto vetorial a× b da seguinte forma.

a × b =

∣∣∣∣∣∣∣∣∣
x̂ ŷ ẑ

ax ay az

bx by bz

∣∣∣∣∣∣∣∣∣ = [(aybz − azby), (azbx − axbz), (axby − aybx)]T

Se colocarmos esse produto na forma matricial do operador ([ · ]×) obtemos:

[a]×b = [(−azby + aybz), (azbx − axbz), (−aybx + axby)]T

[a]× =


0 −az ay

az 0 −ax
−ay ax 0


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Apêndice B

Decomposição em Valores
Singulares (SVD)

A decomposição em valores singulares (SVD) é uma das mais importantes de-
composições de matrizes usadas em Visão Computacional. Como sabemos do conhe-
cimento básico de Álgebra Linear, uma matriz quadrada A pode ser diagonalizável
em uma matriz diagonal onde sua diagonal principal são os autovalores de A. Isto
pode ser escrito como:

A = QΛQT (B.1)

onde:
Q é uma matriz ortogonal dos autovetores, ou seja, a matriz com todos os

vetores colunas (ou linhas) possuindo norma unitária e gerando um sistema de bases,
ortogonais entre si

Λ é uma matriz diagonal cuja diagonal principal [λ1, λ2, · · · , λn] são os
autovalores de A

A decomposição em autovalores só é válida para matrizes quadradas, ou seja,
A ∈ Rn×n. A SVD surgiu como uma decomposição, similar a de autovalores, contudo
mais geral, de forma a incluir o caso de matrizes não quadradas, ou seja, A ∈ Rm×n.

A seguir, iremos dar uma definição formal da SVD, descrever algumas de suas
propriedades e por fim, explicar como e porque podemos usá-la para otimização.
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B.1 Definição

Para qualquer matriz A ∈ Rm×n existe a seguinte decomposição:

A = USVT (B.2)

onde:
U é uma matriz ortogonal (m ×m), cujos vetores coluna são os vetores sin-

gulares à esquerda de A.
S é uma matriz diagonal (m × n) com valores não negativos, cujos valores

da diagonal não nula de S são chamados de valores singulares de A. Os valores
singulares de S são decrescentes, ou seja, s1 ≥ s2 ≥ · · · ≥ sr > 0.

V é uma matriz ortogonal (n×n), cujos vetores coluna são os vetores singulares
à direita de A.

B.2 Propriedades

A matriz diagonal S é composta somente por elementos não-negativos. Os valores
singulares de A serão [s1, s2, · · · , sr] e preencherão r primeiros lugares da matriz
diagonal principal de S. Logo, r corresponderá ao posto da matriz A.

As colunas da matriz ortogonal U serão os autovetores da matriz quadrada AAT .

AAT = (USVT )(VSTUT ) = USSTUT (B.3)

As colunas da matriz ortogonal V serão os autovetores da matriz quadrada ATA.

ATA = (VSTUT )(USVT ) = VSTSVT (B.4)

Os autovalores da matriz quadrada SST (m×m) correponderão a s2
1, s

2
2, · · · , s2

r

e (m − r) zeros. Os autovalores da matriz quadrada STS (n × n) correponderão a
s2

1, s
2
2, · · · , s2

r e (n − r) zeros. Conseqüentemente, os valores singulares de S corres-
ponderão à raiz quadrada dos autovalores não nulos de AAT e ATA (por isso da
não negatividade dos elementos de S).

As colunas de U e V fornecerão as bases ortonormais para os quatro sub-espaços
fundamentais:

• primeiras r colunas de U: espaço coluna de A

• últimas m− r colunas de U: espaço nulo à esquerda de A

• primeiras r colunas de V: espaço linha de A

• últimas n− r colunas de V: espaço nulo à direita de A
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B.3 Otimização

A SVD é excelente para cálculos computacionais estáveis. Uma das razões prin-
cipais é o fato de decompor a matriz em U e V matrizes ortogonais. A multiplicação
por uma matriz ortogonal nunca muda o comprimento de um vetor (propriedade de
preservação da norma [24]: ‖Qx‖ = ‖x‖), como, por exemplo, em:

‖Ux‖2 = xTUTUx = xTx = ‖x‖2 (B.5)

A outra razão se deve ao fato da fácil obtenção da noção de grandeza dos valores
singulares da matriz S.

B.3.1 Otimização Linear por Mı́nimos Quadrados (Ax = b)

Podemos usar a SVD para solucionar sistemas de equações lineares do tipo Ax =
b, sendo A ∈ Rm×n e m ≥ n . Isto será equivalente a minimização da norma
quadrada ‖Ax− b‖2, que corresponde a otimização linear por mı́nimos quadrados.

min ‖Ax− b‖2 ⇔ min ‖Ax− b‖

min ‖Ax− b‖ = min
∥∥∥USVTx− b

∥∥∥
Usando a propriedade da preservação da norma, multiplicando por UT pela

esquerda

min ‖Ax− b‖ = min
∥∥∥SVTx−UTb

∥∥∥
Substituindo y = VTx e b∗ = UTb, teremos o sistema Sy = b∗:



s1
. . .

sn

0




y1
...
yn

 =



b∗1
...
b∗n

b∗n+1
...
b∗m


(B.6)

A solução desse sistema será simplesmente yi = b∗i /si. Obviamente, si 6= 0,
assumindo que o posto de A deve ser n.

Por fim, a solução da otimização em mı́nimos quadrados será:

x = Vy (B.7)
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B.3.2 Otimização Linear por Mı́nimos Quadrados (Ax = 0)

Contudo, algumas vezes as equações do sistema linear Ax = b estão na forma ho-
mogênea, sendo b = 0. Então, nosso problema de minimização se torna min ‖Ax‖.
Devemos prestar atenção que pode ser obtida a solução trivial, ou seja, xi = 0.
Assim, vamos impor uma condição em x para evitá-la. Enunciaremos o problema
da seguinte forma:

Encontrar x que min ‖Ax‖2 sendo ‖x‖2 = 1 ou
Encontrar x que min ‖Ax‖ sendo ‖x‖ = 1

min ‖Ax‖ = min
∥∥∥USVTx

∥∥∥
Usaremos, novamente, a propriedade da preservação da norma, multiplicando

por UT pela esquerda

min ‖Ax‖ = min
∥∥∥SVTx

∥∥∥
Substituindo y = VTx, nosso problema será min ‖Sy‖ sendo ‖y‖ = 1.
Como a matriz diagonal S possui seus valores singulares em ordem decrescente,

então a solução mı́nima será y = [0, 0, · · · , 1]T .
Finalmente, sabendo que x = Vy, então a solução para x será a última coluna

da matriz V. Em outras palavras, podemos dizer que a solução corresponde ao
autovetor associado ao menor autovalor da matriz quadrada ATA.
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Apêndice C

Otimização com Restrição

A referência [16] mostra como realizar a otimização linear de mı́nimos quadrados
de um sistema homogêneo do tipo Ax = 0 dada uma restrição do tipo ‖Bx‖2 = 1,
sendo m×n a dimensão de A (onde m > n), n×1 a dimensão de x e p×n a dimensão
de B (onde p < n). Isso implica que selecionaremos somente alguns elementos de x
para compormos a restrição. É uma minimização mais restritiva do que aquela feita
com SVD no Apêndice B.

Seja z = Bx de dimensão p × 1 e o vetor y de dimensão n − p × 1 composto
pelas n− p coordenadas restantes de x. Temos:

Ax = Cy + Dz (C.1)

onde:
C é uma sub-matriz de A (m× n− p)
D é uma sub-matriz de A (m× p)

O problema da otimização é representado agora da seguinte forma:

min
z,y
‖Cy + Dz‖2 sendo ‖z‖2 = 1 (C.2)

Utilizando-se da técnica de multiplicadores de Lagrange, o problema é equiva-
lente a:

min
z,y

H = ‖Cy + Dz‖2 + λ(1− ‖z‖2) (C.3)

Calculando as derivadas parciais de H em relação aos vetores z e y

∂H
∂y

= 2(CTCy + CTDz) (C.4)

∂H
∂z

= 2(DTDz + DTCy− λz) (C.5)
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Igualando a zero as derivadas parciais encontramos os seguintes resultados:
Na Equação (C.4):

CTCy + CTDz = 0 → y = −(CTC)−1CTDz. (C.6)

Na Equação (C.5), e também substituindo y da Equação (C.6):

DTDz + DTCy− λz = 0

DTDz + DTC[−(CTC)−1CTDz] = λz

(DTD−DTC(CTC)−1CTD)z = λz (C.7)

A Equação (C.7) pode ser reescrita na forma:

DT (I−C(CTC)−1CT )Dz = Ez = λz (C.8)

Se substituirmos y da Equação (C.6) na Equação (C.2), obtemos:
∥∥∥C[−(CTC)−1CTDz] + Dz

∥∥∥2

=
∥∥∥(I−C(CTC)−1CT )Dz

∥∥∥2

= zTDT (I−C(CTC)−1CT )T (I−C(CTC)−1CT )Dz

Logo, quando a expressão a cima for mı́nima, temos (C(CTC)−1CT ) → 0, impli-
cando que

→ zT
=λz︷ ︸︸ ︷

DT (I−C(CTC)−1CT )Dz = λ

=1︷ ︸︸ ︷
‖z‖2 = λ

Conseqüentemente, o erro mı́nimo corresponderá ao menor autovalor da matriz
E. Como esse critério requer que esse mı́nimo seja não-negativo, teremos de provar
que os autovalores de E são todos não-negativos.

Para isso, teremos de provar que E é uma matriz semidefinida positiva. Podemos
observar na Equação (C.8), que caso provemos que F = (I − (CTC)−1CT ) é uma
matriz semidefinida positiva, então provamos que E também será.

Então, seja v um autovetor associado a um autovalor não-nulo de F.

(I−C(CTC)−1CT )v = λFv (C.9)

Multiplicando por CT a esquerda, obtemos:

λFCTv = CT (I−C(CTC)−1CT )v = [CT −
=I︷ ︸︸ ︷

(CTC)(CTC)−1 CT ]v = 0
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λFCTv = 0 (C.10)

Então, temos duas soluções posśıveis λF = 0 e CTv = 0.
Abrindo a Equação C.9 e considerando o caso da solução CTv = 0 para a

Equação C.10, obtemos:

v−C(CTC)−1

=0︷ ︸︸ ︷
CTv = λFv

v = λFv. (C.11)

Como sabemos que o vetor v é não-nulo por ser um autovetor, com isso a outra
solução corresponde a λF = 1. Com isso provamos que os autovalores de F são
não-negativos (0 e +1), implicando em F ser semidefinida positiva e, por sua vez, E
também.
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