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ao Moloch da modernidade. Repito o apócrifo verso do grego Anacreonte: “Se tenho

ou não a fronte encalvecida, não sei” e, inspirando-me em Nelson Rodrigues, acres-

centaria: mas sou um septuagenário nato. Minha única diferença é que não nasci
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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

PROPOSTAS PARA SEPARAÇÃO CEGA E SUPERVISIONADA DE FONTES

Diego Barreto Haddad

Junho/2008

Orientador: Mariane Rembold Petraglia

Programa de Engenharia Elétrica

As técnicas que contemplam o problema de separação de fontes encontram-

se em grande desenvolvimento. Neste trabalho, foram propostas modificações no

algoritmo Infomax de Análise de Componentes Independentes, as quais recorrem a

algum conhecimento estat́ıstico acerca dos coeficientes da matriz de misturas. Este

procedimento foi generalizado para um algoritmo de deconvolução cega em sinais de

módulo constante. Foram testadas modificações em algoritmos de separação convo-

lutiva de fontes, as quais introduzem, entre outras, taxas de aprendizagem variantes

no tempo, estimativas recursivas de matrizes de correlações e estimativas de direção

de chegadas das fontes. Foi proposta uma alteração em uma função custo no domı́nio

da freqüência, e verificado se outra função custo no domı́nio do tempo permite a

escolha de filtros IIR na sua formulação direta. Em análises de componentes espar-

sos, propõe-se um novo algoritmo de estimativa da matriz de misturas e métodos

que auxiliam na reconstrução das fontes, entre eles o recurso a banco de filtros não

criticamente decimados. No caso monosensor de separação de fontes, foi proposta

uma técnica de separação de fontes supervisionada que baseia-se em redes neurais e

na estrutura harmônica de sinais musicais, com ganhos significativos em relação a

uma técnica concorrente.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

PROPOSALS FOR BLIND AND SUPERVISED SOURCE SEPARATION

Diego Barreto Haddad

June/2008

Advisor: Mariane Rembold Petraglia

Department: Electrical Engineering

The techniques addressing the source separation problem are in growing. In

this work, proposed modifications in the Infomax algorithm of Independent Com-

ponent Analysis, that use some statistical knowledge about the mixture matrix co-

efficients, were proposed. This procedure was generalized for a blind deconvolution

algorithm designed for constant modulus signals. Some modifications in convolutive

source separation algorithms were tested, introducing, among other features, time

variant learning factors, recursive estimates of correlation matrices and direction of

arrival estimates. A modification of a frequency-domain cost function was proposed,

and it was analysed whether other time domain cost function permit us to choose

IIR filters in direct formulation. In sparse component analysis, a new algorithm for

mixture matrix estimation was proposed, as well as new methods for improving the

source reconstruction step, among them the use of non-critically decimated filter

banks. In the monosensor case, a new technique for supervised source separation

was proposed, that uses neural networks and the harmonic structure of musical

signals, with significant gains compared to another technique.
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queno trecho de sinal. . . . . . . . . . . . . . . . . . . . . . . . . . . . 137

xii



Lista de Tabelas

2.1 Denominação dos termos que constam no teorema de Bayes acima

formulado. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2.2 SIR final - SIR inicial (em dB) para o método Infomax, Infomax

modificado (com informação estat́ıstica acerca da matriz de mistura)

e a diferença entre os resultados do método modificado e do padrão,

para diferentes comprimentos das misturas. . . . . . . . . . . . . . . . 23

2.3 SIR final - SIR inicial para o Infomax modificado, variando o parâmetro
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de ńıveis de decomposição, e D é o fator de decimação. . . . . . . . . 113

4.8 Resultados finais para sinais de voz com wavelet sym9. L é o número
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Caṕıtulo 1

Introdução

Os diversos tipos de sensores, ao capturarem sinais, deles nos fornecem uma

versão em geral corrompida por distorções, rúıdos, atenuações e interferências. A

presença de interferências implica termos acesso a misturas de diferentes fontes.

Cabe ressaltar que estas misturas podem em alguns casos ser intencionais como, por

exemplo, em gravações de músicas.

Em análise de sinais, cumpre por vezes recuperar cada uma das fontes a partir

das misturas supracitadas. Por exemplo, no caso de ondas cerebrais [1], se desejaria

ter acesso a cada uma das fontes de impulsos elétricos. O mesmo ocorreria no caso

de ondas sonoras, em aplicações como transcrição musical ou reconhecimento de fala

[2].

Este problema é denominado “separação de fontes”, e na literatura a ele

se associou a célebre expressão cocktail party, a qual faz referência à habilidade

humana de discernir, em uma festa, os sons desejados (como os de uma conversa)

do barulho ambiente. A facilidade com que nos desincumbimos desta tarefa faz-nos

freqüentemente subestimar sua complexidade.

As técnicas de separação de fontes são importantes na medida em que estas

apresentam inúmeras aplicações, além das já citadas, entre as quais: áudio [3],

sensoriamento remoto [4], análise de sinais śısmicos [5], processamento de imagens [6]

e em comunicações digitais [7]. Estudadas intensivamente desde meados da década

de 90, as técnicas de Análise de Componentes Independentes têm sido largamente

empregadas em BSS (do inglês Blind Source Separation - Separação Cega de Fontes;

o adjetivo “cega” será explicado mais à frente), de tal forma que alguns chegam a
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usar os termos ICA e BSS de forma intercambiável. Entretanto, a abordagem via

ICA não contempla os casos, na prática comuns, onde número de misturas é superado

pelo número de fontes, além de requerer adaptações em configurações convolutivas.

Para tratar destas outras configurações, surgem como ferramentas primordiais (entre

outras) a Análise de Componentes Esparsos e as Técnicas de Separação no Domı́nio

da Freqüência.

1.1 Configurações de Mistura

Em geral, podemos classificar os tipos de misturas em duas grandes classes:

lineares e não lineares. O grupo das misturas lineares é o contemplado nesta dis-

sertação, podendo ser subdividido em dois casos: misturas instantâneas e misturas

convolutivas.

Seja N o número de fontes, M o número de sensores e si(n) a n-ésima amostra

da i-ésima fonte. O vetor s(n) é formado através da concatenação de todas as fontes

no instante n, de forma que s(n) = [s1(n) s2(n) . . . sN(n)]T , com (·)T significando

transposição. Considerando xj(n) a n-ésima amostra da j-ésima mistura, podemos

definir o vetor x(n) de forma semelhante: x(n) = [x1(n) x2(n) . . . xM(n)]T . A

relação entre os vetores x(n) e s(n) é dada por:

x(n) = H ∗ s(n), (1.1)

onde H (oriunda do sistema de mistura) é denominada matriz de mistura de di-

mensões M × N e ∗ significa convolução. Considerando-se sistemas causais, os

elementos de H podem ser expressos na forma
∑∞

q=0 hij(q)z
−q (no domı́nio da

transformada-z); na eventualidade de o sistema de mistura apresentar filtros com

resposta ao impulso finita (FIR, do inglês Finite Impulse Response) e de compri-

mento máximo Q, os elementos de H podem ser expressos por
∑Q−1

q=0 hij(q)z
−q, caso

conhecido como convolutivo. Esta formulação possui dois casos particulares muito

importantes: o caso Q = 1 (ou caso instantâneo, onde os filtros se reduzem a meras

constantes) e o caso de cada elemento assumir a forma hij(qij)z
−qij , com pelo menos

um qij positivo (caso denominado anecóico).

Em sinais de comunicações digitais, os filtros hij correspondem aos múltiplos

caminhos percorridos pelo sinal até sua chegada aos sensores. No caso de sinais
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de áudio, estes filtros refletem a reverberação do ambiente, consistindo, no caso de

câmaras anecóicas, em versões diferentemente atrasadas e atenuadas dos sinais em

cada sensor (dáı o nome do caso anecóico).

O grau de dificuldade (quanto à separação) das misturas lineares é oriundo

de quatro fatores. A independência deles motiva-nos a considerá-los quais eixos

de dificuldade. O primeiro eixo de dificuldade reflete o número de coeficientes do

sistema de mistura. Este eixo contempla, por ordem crescente de dificuldade, as

configurações de misturas instantâneas, as ditas anecóicas e, por fim, as misturas

convolutivas (caso mais geral).

O segundo eixo de dificuldade é o da relação entre o número de misturas

e o número de fontes. O aumento do número de misturas implica uma maior fa-

cilidade para as técnicas de separação, já que resulta em aumento da informação

dispońıvel. Como cada sensor encontra-se numa localização distinta da dos demais,

as contribuições de cada fonte diferem nos diversos sensores; dáı dizermos que um

maior número de misturas aumenta a diversidade espacial a que temos acesso. É

comum a divisão das misturas quanto a este eixo em três tipos, a saber: misturas

superdeterminadas, determinadas e indeterminadas, onde o número M de misturas,

respectivamente, supera, iguala e é superado pelo número N de fontes. Optamos

por destacar das misturas indeterminadas o caso no qual temos acesso a apenas

uma única mistura (caso mono-sensor), devido ao fato de este caso exigir, em geral,

técnicas bastante distintas das aplicáveis às misturas indeterminadas.

O terceiro fator a influenciar a dificuldade das técnicas de separação re-

side no conhecimento que temos a respeito das fontes e da matriz de misturas. As

técnicas de separação de fontes que não requerem nenhum (ou quase nenhum) con-

hecimento deste tipo são classificadas como cegas.

O quarto eixo que contribui para o grau de dificuldade do sistema de sep-

aração consiste no número de amostras das misturas a que temos acesso. O au-

mento deste número implica um aumento de informação, facilitando a estimativa

dos parâmetros do sistema de separação.

As diferentes configurações para o caso de misturas lineares são mostradas

na Figura 1.1, onde são evidenciados os dois primeiros eixos de dificuldade citados.

Nesta dissertação, abordamos problemas de separação de fontes em con-
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Figura 1.1: Diferentes configurações de misturas lineares.

figurações instantâneas e convolutivas.

No Caṕıtulo 2, contemplamos o caso instantâneo e determinado, verificando

se algum conhecimento estat́ıstico, ainda que inexato, acerca da matriz de misturas

pode nos auxiliar na separação.

No Caṕıtulo 3, o caso tratado é o convolutivo e determinado. Foram testadas

técnicas de separação tanto no domı́nio do tempo quanto no da freqüência. Pro-

postas de aceleração de convergência, de alteração da função custo e de utilização

de filtros com resposta ao impulso infinita são discutidas.

No Caṕıtulo 4, as configurações instantâneas e indeterminadas (com pelo

menos duas misturas) são contempladas. São feitas diversas propostas para estas

estirpes de mistura, entre as quais: um método para estimativa da matriz de mis-

turas, a influência do aliasing oriundo de bancos de filtros decimados e a inclusão

de critérios de continuidade e de minimização de norma lp, com p 6= 1.

No Caṕıtulo 5 tratamos de configurações de misturas onde temos acesso a

apenas um único sensor. Propomos neste caṕıtulo uma abordagem fundamentada

em redes neurais, a qual atenta para a estrutura harmônica de sinais musicais. Este

caṕıtulo precede o último, o qual trata das conclusões da dissertação.
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Caṕıtulo 2

Separação de Fontes

O paradigma da “separação de fontes”possui outras aplicações, além das já

citadas na Introdução. Por exemplo, ele é também solicitado como etapa de pré-

processamento de obtenção de dados não contaminados para análise posterior [8].

Como vimos na Introdução, quando não possúımos nenhum1 conhecimento a pri-

ori acerca das fontes, tampouco acerca do sistema de mistura, classificamos como

“cega” a separação. A popularidade destas técnicas deve-se não somente ao seu

vasto campo de aplicabilidade, mas também porque estas técnicas abordam proble-

mas interessantes em estat́ısticas de mais alta ordem e sistemas não-lineares [9].

As formas de misturas podem, obviamente, variar de infinitas formas; embora

inicialmente restritos às misturas lineares e instantâneas (configuração anteriormente

considerada “aparentemente imposśıvel” [10]), os modelos atuais já contemplam as

configurações (mesmo as com duração de poucos segundos) convolutivas em ambi-

entes reais, onde as misturas são efetuadas por filtros FIR dotados de um número

de coeficientes da ordem de milhares (no caso de ondas acústicas) [11],[12]. Em

geral, podemos classificar os tipos de misturas em duas grandes classes: lineares e

não lineares, sendo aquelas costumeiramente modeladas de duas formas: misturas

lineares instantâneas e misturas lineares convolutivas.

Esta dissertação explora métodos de separação de misturas lineares, cuja con-

figuração mais simples é a denominada mistura instantânea, a qual introduz uma

1Na realidade, nenhum método de separação de fontes é completamente “cego”, pois sem-

pre se parte de algumas hipóteses suficientemente gerais, como as de independência, esparsidade,

diferenças morfológicas, distribuição dos coeficientes da matriz de misturas, entre outros.
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série de conceitos muito úteis para os casos mais gerais.

Neste caṕıtulo há, primeiramente, uma descrição matemática do problema,

seguida do tópico que trata da separabilidade. Então apresentamos, dentro de um

paradigma bayesiano, um método clássico (Infomax) dedicado à separação cega de

fontes. O paradigma utilizado permitirá avaliar a melhora de desempenho do método

na eventualidade de possuirmos algum conhecimento estat́ıstico, mesmo que ine-

xato, acerca da matriz de misturas. Estas modificações nos inspiraram a modificar

um método de separação dedicado à configuração de fontes de módulo constante.

2.1 Mistura Linear e Instantânea (MLI)

Sejam N fontes2 si(n) (i = 1, ..., N). O vetor s(n) é definido pelas fontes si

no instante n:

s(n) =


s1(n)

s2(n)
...

sN(n)

 . (2.1)

Seja H uma matriz (de dimensões M × N) denominada matriz de mistura.

Considerando a mistura linear, instantânea e não ruidosa, podemos expressar o vetor

x(n) que contém as n-ésimas amostras das M misturas pela equação:

x(n) = Hs(n). (2.2)

Concatenando os vetores s(n) e x(n), obtemos, respectivamente, a matriz das

fontes S e a matriz das misturas X (não confundir com a matriz de mistura H), da

forma a seguir:

S =


s1(1) s1(2) . . . s1(K)

s2(1) s2(2) . . . s2(K)
...

...
...

...

sN(1) sN(2) . . . sN(K)

 , (2.3)

2Algumas destas definições já constam na Introdução; a redundância deve-se a razões de clareza,

já que na Introdução foi apresentada uma visão mais genérica do problema de separação de fontes.
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X =


x1(1) x1(2) . . . x1(K)

x2(1) x2(2) . . . x2(K)
...

...
...

...

xM(1) xM(2) . . . xM(K)

 , (2.4)

onde K é o número de amostras de cada fonte. Cada mistura (linha da matriz das

misturas X) é uma combinação linear das fontes (linhas da matriz das fontes S).

2.2 Separação de fontes no caso MLI

A abordagem mais comum para separação de fontes no caso MLI consiste

em aplicar uma matriz W de separação à matriz das misturas, efetuando o produto

WH. Esta é a forma de separação mais tradicional, e a analisada neste caṕıtulo. No

Caṕıtulo 4, contemplaremos outros métodos de separação, mais recentes, baseados

especialmente em esparsidade, particularmente úteis na possibilidade de haver menos

sensores do que fontes (sob a restrição 2 ≤M < N).

Efetuando o produto matricial da matriz W com a matriz das misturas,

obtemos a estimativa Y das fontes, da forma a seguir:

Y = WX, (2.5)

ou, reescrevendo-a por recurso à Equação (2.2):

Y = WHS. (2.6)

A equação acima já permite uma conclusão acerca da separabilidade (ou seja,

a existência de uma matriz W a qual permite separar os sinais das fontes): a matriz

de misturas H deve possuir posto igual a N . Quando tal condição é satisfeita,

dizemos que o conjunto das misturas é separável3 (pois sempre é posśıvel encontrar

uma matriz W tal que o produto WH seja a identidade, tornando ao menos posśıvel,

por meio de uma escolha adequada, obter em Y a matriz S); uma condição necessária

3É posśıvel, a depender da matriz de mistura, recuperar qualquer uma das fontes, em separado,

mesmo no caso de M ser menor do que N . Porém, esta abordagem exige matrizes de mistura

muito espećıficas e mais do que uma única matriz de separação; ou seja, as fontes não são obtidas

de forma simultânea [10].
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para tal é termos M ≥ N . Dáı decorre que a separabilidade independe da matriz

das fontes S.

Mesmo sendo separáveis as misturas, encontrar a matriz W não é algo tri-

vial, dado que H não é conhecida de forma expĺıcita. A tarefa de encontrar uma

estimativa Ŵ da matriz W (ou mesmo Ĥ, fazendo posteriormente Ŵ = Ĥ
−1

)

implica o recurso a certos prinćıpios, denominados prinćıpios de separação. Seguindo

[10], analisaremos em separado as questões da separabilidade e dos prinćıpios de

separação.

2.2.1 Separabilidade

Como vimos, a separabilidade das fontes é uma propriedade intŕınseca das

combinações lineares nos sinais medidos (misturas) [10], ou seja, é uma propriedade

inerente à matriz H.

Seja C a matriz dada pelo produto WH. Não tendo controle total de C (pois

só temos controle parcial sobre H 4), basta-nos, para propósitos de separabilidade,

que H tenha posto N . Idealmente, neste caso, deveŕıamos ter:

C = I, (2.7)

onde I é a matriz identidade. Porém, mesmo quando o conjunto de misturas é

separável, não é sensato exigir a igualdade expressa na Equação (2.7); a falta de

informação tanto sobre as fontes quanto sobre a matriz de misturas se revela muito

restritiva para este propósito, como veremos a seguir.

Primeiramente, é fácil observar que multiplicar a coluna i da matriz H por

uma constante α possui o mesmo efeito para a matriz das misturas X do que multi-

plicar a i-ésima fonte por essa mesma constante. Acrescentando a isso nossa ausência

de informações, nota-se uma ambigüidade de escalamento imposśıvel de ser contor-

nada. Este fato impõe-nos ser menos exigentes; em outras palavras, consideraremos

a separação bem-sucedida não somente quando C for a identidade, mas uma matriz

diagonal.

Em segundo lugar, a falta de qualquer informação a priori sobre as fontes não

nos permite determinar a ordenação destas; ou seja, tendo acesso à matriz S com

4Alterar a localização dos medidores implica modificar a matriz H.
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Figura 2.1: Problemas da Separação Cega de Fontes.

as linhas numa permutação aleatória, não podeŕıamos desfazer a permutação. Isto

significa que não podemos esperar que sempre a i-ésima linha de Y corresponderá

à i-ésima linha de S (ou seja a i-ésima fonte) escalada. Eis qualificado o problema

da permutação.

A Figura 2.1 ilustra os problemas de ambigüidade de escalamento e de per-

mutação inerentes à separação cega de fontes. Uma interpretação concisa destes

problemas, utilizando o argumento (levemente alterado) de [13], pode ser efetuada

da forma como se segue. Seja Λ uma matriz diagonal não-degenerada e P uma

matriz de permutação. Assim,

x(n) = Hs(n) = HPΛΛ−1P−1s(n) = HPΛs̃(n), (2.8)

onde s̃(n) = Λ−1P−1s(n) possui as mesmas propriedades estat́ısticas de s(n) (a

menos da permutação e do escalamento), não podendo ser distingüido de s(n) sem

mais informações a priori.

Para o caso N = M = 3, portanto, a solução

C ≈


0 a 0

0 0 b

c 0 0

 , (2.9)
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com abc 6= 0 é considerada tão boa quanto C ≈ I (aqui não empregamos o sinal

de igualdade que na prática não costuma ocorrer). Importa notar que o problema

da permutação pode tornar a matriz C não-diagonal, enquanto que o problema do

escalamento torna as constantes a, b e c distintas da unidade. Podemos caracterizar

de forma rigorosa a estrutura comum a todas as matrizes C que separam as fontes 5,

a menos dos problemas da permutação e do escalamento, baseados em uma análise

estreitamente semelhante à efetuada em [10].

Seja a partição do conjunto de N números inteiros A = {1, 2, . . . , N} em M

(com M ≤ N) subconjuntos disjuntos Ai, i = 1, 2, . . . ,M (ou seja, Ai

⋂
Aj = Ø,

i 6= j e
⋃M

i=1Ai = A). Uma matriz P de dimensões M ×N é chamada uma matriz

de partição se seu elemento pij obedece à seguinte regra:

pij =

 1, j ∈ Ai

0, j /∈ Ai

(2.10)

Dados M e N , o número de matrizes de partição é dado por:

∑
n1+···+nM=N

n!

n1!n2! · · ·nM !
, (2.11)

o que iguala o número de escolhas para associar ni inteiros entre 1, 2, . . . , n para o

conjunto Ai, i = 1, 2, . . . ,m. A matriz P possui posto completo quando cada coluna

possui um elemento não-nulo e quando cada linha possui ao menos um elemento

não-nulo. Neste caso, podemos denominá-la matriz de permutação.

Uma matriz de dimensões M × N é denominada matriz de partição gene-

ralizada quando pode ser escrita qual um produto entre uma matriz de partição de

dimensões M ×N por uma matriz diagonal não singular Λ, de dimensões N ×N .

Esta formulação nos permite então afirmar que uma matriz C, dada por WH,

separa as fontes caso (1) tenha posto completo e (2) seja uma matriz de partição

generalizada. Assim, podemos reescrever a Equação (2.9) como um produto da

forma a seguir:

5Na realidade, quando há menos misturas do que fontes, efetuar o produto de uma matriz W

pela matriz das misturas nunca permitirá a separação de todas as fontes simultaneamente, havendo

ao menos a aglutinação de duas fontes em uma das sáıdas.
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C ≈


0 a 0

0 0 b

c 0 0

 =


0 1 0

0 0 1

1 0 0



c 0 0

0 a 0

0 0 b

 . (2.12)

Esta caracterização é, obviamente, geral, não se restringindo ao caso 3 × 3.

Em resumo, se P é uma matriz de partição generalizada, a solução PΛS é tão

aceitável quanto S, para os propósitos de separação.

2.2.2 Prinćıpios de Separação

Supondo que exista uma matriz de separação W que separe as fontes, cumpre

recorrer a alguns prinćıpios para determiná-la. Estes prinćıpios são denominados

“Prinćıpios de Separação”.

Uma técnica amplamente disseminada para separação de fontes é a Análise

de Componentes Independentes (ICA, do inglês Independent Component Analysis).

Sua justificação deriva de uma afirmação, adaptada de [14], após um teorema de

Darmois [10]:

“Para um vetor s de entradas independentes com no máximo uma entrada

gaussiana e para qualquer matriz inverśıvel C, se as componentes de y = Cs são

independentes, então y é uma cópia de s” (traduzido de [15]).

As técnicas de separação de fontes baseadas em ICA comumente atuam por

meio da maximização (ou minimização) de uma função custo, a qual é uma medida

escalar de alguma propriedade da distribuição da sáıda Y. Esta função pode ser

a informação mútua [17] ou a kurtosis [18] (a qual emprega momentos de ordem

superior), para citar dois exemplos comuns. A otimização costuma ser iterativa,

sendo a atualização dos coeficientes obtida geralmente mediante métodos do tipo

gradiente (descendente ou ascendente). A Figura 2.2 mostra a estrutura genérica de

um método de separação cega de fontes.

Este caṕıtulo aborda o método Infomax [17] (o mais tradicional), porém de

uma forma algo diferente da mais disseminada. Seguindo de forma bastante seme-

lhante o desenvolvimento em [19], inserimos este método num paradigma bayesiano.

Esta inserção permite-nos generalizá-lo para situações onde há informações acerca
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Figura 2.2: Estrutura de um algoritmo de separação cega de fontes.

dos coeficientes da matriz de mistura.

2.2.2.1 O Método Infomax sob um Paradigma Bayesiano

É comum afirmar-se que um método de separação “cega” é desprovido de

quaisquer conhecimentos acerca das fontes, bem como de quaisquer informações a

respeito da matriz de misturas. Eis uma interpretação algo equivocada, na medida

em que todos estes métodos utilizam hipóteses mı́nimas que, exatamente por serem

fracas, aplicam-se a uma grande variedade de configurações. Entre estas hipóteses,

destacamos duas muito comuns: distribuição não-gaussiana (freqüentemente super-

gaussiana6) das fontes e distribuição uniforme dos coeficientes da matriz de mistura.

A importância da primeira hipótese já foi devidamente ressaltada, sendo um

elemento-chave na formulação dos métodos de separação (por exemplo, na maxi-

mização da kurtosis na famı́lia de métodos FastICA [18]). Já a segunda hipótese

(distribuição uniforme da matriz de mistura) é bastante útil na maioria dos casos,

pois em geral não possúımos um conhecimento estat́ıstico acerca da matriz de mis-

tura.

Enquanto a primeira hipótese é de há muito conhecida (sendo claramente ex-

plicitada no método Infomax [17], por exemplo), a segunda só recebeu tratamento

adequado em [19]. Porém, mesmo em [19] (e no subseqüente tutorial do mesmo

autor [20]), não há simulações que verifiquem quantitativamente a contribuição ori-

unda de um conhecimento estat́ıstico acerca da matriz de mistura. Neste caṕıtulo,

6Uma definição qualitativa de “distribuição super-gaussiana” é a de que esta é uma distribuição

mais “concentrada” do que uma distribuição gaussiana.
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avaliamos quantitativamente esta melhora no caso espećıfico de coeficientes da ma-

triz de misturas amostrados segundo uma distribuição exponencial.

Quando possúımos um conhecimento espećıfico a priori acerca da configuração

da mistura, uma pergunta natural é se este conhecimento pode ser útil na melhoria

de desempenho de um método de separação cega de fontes. A partir do momento

em que este conhecimento é empregado, podemos intitular a separação como “infor-

mada” ou “semi-cega” (em contraposição à separação “cega”).

Central na metodologia bayesiana, podemos expressar o teorema de Bayes

na seguinte forma:

p(modelo|dados,I) = p(modelo|I)p(dados|modelo,I)
p(dados|I)

. (2.13)

A Tabela 2.1 apresenta as denominações dos termos que constam na Equação

(2.13).

A probabilidade a posteriori é a probabilidade de um modelo espećıfico

Tabela 2.1: Denominação dos termos que constam no teorema de Bayes acima

formulado.

Termo Denominação

I informação a priori

p(modelo|dados,I) probabilidade a posteriori

p(modelo|I) probabilidade a priori

p(dados|modelo,I) verossimilhança

p(dados|I) evidência

descrever de forma acurada o problema, a partir dos dados (misturas) e de nossa

informação a priori. A probabilidade a priori reflete o grau em que acreditamos

que um modelo espećıfico descreve corretamente o problema, antes de termos acesso

a qualquer tipo de dados - codificando portanto nosso conhecimento acerca dos

prováveis valores dos parâmetros do modelo (admitindo um modelo parametrizado).

A verossimilhança exibe o grau em que acreditamos que um modelo produziu os

dados observados (medida que envolve tanto o processo de efetuar predições com

nosso modelo hipotético quanto o processo de comparar estas predições com os dados

a que temos acesso). Para o nosso paradigma, a evidência, dado que é fixa num

determinado problema, atua apenas como um fator de normalização e, portanto,
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não é objeto de atenção especial.

O teorema de Bayes transforma o problema de separação de fontes num pro-

blema de busca, onde procuramos encontrar o modelo “mais provável” para explicar

os dados que possúımos. Apliquemos agora a metodologia bayesiana a um modelo

de mistura instantânea de fontes.

Admitindo um modelo de propagação instantânea, N fontes e N sensores,

podemos descrever a i-ésima mistura (sinal obtido por meio do i-ésimo sensor) como:

xi(n) =
N∑

j=1

hijsj(n), (2.14)

onde sj(n) é o valor da j-ésima fonte no instante n e hij são os elementos que formam

uma matriz de mistura H de dimensões N ×N , podendo ser interpretados como os

coeficientes de combinações lineares envolvendo as fontes.

Aplicando o teorema de Bayes para obter a probabilidade do nosso modelo

(expresso nas matrizes H e S), a partir do momento em que possúımos os dados das

misturas (matriz X), temos:

p(H,S|X, I) = p(H,S|I)p(X|H,S, I)
p(X|I)

. (2.15)

Assumindo que os sinais das fontes independem da propagação (cujas perdas

refletem-se na matriz H), podemos fatorar p(H,S|I), obtendo:

p(H,S|X, I) = p(H|I)p(S|I)p(X|H,S, I)
p(X|I)

. (2.16)

Já que a evidência independe dos parâmetros de nosso modelo, podemos

simplificar a busca dos valores de H e de S admitindo uma proporcionalidade:

p(H,S|X, I) ∝ p(H|I)p(S|I)p(X|H,S, I). (2.17)

Assumindo que o modelo de mistura é exato e que não há rúıdo, temos:

p(xi(n)|H, s(n), I) = δ

(
xi(n)−

N∑
j=1

hijsj(n)

)
, (2.18)

de onde obtemos:

p(X|H,S, I) =
N∏

i=1

K∏
n=1

δ

(
xi(n)−

N∑
j=1

hijsj(n)

)
, (2.19)
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onde K é o número de amostras dispońıveis.

Admitindo fontes super-gaussianas (ou leptokurtóticas [20]), associamos uma

probabilidade a priori correspondente para as amplitudes dos sinais emitidos pelas

fontes, podendo escrever:

p(sj(n)|I) = qj(sj(n)), (2.20)

onde qj(sj(n)) é a probabilidade de a j-ésima fonte possuir uma dada amplitude em

qualquer instante n (a função q pode ser interpretada como um parâmetro do tipo

nuisance, significando que não estamos primordialmente interessados nela, embora

conhecê-la aproximadamente ou estimá-la seja necessário para obtermos as estima-

tivas de interesse [15]). Cabe notar que, embora haja a admissão de independência

entre amostras (o que não corresponde à realidade), na prática o método não falha

quando na presença de uma dependência entre amostras; apenas não utiliza in-

formações oriundas desta dependência [16]. Podemos, desta forma, escrever p(S|I)

como:

p(S|I) =
N∏

j=1

K∏
n=1

qj(sj(n)). (2.21)

Assumindo a ausência de conhecimento acerca da matriz de mistura, pode-

mos supor que sua distribuição a priori seja a uniforme. O paradigma bayesiano

permite que explicitemos esta hipótese, impĺıcita no método Infomax. Importa ob-

servar que, devido à ambigüidade de escalamento inerente aos métodos de separação

sem informação sobre as fontes, os coeficientes da matriz de mistura atuam como

parâmetros de escala - tornando mais apropriada que a distribuição uniforme uma

distribuição não informativa de Jeffrey [19] (no entanto, em [18], conclui-se que a

distribuição de Jeffrey não possui efeito nenhum na minimização, não podendo re-

duzir o problema de supertreinamento). Dito isto, expressamos p(hij|I), a partir de

um intervalo razoável [hmin, hmax], por:

p(hij|I) =

 c se hmin ≤ hij ≤ hmax

0 se hij < hmin, hmax < hij

(2.22)

onde c = 1
hmax−hmin

. Para toda a matriz H, a distribuição conjunta a priori e

uniforme é dada por:

p(H|I) =
N∏

i=1

N∏
j=1

p(hij|I)
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=

 C se ∀hij, hmin ≤ hij ≤ hmax

0 se ∃hij|hij < hmin ou hmax > hij

(2.23)

com C = cN
2

(e não cN2, como consta em [19]).

A busca para determinar S e H pode ser muito simplificada caso nos res-

trinjamos a obter H (ou W = H−1), pois, a partir do fato de que X = HS,

podemos obter S por meio de S = H−1X. Para nos restringirmos à busca de H,

cabe marginalizar a Equação (2.17) sobre todos os valores posśıveis dos sinais das

fontes:

p(H|X, I) =

∫
dSp(H,S|X, I)

∝
∫
dSp(H|I)p(S|I)p(X|H,S, I)

∝ p(H|I)
∫
dSp(S|I)p(X|H,S, I). (2.24)

Substituindo p(H|I), p(S|I) e p(X|H,S, I), obtém-se (vide [19] para maiores

detalhes):

p(H|X, I) ∝ p(H|I) 1

detH

N∏
j=1

K∏
n=1

qj

(
N∑

i=1

wijxi(n)

)
. (2.25)

Aplicar o logaritmo em ambos os lados resulta em:

log p(H|X, I) = M + log p(H|I)

−log detH +
N∑

j=1

K∑
n=1

log qj

(
N∑

i=1

wijxi(n)

)
, (2.26)

com M sendo o logaritmo da constante de proporcionalidade da Equação (2.25).

Derivar a expressão acima em relação à inversa de H motiva o uso de uma busca da

matriz de separação via gradiente ascendente. Uma modificação no gradiente que o

torna mais rápido e robusto ao mau condicionamento da matriz de misturas, denomi-

nado gradiente relativo [15] ou gradiente natural [21], consiste em pós-multiplicá-lo

por WTW (onde W = H−1).

Admitindo uma distribuição a priori uniforme para a matriz de misturas, o

termo p(H|I) não influencia o gradiente. Assim, podemos expressar a equação de

atualização (utilizando o gradiente natural) por [22]:

Wi+1 = Wi + η
{
IN − E[Φ(Y)YT ]

}
Wi, (2.27)
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onde Φ(yi), também chamada de função score, é definida por Φ(yi) = − ∂
∂yi

log q(yi),

Y = WX = WHS, E[·] é o operador de média estat́ıstica e η é o fator de apren-

dizagem. Nesta dissertação, assumiremos Φ(yi) = tanh (yi), procedimento muito

comum, quando os sinais envolvidos seguem uma distribuição super-gaussiana.

2.2.2.2 Empregando Conhecimento acerca da Matriz de Misturas

Como vimos, o algoritmo Infomax utiliza, de forma impĺıcita, a hipótese de

distribuição uniforme da matriz de misturas. Por esta razão, o termo p(H|I) não

influencia o gradiente e, por conseguinte, a equação de atualização. Caso tenhamos

algum conhecimento a priori acerca da matriz de mistura, a abordagem bayesiana

nos informa que basta adicionar ao gradiente natural o termo:

∂log p(H|I)
∂H−1

(
H−1

)T
H−1. (2.28)

Fazendo W = H−1, temos a nova equação de atualização:

Wi+1 = Wi + η

[(
In − E[Φ(Y)YT ]

)
+

∂log p(H|I)
∂Wi

WT
i

]
Wi. (2.29)

Esta modificação no gradiente incorpora nosso conhecimento acerca da ma-

triz de mistura, incluindo na função objetivo a maximização da probabilidade a pri-

ori da matriz de mistura. Este termo pode revelar-se valioso quando a quantidade

de amostras que possúımos é relativamente pequena (situação comum e cŕıtica [3]),

orientando a busca quando a informação oriunda da mistura não é muito confiável.

Admitiremos, para efeitos de avaliação, que a matriz de mistura possui coe-

ficientes que sejam amostrados segundo uma distribuição exponencial, dada por:

p(hij) =
1

2µ
e−

|hij |
µ (2.30)

Supondo um conhecimento exato desta distribuição, podemos escrever:

p(H|I) =
∏
i,j

p(hij) =
1

(2µ)N2 e
−
∑

i,j

|hij |
µ (2.31)

Aplicando o logaritmo em ambos os lados:

log p(H|I) = log
1

(2µ)N2 −
∑
i,j

|hij|
µ
, (2.32)
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onde o termo log 1

(2µ)N2 , sendo uma constante, não interfere no gradiente. O termo

∂logp(H|I)
∂Wi

WT
i Wi a adicionar no gradiente natural é calculado mediante a utilização

de matemática simbólica de programas como Maple ou MATLAB. Como o resultado

possui uma extensão razoável, não será exposto aqui. Cabe apenas ressaltar que de-

vemos expressar H em função de sua inversa W para obter o gradiente desejado.

Em [19], a distribuição a priori não era uma exponencial, mas uma dis-

tribuição proporcional ao quadrado da distância entre a fonte e o sensor correspon-

dente.

A Figura 2.3 apresenta log p(H|X, I) sob a hipótese de distribuição uniforme

da matriz de misturas. Já na Figura 2.4, log p(H|X, I) é calculada sob a hipótese

de distribuição exponencial (com µ = 0, 1). Em ambas as figuras, o resultado foi

normalizado; foram utilizadas 100 amostras das misturas, cada qual seguindo a dis-

tribuição:

p(x) = p(s) = 1/(2
√

2πσ)e−
(x−1)2

2σ2 + 1/(2
√

2πσ)e−
(x+1)2

2σ2 , (2.33)

com q = p. Impondo X = S, a “separação” é perfeita quando W = I. O desvio

em relação à identidade é efetuado por meio de dois parâmetros, v e u, da forma a

seguir [15]:

H(u, v) =

cosh(u) sinh(u)

sinh(u) cosh(u)

cos(v) -sin(v)

sin(v) cos(v)

 , (2.34)

onde H(0, 0) = I. A conveniência desta exploração da vizinhança da matriz iden-

tidade é melhor justificada quando observamos que, para u e v pequenos, temos:

H(u, v) ≈ I + u

0 1

1 0

+ v

0 −1

1 0

 (2.35)

Em ambas as figuras, vemos a tendência de o máximo da função log p(H|X, I)

se localizar próximo da identidade (como era de se esperar) e a comparação revela que

as superf́ıcies possuem grosseiramente a mesma aparência, com ligeiras diferenças.

2.2.2.3 Conhecimento Imperfeito acerca das Estat́ısticas da Matriz de

Misturas

Admitir que possúımos um conhecimento perfeito acerca da distribuição da

matriz de misturas é uma hipótese forte. Assim, cabe verificar até onde um conhec-
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Figura 2.3: log p(H|X, I), sob hipótese de distribuição uniforme dos coeficientes da

matriz de mistura.

imento imperfeito pode contribuir para a separação. Uma forma simples seria obter

coeficientes da matriz de mistura com distribuição exponencial dotada de um de-

terminado parâmetro µ, e utilizar como distribuição a priori uma exponencial com

parâmetro µ′. Para avaliar a discrepância entre a distribuição exata e a aproximada,

podeŕıamos utilizar a distância |µ − µ′|. Porém, optamos por utilizar uma medida

mais significativa da discrepância entre distribuições: a divergência de Kullback

Leibler, oriunda da Teoria da Informação [23], dada por:

D(p||q) =

∫ +∞

−∞
p(h)log

p(h)

q(h)
dh, (2.36)

onde p é a distribuição real dos coeficientes e q a distribuição aproximada. D é

uma medida não-negativa, tornando-se nula se, e somente se, p = q. A partir de

que valor de D não é mais interessante recorrer à aproximação dada por q é uma

questão significativa, que será contemplada na seção de resultados deste caṕıtulo.

Um comentário interessante acerca desta divergência é que esta constitui um

caso particular de uma famı́lia de medidas de divergência, denominada α-divergência

[24], com α = ±1. Para α 6= ±1, a α-divergência é dada por:

D(α)(p||q) =
4

1− α2

{
1−

∫
p(x)

1−α
2 q(x)

1+α
2

}
, (2.37)

cabendo notar que para α = 0, temos a distância de Hellinger [25], e a medida de

divergência torna-se simétrica (mesmo na divergência de Kullback-Leibler, D(p||q) 6=
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Figura 2.4: log p(H|X, I), sob hipótese de distribuição exponencial dos coeficientes

da matriz de mistura.

D(q||p), em geral). A α-divergência é estreitamente relacionada com a α-entropia

de Rényi [25].

2.2.2.4 Aplicação em Comunicações Digitais

Em [26], é proposto um método (aqui denominado ext-MIMO-CM) para se-

paração de sinais de comunicações digitais que apresentam módulo constante. Ri-

gorosamente falando, este método não pode ser considerado cego, à medida em que

admite a informação de módulo constante dos sinais a separar. Porém, podemos con-

siderá-lo “cego” para nossos propósitos, já que não é utilizada nenhuma informação

acerca da matriz de mistura. A função custo a minimizar envolve estat́ısticas de

ordem superior à segunda e é dada por:

J =
N∑

i=1

E
[∣∣|yi|2 − 1

∣∣2]+
α

2

N∑
i=1

N∑
j=1,j 6=i

∣∣E[yiy
∗
j ]
∣∣2 , (2.38)

onde o primeiro termo enfatiza a restrição de módulo unitário e o segundo contempla

a correlação cruzada entre diferentes sáıdas (evitando a possibilidade de a mesma

fonte ser extráıda em sáıdas distintas).

Para a i-ésima coluna de W (vetor wi), o gradiente é dado por:

∇wi
J = 2E

[(
|yi|2 − 1

)
y∗i x
]
+ α

N∑
j=1,j 6=i

E [y∗i yj] E
[
y∗jx
]
. (2.39)
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Utilizando, para estimativa do valor esperado, duas amostras dos dados,

temos um método estocástico de gradiente descendente, cuja equação de atualização

pode ser expressa por:

wi(n + 1) = wi(n)− η

{
2

n∑
k=n−1

[
|yi(k)|2 − 1

]
y∗i (k)x(k)+ α

·
N∑

j=1,j 6=i

[
n∑

k=n−1

y∗i (k)yj(k)

][
n∑

k=n−1

y∗j (k)x(k)

] (2.40)

A atualização de cada coluna da matriz W pode ser disposta numa matriz,

de forma a atualizar toda a matriz W. Este algoritmo pode ser facilmente posto

num paradigma bayesiano, como feito anteriormente com o método Infomax. Neste

paradigma, um conhecimento a priori acerca da matriz de misturas pode ser in-

corporado ao gradiente mediante um termo adicional dado por ∂logp(H|I)
∂Wi

(havendo a

opção de não utilizar-se o logaritmo). A principal diferença em relação à abordagem

anterior reside no gradiente, que agora não está mais na sua formulação “natural”.

Neste caṕıtulo só contemplaremos o caso de misturas reais, portanto, a operação

conjugado complexo pode ser ignorada.

2.2.3 Avaliação

Existem diversas formas de avaliar-se o desempenho de um método de se-

paração de fontes [27],[28]. Neste caṕıtulo, utilizamos duas medidas: SIR médio

(razão sinal-interferência, em dB, para o método Infomax) e SINR médio (razão

sinal-rúıdo mais interferência, em dB, para o método ext-MIMO-CM).

A matriz C, cujos elementos são utilizados a seguir, é a resultante dos sis-

temas de mistura e de separação, sendo dada por C = WH.

O SIR da i-ésima fonte na k-ésima sáıda é dado por:

SIRi[wk] =
E [ckisi(n)2]∑N

j=1,j 6=i E [ckjsj(n)2]
(2.41)

O SINR da i-ésima fonte na k-ésima sáıda, para fontes com módulo constante,

é dado por (vide [26]):

SINRi[wk] =
|cki|2∑K

l=1,l 6=i |ckl|2 + wT
k Rnnwk

, (2.42)

onde Rnn é a matriz de autocorrelação do rúıdo.
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2.2.4 Simulações

Em todas as simulações abaixo, foram utilizadas duas misturas (instantâneas)

e duas fontes. Estes resultados foram apresentados em [29].

Para o método Infomax, foram utilizados sinais de voz (uma masculina, a

outra feminina), amostrados em 16 kHz, sem adição de rúıdo; a avaliação de de-

sempenho foi executada mediante a diferença entre a razão sinal-interferência final

e a inicial (ambas em dB). As matrizes foram amostradas segundo uma distribuição

exponencial com parâmetro µ = 0, 1.

Já para o método ext-MIMO-CM foram utilizadas fontes que apresentam

valores +1 ou -1. A avaliação foi efetuada pela diferença SINRfin - SINRin (ou seja,

a diferença entre o SIR final e o inicial, em dB).

2.2.4.1 Experimento I: Infomax

A partir de trechos de sinais de voz implementamos misturas instantâneas

não-ruidosas. Para verificar quando é benéfica a informação a priori, foram realiza-

dos testes com trechos que continham 2000, 3000, 4000, 6000 e 7000 amostras, sendo

efetuadas as médias do tipo Monte Carlo oriundas de 1000 simulações distintas,

utilizando os dois métodos (Infomax e Infomax semi-cego), ambos com parâmetro

η = 0, 1.

A partir dos resultados que constam na Tabela 2.2, verificamos que o método

proposto apresenta melhoras quando a quantidade de amostras dispońıveis é apro-

ximadamente inferior ou igual a 6000. Quando o número de amostras aumenta,

a verossimilhança (impĺıcita na função custo) torna-se mais confiável e a inserção

da informação estat́ıstica acerca da matriz de mistura acaba resultando em perdas

de desempenho do algoritmo. A Figura 2.5 apresenta a trajetória dos coeficientes

da primeira linha da matriz de separação em um caso espećıfico (ambos os algo-

ritmos foram inicializados no mesmo ponto). As retas que aparecem nesta figura

correspondem ao lugar geométrico dos pontos que implicam uma separação perfeita.

Nesta figura, verificamos que a trajetória dos coeficientes do algoritmo modificado

é bastante diferente da trajetória do algoritmo original, e que no exemplo dado a

separação obtida pelo método proposto apresentou resultado bastante superior.
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Tabela 2.2: SIR final - SIR inicial (em dB) para o método Infomax, Infomax modi-

ficado (com informação estat́ıstica acerca da matriz de mistura) e a diferença entre

os resultados do método modificado e do padrão, para diferentes comprimentos das

misturas.

Comprimento Infomax Infomaxm Diferença

2000 14,4359 16,2515 1,8186

3000 14,6114 16,9181 2,3067

4000 14,3246 16,4855 2,1609

5000 12,536 14,6377 2,1017

6000 16,3986 17,3028 0,9042

7000 22,2478 17,1682 -5,0796

8000 20,176 16,8931 -3,2829

9000 22,0291 18,0836 -3,9455

50000 35,68 33,158 -2,522

2.2.4.2 Experimento II: Infomax com Informação Imperfeita

Supondo que a distribuição real dos coeficientes da matriz de misturas seja

uma exponencial com parâmetro µ = 0, 1 e que a distribuição a priori (modelagem

utilizada no gradiente natural) seja inexata, esta seção verifica experimentalmente

até quando uma informação aproximada é benéfica. A medida de distância uti-

lizada entre a distribuição real e a aproximada é a divergência de Kullback Leibler.

Utilizando um número de amostras igual a 2000, alteramos o parâmetro µ′ da dis-

tribuição aproximada e avaliamos o desempenho na separação. Os resultados, obti-

dos a partir de 300 médias do tipo Monte Carlo (exceto o caso µ′ = µ, obtido da

seção anterior com 1000 médias e ressaltado em negrito), encontram-se na Tabela

2.3. A diferença média entre o SIR final e o inicial no método Infomax padrão, com

2000 amostras, foi de 14, 4359 dB (ver Tabela 2.2). O método modificado apresentou

resultado melhor sempre que a distância de Kullback Leibler foi inferior a um valor

em torno de 0,81. Este resultado, embora não possa ser generalizado (para qualquer

número de amostras, distribuições distintas da exponencial ou até mesmo para ou-

tros parâmetros da exponencial exata diferentes de µ = 0, 1), significa que mesmo
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Figura 2.5: Trajetória dos coeficientes w12×w11 das matrizes de separação (colunas

normalizadas), com 2000 amostras das misturas dispońıveis. A trajetória cont́ınua

é do método Infomax padrão e a tracejada do método modificado.

uma informação bastante inexata (por exemplo, arbitrar µ′ = 0, 4 quando µ = 0, 1)

da distribuição real dos coeficientes da matriz de mistura pode contribuir para a

separação (em configurações onde o número de amostras dispońıveis é pequeno).

2.2.4.3 Experimento III: ext-MIMO-CM

A comparação entre os métodos ext-MIMO-CM e ext-MIMO-CM modificado

é mostrada nas Figuras 2.6 e 2.7, tratando esta do caso sem rúıdo e aquela do caso

ruidoso, numa configuração bastante dif́ıcil para o algoritmo padrão (µ = 0, 2). Na

Figura 2.6, arbitramos α = 1, η = 5.10−2, µ = µ′ = 0, 2 e variância do rúıdo branco

gaussiano aditivo igual a 10−4 e na Figura 2.7 temos α = 0, 1, η = 0, 9.10−2 e µ =

µ′ = 0, 9. Verifica-se que a informação a priori oferece uma contribuição significativa

para o desempenho do algoritmo. A contribuição do método proposto pode se revelar

particularmente importante em sistemas de comunicações digitais, devido ao fato de

freqüentemente ser necessário efetuar a separação possuindo relativamente poucas

amostras.
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Figura 2.6: Melhora no SINR (em dB) em função do número de amostras

dos métodos ext-MIMO-CM e ext-MIMO-CM modificado. Resultado com 1500

amostras oriundo de média Monte Carlo com 500 simulações.

Figura 2.7: Melhora no SINR (em dB) em função do número de amostras (sem

rúıdo) dos métodos ext-MIMO-CM e ext-MIMO-CM modificado. Resultado oriundo

de média Monte Carlo com 1000 simulações.
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Tabela 2.3: SIR final - SIR inicial para o Infomax modificado, variando o parâmetro

µ′ da distribuição a priori aproximada e utilizando 2000 amostras. O parâmetro D

indica a divergência de Kullback Leibler entre as distribuições real e aproximada.

µ′ D SIRfin-SIRin

0,005 16,0043 11,2441

0,01 6,6974 14,2325

0,1 0 16,2515

0,15 0,0721 16,3689

0,2 0,1931 15,9174

0,3 0,4319 15,4142

0,4 0,6363 15,3601

0,5 0,8094 14,4773

0,6 0,9584 14,1948

2.3 Considerações Finais

Neste caṕıtulo, introduzimos o problema de separação de fontes na sua for-

mulação mais simples (misturas instantâneas e lineares). Inserimos um método de

separação clássico (Infomax) num paradigma bayesiano, o que permitiu estendê-lo

para um caso em que tenhamos informações acerca da matriz de misturas. Foram

efetuadas avaliações quantitativas as quais demonstram que mesmo um conheci-

mento estat́ıstico inexato sobre os coeficientes da matriz de misturas pode auxiliar

a solução do problema, quando é reduzida a informação dispońıvel das misturas.

Por fim, utilizamos o mesmo paradigma num método bem conhecido de separação

de fontes voltado para sinais de comunicações digitais (sob a condição de módulo

constante) e também verificamos uma melhora de seu desempenho (particularmente

quando o número de amostras dispońıveis é reduzido).
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Caṕıtulo 3

Misturas Convolutivas

O modelo de misturas lineares e instantâneas é demasiado simples. Não mo-

dela o atraso entre sensores, tampouco a reverberação (no caso de sinais de áudio)

ou o fenômeno de múltiplos percursos (no caso de sinais de comunicações digitais).

Um método de separação de fontes, para poder tratar de casos mais realistas, deve

estender sua aplicabilidade para o caso de misturas convolutivas (doravante denomi-

nado apenas “caso convolutivo”). Neste modelo, a n-ésima amostra da k-ésima

mistura (oriunda do k-ésimo sensor) das P fontes1 pode ser expressa como:

xk(n) =
P∑

p=1

Q−1∑
q=0

hpk(q)sp(n− q), (3.1)

onde Q é o comprimento dos filtros de mistura (hpk). Para efetuar a separação, a

solução mais comum é a baseada em filtros FIR (wpq) de separação, cada qual de

comprimento L. Assim, a k-ésima sáıda do método de separação pode ser descrita

como:

yk(n) =
P∑

p=1

L−1∑
l=0

wpk(l)xp(n− l). (3.2)

No caso convolutivo, torna-se necessária uma distinção entre duas soluções

para a tarefa de separação:

(I) Deconvolução cega, onde o objetivo é obter:

yk(n) = dk∆j
sj(n−∆j), para k = 1, . . . , P, (3.3)

onde dk∆j
e ∆j são, respectivamente, fatores de ganho e de atraso.

1por motivos de facilidade de nomenclatura, neste caṕıtulo P significará o número de fontes, o

qual será suposto igual ao número de sensores.
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(II) Separação cega de fontes, a qual é considerada bem-sucedida quando a seguinte

condição é satisfeita:

yk(n) =
∞∑
i=0

dkisj(n− i), (3.4)

onde os coeficientes dki são coeficientes oriundos da função de transferência resul-

tante dos sistema de mistura e de separação.

Embora a deconvolução cega seja um caso particular da separação cega de

fontes, a distinção é importante porque, em alguns casos, é imperioso preservar a

estrutura temporal das fontes (o que somente ocorre na deconvolução cega). Isto é

particularmente importante, por exemplo, em sinais de comunicações digitais.

3.1 Evolução dos Métodos de Separação em Mis-

turas Convolutivas

Desde meados da década de 90, surgiram muitos artigos destinados à se-

paração cega de fontes no caso de misturas convolutivas (a partir de agora abre-

viado por CBSS - convolutive blind source separation). Porém, a estrutura dos

primeiros algoritmos propostos [30]-[34] atentava para a estimativa das funções de

transferência dos canais e, a partir destas estimativas, recuperava as fontes originais.

Isto nos permite classificá-los como métodos de identificação. Estes métodos, infe-

lizmente, exigem um processamento inadequado às aplicações em tempo real. Por

esta razão, a pesquisa recente concentra-se nos métodos ditos de “busca do inverso

do sistema”, os quais estimam diretamente os filtros de separação. Este último tipo

de algoritmo, que utiliza filtros FIR para separação, constitui o foco deste caṕıtulo.

Entre os primeiros artigos que recorreram a este paradigma, destacam-se [35] e [36],

sendo este último dedicado à deconvolução cega.

Os métodos de CBSS totalmente implementados no domı́nio do tempo cos-

tumam apresentar grande custo computacional. Devido à equivalência entre con-

volução no domı́nio do tempo e produto no domı́nio da freqüência, muitos métodos

utilizam os sinais no domı́nio da freqüência e empregam métodos baseados em ICA

nas raias da DFT. Cada raia é tratada de forma diferente das demais, o que motivou

a classificação destes métodos como de “banda estreita”(narrowband, em inglês) [11].
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Estes métodos de banda estreita apresentam uma grande vantagem: custo computa-

cional reduzido.

No entanto, eles introduzem uma série de dificuldades antes inexistentes.

Eis as principais: (a) a ambigüidade de escalamento torna-se não trivial; (b) a

equivalência entre a convolução no domı́nio do tempo e o produto das DFTs só

ocorre quando a convolução é circular, diferentemente do que ocorre na prática,

onde não raro a convolução é linear; e (c) o problema da permutação passa a ser

extremamente cŕıtico.

A dificuldade (a) implica distorções intoleráveis na estimativa das fontes,

já que uma freqüência pode ser amplificada por uma constante de escalamento de

magnitude muito distinta de outra freqüência, mesmo que próxima. Esta dificuldade

quase sempre é contornada mediante o prinćıpio da distorção mı́nima [37], o qual

atua sobre a matriz de separação W(f) após a convergência do método, da forma a

seguir:

W(f)← diag
[
W−1(f)

]
W(f), (3.5)

onde o operador diag(·) anula todos os coeficientes de uma matriz que não estejam

em sua diagonal principal.

Este procedimento é justificado pelo seguinte racioćınio: supondo que a se-

paração seja razoável e (sem perda de generalidade) que não há permutação, pode-

mos aproximar a matriz W(f) por:

W(f) ≈ D(f)H−1(f), (3.6)

onde D(f) é uma matriz diagonal que contém os coeficientes de escalamento. Esta

aproximação nos permite verificar que diag
[
W−1(f)

]
W(f) ≈ diag [H(f)]H−1(f).

Esta aproximação implica que a transformação em (3.5) gera uma matriz W(f) com

um escalamento razoável, e não com um escalamento completamente arbitrário.

Já a dificuldade (b) é normalmente contornada por meio de uma restrição

do número de coeficientes não-nulos dos filtros de separação no domı́nio do tempo.

Por exemplo, em [38], caso se utilize uma DFT com 1024 raias, a cada iteração os

filtros no domı́nio da freqüência são convertidos para o domı́nio do tempo e todos

os coeficientes, exceto os primeiros 128, são zerados antes de nova conversão para

o domı́nio da freqüência (a proposta consiste em um número de coeficientes não

29



zerados igual a 1/8 do número total de raias na freqüência). Neste mesmo artigo,

este procedimento, ao tornar mais suaves as respostas na freqüência dos filtros de

separação, serviu para contornar o problema da permutação, visto a seguir.

A dificuldade (c) é mais complexa que as outras, pois sem um tratamento

adequado as componentes no domı́nio da freqüência podem permutar livremente nas

sáıdas estimadas, fazendo com que aproximadamente metade das raias de uma das

sáıdas corresponda às raias de uma das fontes, enquanto que o restante das raias

corresponda a estimativas da outra fonte (no caso de duas fontes). As primeiras

propostas para esta dificuldade são: restrição do comprimento do filtro no domı́nio

do tempo (como visto acima, em [38]), minimização de correlação (ou uma versão

modificada da mesma, eventualmente com critérios que contemplem simultanea-

mente diversas freqüências) [39],[40], estimativa de direção de chegada de cada fonte

[41],[42] e até mesmo uma conjunção destas duas últimas técnicas [3], almejando

atenuar as desvantagens de uma abordagem com as vantagens da outra.

Não é muito fácil classificar as diferentes abordagens para CBSS existentes,

embora grande esforço neste sentido tenha sido efetuado em [43],[44]. Primeira-

mente, os coeficientes do sistema de separação podem se encontrar tanto no domı́nio

do tempo quanto no da freqüência. Independentemente desta escolha, o critério uti-

lizado para separação pode ser aplicado em ambos os domı́nios (um método que

almeja encontrar coeficientes no domı́nio do tempo e utiliza um critério no domı́nio

da freqüência exige constantes conversões dos filtros para ambos os domı́nios du-

rante as iterações).

Nesta dissertação, contemplaremos métodos no domı́nio do tempo 2 e no da

freqüência, sendo que nestes últimos enfocaremos métodos mais recentes do tipo

banda larga. Um método no domı́nio da freqüência é classificado de banda larga se

o critério utilizado para separação contempla todas as freqüências simultaneamente;

em outras palavras, as raias não são tratadas de forma independente. Estes métodos

costumam apresentar resultados melhores, contornando facilmente a dificuldade (c)

supracitada.

2Há uma sutileza a notar aqui: existem métodos que utilizam critérios no domı́nio do tempo e

que recorrem ao domı́nio da freqüência apenas para reduzir a carga computacional; estes métodos

serão considerados pertencentes à classe dos que atuam no domı́nio do tempo.
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3.2 Generalização de Algoritmos de Separação Cega

de Fontes para Misturas Convolutivas Uti-

lizando Estat́ısticas de Segunda Ordem (GASFC)

Esta seção dedica-se a detalhar um dos mais bem-sucedidos métodos de

separação de fontes no caso convolutivo, denominado, nesta dissertação, GASFC

[45],[11]. Este método pode explorar simultaneamente três propriedades dos sinais

a separar. Embora cada uma dessas propriedades já tenha sido utilizada em algum

algoritmo anterior, o GASFC foi o primeiro algoritmo a empregar as três. A Tabela

3.1 mostra estas três propriedades, bem como sua respectiva influência na função

custo a otimizar.

A terceira propriedade (não-gaussianidade) não será contemplada nesta

Tabela 3.1: Propriedades exploradas e suas respectivas influências na definição da

função custo.

Propriedade Influência

Espectro colorido diagonalização simultânea das matrizes

de correlação das sáıdas, com diferen-

tes intervalos de tempo (lags) [46].

Não-estacionariedade diagonalização simultânea de matrizes

de correlação das sáıdas em diferentes

instantes de tempo [47], [48].

Não-gaussianidade emprego de estat́ısticas de ordem mais

alta [15].

seção, dedicada ao caso que utiliza estat́ısticas de segunda ordem. A inserção de

estat́ısticas de mais alta ordem exige modificações mı́nimas no algoritmo, as quais

não são exploradas nesta dissertação.
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3.2.1 Formulação Matricial para Misturas Convolutivas com

Extensão para Múltiplos Intervalos Temporais

O fato de os sinais a separar não serem considerados brancos, como vimos,

permite-nos explorar as correlações entre intervalos de tempo na função custo. O

parâmetro D consiste no número de intervalos de tempo a considerar, devendo ser,

no máximo, igual a L (comprimento dos filtros de separação).

Já a propriedade de não-estacionariedade é explorada por meio de matrizes

de correlação das sáıdas em diferentes instantes de tempo. Para o cálculo dessas

matrizes, devemos particionar a sáıda em blocos, cada qual de comprimento N , com

N ≥ PD (P , como visto no ińıcio do caṕıtulo, é o número de fontes, suposto igual

ao de misturas).

Para facilitar a dedução do algoritmo, bem como para facilidade de notação,

cumpre apresentar a estrutura de mistura e de separação num formato matricial.

Esta formulação permite converter as convoluções em produtos matriciais. Sendo

xp(n) a n-ésima amostra da p-ésima mistura, podemos definir o vetor xp(n), con-

tendo as L últimas amostras de xp (em relação ao instante n) da forma a seguir:

xp(n) = [xp(n) xp(n− 1) . . . xp(n− L+ 1)]T . (3.7)

Convertendo em vetores os filtros wpq (que filtram a p-ésima mistura e contribuem

para a q-ésima sáıda), definimos:

wpq = [wpq(0) wpq(1) . . . wpq(L− 1)]T . (3.8)

As definições de xp(n) e wpq nos permitem escrever como produto vetorial a

q-ésima sáıda do sistema de separação no instante n, ou seja:

yq(n) =
P∑

p=1

xT
p (n)wpq. (3.9)

A primeira extensão da formulação acima consiste em definir um bloco de

comprimento N da q-ésima sáıda, como:

yq(m) = [yq(mL) yq(mL+ 1) . . . yq(mL+N − 1)]T . (3.10)

O vetor yq(m), vetor que contém um bloco da q-ésima sáıda pode ser facil-

mente escrito em função das amostras oriundas dos sensores e dos filtros de separação
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como um produto entre a matriz UT
p (m) e o vetor wpq:

yq(m) =
P∑

p=1

UT
p (m)wpq, (3.11)

com UT
p (m) dado por:

UT
p (m) =


xp(mL) · · · xp(mL− L+ 1)

xp(mL+ 1) · · · xp(mL− L+ 2)
...

. . .
...

xp(mL+N − 1) · · · xp(mL− L+N)

 . (3.12)

A segunda extensão a efetuar contempla os D intervalos de tempo utilizados

na matriz de correlação (a qual será definida mais à frente). Para utilizar estes in-

tervalos, cumpre recorrer à matriz Yq(m) (aumentada em relação a yq(m)), definida

como:

Yq(m) =


yq(mL) · · · yq(mL−D + 1)

yq(mL+ 1)
. . . yq(mL−D + 2)

...
. . .

...

yq(mL+N − 1) · · · yq(mL−D +N)

 . (3.13)

De forma semelhante à Equação (3.11), podemos expressar Yq(m) como:

Yq(m) =
P∑

p=1

Xp(m)Wpq, (3.14)

sendo:

Xp(m) =
[
UT

p (m) UT
p (m− 1)

]
, (3.15)

e

Wpq(m) =



wpq(0) 0 · · · 0

wpq(1) wpq(0)
. . .

...
... wpq(1)

. . . 0

wpq(L− 1)
...

. . . wpq(0)

0 wpq(L− 1)
. . . wpq(1)

...
. . . . . .

...

0 · · · 0 wpq(L− 1)

0 · · · 0 0
... · · · . . .

...

0 · · · 0 0



. (3.16)
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A concatenação de duas matrizes Up(m) (gerando a matriz Xp(m)) é necessá-

ria, pois os filtros FIR de separação utilizam amostras anteriores ao instante n para

produzir uma sáıda no mesmo instante.

Antes de determinar as dimensões das matrizes acima definidas, expomos a

última extensão da notação matricial, a qual passará a combinar todos os canais

de forma concisa. Seja a matriz Y(m) que contém os blocos de todas as sáıdas do

sistema de separação, incluindo os D intervalos de tempo:

Y(m) = [Y1(m) · · · YP (m)] . (3.17)

Esta matriz pode ser obtida a partir das misturas e dos filtros de separação

através de um mero produto matricial, ou seja:

Y(m) = X(m)W, (3.18)

com as matrizes X(m) e W definidas como:

X(m) = [X1(m) . . . XP (m)] , (3.19)

e

W =


W11 · · · W1P

...
. . .

...

WP1 · · · WPP

 . (3.20)

Para facilidade de consulta, a Tabela 3.2 mostra o significado das variáveis e

a Tabela 3.3 mostra as dimensões das matrizes acima definidas.

Tabela 3.2: Propriedades exploradas e suas respectivas influências na definição da

função custo.

Variável Significado

P número de fontes, igual ao número de misturas

Q comprimento dos filtros de mistura

L comprimento dos filtros de separação

N comprimento do bloco de sáıda utilizado para estimativas de correlação

D número de intervalos temporais a considerar nas correlações
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Tabela 3.3: Matrizes utilizadas e suas respectivas dimensões.

Matriz Dimensões

Up(m) L×N

Yq(m) N ×D

Xp(m) N × 2L

Wpq 2L×D

Y(m) N × PD

X(m) N × 2PL

W 2PL× PD

3.2.2 Função Custo

O método GASFC utiliza, como vimos, estimativas de correlação das sáıdas.

No m-ésimo bloco, definimos as matrizes de correlação de tempo curto como:

Rxx(m) = XH(m)X(m), (3.21)

Ryy(m) = YH(m)Y(m), (3.22)

cujas dimensões são, respectivamente, 2PL× 2PL e PD×PD, com (·)H indicando

o operador hermitiano. Cumpre notar que as matrizes Ryy(m) já contemplam,

implicitamente, as correlações em diferentes intervalos de tempo e que apresentam

posto completo, dado que N ≥ PD e que as mesmas são obtidas via produtos de

uma matriz de dimensão PD ×N por outra de dimensão N × PD.

Sejam os ponderadores β(i,m) ≥ 0, com
∑∞

i=0 β(i,m) = 1. A concisa for-

mulação matricial dada na Equação (3.18) permite expressar economicamente a

função custo, da forma abaixo:

=(m) =
∞∑
i=0

β(i,m)
{
log det bdiag YH(i)Y(i)− log det YH(i)Y(i)

}
, (3.23)

que introduz o operador bdiag(·), o qual interpreta uma matriz como uma matriz de

submatrizes (cada qual com uma origem claramente distinta), e então zera todas as

submatrizes que não estão situadas na diagonal principal (da matriz de submatrizes).

Para melhor entendimento deste operador, seja o caso de 3 fontes. Neste caso, a
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matriz Ryy(m) pode ser descrita como:

Ryy(m) =


YH

1 (m)

YH
2 (m)

YH
3 (m)

[Y1(m) Y2(m) Y3(m)
]

=


YH

1 (m)Y1(m) YH
1 (m)Y2(m) YH

1 (m)Y3(m)

YH
2 (m)Y1(m) YH

2 (m)Y2(m) YH
2 (m)Y3(m)

YH
3 (m)Y1(m) YH

3 (m)Y2(m) YH
3 (m)Y3(m)

 . (3.24)

As matrizes YH
p (m)Yp(m), p = 1, . . . , 3 são as matrizes de autocorrelação da

q-ésima sáıda, enquanto que as matrizes YH
p (m)Yq(m), p 6= q são as matrizes de

correlação cruzada entre a p-ésima e a q-ésima sáıdas. É natural subdividir a matriz

Ryy(m) em submatrizes, sendo as submatrizes de autocorrelação as pertencentes à

diagonal principal da matriz de submatrizes. Assim, bdiagRyy(m) produz o seguinte

resultado:

bdiagRyy(m) =


YH

1 (m)Y1(m) 0 0

0 YH
2 (m)Y2(m) 0

0 0 YH
3 (m)Y3(m)

 , (3.25)

onde 0 é uma matriz nula, com as mesmas dimensões que YH
p (m)Yq(m) = Rypyq

(m).

A função custo - Equação (3.23) - pode ser obtida mediante uma abordagem

geral baseada na Teoria da Informação [49]. Podemos interpretá-la como uma gene-

ralização da função custo introduzida em [50], sendo pela primeira vez apresentada

em [51].

Não é dif́ıcil provar que a função-custo é não-negativa. Detalhando os passos

elididos em [11], temos:

=(m) =
∞∑
i=0

β(i,m)
{
log detbdiagYH(i)Y(i)− log detYH(i)Y(i)

}
=

∞∑
i=0

β(i,m)

{
log

N∏
q=1

detYH
q (i)Yq(i)− log detYH(i)Y(i)

}

=
∞∑
i=0

β(i,m)

{
N∑

q=1

log detYH
q (i)Yq(i)− log detYH(i)Y(i)

}
︸ ︷︷ ︸

≥0

, (3.26)

onde
∑N

q=1 log detYH
q (i)Yq(i)− log detYH(i)Y(i) ≥ 0 pela desigualdade de Oppen-

heim [52].
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3.2.3 Minimização da função custo

A minimização da função custo proposta em [11] utiliza gradientes de primeira

ordem. Omitiremos, por simplicidade, o ı́ndice m (referente ao m-ésimo bloco) no

desenvolvimento a seguir. A otimização visa encontrar os filtros de separação wpq,

os quais estão dispostos na matriz W da forma mostrada nas equações (3.16) e

(3.20). Assim, a atualização é efetuada via adaptação por gradiente descendente.

Para obter a equação de atualização, cumpre calcular o gradiente, em relação a W,

da função custo. Este gradiente é dado por:

∇W=(m) = 2
∂=(m)

∂W∗ = 2
∂
{∑∞

i=0 β(i,m)
[
log detbdiagYH(i)Y(i)− log detYH(i)Y(i)

]}
∂W∗

= 2


∞∑
i=0

β(i,m)

∂log detbdiagYH(i)Y(i)

∂W∗︸ ︷︷ ︸
G1

− ∂log detYH(i)Y(i)

∂W∗︸ ︷︷ ︸
G2


 , (3.27)

o que torna necessário o cálculo dos gradientes G1 e G2.

Por ser mais simples, comecemos pelo cálculo de G2:

G2 =
∂log det

[
YH(i)Y(i)

]
∂W∗ =

∂log det
{

[X(i)W]H X(i)W
}

∂W∗

=
∂log det

[
WHXH(i)X(i)W

]
∂W∗ =

∂log det
[
WHRxxW

]
∂W∗ (3.28)

Do apêndice de [22], temos:

∂log det
(
XTCX

)
∂X

= 2CX
(
XTCX

)−1
. (3.29)

Esta expressão é facilmente estendida para o caso complexo [11], o que per-

mite obter G2 da forma a seguir:

G2 = RxxW
(
WHRxxW

)−1
. (3.30)

Calculado G2, passemos ao cálculo de G1, repetido por conveniência a seguir:

G1 =
∂log det bdiagYH(i)Y(i)

∂W∗ . (3.31)

Para dividir o problema, [11] efetua uma regra da cadeia matricial. Primeira-

mente, seja =1 = log det bdiagYH(i)Y(i). Isso permite-nos expressar G1 como:

G1 =
∂=1

∂W∗ . (3.32)
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Seja a matriz A definida por:

A = bdiag
(
WHRW

)
, (3.33)

e wMN
mn o elemento situado na m-ésima linha e n-ésima coluna de WMN , onde WMN

é a submatriz de W situada na M -ésima linha e na N -ésima coluna da sua partição

em blocos; vide Equação (3.16). A mesma nomenclatura se aplica em aKJ
kj , em

relação aos elementos da matriz A. Expressando G1 em relação a cada um de seus

elementos e utilizando a regra da cadeia, obtemos:

G1|wMN
mn

=
∑

k,j,K,J

∂=1

∂aKJ
kj

∂aKJ
kj

∂ (wMN
mn )∗

(3.34)

O termo ∂=1

∂aKJ
kj

pode ser exposto economicamente numa formulação matricial

(novamente estendendo o caso real apresentado em [22]):

∂log detA

∂A
=
(
AH
)−1

= A−1, (3.35)

onde foi utilizado o fato de que AH = A. Já o segundo termo exige um desenvolvi-

mento maior. Seja bIJ
ij o elemento de RW que segue a mesma nomenclatura de aKJ

kj

e wMN
mn . Expressando aKJ

kj em função de wKI
ki e bIJ

ij , obtemos:

aKJ
kj =

∑
i

∑
I

(
wKI

ki

)H
bIJ
ij δKJ =

∑
i

∑
I

(
wIK

ik

)∗
bIJ
ij δKJ , (3.36)

onde o śımbolo δKJ é zero para K 6= J e 1 para K = J , correspondendo ao operador

bdiag(·). Esta formulação permite-nos escrever [11]:

∂aKJ
kj

∂ (wMN
mn )∗

=
∂

∂ (wMN
mn )∗

∑
i

∑
I

(
wIK

ik

)∗
bIJ
ij δKJ

=
∑

i

∑
I

δimδknδIMδKNδKJb
IJ
ij

= δknδKNδKJb
MJ
mj , (3.37)

onde foi omitida a constante 2 (o mesmo ocorrendo no cálculo de G1), que é a origem

do fator 2 que consta na Equação (2.27).

Reunindo as Eqs. (3.33), (3.35) e (3.37) na regra da cadeia (3.34) e desen-

volvendo, temos:

G1 =
∑

k,j,K,J

[
bdiag−1WHRW

]KJ

kj
δknδKNδKJ [RW]MJ

mj
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=
∑

j

[(
bdiagWHRW

)−1
]NN

nj
[RW]MN

mj

=
[
RW

(
bdiagWHRW

)−1
]MN

mn
. (3.38)

O cálculo de G1 e G2 permite-nos, por fim, fornecer o gradiente da função

custo em relação a W (com I sendo a matriz identidade de dimensões PD × PD):

∇W=(m) = 2
∞∑
i=0

β(i,m)
[
−RxxW

(
WHRxxW

)−1
+ RxxW

(
bdiagWHRxxW

)−1
]

= 2
∞∑
i=0

β(i,m)
[
−RxxWR−1

yy + RxxW (bdiagRyy)
−1]

= 2
∞∑
i=0

β(i,m)RxxW
[
−R−1

yy + (bdiagRyy)
−1]

= 2
∞∑
i=0

β(i,m)XHXW
[
−R−1

yy + (bdiagRyy)
−1]

= 2
∞∑
i=0

β(i,m)XHY︸ ︷︷ ︸
Rxy

[
−R−1

yy + (bdiagRyy)
−1]

= 2
∞∑
i=0

β(i,m)RxyR
−1
yy

[
−I + Ryy (bdiagRyy)

−1]
= 2

∞∑
i=0

β(i,m)RxyR
−1
yy [Ryy − bdiagRyy] bdiag−1Ryy. (3.39)

Sendo encontrado o gradiente, a atualização da matriz W é efetuada por:

W(m) = W(m− 1)− µ∇W=(m). (3.40)

Cada diagonal das matrizes Wpq que compõem W - vide Equação (3.16) -

possui elementos iguais; logo, podemos classificar as matrizes Wpq como Toeplitz. O

uso indiscriminado de um gradiente que atue sobre toda a matriz pode destruir esta

caracteŕıstica, retirando a redundância que permite uma relação biuńıvoca entre as

matrizes Wpq e os filtros correspondentes (wpq). Por isso, devemos aplicar uma

restrição ao gradiente (o qual é uma matriz) obtido, de forma a projetá-lo para o

conjunto das matrizes Toeplitz. Em [11], mostra-se que a escolha dos L primeiros

elementos da primeira coluna de Wpq (ou da L-ésima linha da mesma matriz) é a

melhor, para propósitos de otimização.
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3.2.4 Gradiente Natural

O gradiente ∇W=(m) calculado na seção anterior não é utilizado, mas sua

versão mais robusta, oriunda de uma formulação natural, já mostrada no Caṕıtulo

23. No caso em questão, o gradiente natural pode ser colocado em função do gradi-

ente padrão da forma abaixo [11]:

∇N
W= = WWH∇W=

= 2
∞∑
i=0

β(i,m)WWHRxyR
−1
yy [Ryy − bdiagRyy] bdiag−1Ryy

= 2
∞∑
i=0

β(i,m)WWHXHYR−1
yy [Ryy − bdiagRyy] bdiag−1Ryy

= 2
∞∑
i=0

β(i,m)W (XW)H YR−1
yy [Ryy − bdiagRyy] bdiag−1Ryy

= 2
∞∑
i=0

β(i,m)WYHYR−1
yy [Ryy − bdiagRyy] bdiag−1Ryy

= 2
∞∑
i=0

β(i,m)WRyyR
−1
yy [Ryy − bdiagRyy] bdiag−1Ryy

= 2
∞∑
i=0

β(i,m)W [Ryy − bdiagRyy] bdiag−1Ryy, (3.41)

onde verificamos uma significativa redução da complexidade computacional: a in-

versa de Ryy (matriz de dimensões PD × PD) não precisa mais ser calculada. O

termo bdiag−1Ryy, devido à operação bdiag, para ser calculado só necessita da in-

versão de P matrizes de dimensões D ×D (além disso, N não precisa ser maior ou

igual a PD, mas apenas a D).

Para o caso P = 2, o gradiente natural pode ser escrito como:

∇N
W = 2

∞∑
i=0

β(i,m)

W12Ry2y1R
−1
y1y1 W11Ry1y2R

−1
y2y2

W22Ry2y1R
−1
y1y1 W21Ry1y2R

−1
y2y2

 , (3.42)

3Rigorosamente falando, o gradiente apresentado não é “natural”, dado que não se baseia, por

exemplo, nas propriedades de grupo de Lie [21] deste tipo de gradiente. Porém, a formulação

apresentada foi largamente inspirada no gradiente natural para misturas instantâneas, além de

apresentar a importante propriedade de se tornar praticamente independente do sistema de mistura

[11].
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onde as operações de inversão são precedidas de uma regularização, de forma a

evitar matrizes próximas à singularidade. Um procedimento de regularização comum

(e o utilizado nesta dissertação) é o de adicionar uma pequena constante positiva

à diagonal principal da matriz a ser invertida [11]. Em [53], uma alternativa é

proposta. Seja Z a matriz a inverter e diag(Z) uma matriz diagonal cuja diagonal

principal coincide com a de Z e ρ um parâmetro entre 0 e 1. A alternativa citada

consiste em efetuar o seguinte procedimento:

Z′ ← ρZ + (1− ρ)diag(Z). (3.43)

3.2.5 Implementações On-Line, Block On-Line e Off-Line

O parâmetro β(i,m) na Equação (3.41) pode ser facilmente alterado de modo

a permitir implementações on-line, block on-line e off-line do método GASFC.

Seja um sinal com um total de B blocos. Para uma iteração off-line, basta

assumir β(i,m) = 1/B. Para uma iteração on-line, a alteração é feita à medida em

que temos acesso a um novo bloco de dados, bastando fazer β(i,m) = 1 para o novo

bloco e β(i,m) = 0 para os outros blocos (uma alternativa também utilizada seria

β(i,m) = (1− λ)λm−i para 0 ≤ i ≤ m e β(i,m) = 0 no resto; esta alternativa pode

ser expressa de forma recursiva, o que reduz enormemente o custo computacional;

vide [56] para maiores detalhes). Uma iteração off-line costuma ser muito custosa

computacionalmente, enquanto que uma on-line pode não obter bons resultados

em casos de filtros de separação com muitos coeficientes. Por isso, os autores de

[11] propõem uma abordagem h́ıbrida, por eles intitulada de block on-line, na qual

apenas os últimos K blocos influenciam o gradiente, com β(i,m) = 1/K somente

nestes blocos, sendo 0 nos restantes.

3.2.6 Avaliação do Método GASFC

Para avaliar o desempenho da separação por meio do método GASFC, nor-

malmente é utilizado o parâmetro SIR médio. Para processos de mistura e de se-

paração convolutivos, podemos expressar o SIR (em dB) da i-ésima fonte na j-ésima
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sáıda por:

SIRj
i = 10log10

E

[(∑P
p=1(si ∗ hip ∗ wpj)(n)

)2
]

E

[(∑P
p=1

∑P
k=1,k 6=i(sk ∗ hkp ∗ wpj)(n)

)2
] (3.44)

3.3 Método II: Separação Cega de Fontes Explo-

rando as Dependências de Alta Ordem entre

Raias

Um método recente de separação cega de fontes (proposto em [12], e daqui

em diante referenciado por EDAO) apresenta um novo paradigma para métodos de

separação do tipo banda larga. Por meio de uma redefinição da probabilidade a

priori dos sinais das fontes, um método de banda estreita é facilmente convertido

num método do tipo banda larga.

Seja a função q definida na Equação (2.20). Como vimos, este “parâmetro

de nuisance” pode ser entendido como uma função distribuição de probabilidade do

sinal a ser estimado (a fonte). Comumente, ele é unidimensional: supõe-se que cada

amostra dos sinais das fontes é obtida segundo a distribuição q (em geral super-

gaussiana), de forma independente e identicamente distribúıda. No Caṕıtulo 2,

notamos que uma eventual dependência entre amostras - comum, por exemplo, em

sinais de áudio - não inutiliza esta hipótese e não costuma degradar os resultados.

O método EDAO tem por primeiro passo a transformação das misturas para

o domı́nio da freqüência. Esta transformação (por meio de uma STFT) é precedida

pela divisão dos sinais das misturas em quadros (janelados com janela de Hanning

e com sobreposição).

O acima exposto permite-nos classificar o método EDAO qual um método no

domı́nio da freqüência; devido a esta caracteŕıstica, este método apresenta rápida

convergência, aliada a um baixo custo computacional.

Uma abordagem do tipo banda estreita atenta para cada raia de forma inde-

pendente, aplicando normalmente algum método de ICA instantâneo. A inovação

do método EDAO consiste em inserir na função custo uma dependência entre todas

as raias. Para tal fim, ela torna a distribuição q multivariada.
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No Caṕıtulo 2, chegamos à função custo expressa na Equação (2.26) por

uma abordagem bayesiana. Porém, a forma mais comum de se obter a função

custo supracitada consiste em explicitar a divergência de Kullback-Leibler entre

duas variáveis aleatórias (uma variável aleatória é representada pela estimativa das

fontes e a outra é regida pela distribuição a priori arbitrariamente eleita para re-

presentar a distribuição das fontes). O objetivo então residiria numa minimização

desta divergência, minimização que resultaria em estimativas das fontes cada vez

menos gaussianas. Como a soma de duas variáveis aleatórias tende a ser mais gaus-

siana do que cada variável em separado, maximizar a não-gaussianidade das sáıdas

torna-se um procedimento justificável. Diferentes abordagens (bayesiana, redução

da divergência de Kullback-Leibler ou maximização da não-gaussianidade) levam

à função custo Cbl (já expressa na Equação (2.26), adaptada aqui para o caso de

diferentes matrizes em cada raia):

Cbl = const.−
L∑

l=1

log
∣∣∣detG(l)

∣∣∣− P∑
p=1

E [logq (s̃p)] , (3.45)

onde L é o comprimento dos quadros (ou o número de raias, equivalente ao compri-

mento dos filtros de separação), P é o número de fontes e s̃p é o vetor gerado pela

STFT (um vetor é obtido a partir de cada quadro). Já a matriz G(l) é a matriz de

separação aplicada à l-ésima raia das misturas, no mesmo formato do presente na

Equação (2.5). Notamos, portanto, a existência de L diferentes matrizes a estimar.

O ı́ndice bl faz referência a “banda larga”.

Se definirmos a função q como unidimensional (associada a cada raia) e as

raias como independentes e identicamente distribúıdas, podemos reescrever a função

custo da forma a seguir:

Cbe = const.−
L∑

l=1

log
∣∣∣detG(l)

∣∣∣− P∑
p=1

L∑
l=1

E
[
logq

(
s̃(l)

p

)]

= const.−
L∑

l=1

{
log
∣∣∣detG(l)

∣∣∣− P∑
p=1

E
[
logq

(
s̃(l)

p

)]}
, (3.46)

onde s̃
(l)
p é a l-ésima raia oriunda da p-ésima fonte.

O problema da função custo Cbe (o ı́ndice be é oriundo de “banda estreita”)

é que sua minimização pode, sem perda da otimalidade da solução, ser desmem-

brada em diversos subproblemas, cada qual visando a minimização de uma “sub-
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função” custo em cada raia l. Devido à independência assim presumida entre raias,

mesmo que obtivéssemos uma separação razoável em cada raia, caberia posterior-

mente resolver a questão da permutação.

A grande contribuição do método EDAO consiste numa densidade q multidi-

mensional. Esta densidade descreve simultaneamente todas as raias. Esta descrição

conjunta permite que, durante o processo de otimização, dependências estat́ısticas

entre raias distintas sejam devidamente contempladas. Isto permite que, após a

convergência, as matrizes G(l) não apresentem permutações das estimativas.

Como somente a função custo Cbl tem o potencial de evitar o problema da

permutação, ela será a abordada nesta seção. Expressando seu gradiente (natural)

em função de cada elemento g
(l)
ij , temos:

∆g
(l)
ij = −∂

NCbl

∂g
(l)
ij

=
L∑

p=1

(
Iip − E

[
Φ(l)

(
s̃
(1)
i · · · s̃

(L)
i

)])
g

(l)
pj , (3.47)

onde Φ(l)(·) é a função score (já vista no Caṕıtulo 2) na l-ésima raia, sendo agora

dada por:

Φ(l)
(
s̃
(1)
i · · · s̃

(L)
i

)
= −

∂log q
(
s̃
(1)
i · · · s̃

(L)
i

)
∂s̃

(l)
i

. (3.48)

Nota-se na função acima que a função score numa dada raia é influenciada

pelos valores de todas as outras, como desejado.

A distribuição a priori das fontes proposta pelo método EDAO é:

q (s̃i) = αe−
√

(s̃i−µ̃i)
HΣ−1

i (s̃i−µ̃i), (3.49)

onde α é um fator de normalização e µi e Σi são respectivamente, o vetor média e

a matriz de covariância do sinal da i-ésima fonte.

Admitindo que as raias na freqüência são descorrelacionadas entre si (o que

não implica independência), podemos tornar diagonal o termo de covariância Σi.

Supondo média nula dos coeficientes na freqüência, podemos então reescrever a

função score da forma a seguir:

q (s̃i) = αe
−

√√√√∑
k

∣∣∣∣∣ s
(l)
i

σ
(l)
i

∣∣∣∣∣
2

, (3.50)

onde σ
(l)
i é a variância da i-ésima fonte na l-ésima raia, sendo um fator de escala de

cada elemento do vetor dos coeficientes da STFT de cada fonte. Como este fator
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é desconhecido, o método EDAO o supõe unitário; o escalamento é resolvido pelo

método da mı́nima distorção, já detalhado no ińıcio deste caṕıtulo. Assim, a função

score multidimensional é dada por:

Φ(l)
(
s̃1

i · · · s̃L
i

)
=
∂
√∑L

l=1 |s̃(l)|2

∂s̃
(l)
i

=
s̃
(l)
i√∑L

l=1

∣∣∣s̃(l)
i

∣∣∣2 . (3.51)

A inserção desta função score na Equação (3.47) fornece-nos o método iter-

ativo de otimização do algoritmo EDAO, da forma a seguir:

g
(l)
ij = g

(l)
ij + µ∆g

(l)
ij , (3.52)

onde µ é um fator de aprendizagem, geralmente menor que 0,1.

3.3.1 Avaliação do Método EDAO

A avaliação do método EDAO é realizada mediante a razão sinal-interferência.

A medida de SIR é efetuada no domı́nio da freqüência, sendo calculada por [12]:

SIRinicial = 10log10


∑

n,l

∣∣∣∑i h
(l)
iq(i)s̃

(l)
q(i)[n]

∣∣∣2∑
n,l

∣∣∣∑i6=j h
(l)
iq(j)s̃

(l)
q(j)[n]

∣∣∣2
 , (3.53)

SIRfinal = 10log


∑

n,l

∣∣∣∑i c
(l)
iq(i)s̃

(l)
q(i)[n]

∣∣∣2∑
n,l

∣∣∣∑i6=j c
(l)
iq(j)s̃

(l)
q(j)[n]

∣∣∣2
 , (3.54)

onde q(i) indica a sáıda onde a fonte i aparece e c
(l)
iq(i) é a resposta ao impulso global

(ou seja, dos sistemas de mistura e de separação), definida por:

c
(l)
iq(j) =

∑
m

g
(l)
imh

(l)
mq(j). (3.55)

3.4 Estimativa do Ângulo de Chegada

Os métodos de separação de fontes em misturas convolutivas que utilizam a

abordagem de banda estreita têm que lidar, como vimos, com o problema da per-

mutação. Uma estimativa, em cada raia, da direção de chegada do sinal de cada

fonte permitiria, a prinćıpio, distingüir as componentes de fontes distintas. Nesta

seção, detalharemos um método, utilizado em [3], para a estimativa da direção de
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Figura 3.1: Ilustração das posições do sensor j e da fonte i, com a origem no ponto

O.

chegada (DOA, do inglês Direction of Arrival), aplicável em cada raia na freqüência.

Admitindo um modelo de mistura instantânea em cada raia, temos diversas

matrizes de mistura H(f) (uma para cada raia), correspondendo à resposta em

freqüência do sistema de mistura. Definindo os vetores de posição pj e qi do j-

ésimo sensor e da i-ésima fonte (vide a Figura 3.1 para melhor visualização), uma

modelagem do campo próximo (a qual assume uma atenuação inversamente propor-

cional à distância) permite-nos aproximar o coeficiente hji(f) da matriz H(f) da

forma a seguir 4:

hji(f) ≈ 1

||qi − pj||
ej 2πf

c (||qi−pj ||−||qi||), (3.56)

onde c é a velocidade do som (supondo sinais de áudio).

Na prática, não temos acesso às matrizes de mistura H(f); porém, as

inversas das matrizes de separação W(f) (normalmente obtidas com métodos de

análise de componentes independentes) permitem-nos estimar as matrizes H(f).

Sejam A(f) as matrizes H(f) estimadas mediante este procedimento. Supondo

estimativas razoavelmente precisas e efetuando a razão entre dois elementos de A(f)

que estejam na mesma coluna i e em linhas distintas (j e j′), obtemos:

aji(f)

aj′i(f)
≈ αihji(f)

αihj′i(f)
=
||qi − pj′||
||qi − pj||

ej 2πf
c (||qi−pj ||−||qi−pj′ ||), (3.57)

onde αi é uma constante de proporcionalidade oriunda da ambigüidade de escala-

mento. Atentando para a fase do primeiro e terceiro termos da equação acima,

4A ambigüidade de escalamento permite-nos elidir uma constante de proporcionalidade.
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Figura 3.2: Ilustração da suposição de paralelismo do modelo de campo distante.

encontramos:

∠

(
aji(f)

aj′i(f)

)
≈ 2πf

c

(
||qi − pj|| − ||qi − pj′||

)
, (3.58)

de onde se obtém:

||qi − pj|| − ||qi − pj′|| ≈
∠
(

aji(f)

aj′i(f)

)
2πf

c

. (3.59)

Para estimarmos a direção de chegada dos sinais da i-ésima fonte, utilizare-

mos um modelo de campo distante. Neste modelo, os vetores ||qi−pj′|| e ||qi−pj||

são considerados paralelos (baseando-se na suposição de que as fontes encontram-se

muito mais distantes dos sensores do que estes entre si). Arbitrando a posição do

j′-ésimo sensor como sendo a origem, a Figura 3.2 mostra-nos que podemos associar

a direção de chegada da i-ésima fonte a um ângulo θ (nesta figura, qu
i é o vetor

unitário na direção de qi − pj′ = qi; assim, qu
i = qi

||qi||
). Admitindo que os vetores

supracitados sejam paralelos, a diferença entre eles - o primeiro termo da Equação

(3.59) - pode ser aproximada pela distância do ponto O ao ponto B, o qual também

é a projeção de pj−pj′ na direção qu
i . Essas considerações nos permitem reescrever

a Equação (3.59) como:

[
pj − pj′

]T qi

||qi||
≈

∠
(

aji(f)

aj′i(f)

)
2πf

c

, (3.60)
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e, já que a suposição de paralelismo implica um ângulo de 90 graus no ponto B, o

cosseno de θ pode ser estimado como:

cosθ =

[
pj − pj′

]T
qi

||pj − pj′||||qi||
≈

∠
(

aji(f)

aj′i(f)

)
2πf

c
||pj − pj′||

. (3.61)

Admitindo-se P fontes, cada matriz A(f) permite a estimativa de P valores

de θ. Como vimos, estas estimativas podem ser utilizadas para resolver o problema

da permutação nas abordagens do tipo banda estreita.

3.5 Propostas

Já que as aplicações on-line do método GASFC comumente exigem que este

convirja num intervalo de tempo muito reduzido (em torno de décimos de segundo),

neste caṕıtulo estudamos propostas para aceleração da convergência do método

GASFC, na sua formulação natural e on-line.

São também avaliadas as possibilidades de se utilizar filtros de separação de

comprimento superior ao comprimento dos filtros de mistura, bem como a possibi-

lidade de se recorrer a filtros IIR.

Por fim, contemplaremos duas propostas para o método EDAO: uma que

incorpora a ele a estimativa de direção de chegada e outra que introduz uma modi-

ficação na sua distribuição a priori das fontes.

As simulações efetuadas neste caṕıtulo contemplam o caso de duas fontes e

duas misturas (P = 2).

3.5.1 Adoção de uma Taxa de Aprendizagem Distinta para

Cada Parâmetro

Na abordagem proposta em [11], o parâmetro µ - o fator de aprendizagem,

utilizado na equação de atualização (3.40) - é considerado fixo (invariante no tempo)

e idêntico para todos os parâmetros wpq(k). Como freqüentemente são necessários

centenas de parâmetros a estimar (coeficientes de filtros FIR), deve-se indagar se

um fator de aprendizagem constante para todos os parâmetros é uma boa estratégia.

Com efeito, podemos empregar algumas heuŕısticas para o fator de aprendizagem
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que podem resultar numa aceleração da convergência do método [54],[55]. Eis, em

resumo, quatro heuŕısticas comumente utilizadas:

(I) cada parâmetro a ajustar deve possuir seu próprio fator de aprendizagem;

(II) o fator de aprendizagem deve variar a cada iteração;

(III) quando as alterações em um determinado parâmetro possúırem o mesmo sinal

em iterações consecutivas, seu fator de aprendizagem deve ser aumentado;

(IV) quando o sinal das alterações em um determinado parâmetro em iterações

consecutivas se alternar, seu fator de aprendizagem correspondente deve ser

reduzido.

Nossa proposta inicial (GASFC-VM-I) consiste em verificar as alterações em

cada parâmetro wpq(k) entre duas iterações consecutivas. Caso estas alterações pos-

suam o mesmo sinal, o fator de aprendizagem correspondente - denominado µpq(k)

- será multiplicado por α. Caso contrário, µpq(k) será dividido por α, onde α é

ligeiramente maior do que 1.

Para simular os efeitos da nossa proposta, seja uma configuração com duas

fontes, onde os filtros de mistura tenham comprimento 8 e sejam dados por:

h11 = [ 0,7638 0,6216 -0,0261 -0,8595 -0,1722 -0,4489 0,0483 0,0731 ]

h12 = [ 0,6139 0,1168 0,1443 -0,5389 -0,8738 0,0462 0,1373 0,3542 ]

h21 = [ 0,3451 1,0051 -0,0896 -0,5774 -0,2202 -0,2143 -0,1536 -0,0954 ]

h22 = [ 1,2571 0,0762 0,0898 -0,1719 -1,0118 -0,2630 -0,1434 0,1670 ]

Utilizando filtros de comprimento 6 para separar dois segundos de sinais de

voz (uma feminina, outra masculina, amostrados em 8 kHz)5, temos nas Figuras 3.3

e 3.4 a razão sinal-rúıdo (em dB) do algoritmo original e do proposto, com diferentes

parâmetros µ e α (em todos os experimentos com o método GASFC deste caṕıtulo,

a constante adicionada às matrizes para sua regularização antes do cálculo de suas

inversas foi de 10−9). Inicialmente, todos os coeficientes µpq(k) são idênticos ao µ

utilizado no método GASFC. A primeira constatação que as Figuras 3.3 e 3.4 nos

5Em todas as simulações desta subseção, esta configuração foi utilizada.
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Figura 3.3: SIR médio (em dB) dos métodos GASFC (original) e GASF-VM-I (pro-

posto), para α = 1, 01, L = 6 e µ = 3× 10−4.

Figura 3.4: SIR médio (em dB) dos métodos GASF (original) e GASF-VM-I (pro-

posto), para α = 1, 005, L = 6 e µ = 7× 10−4.
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Figura 3.5: Evolução dos parâmetros µpq(k), em função do tempo t (em segundos).

(a) µ11(0); (b) µ12(1); (c) µ21(2) e (d) µ22(3).

fornecem é que o algoritmo proposto obtém uma taxa de convergência inicial sig-

nificativamente superior à do algoritmo convencional. Porém, após a convergência,

verificamos um grande decréscimo do desempenho (especialmente na Figura 3.3).

Para entender este comportamento, cumpre recorrer à evolução temporal de

µpq(k). A Figura 3.5 evidencia os valores de µ11(0), µ12(1), µ21(2) e µ22(3) em relação

ao tempo. Cabe ressaltar que todos os parâmetros µpq(k) seguem uma evolução es-

treitamente semelhante, tendendo a valores muito altos, o que acaba por provocar

instabilidade. Esta instabilidade é basicamente a causa da queda de desempenho do

método GASFC-VM-I. Para evitar esta instabilidade, basta arbitrarmos um limite

superior para todos os coeficientes µpq(k). Se µ0 é o valor inicial de todos os µpq(k),

nossa proposta de modificação no método GASFC-VM-I consiste em estabelecer

um limite superior igual a Cµ0 (onde C é uma constante positiva maior que 1) para

todos µpq(k). Essa modificação gera uma variante do GASFC-VM-I, denominada

GASFC-VM-II.

As Figuras 3.6 e 3.7 mostram o desempenho dos métodos GASFC e GASFC-

VM-II para C = 8 e C = 2, utilizando os mesmos parâmetros dos que constam na

51



Figura 3.6: SIR médio (em dB) dos métodos GASFC (original) e GASFC-VM-II

(proposto), para α = 1, 01, µ = 3× 10−4, L = 6 e C = 8.

Figura 3.3. A comparação destas figuras nos mostra que o valor mais baixo de C

apresenta uma convergência mais regular, embora a taxa de convergência seja ligeira-

mente menor. Notamos novamente que, após a convergência, ambos os métodos ap-

resentam uma redução de desempenho, caso comparados ao método original. Quan-

to mais próximo da unidade for C, menor esta tendência de degradação. Embora

melhor do que o método GASFC-VM-I, a alternativa GASFC-VM-II ainda possui

uma tendência - bastante atenuada - à degradação após a convergência.

Embora os valores de µ estejam razoáveis (no sentido de não serem muito

grandes) no método GASFC-VM-II, sua tendência de degradação (após a con-

vergência) pode ser explicada por meio de uma analogia com o célebre método LMS

em filtragem adaptativa [57], onde um fator de aprendizagem mais elevado tende a

aumentar o erro quadrático médio após a convergência.

Estas considerações motivam uma modificação no GASFC-VM-II, a qual

permitiria que o limite superior de µpq(k) seja variável, sendo alto no ińıcio do

algoritmo (de forma a garantir uma convergência mais rápida) e menor após um de-

terminado tempo (para evitar a degradação de desempenho oriunda de um fator µ
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Figura 3.7: SIR médio (em dB) dos métodos GASFC (original) e GASFC-VM-II

(proposto), para α = 1, 01, µ = 3× 10−4, L = 6 e C = 2.

relativamente alto). Assim, o novo algoritmo (GASFC-VM-III) proposto apresenta

C no i-ésimo bloco de dados expresso por:

C(i) = 1 + (C0 − 1)e−λ(i−1), (3.62)

onde λ é um novo parâmetro, que ajusta a taxa com que C(i) tende a 1. A equação

acima nos permite observar que C(1) = C0 e que limi→∞C(i) = 1 (ou seja, o al-

goritmo, após acelerar a convergência, tende a se confundir com o método GASFC

padrão). Utilizando os mesmos parâmetros das Figuras 3.6 e 3.7, o desempenho

comparado do algoritmo GASFC-VM-III é mostrado na Figura 3.8. Como espera-

do, o método GASFC-VM-III mantém uma alta taxa de convergência (semelhante

ao do método GASFC-VM-I), porém sem degradação do desempenho após a con-

vergência (como ocorre com os métodos GASFC-VM-I e GASFC-VM-II). Em nossas

simulações, a performance do algoritmo GASFC-VM-III tende a ser melhor do que

a do original, mesmo mediante grandes variações dos parâmetros C0 e λ.
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Figura 3.8: SIR médio (em dB) dos métodos GASFC (original) e GASFC-VM-III

(proposto), para α = 1, 01, µ = 3× 10−4, C0 = 10, L = 6 e λ = 0, 01.

3.5.2 Atualização Recursiva das Matrizes

Na configuração on-line do método GASFC, as matrizes dos dados a cada

iteração são obtidas apenas a partir do bloco de dados atual. As estimativas de

correlação oriundas destes blocos são muito ruidosas, por serem estocásticas. Uma

forma (que acarreta reduzido acréscimo de carga computacional) de se inserir in-

formações oriundas de blocos anteriores (não necessitando das formulações block

on-line ou off-line), seria atualizar as matrizes de correlação utilizadas no gradiente

de forma recursiva.

Estas considerações motivaram-nos o recurso a uma estimativa recursiva das

matrizes Rypyq
em (2.42), da forma a seguir:

Rypyqnova = γRypyqantiga + (1− γ)Rypyqatual, (3.63)

onde γ, denominado fator de lembrança, é geralmente um número ligeiramente in-

ferior a 1.

Denominamos esta proposta de GASFCrec, a qual possibilita o reuso das

informações contidas em blocos anteriores (por meio da recursão), permitindo um
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Figura 3.9: SIR médio (em dB) dos métodos GASFC (original) e GASFCrec (pro-

posto), para λ = 0, 95, µ = 3× 10−4 e L = 5.

aumento da convergência do método GASFC.

Para efeitos de comparação, simulamos os métodos GASFC e GASFCrec para

os mesmos sinais e filtros de mistura utilizados na proposta anterior (com uma única

diferença: os filtros de separação agora possuem comprimento 5, ao invés de 6).

As Figuras 3.9 e 3.10 comparam ambos os métodos (em relação à razão

sinal-interferência) para dois valores distintos de γ. A Figura 3.10 mostra-nos que

o método proposto pode acelerar enormemente a convergência, com um pequeno

acréscimo de custo computacional. Eis um resultado muito importante, já que o

tempo de convergência é um parâmetro muito cŕıtico na prática.

Porém, estes resultados evidenciam uma queda de desempenho do método

proposto (em relação ao método original) após a convergência, de forma muito seme-

lhante à que ocorreu na proposta anterior.

Esta queda pode ser atribúıda ao fato de que, após a convergência, as per-

turbações no gradiente natural introduzidas pela recursão se tornam fonte de rúıdo.

Uma possibilidade de se contornar este problema seria efetuar algo semelhante à

proposta anterior (GASFC-VM-III), de variar γ de forma que, no ińıcio da atual-
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Figura 3.10: SIR médio (em dB) dos métodos GASFC (original) e GASFCrec (pro-

posto), para λ = 0, 99, µ = 3× 10−4 e L = 5.

ização, γ seja alto, sendo então lentamente reduzido à medida em que o sistema de

separação se estabilize. Não efetuamos simulações neste sentido.

3.5.3 Aumento do Comprimento dos Filtros de Separação

Os métodos de separação cega de fontes utilizam filtros FIR de separação

cujo comprimento não excede o comprimento dos filtros de mistura 6. A exceção

por nós encontrada (a referência [58]) argumenta que, no método de separação do

tipo banda estreita utilizado, filtros de separação de comprimento maior do que os

filtros de mistura degradam o resultado. Em [11], há uma argumentação, funda-

mentada no artigo [59], que considera, para efeitos de deconvolução, idealmente,

L ≥ M(Q−1)
P−M

(onde P é o número de fontes, M o de misturas e Q é o comprimento

dos filtros de mistura). Para o caso P = M = 2, esta restrição gera L ≥ Q− 1 ≈ Q;

6Esta restrição supõe um conhecimento a priori dos comprimentos dos filtros; na realidade, a

literatura defende que, caso sejam conhecidos estes comprimentos, os comprimentos dos filtros de

separação não devem excedê-los.
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Figura 3.11: SIR máximo obtido para diferentes comprimentos L dos filtros de

separação.

em geral, utiliza-se L ≤ Q. Não temos conhecimento de artigos que recomendem a

condição L > Q.

Embora o valor L = M(Q−1)
P−M

possa obter, em alguns casos, a deconvolução,

na prática comprimentos de filtros maiores podem apresentar desempenho superior

na separação.

Para avaliar esta possibilidade, utilizamos os mesmos filtros de mistura das

propostas anteriores (Q = 8) e o método GASFC na sua formulação off-line com

µ = 5× 10−3. Os sinais de voz utilizados (um de voz masculina, outro de feminina,

amostrados em 8 kHZ) apresentam duração de 10 segundos. A Figura 3.11 exibe

o SIR máximo da sáıda em função do comprimento dos filtros de separação (estes

resultados já foram apresentados em nosso artigo [2]). Nesta figura, verificamos que

utilizar filtros de separação com comprimentos maiores do que os de mistura (L > Q)

pode resultar em ganhos significativos em termos de SIR. O valor L = 64 = 8Q,

por exemplo, implicou uma melhora de 6 dB no SIR. Este resultado representa uma

alternativa interessante, a despeito da possibilidade de a igualdade L = M(Q−1)
P−M

, em

alguns casos, permitir uma separação (quase) perfeita.

Embora haja desvantagem de maior custo computacional ao se utilizar

L > Q, verificamos outra vantagem desta configuração: uma maior estabilidade
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Figura 3.12: Evolução do SIR para diferentes comprimentos L dos filtros de sep-

aração.

do SIR após a convergência, conforme mostrado na Figura 3.12, onde filtros de se-

paração de comprimentos reduzidos tendem a não se manter no melhor patamar

de separação, ocasionando uma degradação do SIR. Por alguma razão a ser melhor

estudada, o desempenho do sistema de separação muitas vezes não se estabiliza nos

pontos ótimos.

Estas considerações supõem que a quantidade de amostras dispońıveis possui

informação suficiente para a determinação de filtros de separação maiores. A de-

pender da quantidade de amostras, utilizar filtros menores pode ser benéfico.

3.5.4 Emprego de Filtros IIR

Os algoritmos de CBSS costumam utilizar filtros FIR no sistema de se-

paração. Em primeiro lugar, porque filtros com resposta ao impulso finita são ine-

rentemente estáveis, não havendo, portanto, preocupação quanto à estabilidade dos

filtros de separação. Outra razão é que a obtenção de gradientes em relação aos

parâmetros de filtros FIR é relativamente simples, caso comparemo-la com o mesmo

procedimento em relação aos filtros IIR.

Nesta subseção, a proposta é avaliar se a função custo do método GASFC
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Figura 3.13: Configuração de mistura e os filtros de separação obtidos pelo algoritmo

GASFC.

permite a seleção de filtros IIR que efetuem a separação de forma razoável, com-

parando o resultado desta separação com a obtida com filtros FIR. No momento,

propomos um método muito simples de otimização para encontrar os parâmetros de

um filtro IIR. A busca será feita por meio de uma “grade”, sendo selecionados os

parâmetros de um filtro IIR que redundem numa função custo mı́nima.

Para uma avaliação de o quão bom é o desempenho quando empregamos

filtros IIR, efetuamos uma comparação da separação por eles obtida com a sepa-

ração obtida por filtros FIR (utilizando o método GASFC). A partir de 10 s de

sinais de voz amostrados em 8 kHz, geramos as misturas segundo o sistema de mis-

tura apresentado na Figura 3.13. Os filtros de separação, de comprimento 2, foram

encontrados por meio do método GASFC, na sua formulação block-online, com os

parâmetros µ = 10−4, L = 2 e 50 blocos por iteração (K = 50). A evolução do SIR

nesta configuração é apresentada na Figura 3.14.

Nesta configuração de duas misturas e duas fontes, cumpre encontrar 4 fil-

tros de separação: w11, w12, w21 e w22. Escolhemos utilizar filtros de separação IIR

de primeira ordem, com o formato a seguir:

Wpq(z) =
bpq

1 + apqz−1
(3.64)

A realização na forma direta da estrutura IIR utilizada é mostrada na Figura

3.15.

A busca do parâmetro apq ocorre no intervalo (arbitrariamente escolhido)

[−3, 3]; o espaçamento entre pontos testados é de 0, 05 (gerando um total de 121 pon-

tos no intervalo considerado). Assim, o parâmetro apq será testado em −3; −2, 95;

−2, 9; . . .; 3. Já o parâmetro bpq, por motivos de estabilidade, não pode possuir

módulo maior do que a unidade. Assim, seu intervalo de busca será [−0, 99 ; 0, 99],
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Figura 3.14: Evolução do SIR utilizando algoritmo GASFC no formato block on-line,

µ = 10−4, L = 2 e número de blocos igual a 50.

Figura 3.15: Realização na forma direta da estrutura IIR utilizada, utilizando en-

trada x(n) com sáıda y(n).
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com o mesmo espaçamento (gerando um total de 40 pontos no intervalo considera-

do). A combinação destas possibilidades gera um total de 404 × 1214 = 5, 4876.1014

diferentes configurações a analisar. Obviamente, testar todas estas possibilidades de

filtros IIR nos intervalos considerados é uma tarefa enormemente custosa.

Desta forma, optamos por manter a estrutura de separação obtida pelo

método GASFC, analisando o efeito da substituição de cada filtro FIR por um

IIR de primeira ordem (ambos com dois parâmetros ajustáveis). Desta forma, o

objetivo é verificar o novo desempenho obtido pelo sistema “h́ıbrido”, com apenas

um dos filtros FIR substitúıdo por um IIR. Como agora há apenas um filtro IIR a

otimizar, testamos apenas 40× 121 = 4840 diferentes possibilidades.

A função custo contemplará toda a extensão do sinal (logo, estaremos uti-

lizando uma formulação off-line). Caso arbitremos o parâmetro D (número de

intervalos temporais a considerar nas correlações de tempo curto) como D = N/2

(abordagem comum no método GASFC), a questão de se escolher os parâmetros da

função custo se resume na escolha de N . Nosso objetivo também consiste em avaliar

a influência do parâmetro N sobre a seleção do filtro IIR.

Utilizando misturas de duração de 1s e sinais de voz amostrados em 8 kHz,

escolhendo o filtro IIR que apresenta menor valor da função custo e calculando o

SIR correspondente, formamos a Tabela 3.4. Nesta tabela, o maior SIR obtido entre

os valores de apq e bpq analisados é denominado “SIR máximo” (calculado utilizando

o conhecimento dos filtros de mistura). O SIR final obtido pelo método GASFC foi

de 16,2776 dB.

A Tabela 3.4 não nos permite extrair um critério simples de escolha de N .

O aumento de N revelou-se proveitoso para o filtro w11, ligeiramente benéfico para

os filtros w21 e w22, porém muito daninho para o filtro w12. A função custo utilizada

permitiu uma escolha dos filtros w11 e w21 muito próxima da opção que resulta num

SIR máximo, enquanto que para os filtros w12 e w22, o filtro escolhido apresenta

desempenho muito aquém ao da melhor escolha.

As Figuras 3.16 a 3.25 mostram o SIR em função dos parâmetros apq e bpq

para diferentes filtros FIR substitúıdos. Estas figuras permitem explicar de forma

simples os resultados da Tabela 3.4.

O filtro w11 apresenta um mı́nimo global da função custo próximo do máximo
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Tabela 3.4: SIR obtido com diferentes parâmetros N e para filtros de separação

distintos, admitindo o menor valor da função custo do método GASFC.

w11 w12 w21 w22

N = 4 15,1246 16,4175 15,0638 11,8144

N = 6 15,1269 16,4175 15,0763 11,8386

N = 8 15,1289 14,4490 15,1533 11,8144

N = 10 19,1621 13,8059 15,1499 11,8236

N = 12 19,1621 13,6065 15,1581 11,8386

N = 14 19,1621 13,1683 15,1581 11,8698

N = 16 19,1621 12,5793 15,1611 11,8316

N = 18 19,1621 13,0787 15,1581 11,8702

N = 20 19,1621 12,8989 15,1624 11,8236

SIR máximo 19,3096 21,5293 15,4347 24,8765

global do SIR; o aumento do N claramente aproxima o mı́nimo da função custo do

máximo do SIR - dáı a melhora obtida com o aumento de N .

O filtro w21 apresenta um mı́nimo da função custo perto do máximo global do

SIR e o formato da superf́ıcie da função custo altera-se muito pouco com alterações

do valor de N . Porém, trata-se de um mı́nimo local da função custo; o mı́nimo

global (o qual ocorre aproximadamente com os parâmetros b21 = 0, 5 e a21 = 0, 6)

encontra-se distante do máximo global do SIR. Já os filtros w12 e w22 apresentam

um mı́nimo global muito perto de um máximo da função SIR; porém os máximos

da função SIR em questão são locais, e não globais.

Sendo assim, podemos verificar que a função custo do método GASFC não es-

tima de forma confiável os parâmetros de um filtro IIR para propósitos de separação.

É posśıvel que um mı́nimo global da função custo coincida (aproximadamente) com

um máximo global da função SIR, o que é um evento desejável. Porém, como vi-

mos, isto não ocorre sempre; o mı́nimo global da função custo pode coincidir com

um máximo local da função SIR ou o máximo global da função SIR é associado a

um mı́nimo local da função custo. Isto nos leva a concluir que somente a função

custo em questão não é suficiente para escolha de parâmetros de filtros IIR na sua
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Figura 3.16: SIR em função dos parâmetros a11 e b11.

formulação direta.
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Figura 3.17: Função custo em função dos parâmetros a11 e b11, com N = 4.

Figura 3.18: Função custo em função dos parâmetros a11 e b11, com N = 14.
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Figura 3.19: SIR em função dos parâmetros a12 e b12.

Figura 3.20: Função custo em função dos parâmetros a12 e b12, com N = 6.
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Figura 3.21: Função custo em função dos parâmetros a12 e b12, com N = 16.

Figura 3.22: SIR em função dos parâmetros a21 e b21.
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Figura 3.23: Função custo em função dos parâmetros a21 e b21, com N = 12.

Figura 3.24: SIR em função dos parâmetros a22 e b22.
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Figura 3.25: Função custo em função dos parâmetros a22 e b22, com N = 10.

3.5.5 Avaliação de Eventuais Permutações por meio da Direção

de Chegada

O método EDAO (preconizado em [12]) é considerado livre do problema de

permutação. Nesta seção, propomos uma forma de se avaliar esta premissa, veri-

ficando se as direções de chegada de cada fonte estimada numa determinada raia

coincidem com as direções das outras raias. Desta forma, nossa proposta consiste

em aliar a estimativa da direção de chegada da fonte em [3] ao método EDAO.

Nas simulações, utilizamos gravações numa sala, com microfones distancia-

dos de 5 cm, com vozes (uma masculina, outra feminina) amostradas em 16 kHz.

A função de transferência medida da sala apresenta em torno de 4000 coeficientes.

Utilizamos 1024 raias (o equivalente a 1024 coeficientes para separação), utilizando

o método EDAO com µ = 0, 05 e avaliando, em cada freqüência, as estimativas da

direção de chegada.

A Figura 3.26 apresenta um destes resultados, para uma determinada

posição das fontes (a diferença gráfica dos pontos indica estimativas de diferentes

fontes). Em baixas freqüências, a estimativa da direção de chegada não é precisa,
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Figura 3.26: Estimativa da direção de chegada de cada fonte em função da

freqüência.

pois a diferença de fase provocada pela distância entre sensores é muito pequena.

Porém, em médias e altas freqüências notamos que as direções de chegada de cada

fonte estimada são muito coerentes, se concentrando em dois ângulos distintos.

Este resultado confirma a premissa de ausência de permutação supracitada.

Porém, interessantemente, modificando a posição das fontes, o resultado não foi o

mesmo. Como exemplo, temos a Figura 3.27, a qual indica a existência de per-

mutação, sendo trocadas as componentes de alta freqüência nas fontes estimadas.

Este resultado revela que o método EDAO pode não resolver completamente

o problema da permutação, mesmo contemplando, na sua função custo, uma de-

pendência estat́ıstica entre raias distintas.

Uma utilização do critério de direção de chegada, neste caso, ajudaria a cor-

rigir este problema, incrementando o desempenho do método EDAO, por meio de

uma mera permutação das linhas das matrizes de separação estimadas. É impor-

tante notar que a estimativa da direção de chegada é uma medida “cega”, ou seja,

que não depende do conhecimento exato do sistema de mistura, mas apenas de uma

estimativa do mesmo. Esta caracteŕıstica torna a conjunção dos métodos valiosa.
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Figura 3.27: Estimativa da direção de chegada de cada fonte em função da

freqüência.

3.5.6 Mudança no Método EDAO por Modificações na Função

Custo

Como vimos, o método EDAO utiliza uma distribuição a priori das fontes

dada por:

q (s̃i) = αe−
√

(s̃i−µ̃i)
HΣ−1

i (s̃i−µ̃i). (3.65)

Esta distribuição contempla, simultaneamente, diversas raias. Porém, não é ne-

cessariamente a distribuição que apresenta o melhor desempenho. No artigo onde

o método EDAO é proposto [12], afirma-se que outras distribuições q podem ap-

resentar desempenho superior na separação. Por isso, verificamos nesta seção se

uma ligeira modificação de q nos permitiria obter uma separação melhor. Seja a

distribuição q′:

q′ (s̃i) = α′e−[(s̃i−µ̃i)
HΣ−1

i (s̃i−µ̃i)]
1
D

, (3.66)
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onde α′ é uma outra constante de normalização (a qual não influencia o gradiente

do logaritmo de q′) e D é um parâmetro arbitrário (podendo ser adaptativo). A

condição D = 2 implica q′ = q. Porém, não é necessário restringirmo-nos a este

valor de D7.

Interpretando
[∑L

l=1

∣∣s̃(l)
∣∣2] 1

D
como a distância euclidiana entre a origem e o

vetor
(
s̃1

i · · · s̃L
i

)
, uma outra generalização posśıvel, por meio da extensão da métrica

euclidiana, seria:

Φ′′(l) (s̃1
i · · · s̃L

i

)
=

∂

{[∑L
l=1

∣∣s̃(l)
∣∣D] 1

D

}
∂s̃

(l)
i

, (3.67)

escolha que não será contemplada nesta dissertação.

Calculando a nova função score (empregando as mesmas suposições de des-

correlação entre raias e média zero das mesmas), temos:

Φ′(l) (s̃1
i · · · s̃L

i

)
=

∂

{[∑L
l=1

∣∣s̃(l)
∣∣2] 1

D

}
∂s̃

(l)
i

=
2

D

s̃
(l)
i(∑L

l=1

∣∣∣s̃(l)
i

∣∣∣2)D−1
D

. (3.68)

A nova função score obtida pode ser inserida na equação de atualização do

método EDAO. Truncando a função de transferência (medida) da sala em 512 coe-

ficientes, utilizamos 1024 coeficientes para separação. Variando o parâmetro D e cal-

culando o SIR na sáıda, verificamos na Figura 3.28 que é posśıvel angariar melhoras

no desempenho do algoritmo, as quais podem chegar a mais de 0,5 dB. Interes-

santemente, dos valores de D testados, a possibilidade D = 2 foi a segunda pior;

o desempenho se revela melhor para valores superiores e inferiores a 2. Os valores

inferiores a 1,9 foram os que apresentaram melhores resultados. Não é viável reduzir

D a um valor inferior a 1,4 já que nesta configuração costuma ocorrer divergência

na estimativa dos coeficientes.

Uma posśıvel abordagem seria o recurso a um valor de D adaptativo, cujo

valor ótimo seja calculado de forma cega.

7Mesmo que alguns valores de D gerem uma distribuição imprópria (no sentido de a integral

de todos os seus argumentos de −∞ a +∞ ser infinita, e não unitária), isso não é particularmente

problemático, já que a distribuição não-informativa de Jeffrey também o é, sendo utilizada de

forma ub́ıqua em análise bayesiana.
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Figura 3.28: Razão sinal interferência em função do parâmetro D.

3.6 Considerações Finais

Este caṕıtulo abordou métodos de separação em misturas convolutivas, as

quais apresentam um ńıvel de dificuldade (no tocante à separação) muito superior

ao das misturas instantâneas. Foram contemplados dois métodos dos mais bem-

sucedidos para estes casos, a saber: GASFC e EDAO.

Para o método GASFC, avaliamos o efeito de três propostas. A primeira

destas consistiu em adotar taxas de aprendizagem distintas para cada parâmetro a

estimar. Após algumas adaptações, obtemos uma variante do método GASFC (de-

nominada GASFC-VM-III) a qual apresenta uma taxa de convergência superior à

do método original, sem queda no desempenho após a estabilização dos parâmetros.

A segunda proposta recorreu a estimativas recursivas de matrizes de cor-

relação curta, o que acabou por acelerar enormemente a convergência inicial do

sistema de separação, à custa de uma degradação após certo tempo (degradação

esta que pode ser anulada mediante a eliminação do fator de lembrança).

A terceira proposta avaliou o efeito de se utilizar filtros de separação de

comprimentos maiores do que os comprimentos dos filtros de mistura, com efeitos

benéficos tanto em relação ao desempenho do sistema quanto em relação à estabili-
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dade do ponto de melhor separação.

Analisamos também a conveniência de se utilizar a função custo do método

GASFC para estimar os parâmetros de filtros com resposta ao impulso infinita. Ob-

servamos que não há garantia de que os filtros dessa forma selecionados estejam

localizados próximos do máximo global da função SIR.

Em relação ao método EDAO, foram apresentadas duas propostas. A primeira

consistia em aliar a este método uma estimativa da direção de chegada da fontes, o

que permitiu avaliar de forma cega a existência de permutações nas estimativas das

fontes.

A segunda proposta para o método EDAO consistiu em modificar levemente

a sua distribuição a priori das fontes, o que acabou por gerar ganhos de desempenho

na separação.
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Caṕıtulo 4

Misturas Indeterminadas

4.1 Introdução

Comumente, os métodos de separação de fontes exigem um número de mis-

turas pelo menos igual ao número de fontes. No entanto, na prática, esta restrição

não é atendida com freqüência. Neste caso, defrontamo-nos com o problema de sepa-

ração indeterminada de misturas (em inglês, underdetermined). Como não se pode

recompor as fontes a partir de uma mera estimativa da matriz de misturas (ou de

sua inversa), podemos inferir que o caso indeterminado é bem mais dif́ıcil do que o

determinado (ou o sobredeterminado, o qual ocorre quando o número de misturas é

maior do que o número de fontes).

Como vimos no Caṕıtulo 2, a Análise de Componentes Independentes não

costuma ser muito útil no caso indeterminado, sendo em geral exploradas neste

caso outras formas de diversidade entre as fontes, notadamente a esparsidade (dáı

o nome, muito comum, Análise de Componentes Esparsos, comumente abreviada

por SCA, do inglês Sparse Component Analysis). Como esta abordagem também se

aplica aos casos (sobre)determinados, alguns autores até afirmam ser a esparsidade

“mais poderosa” quanto à capacidade de separação do que a independência [60]. No

contexto de separação de fontes, esparsidade significa que os coeficientes das fontes

(ou, como ocorre mais freqüentemente, de uma decomposição das fontes mediante

uma transformada) são, em sua maior parte, próximos de zero. Esta esparsidade,

portanto, implica que poucos coeficientes das fontes possuem módulo muito grande

(onde “módulo grande” é, obviamente, um termo relativo). Visto de outro modo,

74



podeŕıamos esperar que a representação obtida das fontes apresente uma baixa por-

centagem dos coeficientes capturando grande porcentagem da energia dos sinais de

interesse [61]. Assim, um histograma dos coeficientes das fontes se assemelharia

a uma distribuição super-gaussiana, com grande freqüência de módulos pequenos e

baixa freqüência dos grandes. Freqüentemente, escolhe-se a distribuição exponencial

para a modelagem da distribuição dos coeficientes de cada fonte.

Os métodos avaliados neste caṕıtulo exploram a diversidade espacial das mis-

turas, obtida através do fato de que a mesma fonte contribui de forma distinta em

cada uma das misturas. Para que isso seja posśıvel, deve existir mais do que uma

mistura. Isso possibilita a subdivisão do caso indeterminado em dois: quando há

apenas uma mistura (caso ainda mais dif́ıcil) e quando há mais do que uma mistura.

O próximo caṕıtulo tratará do caso extremo de termos apenas uma mistura, onde a

diversidade espacial entre as misturas não constitui aux́ılio para as estimativas.

A resolução do problema de separação indeterminada pela maioria das técnicas

que utilizam Análise de Componentes Esparsos pode ser caracterizada por quatro

passos na ordem dada a seguir [62]:

(I) aplicação de uma transformada linear esparsificadora às misturas;

(II) estimativa da matriz de misturas 1 a partir dos coeficientes da decomposição

obtida via transformada;

(III) estimativa da representação de cada uma das fontes no domı́nio da transfor-

mada;

(IV) reconstrução das fontes.

A maioria dos artigos resume o problema de separação indeterminada em duas

etapas, a saber: a) estimativa da matriz de misturas (a partir de uma transformada)

e b) reconstrução das fontes. Cabe notar que (a) condensa as etapas (I) e (II)

supracitadas, bem como (b) condensa (III) e (IV). Em geral, o subproblema (b) é

resolvido após a estimativa encontrada em (a). Há métodos, entretanto, que estimam

tanto a matriz de misturas quanto as fontes de forma iterativa: a estimativa de (a) é

1Neste caṕıtulo, não trataremos de misturas convolutivas. Logo, só haverá uma única matriz a

ser estimada.
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utilizada para melhorar a estimativa de (b) e vice-versa, em diversas iterações; estes

métodos em geral tendem a ser mais pesados computacionalmente. Denominaremos

estes métodos de “simultâneos”, em contraposição aos métodos mais freqüentes,

ditos “seqüenciais”. Neste caṕıtulo contemplaremos algumas das principais técnicas

seqüenciais, todas centradas no caso instantâneo (embora não seja dif́ıcil estendê-las

para o caso convolutivo - vide, por exemplo, [74]). Interessante observar que no caso

da Análise de Componentes Esparsos, o objetivo é estimar a matriz de mistura,

enquanto que nos métodos baseados em ICA em geral estima-se a inversa da matriz

de misturas (dado que ela em geral existe nos casos não indeterminados). Dáı é

posśıvel fazer uma distinção entre métodos de busca no espaço de mistura (SCA) e

no espaço de separação (ICA).

Muitas das técnicas aqui apresentadas são dedicadas ao caso estéreo (duas

misturas), e tendem a apresentar uma “maldição da dimensionalidade” caso sejam

adaptadas para um número maior de misturas.

4.2 Problema de Estimativa da Matriz de Mis-

turas

Os métodos seqüenciais a descrever são:

• Varredura de Zibulevsky

• Modelos de misturas de exponenciais (sigla em inglês, LMM - Laplacian Mix-

ture Models)

• Clusterização K-means

• Clusterização fuzzy-C

• Clusterização hierárquica

• Método DUET

• Extensão dos métodos DUET e TIFROM

• Proposta: Modelos de misturas de gaussianas (sigla em inglês, GMM - Gaus-

sian Mixture Models)
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4.2.1 Varredura de Zibulevsky

Este foi o primeiro método [63] que utilizou a hipótese de esparsidade entre as

fontes para estimar a matriz de misturas, sendo até hoje um dos mais competitivos.

Ele também permite estimar o número N de fontes.

Denominando hj a j-ésima coluna da matriz H, podemos expressar x(n),

n = 1, . . . , K por:

x(n) =
N∑

j=1

hjsj(n), (4.1)

donde se vê que, na ausência de rúıdo, podemos interpretar x(n) como uma com-

binação linear dos vetores-coluna da matriz H. Admitida a esparsidade das fontes,

espera-se que em geral alguns coeficientes sejam muito próximos de zero. Isto nos

permite esperar que não raro os coeficientes sj(n) na mistura sejam iguais a zero e

apenas um a cada instante n - o “dominante” - seja não-nulo. Se isto realmente

ocorresse, notar-se-ia uma tendência de aglomeração dos pontos x(n) em torno das

direções dos vetores hj.

Não é dif́ıcil ver uma equivalência entre estimar as direções dos vetores hj e

estimar a matriz de mistura H (a menos de um escalamento das colunas).

Para melhor compreensão deste ponto, seja a Figura 4.1, a qual apresenta

fontes maximamente esparsas (quando uma é não-nula, todas as outras são nulas).

Quando plotamos o gráfico das misturas (x1(n)×x2(n)), há a formação de três retas,

cada qual associada a uma das colunas da matriz de misturas.

Para motivar uma relação formal entre a direção das retas e as colunas da

matriz H, eis um exemplo. Seja o caso M = 2; admitindo somente a i-ésima fonte

não-nula no instante n:

x1(n) =
N∑

j=1

h1jsj(n) = h1isi(n)

x2(n) =
N∑

j=1

h2jsj(n) = h2isi(n)

x2(n)

x1(n)
=
h2i

h1i

=⇒ x2(n) =
h2i

h1i

x1(n). (4.2)

Devido ao já citado problema do escalamento, não há problema em igualar a

1 todos os coeficientes da primeira linha da estimativa da matriz de mistura (abor-

dagem feita, por exemplo, em [16]). Dessa forma, chegamos a:
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Figura 4.1: Exemplo de fontes maximamente esparsas: (a) fonte 1; (b) mistura 1;

(c) fonte 2; (d) mistura 2; (e) fonte 3; (f) gráfico de x2(n)× x1(n).

x2(n) = h2ix1(n), (4.3)

dáı conclúımos que o fato de somente a fonte si ser não-nula no instante n implica

x2(n) ser proporcional a x1(n), com uma constante de proporcionalidade determi-

nada pela segunda linha da i-ésima coluna da matriz (estimada) de mistura (e que

independe de n). Como o vetor x(n) possui componentes x1(n) e x2(n), a tangente

do seu ângulo é:

tg(θn) =
x2(n)

x1(n)
=
h2ix1(n)

x1(n)
= h2i, (4.4)

dáı podemos estimar a matriz de mistura tornando os coeficientes da primeira coluna

iguais a 1 e os da segunda, às tangentes dos ângulos das direções de maior densidade

de pontos.

Antes de continuar, cabe responder a uma objeção comum à Análise de Com-

ponentes Esparsos, que tem por alvo sua hipótese principal, a saber: a esparsidade

das fontes. Sinais de voz, por exemplo, não são exemplos de sinais esparsos. E co-

mumente desejamos separá-los. Poderia a Análise de Componentes Esparsos, neste

caso, vir em nosso aux́ılio?
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Figura 4.2: Gráfico de x2(n) × x1(n); à esquerda, coeficientes numa transformada

wavelet packet com 7 ńıveis de decomposição e à direita, amostras no domı́nio do

tempo.

A resposta é afirmativa. A maioria dos métodos exige uma etapa de pré-

processamento, de forma a efetuar uma transformada nos sinais das misturas, alme-

jando torná-los os mais esparsos posśıveis (Passo I já citado anteriormente). Os

meios mais utilizados para esse objetivo são: transformadas discretas de Fourier [63],

transformadas wavelet packet [60],[64] e algoritmos derivados do Matching Pursuit

[65]. O uso destas transformadas, obviamente, não implicará que o vetor x̃ das mis-

turas a cada instante n (com x̃ implicando o uso de uma transformada) se encontre

exatamente numa das retas associadas a uma fonte, porém o resultado é muito mais

perto disto do que no domı́nio do tempo, como vê-se na Figura 4.2 para o caso

2× 3 e nas Figuras 4.3 e 4.4 para o caso 3× 4, obtidas a partir de sinais de voz (a

nomenclatura M ×N implica M misturas e N fontes).

A idéia do padrão de varredura de Zibulevsky reside em efetuar uma espécie

de histograma angular, procurando os ângulos do gráfico x2(n)×x1(n) onde há maior

densidade de pontos. Para tal, o método escolhe ângulos-teste (tipicamente em torno

de 200) uniformemente espaçados no intervalo [0, π]; não é necessário contemplar o

intervalo [π, 2π], já que uma reta definida por um ângulo θ equivale à outra reta
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Figura 4.3: Gráfico de x3(n)× x2(n)× x1(n), amostras no domı́nio do tempo.

Figura 4.4: Gráfico de x̃3(n)×x̃2(n)×x̃1(n); coeficientes numa transformada wavelet

packet com 7 ńıveis de decomposição.
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definida pelo ângulo π + θ, já que consideramos apenas retas que contém a origem.

Então o método calcula uma espécie de histograma de pontos em cada ângulo-teste,

da forma a seguir.

Seja θt o ângulo de teste. O método efetua uma varredura em todos os ângulos

θn associados aos pontos de x̃2(n)× x̃1(n), calculando a contribuição destes a θt. Os

θt associados aos N picos mais altos do “histograma” (um histograma t́ıpico, com

três fontes, é mostrado na Figura 4.5) são considerados os ângulos das retas de cada

fonte. A contribuição de x(n) (e seu respectivo θn) a θt é avaliada segundo a “função

potencial” abaixo:

Φ(θt, θn,x(n)) =

 λ |x(n)|
(
1− |∆|

π/4

)
, |∆| < π

4

0, |∆| ≥ π
4

, (4.5)

onde ∆ = θt − θn e λ é um parâmetro arbitrário, tipicamente da ordem de dezenas.

A função potencial acima dá um peso para a proximidade de θn (sendo nula a

contribuição caso esteja muito distante) e atribui uma confiança maior aos x(n)

de maior módulo (pois o erro angular destes é menos senśıvel a rúıdo). O método

acima descrito despreza os pontos (x̃1(n), x̃2(n)) de módulos muito baixos, pois estes

costumam ser muito suscet́ıveis a rúıdo e interferências. Este procedimento possui

a vantagem de agilizar bastante o processamento e tornou-se comum na literatura.

Tipicamente, desprezam-se os pontos cujo módulo seja inferior a um décimo do maior

módulo de x̃(n) (o que equivale a retirar os componentes menos super-gaussianos

[67]).

4.2.2 Modelos de Misturas de Exponenciais

Um método mais recente [66], [67] utiliza a técnica denominada Expectation

Maximization (EM) para encontrar os parâmetros de um modelo de mistura de ex-

ponenciais. Antes de tratar deste modelo, importa condensar o porquê de o método

EM convergir para um máximo (local) de uma função, algo nem sempre bem enten-

dido.

A idéia básica do algoritmo EM pode ser melhor compreendida caso compare-

mo-lo com o método de Newton, já que ambos recorrem, a cada iteração, a uma

maximização de uma função na vizinhança da estimativa mais recente. Este pro-

cedimento foi adotado em [68], fonte da abordagem que vem a seguir.
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Figura 4.5: Função potencial t́ıpica, com 3 fontes e λ = 5.

Tendo por objetivo maximizar uma função escalar f(θ) de um vetor de

variáveis θ, o método de Newton efetua sucessivos refinamentos, rumo a um máximo

local de f , a partir de uma estimativa inicial θ(0). O refinamento consiste em aproxi-

mar f na vizinhança de θ(0) por um parabolóide, para então obter o máximo deste

por meio de um sistema linear de equações. A solução deste sistema é θ(1), resultado

do primeiro refinamento, o qual é repetido de forma iterativa até que θ(i) (obtido a

partir do i-ésimo refinamento) seja muito próximo de θ(i−1) (condição de parada).

O método EM, assim como o de Newton, é iterativo; fundamenta-se numa

função bi(θ) a qual nunca supera f na vizinhança de θ(i) (sendo portanto uma espécie

de limite inferior - lower bound, em inglês). A cada iteração encontra-se o vetor θ(i)

que maximiza a função bi. Cumpre ressaltar que tanto o parabolóide do método de

Newton quanto a função bi do método EM coincidem com f no ponto θ(i). Para o

EM, não há necessidade de bi admitir a forma de um parabolóide; já o método de

Newton não exige que o parabolóide seja sempre inferior ou igual a f na vizinhança

da estimativa θ(i). Dáı não podermos afirmar que um método seja uma extensão do

outro.

Resumindo, temos as seguintes propriedades de bi: (1) bi(θ) ≤ f(θ) na vizi-

nhança de θ(i) e (2) bi(θ
(i)) = f(θ(i)). Estas propriedades garantem f(θ(i+1)) ≥
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f(θ(i)), já que:

f(θ(i+1)) ≥ bi(θ
(i+1)) por (1),

bi(θ
(i+1)) ≥ bi(θ

(i)) devido à maximização de bi(θ),

bi(θ
(i)) = f(θ(i)) por (2). (4.6)

Não há como prever de forma genérica qual dos dois métodos obterá melhores

resultados. O desempenho do método de Newton depende fortemente da função

f ; a acurácia da estimativa via EM não depende somente de f , mas também da

função bi adotada (o que implica que esta deve ser escolhida de forma apropriada).

Ambos os métodos são senśıveis à escolha de θ(0), apresentando em geral resultados

distintos para diferentes estimativas iniciais. A importância do método EM para

esta dissertação reside na sua utilidade em problemas de estimativa dos parâmetros

de uma distribuição.

Nesta seção, o método EM será aplicado a uma mistura de distribuições

exponenciais. Cumpre lembrar que a distribuição exponencial é muito utilizada para

modelar a esparsidade. Uma distribuição exponencial (tendo por suporte todos os

números reais) é definida por:

pe (θ, c,m) =
1

2µ
e−

|θ−m|
µ = ce−2c|θ−m|, (4.7)

onde c = 1/ (2µ) > 0.

Uma distribuição denominada “mistura de exponenciais” pode ser expressa

como:

p(θ) =
N∑

i=1

αicie
−2ci|θ−mi|, (4.8)

onde αi, mi e ci representam a ponderação, a média e uma medida da largura de

cada exponencial, respectivamente. Todas as ponderações são positivas e apresen-

tam soma
∑N

i=1 αi unitária.

O artigo [67] apresenta um algoritmo EM que maximiza a verossimilhança

dos parâmetros αi, mi e ci de uma mistura de exponenciais. Esta mistura de expo-

nenciais modela a distribuição dos ângulos θn definidos na seção anterior. Ao final

do processo, os parâmetros mi devem estar próximos dos ângulos de cada fonte (os

quais dependem basicamente da matriz de misturas).
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Se a probabilidade de θn pertencer à i-ésima exponencial for dada por:

p(i|θn) =
αicie

−2ci|θ−mi|∑N
i=1 αicie−2ci|θ−mi|

, (4.9)

podemos escrever as equações de atualização na forma a seguir [67]:

α+
i ←

1

K

K∑
n=1

p(i|θn),

m+
i ←

∑K
n=1

θn

|θn−mi|p(i|θn)∑K
n=1

1
|θn−mi|p(i|θn)

,

c+i ←
∑K

n=1 p(i|θn)

2
∑K

n=1 |θn −mi|p(i|θn)
. (4.10)

O método acima apresentado, além de necessitar conhecer a priori o número

N de fontes, necessita de alguns cuidados no tocante à inicialização (já observa-

mos que o método EM é senśıvel às estimativas iniciais). Este é um tópico impor-

tante para evitar, por exemplo, que duas exponenciais distintas convirjam para o

mesmo ângulo. Uma possibilidade seria utilizar um passo de inicialização baseado

na clássica técnica de clusterização K-means. O artigo [67] pondera que uma ini-

cialização dos ângulos em intervalos uniformes em [−π/2, π/2] é mais razoável.

Há uma outra dificuldade neste método, oriunda do fato de a mistura expo-

nencial ter por domı́nio o intervalo (−∞,+∞) e os ângulos θn serem restritos ao

intervalo [−π/2, π/2], cujos limites −π/2 e π/2 são na verdade conectados, devido

à função atan (vide a Equação 4.4). Esta diferença entre os valores reais e o modelo

teórico acarreta um desvio significativo nas estimativas, ocorrendo o caso cŕıtico

quando pelo menos um dos ângulos das fontes se aproxima de π/2 ou de −π/2.

Ainda não há solução satisfatória para este problema.

Para o caso de uma matriz de mistura que varia lentamente no tempo, este

método pode atuar num esquema adaptativo, porém são necessárias algumas mo-

dificações para evitar instabilidade. Este caso não será abordado nesta dissertação.

4.2.3 Clusterização K-means

Como vimos, há uma tendência dos ângulos θn agruparem-se em torno de

alguns valores, os quais são determinados pelas colunas da matriz de misturas.
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Esta configuração torna natural o recurso a algoritmos de clusterização, os quais

automaticamente separam dados em grupos, cada qual destes representando uma

“classe”(no nosso caso, cada grupo é associado a uma fonte). Os algoritmos de clus-

terização constituem uma parte de um grupo mais geral de técnicas de aprendizagem

não-supervisionada [69].

O método de clusterização K-means é um dos mais simples métodos de

clusterização. Supondo que se queira dividir os ângulos em K grupos, na inicia-

lização basta efetuar uma partição arbitrária dos ângulos, computando então a média

(centróide) de cada cluster. A recursão consiste em (I) associar cada um dos ângulos

ao cluster de centróide mais próximo (onde o conceito de “próximo” deriva de uma

medida de distância, comumente a euclidiana) e (II) recalcular os centróides de cada

cluster, retornando ao passo (I) caso haja modificação em algum dos centróides.

A clusterização K-means foi empregada, para propósitos de estimativa da

matriz de misturas, em [70]. Em [64], há a observação de que é dif́ıcil estimar com

precisão a matriz de mistura, utilizando a clusterização K-means, quando a espar-

sidade das fontes é insuficiente. Em outras palavras, a clusterização K-means apre-

senta grande sensibilidade no tocante à esparsidade obtida mediante transformação,

podendo apresentar alta degradação nos resultados.

4.2.4 Clusterização Fuzzy-C

Podendo ser interpretada como uma generalização da clusterização K-means,

a clusterização fuzzy-C (desenvolvida em [71] e melhorada em [72]) é utilizada, com

o objetivo de estimar a matriz de misturas, em [73]. Nesta técnica, uma amostra

pode pertencer, em diferentes graus, a clusters distintos.

Supondo dados unidimensionais para simplificar a nomenclatura, podemos

descrever a clusterização fuzzy-C de ângulos θn, n = 1, . . . , N , como um processo de

minimização da função-custo:

Jm =
N∑

i=1

C∑
j=1

um
ij ||θi − cj||2, (4.11)

onde m é um número real igual ou superior a 1, cj é o centróide do j-ésimo cluster,

C é o número de clusters e uij reflete o grau em que o ângulo θi pertence ao j-ésimo
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cluster ; uij e cj são calculados por:

uij =
1∑C

n=1

(
||θi−cj ||
||θi−cn||

) 2
m−1

(4.12)

cj =

∑N
i=1 u

m
ij ci∑N

i=1 u
m
ij

(4.13)

O método é iterativo, e o critério de parada ocorre quando maxij{|u(k+1)
ij −

u
(k)
ij |} < ε, sendo ε um parâmetro arbitrário e k o número da iteração. O procedi-

mento pode convergir para um mı́nimo local da função-custo.

As equações de iteração (a partir de centróides arbitrariamente escolhidos

para inicialização) são dadas por:

c
(k+1)
j =

∑N
i=1

(
uij

(k)
)m

θi∑N
i=1

(
u

(k)
ij

)m (4.14)

u
(k+1)
ij =

1∑C
n=1

(
||θi−c

(k)
j ||

||θi−c
(k)
n ||

) 2
m−1

. (4.15)

Após a convergência, caso quisermos associar a i-ésima amostra a apenas um

dos clusters, basta associá-la ao cluster dado por máxj{cij}.

4.2.5 Clusterização Hierárquica

Num contexto diferente2, [74] utiliza a técnica de clusterização hierárquica

para estimar os ângulos associados às colunas da matriz de mistura. O algoritmo

da clusterização hierárquica é tão simples quanto o da clusterização k-means.

A estratégia consiste em, inicialmente, associar cada amostra a um cluster.

Então, verifica-se quais destes clusters apresentam menor distância entre si (foi

adotada a métrica euclidiana padrão para a medida de distância). Estes dois são

aglomerados em um único cluster. Então, repete-se a aglomeração entre os clusters

mais próximos até que o número de clusters chegue a um número previamente ar-

bitrado c (costumeiramente c >> N). Quando pelo menos um dos clusters contiver

2O artigo trabalha no contexto de misturas indeterminadas convolutivas e efetua a separação

no domı́nio da transformada de Fourier, onde são necessárias algumas adaptações para o caso de

coeficientes complexos.
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mais do que uma amostra, a distância entre eles é definida como a menor distância

entre quaisquer de seus elementos.

Quando o número de clusters iguala c, são escolhidos como válidos os N

clusters mais numerosos (caso, entre os clusters mais numerosos, haja clusters de

médias muito próximas, devemos extrair os redundantes). A média de cada um

destes representa a estimativa final do método.

4.2.6 Método DUET

O método DUET, apresentado em [61], apresenta semelhanças com a varredu-

ra de Zibulevsky. Uma caracteŕıstica importante que o distingüe dos demais métodos

vistos neste caṕıtulo é a sua capacidade de tratar do caso (mais realista) de mis-

turas anecóicas, onde ocorrem atrasos das fontes entre as misturas. Outra distinção

notória é a necessidade de se utilizar a transformada de Fourier de tempo curto

(STFT, do inglês Short Time Fourier Transform) para estimar o atraso entre as

fontes. Definindo uma janela v(n) (que pode ser, por exemplo, retangular, de Han-

ning, de Hamming ou triangular), a STFT (discreta) de um sinal si(n) pode ser

escrita como [75] 3:

s̃i(τ, ω) =
∞∑

n=−∞

si(n)v(n− τ)e−jωn, (4.16)

onde τ = kτ0 e ω = lω0, com k e l inteiros. Cabe notar que STFT apresenta inversa,

sendo equivalente à sua formulação cont́ınua, sob algumas condições facilmente al-

cançáveis [75].

Embora apresentemos integralmente o método DUET, somente utilizaremos

uma extensão do mesmo e no caso instantâneo, para propósitos de comparação. No

caso instantâneo, o método DUET não exige que a transformada a efetuar nas mis-

turas seja a STFT (podendo ser, por exemplo, uma transformada wavelet packet).

As duas misturas de uma configuração anecóica podem ser descritas mate-

maticamente da forma (equivalente) a seguir:

x1(n) =
N∑

j=1

sj(n), (4.17)

3Embora tenhamos empregado a STFT em caṕıtulos anteriores, julgamos melhor fornecer uma

definição somente neste momento, pois o método DUET se baseia mais explicitamente nela.
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x2(n) =
N∑

j=1

ajsj(n− δj). (4.18)

A descrição acima utiliza simplificações oriundas da ambigüidade de escala-

mento (impondo que todas as fontes sejam somadas sem ponderações na primeira

mistura) e de deslocamento, uma ambigüidade que somente existe no caso de mis-

turas anecóicas. A ambigüidade de escalamento implica que a uma estimativa da

i-ésima fonte ŝi(n) seja avaliada, quanto ao desempenho da separação, de forma

equivalente à ŝi(n− δi).

O método DUET inspira-se na propriedade denominada “ortogonalidade W-

disjunta” (em inglês, W-disjoint orthogonality, daqui em diante denominada ape-

nas “W-ortogonalidade”), a qual significa que as representações no espaço tempo-

freqüência são disjuntas. Definindo o suporte de uma representação da i-ésima

fonte como o conjunto de pares (τ, ω) onde os coeficientes da transformada s̃i(τ, ω)

são não-nulos, podemos dizer que dois sinais (presumivelmente das fontes) são W-

ortogonais quando os suportes de suas transformadas não possuem interseção.

O método DUET exige que as fontes a separar sejam, ao menos aproximada-

mente, W-ortogonais. Esta condição pode não ser obtida, por exemplo, quando há

um número relativamente alto de fontes, rúıdo ou mesmo no caso trivial de as fontes

apresentarem razoável sobreposição no espaço tempo-freqüência [64].

A condição de W-ortogonalidade entre os sinais s1 e s2 pode ser expressa

concisamente da forma a seguir:

s̃1(τ, ω)s̃2(τ, ω) = 0,∀τ, ω. (4.19)

Sendo as fontes W-ortogonais, podemos associar cada coeficiente não-nulo

x̃j(τ, ω) a uma das fontes. Isto é facilmente implementado mediante um mascara-

mento binário, obtido mediante um produto pela função de mascaramento Mj(τ, ω).

A função de mascaramento (também chamada de função indicador do suporte) da

j-ésima fonte é dada por:

Mj(τ, ω) =

 1, s̃j(τ, ω) 6= 0

0, s̃j(τ, ω) = 0
(4.20)

Assim, sob a condição de W-ortogonalidade, é fácil perceber que podemos

recuperar a j-ésima fonte mediante a operação:

s̃j(τ, ω) = Mj(τ, ω)x̃(τ, ω),∀τ, ω, (4.21)
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seguida da transformada STFT inversa.

O artigo [61] apresenta um ı́ndice de W-ortogonalidade (denominado WDOM),

cujo valor máximo (a unidade) é obtido quando as fontes são W-ortogonais. Antes

de defini-lo, conceituaremos dois critérios: a razão de sinal preservado (PSR, do

inglês preserved-signal ratio) e a razão sinal-interferência (SIR, do inglês signal-to-

interference ratio).

Para uma função de mascaramento Mj(τ, ω) tal que 0 ≤ M(τ, ω) ≤ 1, a

PSRM da j-ésima fonte é dada por:

PSRMj
=
||Mj(τ, ω)s̃j(τ, ω)||2

||s̃j(τ, ω)||2
, (4.22)

a qual pode ser entendida como a porção da energia da j-ésima fonte que permanece

após a separação por meio da função de mascaramento Mj(τ, ω).

Definindo a soma das interferências na j-ésima fonte como:

yj(n) =
N∑

k=1,j 6=k

sk(n), (4.23)

podemos expressar a razão sinal-interferência na sáıda (utilizando a máscaraM(τ, ω)

para separação) por:

SIRMj
=
||Mj(τ, ω)s̃j(τ, ω)||2

||Mj(τ, ω)ỹj(τ, ω)||2
. (4.24)

O ı́ndice de WDOM combina as medidas de SIR e de PSR da forma a seguir:

WDOMj
=
||Mj(τ, ω)s̃j(τ, ω)||2 − ||M(τ, ω)ỹj(τ, ω)||2

||s̃j(τ, ω)||2

= PSRMj
−
PSRMj

SIRMj

(4.25)

Sinais W-ortogonais apresentam PSRMj
= 1 e SIRMj

= ∞, implicando um

WDOMj
igual à unidade. A obtenção de um alto WDOMj

implica alta supressão de

interferência e significativa preservação da energia das fontes.

Podemos definir uma famı́lia Φ de funções de mascaramento dada por [61]:

Φp
j =

 1, 20 log
(
|s̃j(τ,ω)|
|ỹ(τ,ω)|

)
≥ p

0, caso contrário
(4.26)

onde Φp
j é a função indicador para os pontos no espaço tempo × freqüência onde

sj domina a interferência da mistura por p dB. Pode-se provar que o valor p = 0
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maximiza WDOMj
. Após diversos experimentos, [61] conclui que dois sinais de voz,

amostrados em 16 kHz, com janelamento de Hamming, quadros com 1024 amostras

e transformada STFT, são em média 93, 6% W-ortogonais (em outras palavras,

apresentam WDOMj
= 0, 936). Foram feitos experimentos com até 10 sinais de voz.

Com a configuração de 10 fontes, o parâmetro WDOMj
se manteve superior a 0,6,

o que mostra uma razoável esparsificação de sinais de voz mediante a STFT.

Supondo que só a j-ésima fonte seja ativa (ou não-nula) em um ponto (τ, ω),

podemos calcular aj e δj (vide Equação 4.18) por:

aj = F (x̃1(τ, ω), x̃2(τ, ω)) =
x̃2(τ, ω)

x̃1(τ, ω)
, (4.27)

δj = G(x̃1(τ, ω), x̃2(τ, ω)) = −1/ω∠

(
x̃2(τ, ω)

x̃1(τ, ω)

)
(4.28)

onde ∠z é a fase do número complexo z.

Calculando a e δ em cada ponto (τ, ω) da representação de fontes aproximada-

mente W-ortogonais, notamos, da mesma forma que na varredura de Zibulevsky,

uma tendência de aglomeração da densidade do histograma (definido mais adiante)

em torno dos parâmetros (aj e δj) de cada fonte. O método DUET recorre a um his-

tograma bidimensional para estimar aj e δj, para j = 1, . . . , N . Como a varredura de

Zibulevsky recorria a um histograma unidimensional para estimar a atenuação, o his-

tograma utilizado no método DUET (o qual contempla tanto a atenuação quanto o

atraso) faz com que interpretemos o método DUET como uma extensão da varredura

de Zibulevsky.

O histograma utilizado é uma espécie de histograma ponderado, o qual apre-

senta grande apelo do ponto de vista da estimativa de máxima verossimilhança (ML,

do inglês maximum likelihood). A estimativa ML utilizada exige algumas hipóteses

simplificadoras, como a de interferências entre misturas sendo gaussianas e iid - in-

dependentes e identicamente distribúıdas - o que não corresponde à realidade, já

que há uma correlação entre as interferências em cada mistura. Para o cálculo da

estimativa ML, é mais adequado utilizar, ao invês do parâmetro aj, o parâmetro αj

(denominado de atenuação simétrica), definido por:

αj = aj −
1

aj

(4.29)

Sejam A e D, respectivamente, os parâmetros de resolução para α e para δ.

As funções indicadoras dos pontos no espaço tempo × freqüência que apresentam
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atenuação simétrica (estimada) distanciada no máximo de A (em relação a um

α considerado) e atraso (estimado) a uma distância de no máximo D de um δ

considerado são definidas por:

Mα,A[k, l] =

 1, |α̂[k, l]− α| < A

0, caso contrário
(4.30)

Mδ,D[k, l] =

 1, |δ̂[k, l]− δ| < D

0, caso contrário
(4.31)

Utilizando larguras de resolução β e ∆ e expoente p, definimos o histograma

do método DUET, em função de α e δ como:

h(α, δ) =
∑
k,l

Mα,β/2[k, l]Mδ,∆/2[k, l]|x̃1[k, l]x̃2[k, l]|p, (4.32)

o qual é suavizado mediante uma convolução bidimensional com um kernel retan-

gular r abaixo definido:

r(α, δ) =

 1
AD
, (α, δ) ∈

[
−A

2
, A

2

]
×
[
−D

2
, D

2

]
0, caso contrário

(4.33)

Sendo H o histograma suavizado, podemos descrevê-lo sucintamente da forma a

seguir:

H(α, δ) = [h ∗ r](α, δ). (4.34)

Eis, por fim, uma sucinta descrição do método DUET:

(I) a partir das misturas x1(n) e x2(n), construa as representações x̃1[k, l] e x̃2[k, l].

(II) para cada ponto no espaço tempo × freqüência, calcule (α̂[k, l], δ̂[k, l]).

(III) construa um histograma e localize seus picos:

a) construa um histograma por meio da Equação (4.32);

b) suavize-o por meio da Equação (4.34);

c) localize os N picos no histograma, cada qual associado a uma fonte e

localizado na vizinhança dos parâmetros reais (aj, δj), j = 1, . . . , N .
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4.2.7 Extensão dos Métodos DUET e TIFROM

Inspirado nos métodos do tipo DUET [76],[61] e do tipo TIFROM [77],[78],[79],

o artigo [64] apresenta um método, doravante denominado EXT-DUETIF, que pode

ser considerado uma extensão de ambos os tipos (por utilizar técnicas semelhantes

de razão entre os dados das misturas), com menos restrições no que diz respeito à

esparsidade. Este método pode ser aplicado ao caso de mais de 2 misturas, também

se prestando à estimativa do número de fontes. Estas duas possibilidades não serão

exploradas nesta dissertação.

Antes de expor o método, exporemos suas idéias subjacentes. Seja a matriz

das misturas (supondo fontes esparsas ou convenientemente esparsificadas mediante

uma transformada):

X̃ =


x̃1(1) · · · x̃1(K)

...
. . .

...

x̃M(1) · · · x̃M(K)

 . (4.35)

Dividir cada linha da matriz das misturas pela sua q-ésima linha (o caso de

coeficientes nulos será contemplado no algoritmo) gera uma matriz de razões R̃q, da

forma a seguir:

R̃q =


x̃1(1)
x̃q(1)

· · · x̃1(K)
x̃q(K)

...
. . .

...

x̃M (1)
x̃q(1)

· · · x̃M (K)
x̃q(K)

 . (4.36)

Quando, num instante n = i, apenas a j-ésima fonte for ativa (ou não-nula),

a coluna correspondente das matriz das razões Rq apresentará o seguinte formato:

r̃i
q =


x̃1(i)
x̃q(i)
...

x̃M (i)
x̃q(i)

 =


h1j

hqj

...

hMj

hqj

 =
hj

hqj

(4.37)

No caso de uma fonte dominante, a igualdade acima transforma-se numa

aproximação. Havendo M fontes, q varia de 1 a M . Nos instantes em que a j-

ésima fonte é a única ativa, as matrizes de razões R̃q apresentam as colunas corres-

pondentes proporcionais à j-ésima coluna da matriz de misturas, com o fator de

proporcionalidade dependente de q. Este fator de proporcionalidade (1/hqj) não

constitui problema nas estimativas devido à ambigüidade de escalamento, bastando

normalizar as colunas da estimativa da matriz de misturas. Cabe notar que após esta
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operação permanece uma ambigüidade de sinal facilmente contornável (impondo,

por exemplo, que os coeficientes da primeira linha sejam todos positivos).

Admitindo que cada matriz de razões R̃q apresenta colunas onde apenas

uma fonte é a dominante, podemos encontrar nestas uma estimativa das colunas

(devidamente normalizadas) da matriz de mistura. A principal contribuição do

método EXT-DUETIF constitui encontrar estas colunas de forma cega. A estratégia

é encontrar submatrizes da matriz de mistura R̃q, de dimensões M ×L, onde L <<

K, as quais apresentam colunas praticamente idênticas. Estas submatrizes podem

fornecer uma estimativa de uma das colunas da matriz de misturas por meio de uma

média de cada linha (a estimativa obtida deve ser normalizada). Como há mais do

que uma matriz R̃q, uma coluna da matriz de mistura acaba por ser estimada mais

de uma vez, exigindo uma posterior aglutinação de estimativas muito próximas.

A partir do acima explicado, podemos descrever o algoritmo EXT-DUETIF

(simplificado para o caso de duas misturas). Alguns parâmetros utilizados no método

e ainda não comentados serão logo a seguir definidos.

Algoritmo EXT-DUETIF

(I) Aplique uma transformada esparsificadora (é proposta uma wavelet packet).

Uma matriz X̃ é obtida a partir desta operação (no caso de wavelet packets,

cumpre concatenar os coeficientes da decomposição num arranjo unidimen-

sional).

(II) Encontre uma submatriz X̂ de X̃ de forma que a norma de cada uma de suas

colunas seja maior do que ξ1.

(III) Para m1 = 1 até 2, faça (laço incluindo os Passos III.1 e III.2):

(III.1) Se o módulo de uma entrada da q-ésima linha de X̂ é menor do que

uma constante positiva ξ2, remova a coluna correspondente de X̂. Restando

ainda K1 colunas em X̂, de ı́ndices q1, . . . , qK1 , podemos escrever uma nova

matriz de razões:

˜̂
X =


x̂1(q1)

x̂m1 (q1)
· · · x̂1(qK1

)

x̂m1 (qK1
)

...
. . .

...

x̂M (q1)
x̂m1 (q1)

· · · x̂M (qK1
)

x̂m1 (qK1
)

 (4.38)
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(III.2) m2 = −m1 + 3 (ou seja, m2 = 2 quando m1 = 1 e m2 = 1 quando

m1 = 2).

(III.2.1) Encontre os valores mı́nimo e máximo (r̃m2 e R̃m2 , respectiva-

mente), da m2-ésima linha de
˜̂
X. Divida o intervalo [r̃m2 , R̃m2 ] uniformemente

em M0 raias. Então, divida a matriz
˜̂
X em M0 submatrizes (

˜̂
X1, . . . ,

˜̂
XM0) de

forma que todas as entradas da m2-ésima linha de
˜̂
Xk pertençam à k-ésima

raia (k = 1, . . . ,M0).

(III.2.2) A partir do conjunto de submatrizes { ˜̂
Xk, k = 1, . . . ,M0},

apague as submatrizes que tiverem um número de colunas inferior a J1. O

novo conjunto de submatrizes é denotado por { ˜̂
Xjk

, k = 1, . . . ,M1}.

(IV) Calcule a média das linhas de todas as matrizes
˜̂
Xjk

, obtidas no passo III.2.2,

normalizando o vetor-coluna ei resultante. O resultado é uma estimativa de

uma das colunas da matriz de mistura H.

(V) Após todos os passos acima, obtemos um conjunto de colunas estimadas, con-

tidos na matriz E = [e1, . . . , eM0 ]. Cumpre então remover as estimativas dupli-

cadas (da mesma coluna), sendo as estimativas muito semelhantes aglutinadas

em uma só.

Cabe esclarecer alguns dos passos cujos propósitos podem não ser claros. O passo

(II), também utilizado em métodos já apresentados, reduz a carga computacional

bem como remove as colunas muito afetadas por rúıdo. O Passo (III) é o essencial

do método: gera matrizes semelhantes à R̃q, extraindo as submatrizes onde apenas

uma fonte é ativa de forma cega. A forma pela qual são extráıdas estas submatrizes

é muito simples: dividindo o intervalo de posśıveis valores de uma linha e retendo

os mais numerosos (indicando as direções onde se concentram as distribuições das

fontes, de forma semelhante, por exemplo, à varredura de Zibulevsky).

Por fim, importa descrever como determinar os parâmetros ξ1, ξ2 e M0. De-

nominando Q1 o maior módulo de todas as colunas da matriz das misturas e Q2

a maior amplitude das entradas da mesma matriz, o método propõe ξ1 = 0, 3Q1,

ξ2 = 0, 1Q2 e M0 = 400. Já o parâmetro J1 não apresenta um critério claro e geral

de escolha.
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4.2.8 Método Proposto: Modelos de Misturas de Gaus-

sianas

O método por nós proposto para tratar do problema de estimativa das fontes

reside num modelo de misturas gaussianas (sigla em inglês, GMM - Gaussian Mixture

Models). Uma função de densidade de probabilidade (distribuição) de D dimensões

que segue o modelo de misturas de K gaussianas, doravante denominada GMMK ,

pode ser expressa por 4:

f(x; θ) =
K∑

k=1

pkg (x;mk, σk) , (4.39)

onde

g(x;mk, σk) =
1(√

2πσk

)D e− 1
2

(
||x−mk||

σk

)2

, (4.40)

com

pk ≥ 0, ∀k e

K∑
k=1

pk = 1, (4.41)

onde mk e σ2
k são, respectivamente, a média e a variância da k-ésima gaussiana.

Consideraremos nesta dissertação distribuições GMMs unidimensionais. Cabe lem-

brar que as GMMs são adequadas para a modelagem de clusters, sendo cada cluster

associado a uma gaussiana, com a média desta de alguma forma situada no centro

do cluster e dotada de uma variância, a qual é uma medida do espalhamento médio

do cluster.

Nossa proposta consiste em recorrer a GMMs para modelar a distribuição dos

ângulos θn (definidos da mesma forma que na varredura de Zibulevsky). Sabemos

que estes se concentram em tantas direções quantas forem as fontes. Assim, a média

da gaussiana associada a uma reta seria uma estimativa do ângulo da reta. No

entanto, sabemos que a distribuição dos ângulos das fontes está muito longe de ser

uma GMMN , de onde se concluiria que não é muito útil recorrer a GMMs. Porém,

caso estimássemos os parâmetros (média e variância) de L gaussianas, onde L > N

(tipicamente L ≥ 3N), a aproximação seria muito menos grosseira. Esta abordagem

4Na realidade, este é um caso particular de uma GMM de D-dimensões, onde a matriz de

covariância é entendida como a matriz identidade de ordem D multiplicada por σ2
k.
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possui o mérito de contornar o fato de os ângulos não apresentarem uma distribuição

igual a GMMN , à custa de tornar necessário um pós-processamento destinado a esti-

mar quais gaussianas possuem médias que representam colunas leǵıtimas da matriz

de mistura. Todo este custo computacional pode ser justificado caso as estimati-

vas sejam mais exatas. O pós-processamento por nós proposto possui duas etapas.

Primeiro, verificamos que, mais do que a probabilidade pk de cada gaussiana, a

variância é um fator relevante. Quanto menor a variância de uma GMM, maior a

probabilidade de a mesma representar uma coluna leǵıtima da matriz de misturas.

Assim, a primeira parte do pós-processamento consiste em classificar as gaussianas

em ordem crescente de variância. A segunda parte exclui as gaussianas ditas redun-

dantes, ou seja, as que apresentam médias muito próximas. Quando há um grupo de

gaussianas em torno de uma determinada média, todas as gaussianas pertencentes

a este grupo são exclúıdas, exceto a gaussiana de menor variância. As N gaus-

sianas restantes de menor variância são escolhidas para a estimativa da matriz de

mistura (gaussianas “vencedoras”). Em alguns casos, pouco freqüentes, uma coluna

da matriz de mistura é calculada de forma equivocada. Este fenônemo é comum na

literatura [64],[66],[67]. Em geral, a gaussiana vencedora nestes casos possui uma

probabilidade pk muito baixa; assim, é posśıvel refinar nosso método para reduzir a

proporção destes casos.

Usualmente, a estimativa dos parâmetros da GMM é efetuada de forma ite-

rativa (por meio do algoritmo EM) a partir de valores iniciais arbitrários, ou mesmo

obtidos mediante métodos de clusterização (como por exemplo o célebre K-means).

As equações de iteração (passo M do algoritmo) são [68], [80]:

m
(i+1)
k =

∑K
n=1 p

(i)(k|n)θn∑K
n=1 p

(i)(k|n)
,

σ
(i+1)
k =

√√√√ 1

D

∑K
n=1 p

(i)(k|n)||θn −m(i+1)
k ||2∑K

n=1 p
(i)(k|n)

, (4.42)

p
(i+1)
k =

1

K

K∑
n=1

p(i)(k|n), (4.43)

onde p(i)(k|n) =
p
(i)
k g(xn;m

(i)
k ,σ

(i)
k )∑L

k=1 p
(i)
k g(xn;m

(i)
k ,σ

(i)
k )

e K significa o número total de pontos.
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4.2.9 Simulações

A partir de três sinais de voz (duas femininas e uma masculina), amostrados

em 16 kHz, efetuamos misturas com três diferentes matrizes, mostradas a seguir:

H1 =

 1 1 1

−0, 9 −0, 5 1, 3



H2 =

 1 1 1

−0, 9 0, 5 1, 3


H3 =

 1 1 1

−0, 9 0, 8 1, 3


As dimensões das matrizes acima implicam uma configuração de três fontes

e duas misturas. Este tipo de teste foi inspirado na avaliação efetuada em [16], onde

foram comparados certos métodos simultâneos - não explorados nesta dissertação -

para estimativa da matriz de misturas. A ambigüidade de escalamento é facilmente

contornável assumindo que a primeira linha da matriz de mistura somente possui

elementos iguais a 1. Esta configuração permite-nos expressar cada matriz Hi como:

Hi =

 1 1 1

tgψ
(1)
i tgψ

(2)
i tgψ

(3)
i


A Figura 4.6 permite-nos visualizar graficamente as direções de cada coluna

das matrizes Hi.

Após efetuarmos as misturas, decompomo-las utilizando uma transformada

do tipo wavelet packet com 7 ńıveis. A wavelet utilizada foi a Daubechies 44 (db44).

Os métodos que utilizamos para estimar a matriz de mistura foram a varredura

de Zibulevsky, o modelo de misturas de exponenciais, as clusterizações K-means e

fuzzy, a extensão dos métodos DUET e TIFROM e o por nós proposto, baseado em

GMMs.

Em [81], há argumentação no sentido de que utilizar a mediana dos clusters,

ao invés da média, é um procedimento muito simples e que implica melhoras na es-

timativa. Devido a isto, as estimativas oriundas das clusterizações K-means e fuzzy

foram obtidas tanto a partir de médias quanto de medianas dos clusters.

O rearranjo unidimensional da transformada wavelet packet de cada linha da
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Figura 4.6: Direções geradas pelas matrizes Hi nos três casos estudados.

matriz das misturas X gera, como vimos, a matriz X̃. Seja Q1 o maior módulo

dentre os módulos de x̃(n). A variável exc indica a fração de Q1 acima da qual

selecionam-se os vetores x̃(n) para estimativa (como vimos, a retirada dos vetores

de menor módulo é justificada pelo fato de estes tenderem a ser mais ruidosos). As-

sim, por exemplo, o valor exc = 0, 2 exclui todos os vetores x̃(n) de módulo inferior

a 20% de Q1. Para todos os métodos testados, utilizamos o valor exc = 0, 05. Duas

foram as exceções. No caso da estimativa obtida a partir do modelo de misturas

de exponenciais, foi utilizado o valor exc = 0, 01; já para a extensão dos métodos

DUET e TIFROM, utilizamos exc = 0, 3.

Alguns dos métodos necessitam que arbitremos alguns parâmetros. Estes

foram escolhidos de forma a otimizar o resultado de cada método. Para a varredura

de Zibulevski, empregamos λ = 10, com um espaçamento entre ângulos de teste

consecutivos de 0,01 radianos. No caso de misturas de exponenciais, utilizamos um

limite superior de 3 para ci (vide [67] para maiores detalhes). Já a extensão dos

métodos DUET e TIFROM utilizou M0 = 400, ξ1 = 0, 3, ξ2 = 0, 01 e J1 = 20.

A Tabela 4.1 mostra as estimativas dos métodos escolhidos para as três ma-

trizes de misturas. Nela, observamos que alguns métodos encontraram dificuldades
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Tabela 4.1: Valores reais e estimativas oriundas de métodos distintos para os três

casos abordados.

Caso 1

valores reais -0,9 -0,5 1,3

varredura de Zibulevsky -0,8935 -0,5063 1,3028

mistura de exponenciais -0,7932 -14,0721 1,2843

clusterização K-Means (média) -0,7285 -15,3975 1,1843

clusterização K-Means (mediana) -0,8226 -23,2922 1,2966

clusterização Fuzzy (média) -0,7396 7,7369 1,1951

clusterização Fuzzy (mediana) -0,8306 8,5181 1,2942

clusterização Hierárquica -0,8995 -0,5062 1,2894

extensão de DUET-TIFROM -0,9250 -0,6092 1,2890

GMM (proposto) -0,89426 -0,5010 1,3046

Caso 2

valores reais -0,9 0,5 1,3

varredura de Zibulevsky -0,8966 0,5062 1,3027

mistura de exponenciais -0,8961 0,4963 1,2883

clusterização K-Means (média) -0,8174 -70,2300 1,0931

clusterização K-Means (mediana) -0,8782 72,2792 1,2818

clusterização Fuzzy (média) -0,8695 0,5290 1,3470

clusterização Fuzzy (mediana) -0,8959 0,5213 1,3052

clusterização Hierárquica -0,8950 0,5096 1,2853

extensão de DUET-TIFROM -0,82151 0,95761 1,3000

GMM (proposto) -0,9003 0,5018 1,2994

Caso 3

valores reais -0,9 0,8 1,3

varredura de Zibulevsky -0,8993 0,8103 1,3037

mistura de exponenciais -0,9033 0,8008 1,2734

clusterização K-Means (média) -0,8116 -17,4470 1,1500

clusterização K-Means (mediana) -0,8795 -24,8988 1,2827

clusterização Fuzzy (média) -0,8661 0,7730 1,3610

clusterização Fuzzy (mediana) -0,8840 11,4023 1,2814

clusterização Hierárquica -0,9321 0,8142 1,2975

extensão de DUET-TIFROM -0,7939 0,93305 1,3306

GMM (proposto) -0,8850 0,7998 1,3014
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Tabela 4.2: Erros quadráticos médios oriundos de métodos distintos para os três

casos abordados.

Caso 1

varredura de Zibulevsky 2,9927.10-5

clusterização hierárquica 5, 0675.10−5

extensão de DUET-TIFROM 4, 2.10−3

GMM (proposto) 1,8369.10-5

Caso 2

varredura de Zibulevsky 1,9097.10-5

mistura de exponenciais 5, 5263.10−5

clusterização Fuzzy (média) 1, 3.10−3

clusterização Fuzzy (mediana) 1, 6585.10−4

clusterização hierárquica 1, 1111.10−4

extensão de DUET-TIFROM 7, 19.10−2

GMM (proposto) 1,2123.10-6

Caso 3

varredura de Zibulevsky 4,009.10-5

mistura de exponenciais 2, 3970.10−4

clusterização Fuzzy (média) 1, 9.10−3

clusterização hierárquica 4, 1221.10−4

extensão de DUET-TIFROM 10−2

GMM (proposto) 7,5271.10-5

em estimar o elemento central; por esta razão, as estimativas que divergem muito

dos valores reais estão ressaltadas em negrito. O modelo de misturas de exponenci-

ais falhou apenas no caso 1 neste quesito. Já a clusterização K-Means não logrou

sucesso nos três casos, tanto nas estimativas oriundas de medianas quanto nas obti-

das a partir de médias. A clusterização Fuzzy falhou no primeiro caso, enquanto que

no terceiro a clusterização Fuzzy baseada em medianas também não obteve sucesso.

Na Tabela 4.2 apresentamos os erros quadráticos médios de cada método que,

em cada um dos casos, obteve sucesso nas estimativas. Nos três casos estudados,

o método proposto foi superior a todos nos casos 1 e 2, sendo o segundo melhor

no caso 3. Os dois melhores métodos em cada caso encontram-se ressaltados em

negrito.

O erro quadrático médio global (ou seja, de todos os três casos) é mostrado

na Tabela 4.3. Seriam necessários testes estat́ısticos mais exaustivos para permitirem

uma conclusão decisiva, mas esta tabela mostra que o método proposto apresenta

erros compat́ıveis com os métodos concorrentes dispońıveis na literatura (foi o se-
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Tabela 4.3: Erros quadráticos médios globais dos quatro métodos que foram bem-

sucedidos em todos os casos.

Método Erro quadrático médio global

varredura de Zibulevsky 2, 9704.10−5

clusterização hierárquica 1, 9133.10−4

extensão de DUET-TIFROM 2, 87.10−2

GMM (proposto) 3, 1618.10−5

gundo melhor nos casos analisados).

4.3 Problema da reconstrução das fontes

Admitindo que as amostras de cada fonte são regidas por uma distribuição ex-

ponencial, a densidade de probabilidade conjunta da i-ésima fonte pode ser expressa

como:
K∏

n=1

1

2µ
e−

|si(n)|
µ =

1

2nµn
e−

1
µ

∑K
n=1 |si(n)|, (4.44)

donde decorre, de forma trivial, que a solução de máxima probabilidade é a estima-

tiva das fontes cuja soma dos módulos é menor. Esta constatação inspirou o método

de reconstrução das fontes mais utilizado. Este método denomina-se “caminho mais

curto” [63] (em inglês, shortest path), o qual estima a cada instante n o vetor s(n)

que tenha norma l1 mı́nima (sujeito à restrição x(n) = Hs(n)). Pode-se provar

que a solução deste problema possui N −M zeros [74],[82],[83]. Dáı sua solução ser

parti- cularmente rápida, como mostrado no exemplo ilustrativo abaixo (para o caso

2× 3).

Seja uma matriz de misturas (estimada) igual a:

Ĥ =

 1 1 1

0, 2 1, 1 −2

 . (4.45)

Primeiramente, cumpre tornar, por justiça, de norma unitária os vetores cor-

respondentes à cada uma das direções, bastando normalizar cada coluna da matriz

acima. Devido à ambigüidade de escalamento inerente aos métodos de separação

101



cega [84], esta operação não é problemática. Dáı:

Ĥn =

0, 98058 0, 6726 0, 44721

0, 19612 0, 73994 −0, 89443

 . (4.46)

Suponhamos que num instante n tenhamos:

x(n) =

 0, 91

−0, 356

 . (4.47)

Supondo que apenas M fontes (considerando aqui M = 2) contribuem para

o vetor acima (sendo a restante nula), efetuamos as seguintes estimativas:

I :

ŝ1(n)

ŝ2(n)

 =

0, 9806 0, 6726

0, 1961 0, 7399

−1  0, 91

−0, 356

 =

 1, 5376

−0, 8887


ŝ3(n) = 0 e

3∑
i=1

|ŝi(n)| = 2, 4263

II :

ŝ1(n)

ŝ3(n)

 =

0, 9806 0, 4472

0, 1961 −0, 8944

−1  0, 91

−0, 356

 =

0, 6786

0, 5468


ŝ2(n) = 0 e

3∑
i=1

|ŝi(n)| = 1, 2255

III :

ŝ2(n)

ŝ3(n)

 =

0, 6726 0, 4472

0, 7399 −0, 8944

−1  0, 91

−0, 356

 =

 0, 702

0, 9788


ŝ1(n) = 0 e

3∑
i=1

|ŝi(n)| = 1, 6809

Sendo a estimativa II a que possui menor soma dos módulos, ela seria a

escolhida pelo método do caminho mais curto. Cabe observar que as inversões de

matrizes necessárias acima só necessitam ser calculadas uma única vez, a partir da

estimativa da matriz de mistura, pois independem de n. Quando M iguala N , o

método acima coincide com o praticado na maioria dos algoritmos baseados em ICA.

4.3.1 Proposta I: Decomposição das fontes por meio de ban-

cos de filtros não criticamente decimados

É sabido que podemos entender a transformada discreta de Fourier como ori-

unda de um banco de filtros de análise [75]. Já a transformada wavelet, no domı́nio
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discreto, costuma ser aproximada mediante uma implementação com banco de fil-

tros.

Interpretando a transformada wavelet (aproximada) como um banco de fil-

tros, verificamos que o banco de filtros de śıntese pode ser projetado de forma precisa

para evitar efeitos de aliasing na sáıda [75]. Porém, qualquer modificação efetuada

nos sinais antes de os mesmos serem introduzidos no banco de filtros de śıntese (como

por exemplo a quantização) destrói esse delicado equiĺıbrio, permitindo o surgimento

de efeitos de aliasing. Quanto maior o fator de decimação, mais senśıvel a per-

turbações é o banco de filtros. Comumente, os artigos de análise de componentes

esparsos que recorrem ao wavelet packet utilizam um banco de filtros criticamente

decimado. Este fato, aliado ao fato de que a decomposição wavelet de cada fonte

a que temos acesso na etapa de reconstrução não é a real (mas uma mera estima-

tiva), pode tornar o aliasing um fator não despreźıvel no erro total. Se isso ocorre,

conclui-se que parte do erro não se deve ao método de reconstrução das fontes, mas é

oriundo de aliasing. Utilizar fatores de decimação/interpolação menores pode ajudar

a reduzir a distorção por aliasing. Motivada por estas informações, nossa proposta

consiste em recorrer a bancos de filtros com fatores de decimação inferiores ao fator

cŕıtico e averigüar se as razões sinal-interferência, sinal-rúıdo e sinal-artefato sofrem

uma redução senśıvel. Em outras palavras, investigamos a influência do aliasing no

erro de reconstrução.

4.3.2 Proposta II: Minimização de norma lp, p 6= 1

A abordagem de minimização da norma l1 pode ser deduzida mediante uma

análise de máxima probabilidade a posteriori, admitindo que os coeficientes das

fontes apresentam distribuições exponenciais [85]. Porém, é sabido que a distribuição

destes coeficientes não é exatamente uma exponencial. Logo, não necessariamente

a melhor solução seria a de mı́nima norma l1. Por isso, há a proposta [86] de mi-

nimizar a norma lp (p ≤ 1). Esta abordagem pode se traduzir em melhoras no caso

de separação de sinais de áudio. Nossa proposta consiste em minimizar a norma

lp, onde p pode ser maior do que 1, caso surpreendentemente pouco explorado [87].

Nosso algoritmo de otimização, embora mais demorado, minimiza a norma lp sem a

restrição p ≤ 1. Assim, podemos responder à questão: será que uma norma lp com
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p > 1, pode trazer benef́ıcios à separação de sinais de áudio?

O problema em questão é minimizar ||ŝ(n)||p, sujeito à restrição x(n) =

Hŝ(n). Havendo M misturas, há M equações; já que o número de fontes N supera

o número de misturas M (caso indeterminado), temos N −M graus de liberdade.

Suporemos que N −M é igual a 1; é posśıvel utilizar nosso algoritmo para os casos

N −M = c > 1, porém caso c seja alto, pode advir uma “maldição da dimensionali-

dade” tornando intoleravelmente lento o processo de otimização.

Nossa proposta consiste primeiramente em arbitrar os limites de ŝN(n) (a

estimativa da fonte N no instante n). Se o intervalo [a, b] for suficientemente ex-

tenso, espera-se que a solução ótima ŝ∗N(n) esteja dentro dele. Como há apenas um

grau de liberdade (supondo N − M = 1), arbitrar um valor para ŝN(n) implica

arbitrar a solução ŝ(n). Variando o elemento ŝN(n) no intervalo [a, b], em L pontos

uniformemente espaçados, calculamos a norma lp da solução ŝ(n) correspondente.

A solução com menor norma lp será a estimativa inicial de nosso algoritmo. Seja

∆ a distância entre os pontos ŝN(n) utilizados no intervalo [a, b]. Podemos refinar

a solução, dividindo o intervalo [ŝ∗ − ∆ + ε, ŝ∗ + ∆ − ε] em L pontos novamente e

repetindo o procedimento acima (ε é uma constante positiva próxima de zero). Este

refinamento é efetuado diversas vezes. No caso p = 1, onde os valores ótimos são

facilmente encontrados, a estimativa do nosso método apresenta um erro quadrático

médio (comparada com a solução ótima), em nossas simulações, da ordem de 10−16.

4.3.3 Proposta III: Introdução de um critério de continuidade

Os métodos de separação de fontes que recorrem a uma transformada partem

da hipótese de que os coeficientes destas fontes no domı́nio da transformada são in-

dependentes. Isto, como sabemos, é falso. Na realidade, seria mais justo dizer que

estes métodos, em geral, não utilizam a informação oriunda de uma eventual de-

pendência estat́ıstica entre coeficientes próximos na decomposição [16]. Recorrer

a esta dependência pode trazer benef́ıcios ao processo de reconstrução das fontes,

benef́ıcios estes ainda mais expĺıcitos no caso ruidoso [88],[89].

O artigo [90] utiliza um critério de minimização da norma quadrática da

diferença entre coeficientes sucessivos, com relativamente bons resultados para o
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difićılimo caso M = 1 (onde, como vimos, não se aplica a análise de componentes

esparsos). Inspirada nesta abordagem, nossa proposta verifica se um critério de

continuidade pode nos auxiliar quando no estágio de reconstrução exploramos a di-

versidade espacial.

No caso indeterminado, desejamos estimar S sabendo que X = HS. Como

há menos misturas do que fontes, há infinitas soluções. Admitir a esparsidade (e

algumas hipóteses quanto às distribuições de probabilidade dos coeficientes) nos per-

mite escolher a solução de norma mı́nima; da mesma forma, admitir a continuidade

implica escolher a solução - também sujeita à restrição X = HS - que apresenta

menor norma quadrática da diferença entre sucessivas colunas de Ŝ.

Seja cs a média da norma l1 da estimativa Ŝ e ct dado por [90]:

ct(Ŝ) =
N∑

i=1

1

σ2
i

K∑
n=2

(ŝi(n)− ŝi(n− 1))2, (4.48)

onde σ2
i é a variância da i-ésima linha de Ŝ (estimativa da i-ésima fonte). Definindo

a função custo por:

c(Ŝ) = cs + αct, (4.49)

onde α é uma constante não-negativa, podemos alterar a solução Ŝ, no sentido de

torná-la menos descont́ınua à medida em que aumentamos α.

No caso 2 × 3 (2 misturas e 3 fontes), a otimização consiste em estimar a

terceira linha de S. As duas primeiras linhas são determinadas a partir da terceira

(e das matrizes X e H). O método de otimização é o analisado em [91]. Avaliamos

se há certos valores de α que incrementam o processo de reconstrução das fontes.

4.3.4 Simulações

Em todos os experimentos abaixo, as fontes são sinais de áudio, amostrados

em 16 kHz e com uma duração de aproximadamente 10s.

4.3.4.1 Avaliação da dificuldade da etapa de reconstrução

Espera-se que reduzir o número de misturas, mantendo fixo o de fontes,

torne o problema de separação mais dif́ıcil, assim como aumentar o número de
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fontes, mantendo o de misturas. Por outro lado, espera-se que manter o número de

misturas igual ao de fontes menos 1 (M = N − 1) seja um processo que apresente

mais facilidade à medida em que se aumente o número de fontes (o caso 2 × 3

- 2 misturas e 3 fontes - deve ser mais dif́ıcil que o caso 15 × 16). Claro que

“facilidade” refere-se à capacidade de estimarmos as fontes, e não à uma carga

computacional mais leve. Para analisarmos esta dificuldade, suporemos que a matriz

de mistura foi estimada com perfeição (portanto, concentramo-nos sobre o problema

da reconstrução). Quando o número de fontes iguala o de misturas, a reconstrução

é idealmente perfeita (meramente uma inversão de matriz).

Para avaliar a dificuldade da reconstrução, optamos trabalhar com a medida

logerr, definida como:

logerr = 10.log10(err) [dB], (4.50)

onde err é o erro quadrático médio de reconstrução.

Em nossas simulações, quando o número de fontes iguala o de misturas, o

logerr obtido foi da ordem de −300 dB, devido à presença de erros de aproximação

inerentes ao processo computacional.

Apresentaremos resultados experimentais da medida logerr que permitem

avaliar de forma quantitativa a dificuldade do problema M ×N , avaliação esta que

não encontramos na literatura. Por exemplo: será que o caso N − 1 × N converge

para um logerr de −300 dB com rapidez? Seria o caso 6×9 mais fácil ou mais dif́ıcil

do que o caso 7× 11? Estas questões são avaliadas experimentalmente.

Algumas das configurações testadas são custosas computacionalmente. Por

exemplo, o caso M = 7 e N = 14 apresenta um total de 3.432 combinações posśıveis,

cada qual representando uma matriz que deve ser invertida e multiplicada por cada

x(n), para escolha da estimativa das fontes de norma mı́nima.

Devido ao custo computacional, os resultados foram obtidos a partir de

uma única matriz de mistura. Cabe ressaltar que alguns dos casos foram testados

com outras matrizes, e as diferenças não foram grandes, verificando-se as mesmas

tendências das aqui apresentadas.

A Tabela 4.4 mostra o logerr para M = 2, 3, 4 e 5 e com o número de fontes

variando de M + 1 a 14 (foi utilizado o método do caminho mais curto para a re-

construção). Nesta tabela, verificamos que os valores de logerr estão sempre muito
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Tabela 4.4: A medida logerr para diferentes números de fontes e de misturas.

N M = 2 M = 3 M = 4 M = 5

3 -58,2053 - - -

4 -54,6925 -59,0981 - -

5 -53,4984 -56,8474 -61,6515 -

6 -52,4642 -55,1108 -58,8246 -65,4921

7 -51,4316 -53,6193 -56,9674 -60,7552

8 -50,8565 -53,0169 -55,8057 -58,5670

9 -50,8025 -52,9024 -54,7776 -57,1363

10 -50,4775 -52,2491 -53,8465 -55,8809

11 -50,4327 -52,1100 -53,5353 -55,5539

12 -50,4540 -52,2785 -53,7092 -55,6336

13 -50,2494 -52,2430 -53,6964 -55,4514

14 -50,0018 -51,7977 -53,1781 -54,3524

distantes de -300 dB. Outro dado a destacar é que uma pequena diferença no logerr

implica grande diferença nos resultados. Por exemplo: o caso 2 × 3 apresenta es-

timativas muito melhores do que o caso 2 × 14; porém, a diferença no logerr entre

estes casos foi de 8,2035 dB.

Também é intuitivo esperar que aumentar o número M de misturas implica

facilitar a reconstrução das fontes. As Figuras 4.7 e 4.8 mostram os resultados para

N = 7, . . . , 14, os quais corroboram estas expectativas. O caso M = N − 1 é apre-

sentado na Figura 4.9.

Alguns dados interessantes podem ser destacados. Pela pequena diferença

nas medidas de logerr, podemos concluir que o problema 12 × 13 possui pratica-

mente a mesma dificuldade que o 13 × 14; isto também ocorre com os conjuntos

(7 × 8, 12 × 14), (8 × 10, 9 × 12), (8 × 12, 4 × 5), (7 × 11, 8 × 14), (3 × 4, 7 × 12),

(4×6, 7×13), (5×9, 6×11) , (6×12, 7×14), (3×5, 4×7, 6×13), (4×8, 5×10, 6×14)

e (2× 4, 4× 9).

O caso 13× 14 ainda está bem longe de possuir um logerr da ordem de -300

dB, que seria aproximadamente o erro no caso 14×14. Como na prática dificilmente

contemplaremos muito mais do que 14 fontes, podemos dizer que o mesmo no caso

N −1×N com N elevado o erro ainda é muito elevado no processo de reconstrução.
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Figura 4.7: Medida logerr em função do número de misturas para N = 7, 8, 9 e 10.

Figura 4.8: Medida logerr em função do número de misturas para N = 11, 12, 13 e

14.
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Figura 4.9: Medida logerr em função do número de misturas para o caso M×M+1.

4.3.4.2 Banco de filtros não criticamente decimados

Para avaliar os resultados da separação, aqui optamos por três medidas: SIR,

SAR e SDR (respectivamente, razão sinal-rúıdo, razão sinal-artefato e razão sinal-

distorção), calculadas a partir da proposta de [28]. Não foi utilizada apenas a medida

SIR porque esta apenas mede a interferência oriunda de outras fontes, negligenciando

o rúıdo musical (artefatos do tipo “burbling”), o qual muitas vezes provoca mais

desconforto na audição do que a interferência. Como a decimação não cŕıtica alivia

este tipo de artefatos, as medidas SAR e SDR também foram empregadas. Supondo

fontes si (i = 1, . . . ,M) descorrelacionados e ausência de rúıdo de medição, podemos

decompor ŝj (a estimativa da j-ésima fonte) como [28]:

starget =
〈ŝj, sj〉 sj

||sj||2
, (4.51)

einterf =
∑
j′ 6=j

〈ŝj, ŝj′〉 sj′

||sj′||2
, (4.52)

eartef = ŝj − starget − einterf, (4.53)

de modo que:

sj = starget + einterf + eartef. (4.54)
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Após esta decomposição, [28] calcula o SIR, o SAR e o SDR da forma a

seguir:

SIR = 10log10

||starget||2

||einterf||2
, (4.55)

SAR = 10log10

||starget + einterf||2

||eartef||
, (4.56)

SDR = 10log10

||starget||2

||einterf + eartef||2
. (4.57)

Utilizamos, para comparação, 4 diferentes wavelets : bior6.8, coif5, db16 e

sym9. Os ńıveis de decomposição foram variados de 1 a 7; os fatores de decimação

D5 foram variados em potências de 2 variando de 1 a 2L, onde L é o número de

ńıveis de decomposição. Os resultados constam nas Tabelas 4.5, 4.6, 4.7 e 4.8.

Nestas tabelas, vemos uma tendência de as três medidas de desempenho

adotadas melhorarem com o aumento do número de ńıveis de decomposição. Na

literatura em geral são utilizados 7 ńıveis de decomposição (L = 7). Este resultado

é explicado pela tendência de os coeficientes da decomposição tornarem-se mais es-

parsos com o aumento de L, o que facilita a Análise de Componentes Esparsos.

Outra informação a ressaltar das tabelas é a relativa independência das medi-

das de desempenho em relação às wavelets escolhidas. As quatro wavelets apresen-

taram resultados bastante próximos de SIR, SAR e SDR. A wavelet que apresentou

os melhores resultados (ligeiramente superiores) foi a db16.

Quanto ao fator de decimação, verificamos que sua redução implica melhoras

nas três medidas de desempenho. O SIR apresenta, em alguns casos, algumas atip-

ias. Por esta razão, enfocaremos as medidas de SAR e SDR. As melhoras citadas

podem ser atribúıdas à redução dos efeitos de aliasing. É posśıvel que o aumento

de informação dispońıvel também possa contribuir para estas melhoras.

5Cabe ressaltar que neste caṕıtulo o parâmetro D difere do caṕıtulo anterior.
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Tabela 4.5: Resultados finais para sinais de voz com wavelet bior6.8. L é o número

de ńıveis de decomposição, e D é o fator de decimação.

wavelet L D SIR (dB) SAR (dB) SDR (dB)

bior6.8 1 1 10.614 9.4051 13.7891

bior6.8 1 2 10.6054 9.3488 13.7574

bior6.8 2 1 10.7224 9.5189 13.9777

bior6.8 2 2 10.7153 9.5078 13.965

bior6.8 2 4 10.7063 9.3534 13.9244

bior6.8 3 1 10.8061 9.9541 13.9869

bior6.8 3 2 10.8036 9.9479 13.9919

bior6.8 3 4 10.8179 9.9088 13.9575

bior6.8 3 8 10.8333 9.4407 13.9178

bior6.8 4 1 11.2727 10.9013 14.0459

bior6.8 4 2 11.2747 10.9019 14.0479

bior6.8 4 4 11.2765 10.884 14.0433

bior6.8 4 8 11.2812 10.7109 14.0238

bior6.8 4 16 11.413 9.3979 13.9584

bior6.8 5 1 11.954 11.8158 14.8234

bior6.8 5 2 11.9515 11.8129 14.8183

bior6.8 5 4 11.9369 11.7955 14.8038

bior6.8 5 8 11.9506 11.7281 14.8169

bior6.8 5 16 11.9935 11.2541 14.7864

bior6.8 5 32 12.2216 10.0536 15.0324

bior6.8 6 1 12.4902 11.373 15.1104

bior6.8 6 2 12.49 11.3713 15.1092

bior6.8 6 4 12.4854 11.3648 15.0923

bior6.8 6 8 12.5447 11.3304 15.1415

bior6.8 6 16 12.5472 11.0488 15.1979

bior6.8 6 32 12.6725 10.4806 15.5375

bior6.8 6 64 12.6927 10.0779 15.7576

bior6.8 7 1 13.8874 12.1432 16.9442

bior6.8 7 2 13.888 12.1422 16.9453

bior6.8 7 4 13.8852 12.1337 16.9372

bior6.8 7 8 13.9437 12.1553 16.9526

bior6.8 7 16 13.961 11.9532 16.8611

bior6.8 7 32 14.0659 11.6105 16.9458

bior6.8 7 64 14.0405 11.4995 16.9284

bior6.8 7 128 14.0119 10.7405 16.6818
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Tabela 4.6: Resultados finais para sinais de voz com wavelet coif5. L é o número de

ńıveis de decomposição, e D é o fator de decimação.

wavelet L D SIR (dB) SAR (dB) SDR (dB)

coif5 1 1 10.6217 9.3777 13.802

coif5 1 2 10.6136 9.3268 13.7722

coif5 2 1 10.7163 9.4755 13.9484

coif5 2 2 10.7098 9.4648 13.9448

coif5 2 4 10.7156 9.3477 13.9641

coif5 3 1 10.7877 9.8606 13.9879

coif5 3 2 10.7858 9.8546 13.9983

coif5 3 4 10.7718 9.8286 14.024

coif5 3 8 10.7593 9.2396 14.0404

coif5 4 1 11.1932 10.8924 14.0707

coif5 4 2 11.1936 10.8925 14.0576

coif5 4 4 11.1961 10.8836 14.041

coif5 4 8 11.2094 10.7444 13.9803

coif5 4 16 11.1812 9.3799 13.9569

coif5 5 1 12.113 11.9386 15.0574

coif5 5 2 12.1128 11.9374 15.0527

coif5 5 4 12.1211 11.9259 15.0673

coif5 5 8 12.1587 11.8676 15.0857

coif5 5 16 12.2306 11.2326 14.9991

coif5 5 32 12.3348 10.1954 15.0585

coif5 6 1 12.78 11.6045 15.5085

coif5 6 2 12.7799 11.6043 15.5043

coif5 6 4 12.7852 11.5925 15.5188

coif5 6 8 12.7777 11.4936 15.472

coif5 6 16 12.8424 11.0736 15.4012

coif5 6 32 12.8573 10.4992 15.3746

coif5 6 64 12.8221 10.0706 15.3882

coif5 7 1 14.3115 12.2876 17.3842

coif5 7 2 14.3117 12.2876 17.3816

coif5 7 4 14.3149 12.2809 17.384

coif5 7 8 14.3169 12.1864 17.3596

coif5 7 16 14.4128 11.8485 17.3366

coif5 7 32 14.4343 11.4529 17.1967

coif5 7 64 14.4208 11.3138 17.2939

coif5 7 128 14.4371 10.5526 17.1118
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Tabela 4.7: Resultados finais para sinais de voz com wavelet db16. L é o número

de ńıveis de decomposição, e D é o fator de decimação.

wavelet L D SIR (dB) SAR (dB) SDR (dB)

db16 1 1 10.6223 9.38 13.8609

db16 1 2 10.6221 9.3378 13.8673

db16 2 1 10.7178 9.4718 14.1203

db16 2 2 10.7137 9.4611 14.1356

db16 2 4 10.7208 9.3212 14.1929

db16 3 1 10.8008 9.83 13.8317

db16 3 2 10.7987 9.8264 13.8261

db16 3 4 10.7826 9.7835 13.8897

db16 3 8 10.7715 9.2477 13.7353

db16 4 1 10.9159 10.7535 13.5088

db16 4 2 10.9156 10.7525 13.5403

db16 4 4 10.9103 10.7223 13.6043

db16 4 8 10.8736 10.4792 13.7483

db16 4 16 10.9076 9.1689 13.9359

db16 5 1 12.1011 11.9116 15.0594

db16 5 2 12.1015 11.909 15.0509

db16 5 4 12.1035 11.8929 15.0261

db16 5 8 12.0829 11.8007 14.964

db16 5 16 11.9938 11.2554 14.7882

db16 5 32 11.8019 9.8841 14.4262

db16 6 1 12.9863 11.746 15.6594

db16 6 2 12.986 11.7445 15.6583

db16 6 4 12.9886 11.7362 15.6646

db16 6 8 12.9532 11.6059 15.6326

db16 6 16 12.898 11.3308 15.4947

db16 6 32 12.8248 10.5439 15.2441

db16 6 64 12.8137 10.2239 15.1191

db16 7 1 14.6067 12.4074 17.4663

db16 7 2 14.6074 12.4066 17.4636

db16 7 4 14.6082 12.4021 17.4633

db16 7 8 14.5721 12.2857 17.4271

db16 7 16 14.499 12.1206 17.3258

db16 7 32 14.4583 11.4699 17.0871

db16 7 64 14.4539 11.3166 17.0727

db16 7 128 14.4991 10.554 16.8822
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Tabela 4.8: Resultados finais para sinais de voz com wavelet sym9. L é o número

de ńıveis de decomposição, e D é o fator de decimação.

wavelet L D SIR (dB) SAR (dB) SDR (dB)

sym9 1 1 10.621 9.3807 13.8285

sym9 1 2 10.6328 9.3416 13.7806

sym9 2 1 10.7059 9.468 13.9858

sym9 2 2 10.7094 9.4619 13.9858

sym9 2 4 10.7321 9.3598 14.1333

sym9 3 1 10.7676 9.8612 13.9822

sym9 3 2 10.7656 9.8545 13.993

sym9 3 4 10.7554 9.8334 13.9889

sym9 3 8 10.776 9.3191 14.0316

sym9 4 1 11.1416 10.885 14.023

sym9 4 2 11.1374 10.8782 14.0207

sym9 4 4 11.1313 10.8693 14.0273

sym9 4 8 11.1404 10.7435 14.0445

sym9 4 16 11.1543 9.4297 13.824

sym9 5 1 11.9575 11.8512 14.9073

sym9 5 2 11.9573 11.8477 14.9085

sym9 5 4 11.9649 11.8461 14.8859

sym9 5 8 11.9704 11.7809 14.898

sym9 5 16 11.9567 11.2033 14.7912

sym9 5 32 11.6563 9.721 14.3222

sym9 6 1 12.6608 11.5503 15.3999

sym9 6 2 12.6604 11.548 15.3949

sym9 6 4 12.6635 11.5383 15.4008

sym9 6 8 12.6402 11.448 15.3152

sym9 6 16 12.5775 11.0599 15.2379

sym9 6 32 12.4986 10.3759 15.1029

sym9 6 64 12.4346 9.9404 14.9599

sym9 7 1 14.1004 12.1996 17.1699

sym9 7 2 14.1011 12.1967 17.1595

sym9 7 4 14.1024 12.1876 17.169

sym9 7 8 14.0709 12.0951 17.1009

sym9 7 16 13.9708 11.7921 17.0066

sym9 7 32 13.8821 11.2666 16.7658

sym9 7 64 13.9459 11.1625 16.7511

sym9 7 128 14.0138 10.267 16.3338
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Tabela 4.9: Melhora obtida nas medidas SAR e SDR quando não se recorre à de-

cimação. Foi utilizada uma decomposição de 7 ńıveis.

wavelet melhora no SAR melhora no SDR

bior6.8 1,4027 0,2624

coif5 1,7350 0,2724

db16 1,8534 0,5841

sym9 1,9326 0,8361

A Tabela 4.9 apresenta as melhoras no SAR e no SDR nas quatro wavelets

escolhidas, com 7 ńıveis de decomposição. A melhora foi obtida subtraindo-se a

medida obtida quando se utilizou fator de decimação unitário (sem decimação) da

medida obtida quando a decimação foi cŕıtica. Nesta tabela, verificamos melhoras

no SAR variando de 1,4027 a 1,9326 dB e melhoras no SDR de 0,2624 a 0,8361 dB.

4.3.4.3 Variação do número de fontes nulas a cada instante

Os métodos que contemplam a separação no caso indeterminado supõem, via

de regra, que o número de fontes ativas (ou não-nulas) a cada instante é fixo. Em

geral, este número ou é 1 ou M . Assim, ou admite-se apenas uma fonte ativa a

cada instante (sendo as restantes consideradas nulas, numa forma de mascaramento

binário) [61], ou iguala-se o número de fontes ativas em todos os instantes ao número

de misturas M (abordagem classicamente efetuada pelo método do caminho mais

curto, com melhores resultados que os do mascaramento binário) [63],[64],[74].

Porém, [92] introduziu o conceito de “esparsidade generalizada” (generalized

sparseness), o qual permite a variação do número estimado de fontes ativas a cada

instante n (daqui em diante denominado ŝact(n)), no intervalo [1,M ]. Inspirados

nesta proposta, investigamos experimentalmente os benef́ıcios de variar-se ŝact com

n, não mantendo-o fixo em 1 ou em M .

Nossa abordagem (também denominada de “melhor caso”) mantém distinções

importantes em relação à apresentada em [92], entre as quais destacamos: (a) avalia

quantitativamente a maior melhora posśıvel dentro do nosso universo de possibili-

dades, expondo uma espécie de limite superior de desempenho; (b) não estima as

fontes a partir de uma mı́nima distância quadrática entre Hŝ(n) e x(n), mas medi-
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ante o método do caminho mais curto e (c) não testa todas as combinações de fontes

sendo nulas, zerando apenas as fontes (estimadas) que produziriam um erro menor

caso fossem iguais a zero, numa estirpe de hard threshold, o qual agiliza bastante a

estimativa ao evitar um cálculo combinatorial.

Nossa proposta consiste das seguintes etapas, efetuadas para cada instante n:

(I) estimar as fontes utilizando o método do caminho mais curto;

(II) igualar a zero cada uma das fontes ativas estimadas, verificando qual o valor

mais próximo do real (0 ou o estimado em (I))

(III) no caso de a j-ésima fonte (estimada) ŝj(n) tornada nula apresentar erro menor

em relação à fonte real do que a fonte estimada (|ŝj(n) − sj(n)| > |sj(n)|),

anular ŝj(n).

Obviamente, esta proposta, necessitando do conhecimento das fontes reais,

não se presta a propósitos de separação; apenas é útil para o estabelecimento de um

limite de desempenho. Neste sentido, não cabe compará-la com o método apresen-

tado em [92]. Foi contemplado nesta seção o caso M ×M + 1.

A Tabela 4.10 apresenta a redução em porcentagem do erro quadrático médio

de reconstrução utilizando um número variável de fontes nulas (limite superior de

desempenho). Os resultados que constam nesta tabela nos permitem concluir que

variar o número de fontes ativas a cada instante é um procedimento que pode reduzir

significativamente o erro na reconstrução (pelo menos 20%6, podendo chegar a 40%,

no caso N − 1×N). O caso que apresentou maior redução percentual foi o 2× 3, o

mais dif́ıcil.

Já a Figura 4.10 apresenta a medida logerr do método de reconstrução origi-

nal (com ŝact(n) fixo) e com o melhor caso, num caso onde foi utilizada outra matriz

de misturas. Novamente, vemos uma redução significativa caso empreguemos o mel-

hor caso, em geral da ordem de 1,7 dB de logerr.

A partir do momento em que avaliamos a magnitude da melhora obtida

6Sempre que utilizamos medidas de redução em porcentagem, não aplicamos o logaritmo na

medida correspondente.
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Tabela 4.10: Melhora via melhor caso no erro quadrático médio de reconstrução

para o caso N − 1×N .

N Redução no erro

de reconstrução (%)

3 40, 37

4 34, 62

5 32, 65

6 33, 78

7 33, 56

8 32, 45

9 30, 41

10 31, 37

11 23, 05

12 34, 67

13 34, 87

14 34, 32

Tabela 4.11: Distribuição de ŝact(n) para diferentes números de fontes.

N 0 1 2 3 4 5 6

3 0 77282 76574 - - - -

4 0 9371 70331 74154 - - -

5 0 5243 29206 57147 62260 - -

6 0 0 5341 36848 55662 56005 -

7 0 0 783 12229 36260 51266 53318

com o melhor caso, cumpre investigar a distribuição de ŝact(n) nos casos analisa-

dos. Esta distribuição é importante, pois orienta posśıveis algoritmos que recorram

à mudança do número de fontes ativas a cada instante. A distribuição é mostrada

na Tabela 4.11 e nas Figuras 4.11 e 4.12. O primeiro fato digno de nota é o de

que nunca, em nossas simulações, encontramos uma solução ótima que consistia em

zerar todas as estimativas. Outra tendência a ressaltar é a de que, na maior parte

das vezes, ŝact(n) deve estar próximo a M (número de misturas), embora na maioria

das vezes seja interessante não fazer ŝact(n) = M . Em geral, o valor ŝact(n) = M

foi o mais esco- lhido. Porém, interessantemente, quando é grande o número de

fontes (N = 12, 13 ou 14), a escolha mais numerosa foi M − 1 (possivelmente, com

o aumento do número de fontes, outras escolhas possam ser mais vantajosas).
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Figura 4.10: Comparação dos erros de reconstrução dos métodos caminho mais curto

e melhor caso.

Figura 4.11: Distribuição de ŝact(n) via melhor caso com diferentes números de

fontes. (a) N = 7, (b) N = 8, (c) N = 9 e (d) N = 10.
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Figura 4.12: Distribuição de ŝact(n) via melhor caso com diferentes números de

fontes. (a) N = 11, (b) N = 12, (c) N = 13 e (d) N = 14.

4.3.4.4 Minimização da norma lp (p 6= 1)

Para avaliar a influência do parâmetro p na separação de fontes, utilizamos

três sinais de voz e geramos sinteticamente duas misturas instantânea. O parâmetro

p foi variado de 0,7 a 1,3. A cada valor de p foi efetuado o cálculo da medida logerr

correspondente. Este procedimento gerou os dados apresentados na Figura 4.13.

Nesta figura, observamos que o valor p = 1 não é o ótimo. Verifica-se

também que valores de p superiores a 1 não resultam em benef́ıcios expĺıcitos para

a sepa- ração. Em geral, há piora de separação nesta configuração; em alguns

(poucos) valores, houve uma melhora muito pequena. Logo, não é interessante uti-

lizar a condição p > 1.

Já quando empregamos p < 1, existem claramente valores de p que incremen-

tam o desempenho do processo de estimativa das fontes. A Figura 4.13 mostra que

a melhor situação reside em p ≈ 0, 9, onde a redução do erro de reconstrução foi de

aproximadamente 1, 5%, uma melhora não muito significativa. Em [86], verifica-se

que este valor gera uma razão sinal-artefato ótima, embora, neste artigo, este valor

não seja o melhor em termos de razão sinal-distorção e razão sinal-interferência, os
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Figura 4.13: Erro de reconstrução em função da minimização da norma p.

Figura 4.14: Erro de reconstrução em função do parâmetro α.
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quais apresentam melhores resultados com valores de p ainda menores.

4.3.4.5 Adoção de um Critério de Continuidade

Utilizando novamente três sinais de voz e gerando duas misturas, variamos o

parâmetro α e obtemos o logerr correspondente. Este procedimento gerou os dados

apresentados na Figura 4.14. Valores de α não-negativos e maiores que o limite

superior do intervalo considerado apresentam resultados praticamente constantes.

O mesmo ocorre com valores α inferiores ao limite inferior do intervalo apresentado,

com a diferença de o logerr da reconstrução ser menor.

Vemos que a introdução do critério de continuidade traz benef́ıcios às estima-

tivas das fontes. Porém, a melhora é insignificante, sendo da ordem de 0, 036%. Em

outras palavras, a inserção do critério de continuidade adotado não é interessante,

à medida em que não se traduz em ganhos razoáveis de desempenho. Isto significa

que a informação oriunda da diversidade espacial das fontes é muito mais confiável

do que o critério de continuidade adotado.

4.4 Considerações Finais

Neste caṕıtulo, abordamos o problema da separação de fontes em misturas in-

determinadas lineares e instantâneas, no caso de existirem pelo menos duas misturas.

Separar as fontes nesta configuração, como vimos, é um problema que costuma ser

dividido em quatro passos.

O primeiro passo consiste em aplicar uma transformada linear esparsificadora

às misturas. As transformadas mais utilizadas são a STFT e a wavelet packet, sendo

esta última a adotada neste caṕıtulo. Quando utilizamos um número de ńıveis de

decomposição próximo de 7 (o mais comum na literatura), verificamos uma relativa

independência da qualidade das estimativas das fontes em relação à wavelet esco-

lhida.

O segundo passo se dedica a estimar a matriz de misturas. Neste caṕıtulo,

foram detalhadas as principais técnicas enfocadas neste problema: a varredura de
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Zibulevsky, o modelo de misturas de exponenciais, os métodos de clusterização K-

means, fuzzy-C e hierárquica, o método DUET, a extensão dos métodos DUET e

TIFROM. Foi proposta uma nova técnica, a qual utiliza um modelo de misturas de

gaussianas. Em nossos testes, o método proposto se revelou bastante competitivo

em relação aos concorrentes.

O terceiro passo consiste em estimar a representação de cada uma das fontes

no domı́nio da transformada. Foi avaliada a possibilidade de se minimizar normas

das estimativas diferentes de lp, com p = 1. Verificamos que valores de p < 1 real-

mente são os mais interessantes e que valores de p > 1 não resultam em melhoras

significativas das estimativas das fontes. Adotamos um critério de continuidade já

utilizado no caso de apenas uma única mistura, concluindo que este critério não é

particularmente benéfico para a separação. Também verificamos que um número

variável de fontes consideradas ativas a cada instante pode provocar ganhos signi-

ficativos na separação, e que este número variável freqüentemente aproxima-se do

número M de misturas (num contexto de otimalidade).

O quarto passo é a reconstrução das fontes. Primeiramente, verificamos que

a redução do fator de decimação do banco de filtros utilizado incrementa significa-

tivamente as medidas de SAR e SDR das estimativas das fontes, o que indica a

existência de efeitos danosos de aliasing devidos à decimação cŕıtica, comumente

empregada nestas técnicas de separação. Por fim, avaliamos a dificuldade de re-

construção quando variamos o número de fontes e de misturas, verificando que a

reconstrução das fontes no caso indeterminado ainda está muito longe do caso de-

terminado.
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Caṕıtulo 5

Separação de Fontes no Caso de

Uma Única Mistura

Comumente, em problemas de separação de fontes, afirma-se que a relação

entre o número M de misturas e o número N de fontes nos permite distingüir dois

casos, os quais recorrem a técnicas bastante distintas. Estes casos seriam M ≥ N

(determinado se M = N ou sobredeterminado quando M > N) e o caso inde-

terminado (mais dif́ıcil, ocorrendo quando M < N). Porém, seria mais realista

destacar-se da classificação “indeterminado” o caso extremo M = 1, pois mesmo as

técnicas que tratam do caso indeterminado em geral não se aplicam à possibilidade

- muito comum na prática - de termos acesso a apenas uma mistura. Isto se deve,

em última análise, ao fato de que estas técnicas exploram a diversidade espacial das

fontes entre os sensores, a qual inexiste quando há apenas uma mistura. As técnicas

atualmente dedicadas à condição M = 1 são as menos bem-sucedidas dentre todas,

devido à particular dificuldade desta configuração. Esta condição extrema é o tema

deste caṕıtulo.

Há duas estratégias muito comuns, relacionadas à decomposição das misturas,

utilizadas por estas técnicas. As duas estratégias são:

(I) a partir de uma decomposição fixa, estimar a contribuição de cada uma das

fontes em cada um dos componentes;

(II) encontrar uma decomposição cujos componentes sejam associados basicamente

a apenas uma das fontes.
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Na primeira estratégia, a decomposição é fixa, enquanto que, na segunda,

é adaptativa. A estratégia (I) utiliza modelos das fontes (por exemplo, um mo-

delo estat́ıstico paramétrico devidamente treinado com trechos das fontes isoladas

ou mesmo um recurso à estrutura harmônica dos sinais) para estimar a contribuição

de cada fonte num dado componente [93]-[95]. Como é necessário um conhecimento

das caracteŕısticas das fontes, não podemos denominar as técnicas que utilizam a

estratégia (I) de “cegas” (por esta razão as denominaremos, nesta dissertação, de

“técnicas de separação supervisionada”).

Já a estratégia (II) não necessita de gravações isoladas das fontes, tampouco

de um conhecimento a priori acerca de estruturas harmônicas, à medida em que

pode recorrer a uma clusterização não supervisionada dos componentes de forma a

associá-los, de forma cega (na realidade, com pressupostos bem gerais, como o da

continuidade), a uma das fontes [90]. Porém, cabe ressaltar que os métodos para a

clusterização supracitada [96],[97] costumam deteriorar bastante os resultados (vide

[90]). Um outro exemplo promissor desta estratégia utiliza conhecimentos de psi-

coacústica e redes neurais de terceira geração (onde os neurônios são chamados de

spiking neurons) [98].

O explicado acima nos permite concluir que os métodos de separação com

apenas uma mistura baseiam-se principalmente na diversidade espectral das fontes

(e não na diversidade espacial, como a maioria dos métodos para misturas indeter-

minadas com N > M > 1).

Este caṕıtulo apresenta um novo método, fundamentado na estrutura harmô-

nica dos instrumentos musicais, que se utiliza da estratégia (I). Para efeitos de com-

paração, apresentaremos o método proposto em [93], aqui denominado FGMM, o

qual utiliza a mesma estratégia. Enfocaremos aqui o caso com duas fontes.

Da mesma forma que o método proposto em [93], o nosso método necessita

de trechos isolados das fontes, para treinamento. Neste aspecto, cumpre lembrar

que há métodos de separação de fontes harmônicas que não recorrem a trechos das

fontes em separado para treinamento [99],[100]. Estes métodos, não avaliados aqui,

são uma alternativa promissora, em especial quando não possúımos um banco de

dados dispońıvel.
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5.1 O método FGMM

Adotamos a seguir a nomenclatura de [93]. Se as fontes s1 e s2 encontram-se

misturadas de forma aditiva, podemos obviamente escrever a mistura x como:

x = s1 + s2 + n, (5.1)

onde n é considerado rúıdo branco gaussiano de variância σ2. Dentro de um paradigma

bayesiano, podemos escrever:

p(s1, s2|x) =
p(s1, s2, x)

p(x)
, (5.2)

p(s1, s2, x)

p(x)
=
p(x|s1, s2)p(s1, s2)

p(x)
, (5.3)

p(s1, s2|x) ∝ p(x|s1, s2)p1(s1)p2(s2). (5.4)

A Eq. (5.4) foi obtida admitindo-se a independência das fontes e atentando

para o fato de que p(x) é fixo (a mistura é um dado constante). O modelo aditivo da

mistura reflete-se na verossimilhança p(x|s1, s2) e as informações dispońıveis acerca

das fontes são introduzidas em p1(s1) e p2(s2).

No caso de ausência de informações prévias acerca das fontes, uma estimativa

de máxima verossimilhança poderia ser adotada. Porém, infelizmente, no contexto

indeterminado a estimativa de máxima verossimilhança é inviável porque apresenta

soluções múltiplas [93].

Logo, é necessário modelar as fontes no paradigma bayesiano adotado. O

método FGMM admite que a distribuição das fontes (na realidade, como veremos

mais adiante, do módulo das fontes no domı́nio da transformada de Fourier) é uma

mistura de gaussianas de média zero (GMMs, detalhadas no Caṕıtulo 4). Admitindo

GMMs unidimensionais, obtemos as seguintes distribuições das fontes:

p(s1) =

K1∑
i=1

p
(1)
i

1
√

2πσ
(1)
i

e
− 1

2

(
s1

σ
(1)
i

)2

, (5.5)

p(s2) =

K2∑
i=1

p
(2)
i

1
√

2πσ
(2)
i

e
− 1

2

(
s2

σ
(2)
i

)2

, (5.6)

onde os parâmetros (p
(1)
i , p

(2)
i , σ

(1)
i e σ

(2)
i ) devem ser estimados a partir dos dados da

mistura x. Após a estimativa destes parâmetros (efetuada comumente mediante o
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algoritmo EM), cumpre estimar as fontes. Para tal devemos adotar uma medida do

custo da substituição dos parâmetros reais por uma estimativa dos mesmos, medida

que deve, num momento posterior, ser minimizada.

As duas medidas de custo mais comuns são a do erro quadrático e a da

distribuição de Dirac (a qual apresenta valor nulo, exceto quando as estimativas

coincidem com os parâmetros reais). É posśıvel provar que a primeira medida implica

uma estimativa que equivale à média posterior condicional, enquanto que a segunda

implica a clássica estimativa MAP (maximum a posteriori).

Em termos matemáticos, supondo parâmetro θ, estimativa α e função custo

C(α, θ), a estimativa αopt é calculada através de uma minimização do custo médio

sobre todos os valores posśıveis de θ:

αopt = arg min
α

∫
θ

C(α, θ)f(x|θ)π(θ)dθ, (5.7)

onde π(θ) representa o conhecimento que porventura tenhamos acerca do parâmetro

θ, antes de observamos a mistura x. Admitindo C(α, θ) = |α − θ|2, podemos de-

duzir [57] que αopt = E(θ|x) (estimativa de média posterior condicional - em inglês,

abreviado por PM).

Quando K1 = K2 = 1, as GMMs associadas a cada fonte se degeneram em

meras distribuições gaussianas; nesta condição, podemos facilmente demonstrar que

tanto a estimativa MAP quanto a PM podem ser obtidas por:

ŝ1 =

(
σ

(1)
1

)2

x(
σ

(1)
1

)2

+
(
σ

(2)
1

)2

+ σ2

, (5.8)

ŝ2 =

(
σ

(2)
1

)2

x(
σ

(1)
1

)2

+
(
σ

(2)
1

)2

+ σ2

. (5.9)

Cumpre notar que o resultado acima pode ser compreendido como uma gene-

ralização bayesiana do filtro de Wiener, já que a condição σ = 0 resultaria neste

filtro.

No caso de distribuições das fontes sendo GMMs não-degeneradas, a dedução

não é direta, sendo fundamentada numa interpretação de uma mistura de gaussianas

por meio de um modelo gerador, o qual admite que uma observação oriunda de uma

GMM é obtida através de duas fases [68]:
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(1) seleção de uma dasK gaussianas através de uma distribuição discreta que pode

ser expressa por
∑K

k=1 pkδ(q − k); q é associado ao componente (ou estado)

ativo;

(2) geração de uma amostra seguindo a distribuição gaussiana1 com variância σ2
q .

Os estados ativos das fontes 1 e 2 serão denominados, respectivamente, de q1 e q2.

Estes estados são normalmente desconhecidos, devendo ser estimados. A probabili-

dade posterior de que q1 = i e q2 = j é dada por:

γi,j(x) = p(i, j|x) ∝ p(x|i, j)p(i)p(j)

∝ p
(1)
i p

(2)
j g

(
x,
(
σ

(1)
i

)2

+
(
σ

(2)
j

)2

+ σ2

)
, (5.10)

onde g(x, σ) = 1√
2πσ

e−
1
2(

x
σ )

2

(no Caṕıtulo 4, a média da gaussiana era levada em

consideração; aqui, supomos média nula). Admitindo os estados ativos q1 = i e

q2 = j, o estimador condicional de Wiener (o qual, num paradigma bayesiano,

equivale tanto à estimativa MAP quanto à PM quando σ = 0) é dado por:

E(s1|i, j) =

(
σ

(1)
i

)2

x(
σ

(1)
i

)2

+
(
σ

(2)
j

)2

+ σ2

, (5.11)

E(s2|i, j) =

(
σ

(2)
j

)2

x(
σ

(1)
i

)2

+
(
σ

(2)
j

)2

+ σ2

, (5.12)

Caso modelemos as fontes com distribuições GMM não-degeneradas (com

K1 > 1 e K2 > 1), as estimativas MAP e PM passam a ser distintas. A estimativa

MAP estima o estado da GMM de cada fonte através do maior valor de γi,j, e então

recorre às Eqs. (5.11) e (5.12) para estimar as fontes (numa espécie de filtragem

de Wiener adaptativa [93]); já as estimativas PM são obtidas [101] por meio da

ponderação a seguir mostrada:

E(s1|x) =
K1∑
i=1

K2∑
j=1

γi,j(x)
σ

(1)
i(

σ
(1)
i

)2
+
(
σ

(2)
j

)2
+ σ2

x, (5.13)

1Neste caṕıtulo, supomos que as distribuições gaussianas possuem média zero; logo, elas são

determinadas unicamente por sua variância.
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E(s2|x) =
K1∑
i=1

K2∑
j=1

γi,j(x)
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j(

σ
(1)
i

)2
+
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(2)
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)2
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· x, (5.14)

onde γi,j ∝ p
(1)
i p

(2)
j g

(
x,
(
σ

(1)
i

)2

+
(
σ

(2)
j

)2

+ σ2

)
.

Por fim, cabe ressaltar que todas as estimativas acima mostradas não se

aplicam às amostras de sinais de áudio no domı́nio do tempo. Elas são aplicadas

à cada raia (bin) da transformada discreta de Fourier (DFT, de Discrete Fourier

Transform) dos sinais (na realidade, a transformada de Fourier de tempo curto, já

que a DFT é aplicada em quadros, estes suavizados mediante a janela de Hanning),

o que acaba por gerar observações unidimensionais. À cada raia são associadas duas

GMMs: uma para a fonte 1 e outra para a fonte 2. Na etapa de treinamento e na

Eq. (5.10), utiliza-se o módulo da DFT, o que implica uma modelagem que não

atenta para a fase do sinal (no domı́nio de Fourier).

Para o treinamento dos parâmetros das GMMs, a partir de valores iniciais

arbitrários, recorremos ao clássico método iterativo EM [68],[80], já detalhado no

Caṕıtulo 4.

5.2 Método Proposto: FNH

Detalhado na seção anterior, o método FGMM almeja modelar (via GMMs)

a distribuição dos módulos de cada raia da DFT dos sinais. Cada raia é modelada

de forma independente. No entanto, é conhecida a alta dependência entre as raias

quando um instrumento emite uma nota musical. Esta constatação inspirou nossa

proposta (denominada, daqui em diante, FNH 2), a qual apresenta duas diferenças

em relação ao método FGMM, a saber:

(1) contempla a dependência entre harmônicos;

(2) utiliza uma outra técnica de reconhecimento de padrões: redes neurais de

múltiplas camadas.

O recurso a outras técnicas de reconhecimento é importante para evitar um grave

problema existente na modelagem do método FGMM: o de um modelo de média

2No termo FNH, as letras F, N e H referem-se à, respectivamente, freqüência, neural e

harmônico.
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zero de sinais não-negativos (módulos da DFT), o que é um tanto irreal.

5.2.1 Análise DFT para sinais harmônicos

A primeira dificuldade de recorrer à estrutura harmônica dos sinais reside na

DFT. As freqüências por ela analisadas estão uniformemente distribúıdas entre 0 e

a metade da freqüência de amostragem. Isto provoca uma incompatibilidade com

uma análise das freqüências associadas aos harmônicos, dado que estes se distribuem

uniformemente numa escala logaŕıtmica. Para contornar este problema, é posśıvel

utilizar outras transformadas (como wavelets).

Neste ponto, optamos por uma estratégia já utilizada em modelagem senoidal:

a partir dos módulos das três raias (da DFT) mais próximas à freqüência desejada,

interpolamos uma parábola. Nossa estimativa do módulo da DFT na freqüência

desejada será o valor apresentado pela parábola nesta freqüência. Matematicamente,

seja f a freqüência a analisar; se as raias mais próximas a f apresentam freqüências

f1, f2 e f3 e módulos dados por, respectivamente, X1, X2 e X3, o módulo da DFT

em f é estimado por af 2 + bf + c, onde a, b e c são calculados por:
a

b

c

 =


f 2

1 f1 1

f 2
2 f2 1

f 2
3 f3 1


−1 

X1

X2

X3

 (5.15)

5.2.2 Formação dos padrões

Para a tarefa de reconhecimento de padrões, são formados 12 diferentes con-

juntos de padrões, cada qual associado a uma nota e aos seus respectivos harmônicos.

O número exato de harmônicos depende da nota e da freqüência de amostragem.

Por exemplo, a nota A0 possui freqüência de 27,5 Hz. Numa amostragem a 11 kHz

(onde a freqüência do sinal deve ser limitada a 5,5 kHz), ela apresenta harmônicos em

55, 110, 220, 440, ..., 3520 Hz; o padrão associado a esta nota possui 8 componentes

(A0 mais seus sete harmônicos). Os padrões são formados apenas pelos módulos da

DFT nas freqüências de interesse. Os módulos são obtidos mediante a interpolação

parabólica supracitada.

A idéia de se utilizar o módulo da DFT apenas de uma nota (e de seus
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harmônicos) para cada rede neural se inspira no fato de que as relações entre o

módulo da DFT na freqüência da nota e de seus harmônicos costumam ser muito

espećıficas para cada instrumento, possibilitando a distinção destes numa etapa de

separação posterior.

5.2.3 Análise com Redes Neurais

Para treinamento, após a formação dos padrões, podemos utilizar redes neu-

rais para classificar os padrões associados à fonte 1 ou à fonte 2. Para este propósito,

recorremos a redes neurais feedforward de duas camadas (a escondida e a de sáıda)

com apenas um neurônio de sáıda, treinadas por meio do algoritmo rápido resilient

backpropagation [102]. A função de ativação escolhida foi a tangente hiperbólica. No

treinamento, associamos à sáıda do neurônio (da camada de sáıda) o valor 1 para a

fonte 1 e o valor -1 para a outra fonte. Cabe ressaltar que há 12 redes neurais, uma

para cada nota.

Na fase de teste, após o janelamento do sinal e posterior transformação para

o domı́nio de Fourier, calculamos suas componentes nas frequências desejadas (nova-

mente, por meio da interpolação parabólica). Então, para cada um dos 12 padrões,

obtemos a resposta da rede neural, a qual varia entre +1 e -1.

Seja yo a resposta de uma das rede neurais (obtida a partir do neurônio de

sáıda). Este valor é associado a um ńıvel de mascaramento Mk, dado pela fórmula

Mk = (yo + 1)/2. O valor de mascaramento Mk é associado a todas as freqüências

relacionadas à rede neural (a nota e seus harmônicos).

5.2.4 Mascaramento

As redes neurais geram, na fase de teste, um valor de mascaramento para

as freqüências associadas a cada uma das notas. Então, deparamo-nos novamente

com o problema de compatibilizar estas freqüências (uniformemente distribúıdas por

nota numa escala logaŕıtmica) com as obtidas mediante uma DFT. Uma alternativa

seria utilizar uma interpolação parabólica, como visto anteriormente. Porém, esco-

lhemos utilizar uma interpolação spline cúbica [103] (notamos que os resultados são

praticamente os mesmos que os oriundos de uma interpolação parabólica). Todos
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Figura 5.1: Exemplo de mascaramento via redes neurais e sua interpolação.

os valores negativos obtidos por esta interpolação são considerados nulos; já os su-

periores a 1 são igualados à unidade. De todo modo, estas retificações são pouco

freqüentes.

A Figura 5.1 apresenta um exemplo de mascaramento oriundo de redes neu-

rais e sua respectiva interpolação (o eixo das abcissas está na escala logaŕıtmica,

mais adequada para a visualização).

A estimativa da fonte 1 é obtida mediante o mero produto (no domı́nio

de Fourier) do sinal de teste pela interpolação do mascaramento (M int
k (f), visto

na Figura 5.1). Já a estimativa da fonte 2 é obtida pelo produto da DFT por

(1−M int
k (f)). Dessa forma, o mascaramento é uma medida do grau em que deter-

minada amostra (no espaço tempo × freqüência) pertence à fonte 1 (e conseqüen-

temente o grau em que esta não pertence à fonte 2). Uma outra interpretação

conveniente seria a da probabilidade de classe a posteriori [55] (no nosso caso, as

“classes” seriam as fontes 1 e 2). Uma forma de mascaramento alternativa (e menos

suave) seria a do mascaramento binário, a qual associa cada ponto (no espaço tempo

× freqüência) a apenas uma das fontes (o método DUET [61], detalhado no Caṕıtulo

4).
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5.3 Simulações

Auditivamente, os resultados dos métodos FGMM e FNH são muito ruins

quando as fontes não estão sincronizadas. Cremos que, em [93], as fontes utilizadas

faziam parte de um trecho coerente de música por esta razão. Eis uma limitação de

ambos os métodos, a qual comumente não é muito grave. Em [93], os testes foram

efetuados com dois instrumentos: bateria e piano. Nas simulações por nós efetuadas,

optamos também por estes dois instrumentos, amostrados em 11kHz, devidamente

janelados (janela de Hanning) e com sobreposição de 75%. Eis uma configuração in-

teressante, a partir do momento em que temos um instrumento (piano) que obedece

ao “paradigma harmônico” (objeto de atenção especial do método proposto FNH)

e outro que não apresenta esta condição.

Duas medidas de qualidade de separação foram calculadas: SIR e SAR. Como

vimos em caṕıtulos anteriores, o SIR mede o reśıduo da outra fonte na estimativa

de cada fonte; já o SAR reflete a quantidade de distorção em cada sinal estimado.

O cálculo dessas medidas segue o formulado em [27]. Estes resultados foram apre-

sentados em [104].

Foi utilizado um trecho de cada fonte isolada com 1 minuto de duração para

treinamento e validação. As redes neurais dedicaram 20% destes dados para vali-

dação. Foram inicializadas 10 diferentes redes neurais para cada nota, sendo es-

colhida para a fase de teste a que apresentar menor erro quadrático médio. Este

procedimento, muito comum, reduz a probabilidade de uma rede neural se encontrar

num mı́nimo local inadequado (da superf́ıcie de erro).

A Tabela 5.1 exibe os resultados obtidos. O valor de P 3 (parâmetro) indica

o número de gaussianas (para o método FGMM) ou o número de neurônios na ca-

mada escondida (para o método FNH) e N é o comprimento da janela de Hanning.

Os subscritos “p” e “b” indicam piano e bateria, respectivamente.

Os resultados apresentados indicam que o SIR para a estimativa do piano

obteve uma significativa melhora com o método proposto; já a da bateria sofre

uma degradação muito grande, devido ao fato de esta não apresentar caracteŕısticas

harmônicas t́ıpicas. Interessante notar que o método proposto oferece um SAR su-

3Cumpre notar que neste caṕıtulo a definição de P difere da utilizada no Caṕıtulo 3, onde era

o número de fontes.
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Tabela 5.1: Medidas SIR e SAR obtidas pelos métodos FGMM e FNH.

Método P N SIRb SIRp SARb SARp

FGMM 4 512 13,42 3,56 -13,86 -15,06

FGMM 8 512 15,05 1,07 -14,12 -17,33

FGMM 16 512 17,56 0,23 -14,72 -18,27

FGMM 4 1024 27,73 -3,76 -13,54 -16,66

FGMM 8 1024 38,48 -7,02 -14,24 -17,72

FNH 3 512 -7,14 10,03 2,75 1,76

FNH 3 1024 -1,12 14,97 0,50 5,79

FNH 4 1024 -3,46 12,51 0,71 5,22

FNH 6 1024 -5,10 10,65 -0,09 4,86

perior, provavelmente devido ao fato de suas alterações no domı́nio da freqüência

tenderem a ser suaves (o que não ocorre com o método FGMM, pois este modela

cada raia da DFT de forma independente das outras).

Outro padrão a ressaltar é a melhora em SIRb no método FGMM com o

aumento do número de gaussianas, acompanhado de uma degradação em SIRp. No

método FNH, notamos que um número de neurônios na camada escondida superior

a 3 degrada os resultados (exceto SARb quando o número de neurônios é igual a

4; mas a diferença é muito pequena). Um tamanho de janela de 1024 se mostrou

benéfico (em relação a um comprimento de 512) para o método proposto, enquanto

que para o FGMM só o foi para a bateria. As Figuras 5.2-5.7 mostram as fontes

origi- nais (amostras no domı́nio do tempo, num trecho de duração de aproximada-

mente 19s), bem como suas estimativas mediante várias configurações dos métodos

FGMM e a melhor estimativa do método proposto FNH. Embora a aparência da

estimativa via FNH pareça muito superior, auditivamente a estimativa da bateria

pelo método FGMM é significativamente melhor (o que é coerente com os valores

de SIRb apresentados). O método FGMM parece apresentar muito rúıdo (o que

degrada o seu SAR). Provavelmente, tal fato se deve às descontinuidades no trata-

mento das raias (freqüências), já que cada raia é modelada de forma completamente

independente das outras.
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Figura 5.2: Fontes originais. (a) bateria, (b) piano.

A Figura 5.8 apresenta a evolução do mascaramento no espaço tempo ×

freqüência em um pequeno trecho do sinal; observamos que a superf́ıcie de mascara-

mento é relativamente suave. Foram suprimidas as freqüências inferiores a 1000 Hz,

para tornar o gráfico melhor visualizável (há uma grande densidade de picos nestas

freqüências, já que nesta figura o gráfico se apresenta numa escala linear).

5.4 Considerações Finais

Neste caṕıtulo, apresentamos um método alternativo de separação de fontes

mediante uma única mistura dispońıvel. Este método adota o mesmo paradigma

do método apresentado em [93]. Duas caracteŕısticas que distinguem o método pro-

posto são o seu recurso à estrutura harmônica de sinais oriundos de instrumentos

musicais e o uso de redes neurais feedforward para reconhecimento de padrões.

A modelagem da estrutura harmônica nos permitiu obter melhoras significa-

tivas na separação, apresentando distorção menor e maior razão sinal-interferência

(para instrumentos harmônicos). A especificidade da nossa proposta implica uma

degradação de desempenho quando o instrumento a separar não possui uma freqüência
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Figura 5.3: Fontes estimadas pelo método FGMM, com 4 gaussianas e janela de

comprimento 512. (a) bateria, (b) piano.

Figura 5.4: Fontes estimadas pelo método FGMM, com 16 gaussianas e janela de

comprimento 512. (a) bateria, (b) piano.

135



Figura 5.5: Fontes estimadas pelo método FGMM, com 4 gaussianas e janela de

comprimento 1024. (a) bateria, (b) piano.

Figura 5.6: Fontes estimadas pelo método FGMM, com 8 gaussianas e janela de

comprimento 1024. (a) bateria, (b) piano.
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Figura 5.7: Fontes estimadas pelo método FNH, com 3 neurônios na camada escon-

dida e janela de comprimento 1024. (a) bateria, (b) piano.

Figura 5.8: Padrão do mascaramento no espaço tempo × freqüência em um pequeno

trecho de sinal.
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fundamental bem definida (como é o caso da bateria). Este fato nos leva a concluir

que uma estratégia interessante seria empregar o método proposto ou o método de

[93] de forma dependente do instrumento. Uma alternativa para o mascaramento

suave proposto seria utilizar um mascaramento binário (Mk(f) podendo ser 0 ou 1

[61]).
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Caṕıtulo 6

Conclusão

Esta dissertação abordou o importante problema da separação de fontes em

diferentes configurações. Todas as configurações de misturas contempladas per-

tencem ao caso linear, o qual se desmembra em dois: o caso instantâneo e o convo-

lutivo.

No segundo caṕıtulo, o caso instantâneo e determinado (número de fontes

igual ao número de misturas) foi contemplado. O algoritmo InfoMax foi derivado a

partir de uma abordagem bayesiana, a qual permitiu a explicitação de alguns de seus

pressupostos. Um deles foi a distribuição uniforme dos coeficientes da matriz de mis-

turas. Esta explicitação foi importante, à medida em que ensejou uma modificação

no algoritmo, a qual supõe um conhecimento acerca dos coeficientes supracitados,

caso tenhamos estes coeficientes amostrados segundo uma distribuição exponencial.

Uma modificação do método Infomax, a qual leva em consideração informações

acerca da matriz de misturas, apresentou vantagens na estimativa das fontes, par-

ticularmente para o caso onde o número de amostras é reduzido. Foi então testada

a utilidade de um conhecimento estat́ıstico inexato acerca destes coeficientes. Esta

hipótese foi testada devido ao fato de, na prática, comumente o conhecimento es-

tat́ıstico que possúımos não ser exato. É comum, por exemplo, supor-se que uma

distribuição a se estimar pertença ao grupo das distribuições paramétricas, o que

muitas vezes não é verdade. Este teste nos permitiu concluir que mesmo um conheci-

mento bastante inexato acerca da distribuição dos coeficientes da matriz de mistura

pode resultar em significativas melhoras dos métodos de separação.

As constatações acima inspiraram-nos a modificar um conhecido método de
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deconvolução cega de fontes (também dedicado ao caso de misturas lineares e ins-

tantâneas), de modo a nele inserir um conhecimento estat́ıstico acerca dos coefi-

cientes da matriz de mistura. Verificamos que não raro esta modificação implica

significativos ganhos de razão sinal-interferência mais rúıdo. Cabe notar que tanto

neste caso quanto nos anteriores, a otimização é realizada via métodos de gradiente

e almeja estimar a inversa da matriz de misturas, o que exige uma transformação do

conhecimento acerca dos coeficientes da matriz de mistura para um conhecimento

acerca dos coeficientes da inversa desta matriz.

A inserção deste tipo de conhecimento estat́ıstico pode ser, obviamente, es-

tendida para outros métodos de separação de fontes, e não necessariamente deve

se restringir ao caso instantâneo. No caso de misturas anecóicas, onde o número

de parâmetros a estimar também é relativamente pequeno, esta inserção pode se

verificar vantajosa. No caso de misturas convolutivas, além deste conhecimento ser

mais complicado de se possuir, é mais dif́ıcil tratá-lo matematicamente de forma

a inseri-lo num método de separação. Uma proposta interessante para este caso

seria utilizar caracteŕısticas da continuidade da função de transferência do sistema,

facilmente modelável, por exemplo, por cadeias de Markov de primeira ordem.

O conhecimento estat́ıstico acima aludido não se revelou em geral proveitoso

na possibilidade de termos acesso a um grande número de amostras das misturas.

No entanto, particularmente em processamento de sinais de comunicações digitais,

esta condição não costuma ser satisfeita, o que pode tornar este conhecimento bas-

tante valioso em diversas situações práticas.

No terceiro caṕıtulo, o problema da separação de fontes foi alçado a um maior

grau de dificuldade, à medida em que foi abordado o problema da separação de fontes

misturadas de forma convolutiva. Misturas convolutivas abarcam, como caso parti-

cular, o caso de misturas anecóicas (onde pode haver atraso entre sensores, embora

não haja múltiplos percursos). Este tipo de mistura possui uma aplicabilidade bem

maior, já que na prática as misturas convolutivas são as mais freqüentes. Mas este

é um problema bastante desafiador, pois é comum haver (em sinais de áudio, por

exemplo) funções de transferência com comprimento da ordem de milhares.

Dois diferentes métodos de separação de fontes convolutivamente misturadas

foram apresentados com maior detalhe, sendo denominados, nesta dissertação, por
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GASFC e EDAO.

Foram feitas duas propostas para melhora de convergência do método GASFC,

enfocadas na sua formulação on-line. A primeira consistiu em aplicar a este método

algumas heuŕısticas de aceleração da convergência, as quais tornam variantes no

tempo as taxas de aprendizagem, que passam a ser distintas para cada parâmetro

ajustável. Após alguns melhoramentos, o método proposto apresentou uma taxa

de convergência superior a do algoritmo original, sem perder desempenho após a

estabilização dos parâmetros.

A segunda proposta para o algoritmo GASFC utilizou estimativas recursi-

vas das matrizes de correlação. Esta proposta resultou numa grande aceleração da

convergência do método, embora tenha havido uma perda de desempenho após a es-

tabilização. Esta perda indesejável pode ser facilmente contornada, pois a recursão

proposta depende de um fator de lembrança que pode ser reduzido à medida em que

o algoritmo aproxima-se da estabilização.

Uma conjunção das duas propostas anteriores poderia agilizar ainda mais o

processo de convergência do método GASFC.

Além das supracitadas modificações do método GASFC, duas avaliações rela-

cionadas a este método foram efetuadas. A primeira consistiu na possibilidade de

se utilizar filtros de separação de comprimento maior do que os filtros do sistema de

mistura. Esta modificação, embora tenha aumentado o custo computacional, resul-

tou em valores de SIR significativamente superiores, além de uma maior estabilidade

de desempenho após a convergência do algoritmo. Claramente conclui-se, deste fato,

que há um compromisso entre complexidade computacional e desempenho, o qual

não havia sido devidamente enfatizado na literatura dispońıvel.

A segunda avaliação no tocante ao método GASFC diz respeito à utilização

de sua função custo para seleção de filtros IIR, rarissimamente utilizados em sepa-

ração de fontes. Verificamos que, em geral, não há uma adequada seleção de fil-

tros IIR caso escolhamos aqueles que resultem numa minimização da função custo.

Comparações dos formatos das superf́ıcies de SIR e das superf́ıcies da função custo

revelaram que muitas vezes os mı́nimos globais destas não coincidem com os máximos

globais daquelas. Embora possamos não ter exaurido todas as possibilidades, iden-

tificamos duas configurações indesejáveis que podem ocorrer: o mı́nimo global da

141



função custo coincidir com um máximo local do SIR ou o máximo do SIR coincindir

com um mı́nimo local da função custo. Estes inconvenientes descartaram a possi-

bilidade de a função custo do método GASFC ser utilizada qual critério de seleção

de filtros IIR de separação.

No tocante ao método EDAO, o qual pode ser interpretado como uma genera-

lização multidimensional dos métodos-padrão de análise de componentes indepen-

dentes, também foram efetuadas duas propostas: uma que conjuga suas estimativas

com estimativas de direção de chegada das fontes (de modo a contornar o ainda

presente problema da permutação) e outra que propicia ganhos de separação por

meio de uma leve modificação na sua função custo.

Já no terceiro caṕıtulo, o problema de mistura instantânea foi novamente con-

templado. O ńıvel de dificuldade acrescentado não mais diz respeito a uma maior

quantidade de coeficientes dos filtros de misturas, mas a um reduzido número de mis-

turas, problema cognominado “indeterminado”. A maioria das técnicas de análise de

componentes independentes não mais se aplica neste caso, sendo em geral utilizadas

técnicas de análise de componentes esparsos. Cabe ressaltar que estas técnicas

ainda exploram a diversidade espacial das fontes, necessitando de pelo menos duas

misturas para serem aplicáveis. Vimos que estas técnicas normalmente se valem de

quatro passos para resolução do problema de separação de misturas indeterminadas.

Foi proposta uma nova técnica para a estimativa da matriz de misturas. Esta

técnica recorre a modelos de misturas de gaussianas e apresentou desempenho supe-

rior a diversos outros métodos propostos na literatura. Dos três casos estudados, o

método proposto foi superior a todos os outros em dois. Já no tocante a erro global,

o algoritmo proposto apresentou desempenho (ligeiramente) inferior a apenas um

dos algoritmos concorrentes.

Para a estimativa da representação das fontes no domı́nio da transformada,

foram testados critérios de minimização de norma lp, com p 6= 1, bem como intro-

duzida uma função custo que penaliza soluções pouco cont́ınuas. Verificamos que

um valor de p superior a 1 não costuma provocar melhoras nas estimativas, embora

valores inferiores à unidade o possam. O critério de continuidade testado, embora

também utilizado no caso de uma única mistura dispońıvel, não angariou ganhos

significativos na separação, indicando que a informação oriunda da diversidade es-
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pacial é muito mais informativa.

Comumente, os métodos que tratam do caso indeterminado supõem a cada

instante que o número de fontes ativas (ou não-nulas) é igual à unidade ou ao número

de misturas. Avaliamos experimentalmente os ganhos oriundos de um método que

supõe um número de fontes ativas variante no tempo. Este método não se presta

a propósitos de separação, pois o objetivo foi estabelecer, utilizando-se do conheci-

mento das fontes, um limite superior de desempenho. O desempenho deste método

foi bem melhor do que nos métodos que supõem um número constante de fontes

ativas. Interessantemente, um histograma do número ótimo de fontes ativas a cada

instante tende a se concentrar em valores próximos de M . Observamos que este his-

tograma cresce monotonamente, para um número de fontes inferior a 12, porém, para

um número de fontes entre 12 e 14, verificamos a existência de picos no histograma

para um número de fontes igual a M − 1. Não houve testes para um número de

fontes maior do que 14, pois na prática é muito rara a situação de separar-se mais do

que este número de fontes. A existência destes picos em valores menores do que M

sugere que pode ter resultados interessantes uma estratégia que admita um número

fixo de fontes ativas a cada instante, embora este número seja diferente de M , al-

ternativa não encontrada por nós na literatura corrente. Uma técnica que utilize

apenas as M misturas para estimar um número inferior (e maior do que 1) de fontes

poderia ser desenvolvida para avaliar esta possibilidade.

No que diz respeito à reconstrução das fontes, verificamos que parte do erro

de reconstrução deve-se a efeitos de aliasing, dado que os bancos de filtros de análise

costumam ser criticamente decimados. Verificamos que um fator de decimação in-

ferior ao cŕıtico costuma melhorar sensivelmente as medidas de SAR e SDR das

estimativas das fontes. Uma interessante sugestão seria analisar matematicamente

o efeito do aliasing no erro de reconstrução, admitindo distribuições exponenciais

dos coeficientes da decomposição das fontes. Outra avaliação quanto ao processo

de reconstrução verificou que as atuais técnicas de análise de componentes esparsos,

para um número de fontes menor do que 15, estimam as fontes com um erro muito

superior ao que se pode obter no caso determinado (caso tenhamos, em ambas as

situações, conhecimento pleno da matriz de misturas).

Por fim, no Caṕıtulo 5, o problema de separação de fontes com apenas um
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único sensor (ou mistura) foi contemplado. Esta é a configuração mais dif́ıcil para

separação, pois é a que fornece menos informação posśıvel. Não se pode explorar,

neste tipo de problema, a diversidade espacial entre sensores. Uma forma de se

contornar esta falta de conhecimento consiste em se recorrer a trechos das fontes

isoladas, de forma a treinar um modelo de cada fonte. A partir do momento em que

se utiliza um conhecimento (geralmente espectral) das fontes, não podemos mais

denominar a separação de cega. Nesta dissertação, optamos por denominar este

tipo de separação como “supervisionada”.

Foi detalhado um método de separação de fontes para o caso monosensor,

o qual modela as raias da STFT com um modelo de misturas de gaussianas. Este

método foi denominado como FGMM, apresentando algumas dificuldades, em espe-

cial a hipótese de independência entre raias, a qual não é atendida em, por exemplo,

trechos de sustentação de instrumentos harmônicos.

Propomos então um método que utiliza redes neurais para separação, o qual

contempla posśıveis dependências estat́ısticas entre raias. Este método não mod-

ela a fase das raias das fontes, mas apenas o seu módulo, assim como o método

FGMM. Ele efetua uma espécie de mascaramento na freqüência do sinal de mis-

tura, o qual diretamente gera as estimativas das fontes a partir do mesmo. A

caracteŕıstica suave do mascaramento permitiu-nos obter um SAR bastante supe-

rior ao do método FGMM. Verificamos que as estimativas de instrumentos com

caracteŕısticas harmônicas foram visivelmente melhoradas com o método proposto,

chamado de FNH.
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